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6.2. Muestras de ERP sintéticos utilizados para crear el conjunto de

entrenamiento de la base de datos sintética (canal Pz). . . . . . . 63
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Resumen

Las interfaces cerebro-computadora son sistemas que proporcionan comuni-

cación a un dispositivo externo utilizando en forma directa mediciones de la ac-

tividad cerebral. Estos sistemas utilizan métodos de procesamiento de señales

y aprendizaje maquinal para traducir en comandos útiles la actividad cerebral

registrada. Entre las señales empleadas para implementar interfaces cerebro-

computadora podemos encontrar los potenciales relacionados con eventos, los

cuales están comúnmente enmascarados por ruido no correlacionado de gran am-

plitud. Este es uno de los principales problemas de procesamiento de señales que

se deben resolver en las interfaces cerebro-computadora basadas en potenciales

P300. La clasificación y estimación de pequeñas señales repetitivas usualmente

requiere del registro y procesamiento de varias realizaciones de la señal de in-

terés, siendo cada repetición un proceso que consume tiempo y reduce la tasa

de transferencia de información. Para afrontar este problema, hemos propuesto

una nueva variante de autocodificador con una función de coste multiobjetivo,

llamada autocodificador de estimación de promedios coherentes. En este trabajo

se ilustra su uso y analiza su desempeño aplicándolo al problema del procesa-

miento de potenciales relacionados con eventos. También se presentan resultados

experimentales que muestran las ventajas del enfoque propuesto.
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Abstract

Brain-computer interfaces are systems that provide communication to an ex-

ternal device by means of directly measuring the brain activity. These systems

rely on signal processing and machine learning stages to succesefully translate

the registered brain activity into usefull commands. Amongst the signals emplo-

yed in brain-computer interfaces we can find different event related potentials,

which are usually masked by large noise. This is one of the main signal processing

problems to solve when estimating or classifying P300 event related potentials in

brain-computer interfaces. Classification and estimation of small repetitive sig-

nals usually require recording and processing several different realizations of the

signal of interest. Each repetition is a time consuming process that reduces the

information transfer rate. To cope with this issue we propose a novel autoencoder

variation, called coherent averaging estimation autoencoder with a new multi-

objective cost function. We illustrate its use and analyze its performance in the

problem of event related potentials processing. Experimental results showing the

advantages of the proposed approach are presented as well.

xi





Caṕıtulo 1

Introducción

Una interfaz cerebro-computadora (BCI, del inglés Brain Computer Interface)

es un sistema que provee v́ıas de comunicación directas entre el cerebro y un dis-

positivo externo. Estas interfaces son una alternativa novedosa de comunicación

particularmente interesantes para personas con discapacidades motoras severas,

ya sea para ayudar a su integración en la sociedad o para proveer un medio de

control sin asistencia permanente del entorno en el que se desenvuelven.

Las BCI detectan la presencia de patrones espećıficos de la actividad cerebral

en curso de una persona, para luego traducirlos en comandos de control utilizables.

Para identificar estos patrones, se emplean varios algoritmos de procesamiento

de señales y de inteligencia artificial. Estos sistemas requieren de algún método

de registro de la actividad cerebral y de una subsecuente traducción de dichos

registros en señales de control aplicables a los dispositivos externos.

Puesto que la actividad cerebral es intŕınsecamente no lineal y no estaciona-

ria, el procesamiento y análisis de las señales que ésta genera presenta grandes

desaf́ıos. Estas señales se caracterizan por una gran variabilidad entre distintos

sujetos e incluso entre distintas realizaciones. Además, cuando la captura de las

señales se realiza por medio de electroencefalograf́ıa (EEG), los registros inclu-

yen actividad proveniente de diversas fuentes, de las cuales sólo algunas aportan

información de interés. Por otro lado, para los problemas de interés en la pre-

sente tesis, la relación señal a ruido (SNR, del inglés Signal to Noise Ratio) es

muy desfavorable y las señales son de alta dimensión, con relativamente pocos

patrones disponibles para el ajuste de los modelos a los datos. En el ámbito de

las BCI, a las dificultades mencionadas se suma el hecho de que los métodos de

procesamiento y clasificación deben ser aplicables en tiempo real. Debido a las

1
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Figura 1.1: Tasa de transferencia de información en relación al número de épocas.

razones previamente mencionadas, los métodos de procesamiento de señales y

reconocimiento de patrones constituyen un bloque cŕıtico en el desarrollo de las

BCI.

En el caso particular de las BCI basadas en potenciales P300, es común repetir

múltiples veces el proceso de registro para aumentar las tasas de reconocimien-

to de las distintas señales. En la Figura 1.1 se presentan curvas de la tasa de

transferencia de información (ITR, del inglés Information Transfer Rate) contra

la cantidad veces que se realizó el bloque de registro o épocas en una BCI basadas

en potenciales P300. La curva azul representa la ITR que se obtendŕıa si la tasa

de reconocimiento se señales fuese perfecta, mientras que la curva azul muestra

la ITR que se obtendŕıa con las tasas de reconocimiento provistas utilizando una

técnica del estado del arte [15]. Esta gráfica sugiere que hay lugar para incre-

mentar el rendimiento de una BCI basada en potenciales P300 aumentando las

tasas de clasificación de patrones para épocas únicas. Cabe resaltar que la ITR es

solo una de las posibles medidas del rendimiento de una BCI, y que si bien tiene

múltiples problemas al ser utilizada en esta aplicación [8], es sencilla y sirve para

realizar una comparación rápida.

Por otro lado, a partir de la observación y entendimiento de ciertos mecanis-

mos inteligentes empleados por los organismos vivos, es posible desarrollar nuevos
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algoritmos que combinen técnicas inteligentes, capaces de aprender a partir de

los datos con que se cuenta y logren representaciones suficientemente robustas

que pongan en evidencia información discriminativa relevante de las señales ana-

lizadas. Una manera muy difundida de atacar estos problemas es a través del uso

de una red neuronal artificial (ANN, del inglés Artificial Neural Network). Los

modelos basados en ANN han sido desarrollados para una variedad de propósitos,

inspirados generalmente en el funcionamiento de las neuronas biológicas. En los

últimos años estos métodos han ganado popularidad, siendo aplicados con éxito a

diversas problemáticas, motivándonos a desarrollar variantes de estos que puedan

ser aplicables a las BCI.

El objetivo general de esta propuesta consiste en diseñar y desarrollar nuevos

algoritmos para análisis y procesamiento de señales de EEG con aplicación en el

contexto de las BCI, y que brinden mejoras en el desempeño de estos sistemas.

Los objetivos particulares incluyen:

Explorar el estado del arte de las técnicas del procesamiento de señales

aplicado a BCI.

Proponer y desarrollar nuevos algoritmos de aprendizaje automático basa-

dos en ANN que contribuyan al análisis y procesamiento de señales de EEG

utilizadas en BCI.

Implementar las técnicas de análisis y procesamiento desarrolladas.

Validar los métodos desarrollados mediante experimentos con datos artifi-

ciales y reales en el contexto de las BCI.

Interpretar los resultados desde una perspectiva de análisis, modelado e

identificación de señales y sistemas.

El resto de este documento se organizará como se describe a continuación. En

el Caṕıtulo 2 se presenta la problemática a abordar, dando una breve reseña de las

técnicas de procesamiento más utilizadas en el área. En el Caṕıtulo 3 se presentan

brevemente algunos conceptos y métodos computacionales básicos utilizados en el

desarrollo de los caṕıtulos posteriores. En el Caṕıtulo 4 se presentan los algoritmos

que se utilizarán como base para el desarrollo de la estrategia propuesta y se

discuten algunas consideraciones prácticas de estos métodos. También se presenta

en dicho caṕıtulo la mayor parte de la notación matemática a utilizar. En el



4 Caṕıtulo 1. Introducción

Caṕıtulo 5 desarrollamos los algoritmos propuestos en esta tesis. En el Caṕıtulo

6 se describen los experimentos realizados para analizar las capacidades de los

métodos propuestos y se presentan los resultados de dichos experimentos. Por

último, en el Caṕıtulo 7 se discuten los resultados y conclusiones generales, y se

presentan las ĺıneas de trabajo futuro a desarrollar.



Caṕıtulo 2

Interfaces Cerebro Computadora

En términos simples, una BCI se puede definir como un sistema que traduce

señales cerebrales en nuevos tipos de salidas. Una definición más formal es la

siguiente: una BCI es un sistema que adquiere señales representativas de la acti-

vidad cerebral y la traduce en una salida que puede ser usada para modificar las

interacciones entre el cerebro y su ambiente interno o externo [18].

En este caṕıtulo se discutirán algunos aspectos relevantes relacionados a las

BCI.

2.1. Bloques funcionales de una BCI

En general, y de acuerdo a una de las primeras revisiones en el área [102], las

partes de una BCI genérica se plantean como muestra el diagrama de la Figura

2.1. Se pueden distinguir claramente los siguientes bloques:

a) Instrumentación: es la etapa de adquisición y acondicionamiento de la señal

de entrada. Capta la señal cerebral y devuelve una señal digitalizada en un rango

dinámico adecuado para ser utilizada por los siguientes bloques.

b) Extracción de caracteŕısticas: tiene como objetivo generar una representa-

ción adecuada de la señal de entrada que permita mejorar el desempeño de la

etapa de clasificación.

c) Clasificación y traducción: en esta etapa se toman los patrones de la etapa

de extracción de caracteŕısticas, que se clasifican y traducen en las señales de

salida de la BCI. Dichas señales de salida deben ser comandos adecuados para

los dispositivos a controlar.

El usuario debe poder monitorear el estado del dispositivo a controlar. Esta

5
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Adquisición

de la Señal
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Figura 2.1: Diagrama de bloques de una BCI genérica.

realimentación permite al usuario determinar el resultado de sus esfuerzos por

controlarlo, pudiendo aśı modular adecuadamente su actividad cerebral.

En la presente tesis los bloques sobre los que nos centraremos son los de extrac-

ción de caracteŕısticas y de clasificación. Estos son los componentes de una BCI

que aplican algoritmos de procesamiento de señales digitales y de reconocimiento

de patrones. Estos dos bloques a su vez pueden ser subdivididos en preprocesa-

miento, extracción de caracteŕısticas, selección de caracteŕısticas, clasificación y

traducción. Esta división en bloques debe ser vista como una simplificación para

el estudio ya que muchas veces estas etapas pueden estar combinadas o no estar

presentes.

2.1.1. Preprocesamiento

El objetivo principal del preprocesamiento es mejorar la relación señal a ruido

presente en los registros. Las etapas de preprocesamiento que más comúnmente

se realizan son el filtrado temporal, el filtrado espacial y la detección y remoción

de artefactos [3].

Para aplicar filtrado temporal suelen utilizarse filtros sencillos. En el caso

de las señales de EEG, y dependiendo del fenómeno particular a estudiar, la

información útil se ubica por debajo de una frecuencia dada. En la etapa de

preprocesamiento de las BCI suele utilizarse filtros pasa-bajos con frecuencias de

corte que permitan mejorar la SNR del fenómeno bajo estudio. También es común

la utilización de filtros pasa-banda, que además del ruido de alta frecuencia,

rechazan también las tendencias de baja frecuencia, asociadas en general a la

impedancia de la interfaz electrodo-piel.
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Pueden ser utilizados distintos tipos de filtros espaciales, los más habituales

son los de referencia promedio común (CAR, del inglés Common Average Refe-

rence) y los laplacianos. Otro método que suele emplearse es el los de patrones

espaciales comunes (CSP, del inglés Common Spatial Patterns), particularmen-

te con señales de imagineŕıa motora1. Dependiendo de como sean utilizadas las

técnicas de análisis de componentes independientes (ICA, del inglés Independent

Component Analysis) y análisis de componentes principales (PCA, del inglés

Principal Components Analysis) también pueden ser consideradas filtros espacia-

les.

De las diversas fuentes de artefactos que pueden contaminar las señales de

EEG, muchas contienen enerǵıa en bandas de frecuencia que se solapan con la

información de interés (ver Sección 2.2.1). En estos casos los métodos de filtra-

do clásicos no son efectivos y es necesario utilizar otras técnicas como filtros

adaptativos, filtros de Wiener o filtros de Bayes, técnicas de corrección utilizando

electrooculograf́ıa (EOG), métodos de separación ciega de fuentes u otras estrate-

gias como la descomposición modal emṕırica y la descomposición modal no-lineal.

Una revisión detallada de estas y otras técnicas aplicadas a señales de EEG puede

verse en [96].

2.1.2. Extracción de caracteŕısticas

Las técnicas de extracción de caracteŕısticas buscan encontrar parámetros de

la señal reactivos al fenómeno que se desea detectar. Una gran variedad de es-

trategias se han utilizado para la extracción de caracteŕısticas en el ámbito de

las BCI. Muchas de estas estrategias están basadas en el diseño ad-hoc de carac-

teŕısticas pero los métodos más comúnmente utilizados son estrategias generales

de análisis de señales como las representaciones tiempo frecuencia y el modelado

paramétrico. Más detalles se pueden encontrar en [3].

2.1.3. Selección de caracteŕısticas

Posteriormente al proceso de extracción de caracteŕısticas se puede seleccionar

cuales son las que mas aportan a la resolución del problema. Estos son especial-

mente útiles para los diseños de BCI con dimensionalidad alta para los datos de

entrada, o con estrategias de extracción de caracteŕısticas que generen patrones

1del inglés “motor imagery”.
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de dimensiones elevadas. Las técnicas más populares en este apartado para su

uso en BCI han sido los algoritmo genético (GA, del inglés Genetic Algorithm),

el análisis discriminante lineal (LDA, del inglés Linear Discriminant Analysis), el

PCA, la selección secuencial de caracteŕısticas y la búsquedas en grilla [3].

2.1.4. Clasificación

La etapa de clasificación constituye uno de los bloques clave en las BCI. Una

gran variedad de clasificadores se ha utilizado en este ámbito, y en general se

observa que los clasificadores lineales son más robustos que los no lineales. Esto

se debe a que este tipo de clasificadores tiene menos parámetros libres, y por tan-

to son menos propensos al sobre-ajuste [51]. Las técnicas más utilizadas son las

máquina de soporte vectorial (SVM, del inglés Support Vector Machine) tanto

lineales como no lineales, los clasificadores basados en LDA, las ANN (princi-

palmente como perceptrón multi-capa (MLP, del inglés Multi Layer Perceptron)

pero en algunos casos también perceptrones simples) y las selvas aleatorias2 [3].

2.2. Registro de la Actividad Cerebral

Existen diversas tecnoloǵıas de registro que permiten captar la actividad cere-

bral, sin embargo no todas son aptas para el desarrollo de BCI. Entre las invasivas

se encuentran los registros con microelectrodos implantables intracorticales [103].

Los primeros pueden registrar actividad de distinto tipo dependiendo de su ubi-

cación (en relación a las neuronas corticales) y del tipo de filtrado temporal que

se aplique. Los registros de cada uno de estos electrodos pueden corresponder a la

actividad de una unidad única, de múltiples unidades o a el potencial de campo

local (LFP, del inglés Local Field Potential). Otra técnica de registro de la ac-

tividad eléctrica cerebral invasiva es la electrocorticograf́ıa (ECoG) que consiste

en la aplicación de electrodos directamente sobre la corteza cerebral. Con esta

técnica se obtienen mejores resoluciones espacial y temporal en comparación con

la EEG y además de menor sensibilidad a artefactos, sin embargo no deja de ser

una técnica invasiva que requiere de una craneotomı́a y tiene riesgos asociados (a

pesar de que no se penetra la masa encefálica) [97].

Entre las técnicas no invasivas existe gran variedad de métodos de registro con

2del inglés “random forests”.
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Tabla 2.1: Resumen de métodos de registro de actividad cerebral.

Método Actividad Precio Portabilidad Riesgo
Resolución
Temporal

Resolución
Espacial

EEG Eléctrica ++ Portable + ∼0,05s ∼10mm

MEG Magnética ∼ No-Portable + ∼0,05s ∼5mm

fNIRS Metabólica + Portable + ∼1s ∼5mm

fMRI Metabólica – No-Portable ∼ ∼1s ∼1mm

ECoG Eléctrica + Portable - ∼0,003s ∼1mm

Registros
Intracor-
ticales

Eléctrica ∼ Portable – ∼0,003s
∼0,5mm
a
∼0,05mm

diferentes grados de resolución espacial o temporal, amplio rango de precios y dis-

tintas posibilidades de portabilidad. Aunque la técnica no invasiva más popular

es la EEG, es posible también utilizar la magnetoencefalograf́ıa (MEG) para me-

dir los campos electromagnéticos del cerebro. Además hay diversas técnicas que

permiten medir la actividad cerebral en base al flujo sangúıneo a través de sus te-

jidos, entre estas últimas tienen potencial aplicación en BCI la espectroscoṕıa del

infrarrojo cercano funcional (fNIRS, del inglés Functional Near-Infrared Spectros-

copy) y la resonancia magnética nuclear funcional (fMRI, del inglés Functional

Magnetic Resonance Imaging) [103]. En la Tabla 2.1 se presenta un resumen de

las caracteŕısticas principales de los métodos de registro mencionados [66]. Cabe

resaltar que en la presente tesis se trabajará con señales de EEG.

2.2.1. Electroencefalograf́ıa

El potencial de acción fue observado por primera vez en el año 1848 por el

fisiólogo Emil du Bois Rédmond. Luego, en 1875, Richard Caton observó poten-

ciales eléctricos a nivel cerebral efectuando registros invasivos en animales. Final-

mente Hans Berger acuñó el término EEG y fue el primero en publicar registros

de actividad eléctrica cerebral en seres humanos. Desde esa época se han descrito

las ondas cerebrales, los potenciales evocados y alteraciones de los patrones que

se observan por ejemplo durante los ataques de epilepsia. Actualmente la EEG
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es una técnica muy usada en neuroloǵıa cĺınica. Es comúnmente empleada para

determinar el tipo y la localización de la actividad epiléptica o para el análisis

de los trastornos del sueño [83]. También tiene aplicación en el diagnóstico y/o

tratamiento de otras disfunciones neurológicas como encefalopat́ıas, infecciones,

demencia o desórdenes psiquiátricos [88].

La EEG mide diferencias de potencial eléctrico entre distintos puntos en el

cuero cabelludo. Este potencial en el cuero cabelludo se genera como resultado

de la actividad neuronal, cuya acción puede ser modelada como un conjunto de

múltiples fuentes de corriente distribuidas en un cuerpo conductor (la cabeza).

Hay dos tipos principales de actividad eléctrica asociada con las neuronas: los po-

tenciales de acción y los potenciales postsinápticos (PSP, del inglés Postsynaptic

Potentials). Los potenciales de acción son impulsos eléctricos consistentes en una

serie autopropagante de polarizaciones y despolarizaciones, que viajan desde el

comienzo del axón en el cuerpo de la célula a los terminales del axón, donde se

liberan los neurotransmisores. Los PSP son las diferencias de voltaje que surgen

cuando los neurotransmisores se unen a los receptores en la membrana de la célu-

la postsináptica. La duración de un potencial de acción es de una milésima de

segundo, los PSP pueden durar entre decenas a cientos de milisegundos. Además,

los PSP están limitados esencialmente a las dendritas y al cuerpo celular en lugar

de viajar por el axón a velocidad relativamente constante. Estas caracteŕısticas

son las que permiten que los dipolos generados por los PSP se sumen en lugar

de cancelarse. Dicha agregación de dipolos generada por la suma de corrientes

eléctricas que fluyen de múltiples neuronas cercanas en un pequeño volumen de

tejido se conoce como LFP. La actividad sincronizada de un gran número de

neuronas corticales que compartan una orientación similar, puede constituir una

fuente de corriente agregada considerable. Cada configuración diferente de los

conjuntos de fuentes de corriente en el cerebro puede ser asociada a un estado

cerebral distinto, y se manifiesta como potenciales eléctricos en el cuero cabe-

lludo que pueden ser registrados utilizando la EEG. Dichas fuentes de corriente

son mezcladas y filtradas espacialmente, lo que vuelve la reconstrucción de su

posición y geometŕıa a partir de los registros de EEG un problema inverso mal

definido. Sin embargo, la localización temporal de la actividad neuronal no se ve

afectada, y por tanto las señales de EEG contienen información temporal precisa

respecto a los patrones de activación neuronal.

En su forma más básica los electroencefalógrafos son sistemas relativamente
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sencillos. Están compuestos fundamentalmente por los sensores y el amplificador

diferencial de potenciales. Los sensores se denominan electrodos y convierten el

flujo de corrientes iónicas en la cabeza en corrientes electrónicas en los conducto-

res. La amplitud de los potenciales debidos a la actividad neuronal que se pueden

registrar en el cuero cabelludo oscila entre los 10 y 200 µVoltios, por lo que se

debe amplificar las diferencias de potencial registradas entre los electrodos.

Hay dos métodos diferentes de montaje para realizar registros de EEG: mo-

nopolar y bipolar. El montaje monopolar recoge la señal en el sitio activo y la

compara con un electrodo de referencia común, el cual se ubica de manera que no

se vea afectado por la actividad cerebral. Comúnmente se utilizan los mastoides o

los lóbulos de las orejas pero también se puede utilizar la CAR. Por otro lado en el

montaje bipolar el potencial registrado se toma entre dos electrodos activos. Hay

tres razones principales por las cuales los registros monopolares se recomiendan

en EEG. La primera es que debido a que el amplificador diferencial rechaza todo

lo que es común a sus dos entradas, rechazará también cualquier actividad común

a dos electrodos, y dado que en los registros monopolares uno de los sensores se

encuentra en un sitio pasivo hay menores probabilidades de registrar actividad

eléctrica común entre este y un sitio activo. En cambio en los registros bipolares

es mayor la probabilidad de que el amplificador rechace información de interés.

La segunda razón es que un registro bipolar puede derivarse de uno monopolar

utilizando aritmética simple, mientras lo contrario es imposible (un registro bi-

polar no puede ser transformado en un uno monopolar). La tercera razón es que

con la colocación monopolar el electrodo con la amplitud más grande es proba-

blemente el más cercano al centro generador, lo cual no es necesariamente cierto

en los registros bipolares [80].

Con el objetivo de estandarizar la ubicación de los electrodos para los registros

de EEG se utiliza comúnmente el sistema internacional 10-20. Como puede verse

en la Figura 2.2a este sistema, que consiste en ubicar los electrodos a distancias

del 10% o 20% de los peŕımetros mediales o transversales de la cabeza. Puede

verse en la Figura 2.2b como el sistema 10-20 puede ser ampliado al llamado

sistema 10-10 ubicando electrodos intermedios [58], o incluso ubicando electrodos

separados hasta por un 5% de los peŕımetros en el sistema 10-5 [44, 69].
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Punto
preauricular

Nasión

Nasión

a

b

Figura 2.2: (a) Sistema internacional 10-20 visto desde la izquierda y desde arriba de
la cabeza. A = Lóbulo de la oreja, C = central, Pg = naso-faŕıngeo, P = parietal, F
= frontal, Fp = frontal polar, O = occipital.(b) Localización y nomenclatura de los
electrodos intermedios en las pocisiones intermedias al 10%. Adaptados de [58].

2.3. Potenciales relacionados con eventos

Los potenciales relacionados con eventos (ERP, del inglés Event Related Po-

tentials) son variaciones que se observan en las señales de EEG y que se encuen-
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tran en respuesta a algún proceso sensorial, motor o cognitivo. Estas respuestas

pueden también ser observadas utilizando MEG, pero en estos casos no se habla

ya de potenciales sino de campos relacionados con eventos.

Las formas de onda de los ERP consisten en una serie de deflexiones de po-

tencial positivas y negativas, las cuales suelen relacionarse con diferentes compo-

nentes. La mayoŕıa de estos componentes suele asociarse a fenómeno neurológicos

subyacentes. Aunque algunos componentes de ERP se mencionan con siglas como

por ejemplo la negatividad relacionada a errores (ERN, del inglés Error Related

Negativity), la mayoŕıa de los componentes son referidos por una letra (N/P)

indicando su polaridad (negativo/positivo), seguida de un número que indica la

latencia en milisegundos o la posición ordinaria del componente en la forma de

onda. Por ejemplo, un pico negativo que es el primer pico sustancial en la forma

de onda y que a menudo se produce alrededor de 100 milisegundos después de que

se presenta un est́ımulo es comúnmente llamado N100 (indicando que es negativo

y su latencia 100 ms después del est́ımulo) o N1 (indicando que es negativo y es

el primer pico) [56].

Los ERP pueden dividirse en dos categoŕıas, las ondas o componentes tem-

pranos y los tard́ıos. Los primeros alcanzan sus picos aproximadamente dentro de

los primeros 100 milisegundos después del est́ımulo y suele denominárselos como

componentes sensoriales o exógenos, ya que dependen principalmente de las ca-

racteŕısticas del est́ımulo. Por otro lado, los ERP generados en partes posteriores

reflejan la manera en que el sujeto evalúa el est́ımulo y se denominan cognitivos

o endógenos.

Históricamente, el primer componente cognitivo reportado fue la variación

contingente negativa (CNV, del inglés Contingent Negative Variation) [56]. Este

componente aparece (como su nombre lo indica) como un cambio negativo en el

potencial sobre el cuero cabelludo durante la preparación para la realización de

una tarea. El siguiente gran avance fue el descubrimiento del componente P300 en

el año 1965 [56]. Dicho hallazgo desató mucho interés en la temática, motivando el

descubrimiento de otros componentes. Todos estos componentes tienen latencias

y caracteŕısticas morfológicas particulares, se producen en respuesta a diferentes

fenómenos y tienen diversas aplicaciones dentro de las ciencias médicas [91].

De particular interés es el componente P300, que fue observado por primera

vez como una respuesta a est́ımulos no predecibles, y si bien en las primeras inves-

tigaciones al respecto aparećıa en los 300 ms puede presentar el pico positivo entre
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los 250 ms y 700 ms [56]. Se considera que el P300 esta asociado al procesamiento

y clasificación de est́ımulos y se lo clasifica como un potencial endógeno ya que

su aparición depende de la reacción del sujeto y no de los atributos del est́ımulo.

Desde su descubrimiento se ha separado el componente P300 en dos componentes

el P3a y el P3b. El P3a tiene su máxima amplitud en la región frontal y se genera

en tareas con est́ımulos que requieren de atención mientras que el P3b tiene su

máxima amplitud en la región parietal y esta se genera durante el procesamiento

de eventos improbables [74].

Cuando se adquieren señales de ERP se registra simultáneamente actividad

eléctrica cerebral de fondo. La amplitud de los ERP suele ser muy pequeña en

relación con dichas señales de fondo, con una SNR del orden de -30dB. Suma-

das a las señales cerebrales de fondo también es común la contaminación debida

a la actividad ocular, respiratoria, card́ıaca o muscular. Estas son caracteŕısticas

intŕınsecas de las señales que dificultan la clasificación y visualización de los ERP.

Para afrontar estos inconvenientes se utilizan diversas técnicas desde filtrado es-

pacial y/o temporal hasta estrategias mas complejas como las de separación ciega

de fuentes (BSS, del inglés Blind Source Separation), pasando por el uso filtros de

Wiener, filtros de Kalman y distintos tipos de filtros no lineales [62, 96]. Una de

las estrategias mas utilizadas para mejorar la SNR de los ERP es la promediación

coherente (CA, del inglés Coherent Averaging) [2].

2.4. Promediación coherente

La CA es una técnica ampliamente utilizada para obtener una señal repetitiva

pequeña enmascarada por ruido aditivo no correlacionado. Consiste simplemente

en promediar un gran número de registros sincronizados, para lo cual debe cono-

cerse con precisión el instante en que se produce el fenómeno que genera la señal

de interés. Esta técnica fue propuesta originalmente en la década del 50 [20] y

se ha convertido en una de las técnicas básicas para el procesamiento de señales

cerebrales. En el caso de la aplicación de CA a ERP se usan los est́ımulos para

alinear las épocas a promediar.

Una de las principales suposiciones de la CA es que la señal registrada x :

[0, T ] → R
m (donde m es la cantidad de sensores) puede ser modelada como

x(t) = r(t) + n(t), donde r(t) es la respuesta a los est́ımulos y n(t) es el ruido.

Además r(t) debe ser invariante con el tiempo y n(t) debe estar descorrelacionada
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capacidades graves, tanto enfermedades neurodegenerativas y cerebro-vasculares

como los traumatismos (particularmente en el tronco encefálico), pueden dañar o

interrumpir de manera permanente o temporaria la comunicación del cerebro con

gran parte del organismo. En ciertos casos las personas afectadas por este tipo

de patoloǵıas conservan intacta su capacidad cognitiva, pero sufren afecciones

a lo largo de las v́ıas eferentes que imposibilitan efectuar acciones motoras. Se

conoce como śındrome de enclaustramiento3 el estado extremo en el que pueden

derivar estas enfermedades. Quienes sufren de este śındrome conservan sus habili-

dades cognitivas pero son incapaces de realizar las acciones motoras deseadas. El

śındrome de enclaustramiento clásico, según la definición de Bauer, Gerstenbrand

y Rumpl se caracteriza por inmovilidad total a excepción de los movimientos ocu-

lares verticales y el parpadeo [4]. A la fecha se han reportado varias patoloǵıas

que en sus estad́ıos avanzados conllevan al estado de enclaustramiento. Ejemplos

de estas patoloǵıas son la esclerosis lateral amiotrófica (ELA), las lesiones de la

médula espinal cervical (LMEC) y los infartos del tronco encefálico (ITE).

Diversos ejemplos de aplicaciones demuestran que las BCI pueden proporcio-

nar beneficios reales en las vidas de sus usuarios. El primer ejemplo de uso de

una BCI fue para permitir deletrear palabras sin la necesidad de realizar movi-

mientos [27]. Se han utilizado BCI para controlar un brazo robótico que permita

manipular el ambiente circundante [61]. Se las ha utilizado también para permitir

comandar una silla de ruedas robótica [93]. En [60] se implementó una BCI que

permite el movimiento de un cursor en tres dimensiones. Por otro lado, además

de sus usos como sistema de comunicación y control, las BCI han demostrado que

pueden ser utilizadas en la rehabilitación de pacientes tetrapléjicos para aumentar

la plasticidad neuronal [22].

Claramente los pacientes con discapacidades motrices son quienes pueden be-

neficiarse en mayor grado con el uso de BCI, sin embargo también se han pro-

puesto otras aplicaciones que pueden asimismo resultar útiles a usuarios sanos.

Las llamadas BCI pasivas utilizan las señales cerebrales como una herramien-

ta de medición fisiológica que provee información sobre el estado emocional y/o

cognitivo del individuo, brindando un medio de comunicación alternativo que per-

mita mejorar la experiencia de uso de distintos tipos de interfaz hombre-máquina

(HMI, del inglés Human Machine Interface) en general y de BCI activas en parti-

cular [13, 29]. En [68] se discute su uso en video-juegos, aplicación con una gran

3del inglés “locked-in syndrome”.
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cantidad de potenciales usuarios. En el caso de utilizar BCI para el comando en

video-juegos existe el desaf́ıo de que la respuesta de las interfaces tiene que ser

precisa y rápida, ya que compite con otros medios de control que en el caso de la

asistencia a personas con discapacidades motrices no siempre son una opción.

Las estrategias desarrolladas en esta tesis están orientadas a mejorar los méto-

dos de asistencia a personas con discapacidades motrices, sin por eso estar nece-

sariamente acotadas a dichas aplicaciones.

2.6. Señales electrofisiológicas utilizadas en la

implementación de BCI

Las BCI pueden ser clasificadas en base a la señal electrofisiológica utilizada

para implementarla. Asociada al tipo de señal es necesario plantear una estra-

tegia que pueda explotar el fenómeno. Dichas combinaciones de fenómeno elec-

trofisiológico y estrategia de funcionamiento suelen llamarse paradigmas. En esta

sección se describen brevemente algunas de las señales más utilizadas para la im-

plementación de BCI no invasivas y con un poco mas de detalle las estrategias

basadas en potenciales P300.

2.6.1. BCI basadas en ritmos sensorimotores

Los ritmos sensorimotores (SMR, del inglés Sensorimotor Rhythms) son osci-

laciones en los campos electromagnéticos del cerebro registrados sobre las regiones

sensorimotoras de la corteza cerebral. Estas oscilaciones pertenecen t́ıpicamente

a las bandas de los ritmos mu, beta o gamma. Hace décadas que existe evidencia

de que tanto la realización como la imaginación de movimientos de los miembros

induce cambios en la actividad ŕıtmica que se puede registrar en la corteza senso-

rimotora [65]. Estos cambios en los SMR pueden ser detectados y utilizados para

implementar BCI.

Durante el movimiento voluntario se produce una disminución de los SMR

denominada desincronización relacionada con eventos (ERD, del inglés Event

Related Desynchronization) [72]. Los SMR también pueden aumentar debido a

eventos sensorimotores, como la finalización de una actividad motriz. Dichos in-

crementos se denominan sincronización relacionada con eventos (ERS, del inglés

Event Related Synchronization) [71]. Los patrones espaciales y temporales con
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los que se producen las ERD y ERS son variables y dependen de diversos facto-

res, entre ellos de cual es el miembro que se mueve (o imagina mover). En [103]

pueden encontrarse mas detalles al respecto de dichos patrones de sincronización

y desincronización.

A través de diversas técnicas de procesamiento de señales basadas principal-

mente en análisis frecuencial y espacial es posible utilizar los SMR para imple-

mentar aplicaciones de comunicación y/o control [103]. Algunos estudios sugieren

que incluso personas con discapacidades severas podŕıan utilizar este tipo de BCI

[60].

2.6.2. BCI basadas en potenciales evocados visuales de

estado estacionario

Los potenciales evocados visuales son deflecciones positivas o negativas de vol-

taje asociadas temporalmente a un est́ımulo visual espećıfico. Dichos est́ımulos

pueden consistir por ejemplo en destellos luminosos, cambios de color abruptos

o la aparición de una imagen. Si la estimulación se produce en forma de even-

tos rápidos repetitivos, si bien cada est́ımulo particular evocará una respuesta,

la sucesión de respuestas se ve como una oscilación de estado estacionario. Estas

oscilaciones de voltaje se conocen como potenciales evocados visuales de esta-

do estacionario (SSVEP, del inglés Steady State Visual Evoked Potentials). Si

los SSVEP son procesados utilizando análisis frecuencial suele observarse como

resultado espectros con picos en la frecuencia de estimulación correspondiente.

La forma más común en la que una BCI basada en SSVEP es implementada es

presentado varias fuentes de destellos luminosos repetitivos, cada una con distinta

frecuencia y ubicada en un lugar distinto del campo visual del usuario. Cada

fuente representa una opción distinta (e.g. arriba/abajo/derecha/izquierda) que

el usuario puede seleccionar fijando la mirada en la que desee. A través del análisis

frecuencial de las señales de EEG(principalmente de la región occipital) es sistema

puede identificar en cual de las fuentes el usuario está fijando la mirada. Algunas

variantes de este sistema básico están descriptas en [9]. Cabe mencionar que al

utilizar estas estrategias es necesario que el usuario fije la mirada, para lo que se

requiere control de los músculos oculares. Esto podŕıa dificultar el uso de BCI

basadas en SSVEP a sujetos con determinadas patoloǵıas [102].
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2.6.3. BCI basadas en potenciales corticales lentos

Los potenciales corticales lentos (SCP, del inglés Slow Cortical Potentials)

son cambios en el voltaje registrado con EEG que están asociados a eventos.

Tı́picamente los SCP constituyen cambios negativos en el potencial, relativamente

lentos, y que preceden movimientos (reales o imaginados) o la realización de

tareas cognitivas. La modulación de los SCP se basa en el entrenamiento de

los usuarios para modular su actividad mental realizando tareas que produzcan

dichos potenciales [31].

Tı́picamente las BCI basadas en SCP presentan al usuario una sucesión de en-

sayos4, donde cada ensayo permite al usuario realizar una selección. Cada ensayo

esta dividido en dos partes, un intervalo donde se registra la ĺınea de base y un

intervalo de control activo. Durante la etapa de control el usuario puede generar

SCP si desea realizar la selección, o continuar en reposo, para no diferenciar su

actividad de la actividad de base [48].

2.6.4. BCI basadas en potenciales P300

Como se explicó en la Sección 2.3, cuando est́ımulos infrecuentes se mezclan

con est́ımulos frecuentes en tareas que requieren de la atención del sujeto, este

evoca potenciales P300 en respuesta a los est́ımulos infrecuentes. Este paradigma

de estimulación se conoce como paradigma del “bicho raro”5 o del evento extraño.

El paradigma del bicho raro puede utilizarse para implementar BCI basadas

en potenciales P300. Hay distintos métodos que permiten el uso de los potenciales

P300 como método de comunicación, siendo el primero y mas conocido la matriz

propuesta por Farwell y Donchin [27] que se utiliza para evocar ERP utilizando

est́ımulos visuales. En este caso se presenta al usuario de la BCI una matriz de

6 × 6 como la de la Figura 2.4 y se le solicita prestar atención al caracter que

desea seleccionar. Durante su funcionamiento se intensifican repetidamente y al

azar las filas y columnas de a una por vez. En cada bloque se intensifican cada

una de las filas o columnas una vez, resultando en 12 intensificaciones por blo-

que. Al intensificarse las fila y columna que contienen el caracter que el usuario

desea seleccionar, gracias a la atención prestada por el sujeto a ese est́ımulo en

particular y a la menor frecuencia de est́ımulos objetivo contra los est́ımulos no

4del inglés “trial”.
5del inglés “oddball”.
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Figura 2.4: Matriz de estimulación con el diseño propuesto originalmente por Farwell
y Donchin.

objetivo, se evocan potenciales P300 en la corteza cerebral del usuario. Supo-

niendo que las intensificaciones de las fila y columna correspondientes al caracter

objetivo evocaron potenciales P300 y que las intensificaciones del resto de las filas

y columnas no evocaron potenciales P300, se obtendrán dos épocas conteniendo

respuestas evocadas P300 y diez épocas sin respuesta en cada bloque. Identifi-

cando que épocas tienen respuesta P300 y que épocas no presentan la respuesta

se pueden identificar las fila y columna correspondientes al caracter elegido. Para

determinar que intensificaciones de la matriz evocan ERP, el sistema debe ser

capaz de resolver el problema de clasificación binaria entre épocas objetivo (con

ERP) y épocas no objetivo (sin ERP). Este problema de clasificación binario es

dif́ıcil de resolver debido a las caracteŕısticas intŕınsecas de las señales, en parti-

cular la desfavorable SNR. Debido a esto es en general necesario realizar varias

repeticiones (entre 12 y 15 t́ıpicamente) del bloque de estimulación para aśı poder

promediar entre si las respuestas correspondientes a cada fila/columna o mejorar

la confianza de la clasificación de épocas únicas repitiéndola para varios ejemplos.

Diversas variables pueden modificarse en la estrategia del deletreador pre-

viamente descripto. Entre ellas se incluyen modificar los colores, la fuente y el

tamaño de los caracteres [82] o el tamaño de la matriz de caracteres y la duración

del intervalo inter estimulo (ISI, del inglés Inter Stimulus Interval) [87]. Además

se han propuesto estrategias en las cuáles en lugar de realizar las intensificacio-

nes en filas y columnas se intensifican caracteres individuales [33], o conjuntos

de caracteres no adyacentes [95]. También se ha propuesto agrupar los caracteres

en regiones y realizar la selección por etapas, primero seleccionando una región y

posteriormente seleccionando alguno de los caracteres pertenecientes a la región
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[28]. Se han implementado además BCI basadas en P300 donde los est́ımulos no

son visuales sino táctiles [12] o auditivos [67]. Sin embargo, independientemen-

te de la estrategia de estimulación utilizada o el ajuste de las variables de cada

método todas estas BCI se basan en la clasificación entre porciones de señales de

EEG con y sin potenciales P300.

2.7. Software para BCI

Para realizar experimentos o desarrollar BCI es necesaria la utilización de

software que permita la implementación y coordinación de los distintos bloques

del sistema. En particular el programa debe ser capaz de manipular y almace-

nar las señales registradas, realizar el análisis, procesamiento y clasificación de

dichas señales y proveer salidas adecuadas tanto para el comando de un dispo-

sitivo externo como para la retro-alimentación al usuario. Además es deseable

que las variables de cada bloque aśı como el protocolo de funcionamiento sean

configurables.

Dependiendo de las necesidades espećıficas de cada experimento, las aplicacio-

nes a desarrollar pueden demandar de desarrollos de software considerablemente

grandes, especialmente en caso de ser necesarios sistemas que funcionen en tiem-

po real donde se deba coordinar en forma precisa el registro de las señales con los

est́ımulos. Por otro lado el desarrollo individual de aplicaciones por cada labora-

torio dificulta la colaboración entre distintos grupos. Debido a estos problemas

surge naturalmente la necesidad de desarrollar plataformas de software generales

para aplicaciones de BCI, que permitan a los investigadores realizar modificacio-

nes en sus diseños de BCI minimizando la necesidad de programación y facilitando

la cooperación entre grupos y la publicación de resultados.

Para permitir que estas plataformas generales sean de utilidad a diversos gru-

pos de investigación es necesario que las mismas permitan la implementación de

diversos diseños de BCI en forma fácil y modular. Además es deseable que el

sistema sea compatible con distintos componentes de hardware (particularmente

equipos de registro de señales) y distintos sistemas operativos. Hay varias plata-

formas desarrolladas que cumplen en distinta medida con estos requisitos, entre

estas las más conocidas son el OpenVIBE [75] y el BCI2000 [84]. Sin embargo

también existen otras alternativas como el BCI++, xBCI, BF++ y Pyff. Puede

encontrarse una descripción mas detallada al respecto en [14].





Caṕıtulo 3

Métodos Computacionales

En este caṕıtulo se describirán algunos métodos computacionales utilizados

en la presente tesis para entrenar, analizar o comparar los modelos propuestos.

3.1. Optimización

Los problemas de optimización matemática consisten básicamente en encon-

trar la mejor opción entre un conjunto de alternativas. En su forma mas común un

problema de optimización busca encontrar el valor óptimo de la variable x ∈ V ,

tal que se minimice (o maximice) una función matemática f : U → R (llamada

función de costo) sujeta a la restricción de que la solución x ∈ V , donde V ⊆ U .

Comúnmente esto se expresa con la siguiente notación:

argmin
x∈V

f(x). (3.1)

Este tipo de problemas surge naturalmente en muchas áreas de las ciencias e inge-

nieŕıa. En particular en el contexto del aprendizaje maquinal y el procesamiento

de señales, estos problemas tienen un rol preponderante.

Se han propuesto múltiples métodos para solucionar problemas de búsqueda

de extremos, y comúnmente se los denomina algoritmos de optimización. Dichos

algoritmos son en muchas ocasiones diseñados buscando maximizar el rendimiento

computacional y garantizar la convergencia. Para conseguirlo se hace uso de las

caracteŕısticas de la función de costo f y del espacio de soluciones factibles V .

Aqúı describiremos únicamente métodos que pueden ser aplicables a problemas

no lineales generales, excepto por la restricción de que f debe ser derivable.

23
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Cuando la función de costo es derivable, es conveniente utilizar su gradiente

para determinar sus puntos estacionarios y/o encontrar las direcciones en las

que disminuye. Los métodos que hacen uso solo de los gradientes de la función

objetivo suelen llamarse algoritmos de primer orden, en contraste con los métodos

que también hacen uso de la matriz Hessiana que son llamados de segundo orden

[104].

Entre los métodos de primer orden se destaca el del gradiente descendente,

que busca sucesivamente las direcciones de mayor gradiente de la función, e itera

con pasos en dichas direcciones. Son múltiples las variantes de este método que

han sido propuestas [104].

Entre los algoritmos de segundo orden el más representativo es el método de

Newton, que se basa en encontrar las ráıces del gradiente de la función objetivo

utilizando la información provista por la matriz Hessiana. Para la mayoŕıa de los

problemas el método de Newton converge en menos iteraciones que los algorit-

mos de primer orden, sin embargo, obtener y guardar los valores de la Hessiana

resulta computacionalmente costoso, especialmente para problemas con muchas

variables. Debido a esto se han propuesto múltiples métodos que utilizan esti-

maciones de la Hessiana y son conocidos como cuasi-Newtonianos. Entre estos

métodos se destacan los que utilizan la aproximación de rango simétrico 1 (SR1,

del inglés Symmetric Rank 1) y la de Broyden-Fletcher-Goldfarb-Shanno (BFGS)

[104].

Otra familia de algoritmos de optimización es la de los métodos de gradiente

conjugado (CG, del inglés Conjugate Gradient). Estos fueron originalmente di-

señados para resolver problemas lineales, pero se los extendio posteriormente para

ser aplicables también a problemas no lineales. Se trata de un método iterativo,

donde en cada iteración k primero se obtiene la dirección del paso dk, luego se

calcula la longitud de paso αk y finalmente se actualiza la posición de la iteración

al nuevo punto xk+1. Para obtener la dirección dk se utiliza el gradiente en el

punto actual ∇f(xk), modificado por la dirección de la iteración anterior dk−1.

La fórmula utilizada para determinar el uso de la dirección previa para el calculo

de la dirección actual vaŕıa entre distintos métodos [35]. Para calcular la longitud

del paso se plantea un problema de optimización en una dimensión, donde se

evalúa la función en la dirección deseada. A pesar de requerir generalmente más

iteraciones que los métodos cuasi-Newtonianos para converger los algoritmos de

CG son muy utilizados debido al bajo costo computacional por iteración.
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La gran mayoŕıa de los métodos de optimización son incapaces de diferenciar

entre mı́nimos globales y locales, por lo que la existencia de mı́nimos locales puede

constituir un problema, particularmente si son numerosos y/o significativamente

peores que el mı́nimo global. Este problema es común en el entrenamiento de

ANN.

3.2. Regularización

Usualmente en las áreas de aprendizaje maquinal y problemas inversos se

utilizan métodos de regularización. Estos ayudan a prevenir el sobreajuste y/o a

estabilizar las soluciones de problemas mal condicionados.

En particular, en el contexto del aprendizaje maquinal, es dif́ıcil, o incluso

imposible conocer la complejidad y estructura óptima para modelar los sistemas

o procesos de interés. En general la solución óptima para este problema es utilizar

modelos regularizados que en cierta medida puedan ajustar su complejidad en

forma adecuada.

Consideremos un problema donde se busca encontrar los parámetros w que

optimicen la función f según un criterio determinado por la función de costo J

dado el conjunto de datos X . Si dicho problema es mal condicionado o particu-

larmente propenso al sobreajuste, suele agregarse un término de regularización R

a la función a optimizar obteniéndose,

min
w

?

J(f(·;w), X) + λR(w)
?

, (3.2)

donde λ ∈ R determina el peso relativo del término de regularización. Al resolver

el problema presentado en 3.2 se minimizan simultáneamente J y R. En general

R(w) penaliza la complejidad de f , por ejemplo favoreciendo su suavidad. Los

beneficios de minimizar la complejidad pueden entenderse a través del principio

de la navaja de Occam.

La forma mas sencilla de la función de penalización R consiste en una suma

del cuadrado de los parámetros de la función f . En otras palabras, sea w =

(w1, ...wn)
T un vector que contiene los parámetros de f entonces R(w) = ?w?2.

Las técnicas que utilizan este tipo de términos cuadráticos han surgido en variadas

disciplinas, en el campo de la estad́ıstica se las llama técnicas de encogimiento1

1del inglés “shrinkage”.
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porque tienden a reducir el valor de los parámetros, mientras que en el ámbito

de las redes neuronales se le llama decaimiento de pesos2.

Para definir completamente el problema dado por 3.2, además de R es ne-

cesario también determinar el valor de λ. Para determinar dicho parámetro no

existe un método óptimo, pero se han propuesto en el contexto de los problemas

inversos varios métodos clásicos como el principio de discrepancia de Morozov

[64], la curva-L y la validación cruzada generalizada [30]. A pesar de esto no se

trata aún de un problema cerrado, ya que se siguen proponiendo métodos para

atacarlo [36].

En particular, el método de la curva-L es aplicable a problemas mas gene-

rales que los otros métodos [24, 64]. Este consiste en elegir varios candidatos

para λ, dados por λi y que cumplan con 0 < λ1 < λ2 < ... < λn < ∞, y

resolver n veces el problema dado por 3.2 tomando λ = λi con i = 1, ..., n.

Para cada uno de los Θi óptimos obtenidos como solución a los problemas co-

rrespondientes (planteados con λi) se grafican posteriormente los puntos dados

por (log(J(f(·; Θi), X)), log(R(Θi)
?

)) ∈ R
2, formando una curva al unirlos. Es

importante resaltar aqúı que el codominio de las funciones que componen cada

término de la función de costo regularizada (J y R), debe estar incluido en R>0.

Emṕıricamente se considera que el punto óptimo de λ se encuentra lo mas cerca

posible del punto de inflexión convexo de la curva.

Se puede ver un ejemplo de curva-L idealizada en la Figura 3.1. En este caso

se la presenta en forma de curva continua parametrizada por el valor de λ. Se

puede observar también en dicha gráfica la posición que ocupaŕıa el λ óptimo. Si

bien en este ejemplo la curva-L presentada es continua, en la práctica las curvas

se construyen utilizando solo un conjunto finito de puntos.

Comúnmente el método de la curva-L se utiliza para problemas lineales, sin

embargo, su uso se puede extender para la aplicación a problemas no lineales.

De hecho puede probarse que si la función de costo original J puede escribirse

como la norma-2 de alguna función no lineal de los parámetros Θ y el término

de regularización se escribe como la norma-2 de dichos parámetros, entonces la

curva-L correspondiente será monotónicamente decreciente y convexa [34].

En algunos casos el método de la curva-L no converge a los valores óptimos

de los parámetros de regularización [100]. A pesar de este inconveniente y debido

a su flexibilidad, la curva-L es uno de los métodos mas utilizados en el contexto

2del inglés “weight decay”.
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log
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J(f(·; Θi), X)
?
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g
?

R
(Θ

i
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λ creciente

λ óptimo

Figura 3.1: Ilustración idealizada de curva-L. Se marcan el parámetro óptimo y su
dirección de crecimiento.

de la regularización de problemas inversos.

3.3. Métodos de aprendizaje maquinal

En esta sección describiremos dos métodos de reconocimiento de patrones

que fueron utilizados durante el desarrollo de la tesis. Estos algoritmos son el de

k-vecinos más cercanos (KNN, del inglés k-Nearest Neighbors) y las SVM.

3.3.1. K-vecinos más cercanos

El método de KNN es un algoritmo de reconocimiento de patrones no pa-

ramétrico. El mismo estima el valor de la función de densidad de probabilidad,

o directamente la probabilidad a posteriori de que un elemento pertenezca a una

clase determinada, a partir de la información proporcionada por el conjunto de

patrones de entrenamiento. El KNN es un ejemplo de método de aprendizaje

perezoso3 ya que no realiza generalizaciones del espacio de búsqueda (mas allá

de los datos pertenecientes al conjunto de entrenamiento) hasta que no se realiza

una consulta con un nuevo patrón.

Sea V el espacio que contiene a los patrones del problema de interés y d : V ×

V → R una función capaz de medir la distancia entre dos elementos pertenecientes

a dicho espacio. Dado un patrón desconocido x ∈ V , se calcula su distancia

3del inglés “lazy learning”.
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d(x, xj) con cada uno de los xj patrones de entrenamiento, se identifican los

k vecinos con las distancias mas pequeñas, y se determina la clase del patrón

desconocido x como la clase mayoritaria entre el conjunto de dichos k vecinos.

Para problemas binarios se selecciona preferentemente valores de k impar.

Como medida de distancia suelen utilizarse las distancias eucĺıdea, Manhattan y

de Hamming, entre otras. También es posible siempre definir distancias nuevas en

forma arbitraria y se han propuesto métodos para definir de manera automática

métricas o pseudo-métricas basadas en el conjunto de datos.

A pesar de la simplicidad del algoritmo detrás del KNN, este método puede

definir hipersuperficies de separación no lineales extremadamente complejas.

Los clasificadores basados en KNN comúnmente tienen rendimientos inferiores

a los de otros métodos, sin embargo, los destaca entre los algoritmos de clasifica-

ción no lineales, convirtiéndolo en una buena opción para el presente trabajo en

el que se utilizan los clasificadores como una medida de la bondad de las técnicas

de extracción de caracteŕısticas utilizadas.

3.3.2. Máquina de vectores de soporte

Las SVM constituyen un conjunto de algoritmos de aprendizaje maquinal

sumamente exitoso y popular. Fueron propuestas inicialmente en la década del

60 y popularizadas a mediados de los años 90 [17] y desde entonces han sido

ampliamente utilizadas.

Las SVM originalmente están constituidas por un clasificador lineal binario

supervisado. La particularidad que diferencia a las SVM de otros métodos lineales

es el hecho de que no solo se busca un hiperplano que separe las clases, sino

que las separe de forma óptima. En el contexto de las SVM, óptimo significa

que el hiperplano debe ubicarse de modo de maximizar la mı́nima distancia a

los patrones de entrenamiento (el doble de dicha distancia mı́nima es llamado

margen). En general el ajuste de una SVM se reduce a solucionar un problema de

optimización que maximice el margen. Se han propuesto múltiples métodos para

solucionar el problema de optimización que define a las SVM, alcanzándose un

excelente rendimiento en términos computacionales. Los clasificadores basados en

SVM son además robustos y presentan gran capacidad de generalización.

Si bien las SVM originalmente sirven para solucionar problemas de clasifica-

ción binarios lineamente separables, se han propuesto métodos que reducen en

gran medida dichas restricciones. Actualmente se puede utilizar las SVM para
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resolver problemas de regresión, problemas de clasificación multiclase, problemas

de agrupamiento4 no supervisado y especialmente problemas no lineales utilizan-

do transformaciones a espacios de mayor dimensión por medio del uso del “truco

del núcleo”5.

4del inglés “clustering”.
5del inglés “kernel trick”.
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Redes Neuronales Artificiales

Las ANN son modelos de aprendizaje maquinal que consisten en unidades

simples que pueden ser conectadas entre si. Estas unidades sencillas son llamadas

neuronas, planteado una analoǵıa con las neuronas biológicas que son las unidades

fundamentales de procesamiento del sistema nervioso animal. Existen diversos

modelos de neuronas artificiales, que vaŕıan tanto en su aplicación como en la

similitud que presentan con sus contrapartes biológicas.

Los primeros modelos de ANN con mas de una capa de neuronas fueron pro-

puestos en los años 60 y se popularizaron recién a finales de los años 80. Sin

embargo, y a pesar de que las ANN con al menos una capa oculta pueden apro-

ximar cualquier función [41], otras técnicas obtuvieron durante mucho tiempo

mejores resultados tanto en problemas de clasificación como en problemas de

regresión.

Los métodos de aprendizaje profundo (DL, del inglés Deep Learning), avances

en el hardware y la disponibilidad de grandes cantidades de datos han favorecido

el resurgimiento de las ANN. De hecho en los últimos 10 años las técnicas de

DL han adquirido adquirido un rol protagónico en la comunidad del aprendizaje

maquinal. Luego de mejorar los rendimientos de referencia en muchas tareas como

la clasificación de d́ıgitos escritos a mano [40], el reconocimiento de fonemas [32],

clasificación de imágenes [47] y detección de objetos [16]. Puede encontrarse una

revisión histórica sobre ANN, particularmente centrada en aprendizaje profundo

en [85].

En esta tesis se usan modelos de neurona básicos y de aplicación práctica. Se

priorizó el rendimiento de los modelos como métodos de aprendizaje maquinal

por sobre la similitud con los sistemas biológicos.
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4.1. Neuronas artificiales

Entre los modelos de neuronas artificiales mas sencillos se destaca el que con-

siste en una combinación lineal de las entradas a la que se le aplica una función

de activación σ : R → R. Las neuronas artificiales con la capacidad de aprender

a partir del ajuste de sus pesos fueron propuestas por primera vez por Rosen-

blatt, y posteriormente analizadas y refinadas en los 60s por Minsky y Papert

[63]. El modelo básico propuesto en estos primeros años a seguido siendo utiliza-

do, no solo como una ANN completa en si misma (e.g. perceptrón) sino también

interconectándola con otras unidades para formar ANN mas complejas.

Dados el vector de pesos w = (w1, ..., wn)
T ∈ R

n, el valor del sesgo b ∈ R y el

vector de entrada x = (x1, ..., xn)
T ∈ R

n la salida de cada neurona artificial esta

dada por

y = σ

? n
?

i=1

wixi + b

?

. (4.1)

Es de utilidad además expresar la salida de una red neuronal como una función

arbitraria f de los parámetros y de las entradas, por ejemplo para el caso de la

red definida en la Ecuación 4.1 podemos reescribirla como

y = f(x;w, b). (4.2)

La Figura 4.1 se puede ver un esquema del modelo básico de neurona artificial

que comprende una combinación lineal de las entradas seguida de una función de

activación σ.

entradas

pesos

sumatoria
función de
activación

salida

x1

xn

w1

wn

1

Figura 4.1: Esquema de una neurona artificial básica.



4.1. Neuronas artificiales 33

Se han propuesto varias funciones de activación con diferentes propiedades.

Entre ellas se destacan la función identidad, la escalón, la sigmoidea y la uni-

dad lineal rectificada (ReLU, del inglés Rectified Linear Unit) cuyas expresiones

matemáticas son respectivamente:

σidentidad(u) = u, σescalon(u) =







0, si u < 0

1, si u ≥ 0
, (4.3)

σsigmoidea(u) =
1

1 + eu
, σReLU(u) =







0, si u < 0

u, si u ≥ 0
. (4.4)
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0, 5

0
−1 −0, 5 0 0, 5 1
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0, 5

0
−1 −0, 5 0 0, 5 1

1

0, 5

0

Lineal Escalón

Sigmoidea ReLU

Figura 4.2: Algunas funciones de activación.

Para entrenar los modelos basados en redes neuronales es necesario plantear

sus correspondientes funciones de costo a optimizar. Estas dependerán de la tarea

que se desea desempeñar con la red ya que, dependiendo de como se defina la

función de costo, una misma estructura puede cumplir funciones muy distintas.

Una forma básica de función de costo es a través del promedio de una función de

pérdida1 L : Rn×R → R, la tiene la ventaja de que permite utilizar una cantidad

1del inglés “loss function”.
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N de patrones arbitraria en cada iteración del entrenamiento y es fácilmente

diferenciable (dada la derivada de L). Esta forma general de función de costo J

puede definirse como

J
.
=
1

N

N
?

i=1

L
?

xi, yi
?

, (4.5)

donde xi = (xi
1, ..., x

i
n)

T y yi son las i-ésimas entrada y salida. Hay múltiples

definiciones de función de pérdida para redes neuronales, entre las cuales mencio-

naremos dos de las más básicas que nos servirán particularmente para desarrollar

el resto de las funciones de costo utilizadas en esta tesis. La primera se define

usando el error cuadrático medio como:

LECM(f(x
i;w, b); yi)

.
=

?

?f(xi;w, b)− yi
?

?

2
. (4.6)

Es importante notar aqúı que no es necesario aplicar la norma en el caso de la red

neurona básica presentada en esta sección cuya salida y ∈ R, sin embargo para

modelos mas complejos la salida de la red puede ser vectorial. La segunda función

de pérdida a definir esta basada en la entroṕıa cruzada2 y puede expresarse como

LCE(f(x
i;w, b); yi)

.
= −(yi) log

?

f(xi;w, b)
?

+ (1− yi) log
?

1− f(xi;w, b)
?

. (4.7)

En este caso por simplicidad se presenta la función de pérdida de entroṕıa cruzada

para una salida escalar, sin embargo para extenderla a múltiples salidas solo es

necesario sumar la pérdida para cada salida. En el caso del modelo presentado en

esta sección es posible utilizar cualquiera de las funciones de pérdida presentadas

para construir una función de costo a partir de la Ecuación 4.5.

4.2. Redes neuronales artificiales prealimenta-

das

Para construir una ANN, suele ser necesario conectar varias neuronas arti-

ficiales. Respecto a la forma en que se realizan dichas conexiones, una de las

principales taxonomı́as entre las ANN está dada por la existencia o no de cone-

xiones recurrentes, denominándoselas ANN recurrentes y ANN prealimentadas3,

2del inglés “cross entropy” (tambień conocida como ).
3del inglés “feedforward”.
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respectivamente. Las ANN prealimentadas son significativamente más sencillas de

entrenar y analizar, evitando la necesidad de agregar retardos y de sincronizar las

unidades. En esta tesis trabajaremos exclusivamente con ANN prealimentadas.

En la arquitectura más comúnmente utilizada de ANN prealimentada, se co-

nectan las salidas de un conjunto de neuronas denominado capa, a las entradas de

neuronas pertenecientes a un segunda capa, la cual puede a su vez ser conectada

con otra capa subsiguiente.

Para incluir varias unidades y capas es necesario reescribir la notación utili-

zada en la Sección 4.1 e introducir elementos nuevos. Denominaremos aśı a cada

parámetro de peso o sesgo como wl
j,i ∈ R y blj ∈ R respectivamente, con i, j, l ∈ N

donde l indica la capa, j distingue las unidades de una misma capa e i indica de

cual de los pesos de la unidad se trata. La salida de cada unidad, también llamada

activación de la unidad se escribe como alj ∈ R donde l ∈ N y j ∈ N indican la

capa y unidad respectivamente. Por último nl ∈ N es el número de unidades de la

capa l. Utilizando esta notación la salida de cada unidad puede escribirse como:

alj = σ

? nl
?

i=1

wl
j,ia

l−1
i + blj

?

. (4.8)

Puede verse como cada unidad recibe como entradas las salidas de la capa sucesi-

va. La salida y está constituida por las activaciones de las neuronas de la última

capa. Cabe resaltar que si bien por simplicidad se utilizó σ para denotar la función

de activación, esta no es necesariamente la misma para todas las unidades.

En la Figura 4.3 se puede observar una ANN con la estructura de capas

descripta. En dicha Figura W l = (wl
j,i) ∈ R

nl×nl+1 y bl = (bl1, ..., b
l
nl
)T son respec-

tivamente la matriz de pesos y vector de sesgos de la capa l.

Otra forma de representar la ANN es expresar la transformación aplicada por

la capa l como una función de la salida de la capa l − 1 y sus correspondientes

parámetros ajustables Θl. De este modo la salida de la red podŕıa escribirse como

y = h(g(f(x; Θ1); Θ2); Θ3), donde f , g y h son las transformaciones que aplican

las primera, segunda y tercera capas, respectivamente. En la Figura 4.4 se puede

ver una red equivalente a la de la Figura 4.3 expresada con esta otra notación.

Las funciones de costo que se pueden utilizar para entrenar estos modelos son

las mismas que fueron presentadas en la Sección 4.1.
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x11

x1n

1 1 1

y1

1

W 1 W 2 W 3

b1 b2 b3
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? ? ?

Figura 4.3: Esquema desagregado de una red neuronal artificial básica.

x
f(x; Θ1) g(a2; Θ2) h(a3; Θ3) y

Figura 4.4: Esquema funcional de una red neuronal artificial.

4.3. Unidades softmax

La función softmax (SF, del inglés Softmax Function) es una generalización

de la función loǵıstica de una a varias dimensiones [11]. Como en el caso de la

función loǵıstica, la SF puede implementarse a través de una ANN llamada red

neuronal artificial softmax (SNN, del inglés Softmax Artificial Neural Network)

donde cada unidad de salida esta t́ıpicamente asociada a cada clase. Cada salida

puede ser interpretada como la probabilidad de que el patrón de entrada x ∈ R
n

corresponde a una clase dada. La salida de la ℓ-ésima unidad en una SNN con M

unidades de salida esta dada por la función hℓ : R
n × R

M×n → R cuya expresión

es

hℓ(x; Γ)
.
=

eΓℓ,:x
?M

j=1 e
Γj,:x

, (4.9)

donde Γ ∈ M ×n es una matriz cuyos componentes son los pesos de la red y cuya

j-ésima fila es Γj,:.
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Sea M ∈ R el número de unidades de salida de la SNN. Sean además X =

(x1, ..., xN ) y y = (y1, ...yN )
T donde xi = (xi

1, ..., x
i
n)

T y yi son las i-ésimas muestra

y su correspondiente etiqueta. El costo asociado con la SNN es la función JS :

R
n×N × R

N × R
M×n → R definida como

JS(X, y; Γ)
.
= −

1

N

N
?

i=1

M
?

j=1

Ij(yi) log
?

hj(x
i; Γ)

?

, (4.10)

donde Ij : R → {0, 1} se define como

Ij(yi) =







1, si yi = j

0, si yi ?= ju ≥ 0
. (4.11)

4.4. Autocodificadores

Un tipo particular de ANN a considerar esta constituido es el autocodifica-

dor (AE, del inglés Autoencoder). Estos modelos se entrenan para replicar las

entradas en las salidas de la red, con al menos una capa oculta que restrinja la

representación y evite que el modelo aprenda la función de identidad. En su forma

más simple un AE consiste en una ANN prealimentada con una capa oculta con

menos unidades que la entrada (esta es la restricción más simple).

Sean Θ ∈ R
(n+1)×m y Φ ∈ R

(m+1)×n definidas como Θ = [W T
Θ , bΘ]

T y Φ =

[W T
Φ , bΦ]

T donde WΘ ∈ R
n×m, bΘ ∈ R

m, WΦ ∈ R
n×m y bΦ ∈ R

n son las matrices

de pesos y los vectores de sesgo para el codificador y el decodificador respecti-

vamente. Sean además f(·; Θ) : Rn → R
m la función de codificación que trans-

forma las entradas al espacio del código interno, g(·; Φ) : Rm → R
n la función

de decodificación que transforma el código de vuelta al espacio de las entradas y

L : Rn ×R
n → R es la función de pérdida. En base a esta notación, la función de

costo JA : R
n×N × R

(n+1)×m × R
(m+1)×n → R puede definirse como:

JA(X ; Θ,Φ)
.
=
1

N

N
?

i=1

L
?

g
?

f(xi; Θ); Φ
?

, xi
?

(4.12)

donde X y N se definen como previamente.

Con el objetivo de prevenir el sobre ajuste de los parámetros suele aplicarse

penalizaciones para suavizar las soluciones. Agregando términos de regularización
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cuadráticos sobre los pesos se obtiene la función de costo

JAR(X ; Θ,Φ)
.
=
1

N

N
?

i=1

L
?

g
?

f(xi; Θ); Φ
?

, xi
?

+ λ
?

?Θ?2 + ?Φ?2
?

, (4.13)

donde λ es el hiperparámetro que pesa la importancia relativa del término de

penalización.

Utilizando el error cuadrático como función de pérdida (i.e. L(x, y) = ?x−y?2)

obtenemos la siguiente función de costo regularizada:

JAR(X ; Θ,Φ)
.
=
1

N

N
?

i=1

?

?g
?

f(xi; Θ); Φ
?

− xi
?

?

2
+ λ

?

?Θ?2 + ?Φ?2
?

. (4.14)

4.5. Autocodificador ralo

Para restringir la capacidad de representación de la capa oculta se puede

diseñar el autocodificador de modo que el número de caracteŕısticas del código

sea menor al número de caracteŕısticas de la entrada (i.e.m < n). Otra restricción

posible (pero no excluyente) consiste en imponer al código un requerimiento de

raleza4. Hay varias maneras de estimular la raleza del código, pero en el caso del

autocodificador ralo (SAE, del inglés Sparse Autoencoder) consiste en agregar un

término de penalización PS : R
m×N → R, convirtiendo la función de costo en una

función multiobjetivo de la forma

JSAE(X ; Θ,Φ)
.
=
1

N

N
?

i=1

L
?

g
?

f(xi; Θ); Φ
?

, xi
?

+ βPS(f(X ; Θ); ρ) (4.15)

donde β determina la importancia relativa del término de raleza y ρ es un paráme-

tro de la función de penalización.

Sea

ρ̂j = ρ̂j(X ; Θ) =
1

N

?

i=1

(xi; Θ) (4.16)

la activación media de la j-ésima unidad oculta sobre el conjunto de datos X ,

el término PS puede ser definido utilizando la divergencia de Kullback-Leibler

4del inglés “sparsness”.
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(KLD, del inglés Kullback-Leibler Divergence) obteniéndose:

PS(X,Θ; ρ)
.
=

m
?

j=1

KL(ρ?ρ̂j) =
m
?

j=1

?

ρ log
ρ

ρ̂j
+ (1− ρ) log

1− ρ

1− ρ̂j

?

, (4.17)

donde ρ es la activación media deseada. Es importante notar que para asegurar

que la ecuación 4.17 está bien definida, es conveniente excluir el 0 y el 1 como

posibles valores de fj , ∀j = 1, ..., m.

Otra posible definición de la penalización de raleza consiste en usar la norma

ℓ1 del vector cuyos componentes son la activación media de las unidades ocultas,

ρ̂ = (ρ̂1, ..., ρ̂n)
T ∈ R

n [42]. Utilizando esta idea se puede definir el término de

penalización de la siguiente forma:

Pℓ1(X,Θ)
.
=

m
?

j=1

?

?ρ̂j
?

? =
m
?

j=1

?

?

?

?

?

1

N

N
?

i=1

fj(x
i; Θ)

?

?

?

?

?

. (4.18)

4.6. Autocodificadores de limpieza de ruido

El autocodificador de limpieza de ruido (DAE, del inglés Denoising Autoen-

coder) es una variante de AE optimizado para reconstruir señales limpias xi ∈ R
n

partiendo de sus versiones artificialmente corrompidas x̃i ∈ R
n [98]. La función

de costo de los DAE se puede escribir, en forma análoga a la ecuación 4.12, como

JDAE(X, X̃ ; Θ,Φ)
.
=
1

N

N
?

i=1

L
?

g
?

f(x̃i; Θ); Φ
?

, xi
?

, (4.19)

donde X , Θ y Φ son como previamente definidos y X̃ = (x̃1, ..., x̃N ).

Utilizando una función de pérdida cuadrática, la función de costo se puede

escribir como

JDAE(X, X̃ ; Θ,Φ)
.
=
1

N

N
?

i=1

?

?g
?

f(x̃i; Θ); Φ
?

− xi
?

?

2
. (4.20)

Distintas transformaciones han sido propuestas para el proceso de corrupción

de los datos. Entre estas se incluyen (1) la adición de ruido Gaussiano isotropico,

(2) el ruido de enmascaramiento, donde se selecciona al azar una determinada

cantidad de las caracteŕısticas a las que se modifica su valor llevando su valor a

cero y (3) el ruido de “sal y pimienta” donde una fracción de las caracteŕısticas
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(seleccionadas al azar) se fija al máximo o mı́nimo valor (seleccionado al azar con

50% de chance para cada opción) [99].

Los DAE son apropiados para encontrar caracteŕısticas descriptoras robustas

para patrones limpios. Sin embargo en el caso de que los datos originales estén

ya significativamente contaminados con ruido la transformación utilizando DAE

no necesariamente mejora la representación.

4.7. Otras variantes de autocodificador

Existen muchas otras variaciones de AE que agregan restricciones o modi-

fican de alguna manera la función de costo original, siempre buscando mejorar

las representaciones ocultas que el modelo puede encontrar. Entre estas variantes

hay que destacar al autocodificador de suavizado (SMAE, del inglés Smoothing

Autoencoder), donde la codificación de cada muestra se utiliza para reconstruir

ejemplos de la que se encuentren en una determinada vecindad definida en base a

dicha muestra [54]. Por otro lado en [76] proponen el autocodificador contractivo

(CAE, del inglés Contractive Autoencoder), que incluye un término de regulari-

zación que mide la sensibilidad de las representaciones que obtiene con respecto

a la entrada. Otro modelo muy exitoso, especialmente en aplicación para la gene-

ración de imágenes, es el autocodificador variacional (VAE, del inglés Variational

Autoencoder), propuesto en [46], donde se desarrollan las bases de este modelo

utilizando métodos variacionales.

Todos estos modelos buscan evitar que la ANN aprenda la función identi-

dad con distintas estrategias y favorecer su capacidad de capturar información

importante aprendiendo aśı representaciones útiles.

4.8. Entrenamiento de redes neuronales artifi-

ciales

El proceso de entrenamiento de una ANN es una de las etapas fundamentales

del diseño de estos sistemas, y que por medio de las distintas variantes que se

pueden aplicar, les otorga una gran flexibilidad. Los métodos de entrenamiento

pueden dividirse en entrenamiento supervisado y entrenamiento no supervisado

[77]. La diferencia entre estos métodos es básicamente que en un caso la salida
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que la red debeŕıa producir es conocida, y se utiliza para supervisar como tiende

a comportarse dicha red, mientras en el otro caso no se conoce la salida de la red.

Esta diferenciación es importante porque condiciona directamente la estructura

de la función de costo J . Además, la disponibilidad de datos no etiquetados a dado

lugar en parte a la evolución de varios métodos de entrenamiento no supervisado

o parcialmente supervisado que pueden encuadrarse dentro de las técnicas de DL.

Básicamente entrenar una ANN consiste en ajustar sus parámetros con el fin

de obtener un determinado comportamiento. En general el problema del entre-

namiento de la red puede escribirse como

ΘO = argmin
Θ

J(X ; Θ), (4.21)

donde J es la función de costo, Θ contiene los parámetros ajustables del modelo,

ΘO contiene los parámetros óptimos y X contiene los datos disponibles para el

entrenamiento.

4.8.1. Retropropagación

Entre los métodos fundamentales utilizados en el entrenamiento de las ANN

se destaca el algoritmo de retropropagación (BP, del inglés Backpropagation).

Este método fue introducido originalmente en los años 70 y popularizado pos-

teriormente luego de la publicación del trabajo de Rumelhart et. al. [79]. Dicho

art́ıculo describe varias redes neuronales donde la BP resulta mas rápida que el

resto de los algoritmos de aprendizaje que se utilizaban hasta la fecha.

Esencialmente la BP permite calcular eficientemente la derivada parcial de

la función de costo J(X ; Θ), respecto a cada uno de los parámetros en Θ. Las

derivadas parciales nos permitan saber que tanto cambia el costo al variar cada

uno de los pesos resultando en una herramienta muy útil para resolver el problema

dado por la ecuación 4.21.

Para poder escribir expĺıcitamente las expresiones de las derivadas parciales

dadas por el método de BP desagregamos Θ en sus componentes escalares a los

que, siguiendo la notación convencionalmente utilizada, denominaremos wl
j,i y blj

con i, j, l ∈ N donde w indica que se trata de uno de los pesos de la sumatoria

de entradas a la unidad, b que se trata de un valor de sesgo, l indica la capa, j

distingue las unidades de una misma capa e i indica de cual de los pesos de la

unidad se trata. Reescribimos también la ecuación 4.1 separándola en dos por-
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ciones y agregando los sub́ındices correspondientes para que cada unidad básica

pueda ser ubicada dentro de una ANN con múltiples capas:

zlj =
n

?

i=1

wl
j,ia

l−1
i + blj , (4.22a)

alj = σ(zlj), (4.22b)

donde zlj ∈ R y alj ∈ R representan respectivamente las entrada y salida de la

j-ésima unidad de la l-ésima capa. Para resolver el problema que esta notación

presenta en la primer capa (i.e. l = 1) definimos a0i = xi.

Utilizando esta notación podemos presentar las cuatro ecuaciones básicas del

algoritmo de BP. La primera es una medida del error en la capa de salida:

δLj =
∂J

∂aLj
σ′(zLj ), (4.23)

donde L es el ı́ndice de la capa de salida (l = 1, ..., L) y σ′ : R → R es la derivada

de la función de activación. El primer factor del lado derecho de la Ecuación 4.23

(∂J/∂aLj ) suele ser fácil de calcular teniendo en cuenta las funciones de costo

comúnmente utilizadas, como las basadas error cuadrático medio o la entroṕıa

cruzada.

La segunda ecuación es una medida del error en la l-ésima capa en base al

error de la (l+1)-ésima capa:

δlj =
?

k

wl+1
k,j δ

l+1
k σ′(zlj). (4.24)

En este caso se hace evidente el porque del nombre del algoritmo, el error se

“retropropaga” de las capas superiores hacia la entrada.

Las tercera y cuarta ecuaciones nos permiten escribir las expresiones para las

derivadas parciales respecto a las conexiones w y a los sesgos b respectivamente:

∂J

∂blj
= δlj , (4.25a)

∂J

∂wl
j

= al−1
k δlj . (4.25b)

Se puede encontrar este algoritmo desarrollado en mas profundidad en [77].
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4.9. Aprendizaje profundo

Como vimos, las ANN están inspiradas en el funcionamiento de las neuronas

biológicas. Si bien las redes neuronales reales utilizan much́ısimas capas de neu-

ronas, se ha encontrado que cuando se utilizan ANN con muchas capas ocultas

los métodos de entrenamiento y arquitecturas clásicos no funcionan bien. Co-

mo alternativa han surgido nuevas arquitecturas y métodos de entrenamiento de

ANN que dieron lugar a una nueva rama del aprendizaje maquinal denominada

DL [85]. El DL engloba una serie de algoritmos que intentan modelar los datos a

partir de abstracciones de alto nivel empleando múltiples capas de procesamiento

y transformaciones no-lineales [52].

En esta sección presentaremos algunos aspectos y modelos de ANN profundas

relevantes para el desarrollo o discusión de esta tesis. Sin embargo, si bien no

se desarrollarán, no se puede dejar de mencionar las redes neuronales recursivas

(RNN, del inglés Recursive Neural Networks) y en particular entre estas a las redes

de gran memoria de corto plazo (LSTM, del inglés Long Short Term Memory),

arquitectura que han tenido una amplio desarrollo en los últimos años [50].

4.9.1. Pre-entrenamiento de redes multicapa

Las redes prealimentadas descriptas en la Sección 4.2 probablemente consti-

tuyan la arquitectura mas importante de las ANN. Entre la primeras estrategias

exitosas desarrolladas para poder obtener ANN prealimentadas con múltiples ca-

pas se destaca la de pre-entrenar la red de una capa a la vez utilizando métodos

no supervisados y luego, utilizando BP, realizar un ajuste fino de la red pre-

entrenada. El primer modelo propuesto que utiliza dicha estrategia se denominó

red de creencia profunda (DBN, del inglés Deep Belief Network) [39].

Si bien en [39] se utiliza la red de Boltzman restringida (RBM, del inglés

Restricted Boltzman Machine) como arquitectura de base para construir cada

una de las capas pre-entrenadas, también se han utilizado los AE con mucho

éxito para el pre-entrenamiento de cada capa [7]. La mayoŕıa de las variantes de

AE pueden ser apiladas para crear o inicializar ANN con múltiples capas, dando

énfasis a distintas caracteŕısticas de cada representación [6].

El proceso de entrenamiento de un AE apilado consiste en entrenar de forma

voraz muchos AE. Cada capa de decodificación se descarta y las representaciones

de caracteŕısticas obtenidas con las capas de codificación se usan para alimentar
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las entradas de otro AE. Dicho proceso se repite tantas veces como capas se

desee apilar. En el ajuste final se suele utilizar BP sobre toda la red en base a la

comparación con la salida deseada. En la Figura 4.5 se esquematiza el preoceso

de entrenamiento de un AE apilado t́ıpico. Las razones por las que este enfoque

voraz da buenos resultados han sido ampliamente estudiadas [6].

Datos

x

f(x; Θ1)

g(a2; Θ2)

h(a3; Θ3)

y

Datos

x

f(x; Θ1)

g(a2; Θ2)

Datos

x

f(x; Θ1)

Figura 4.5: Esquema de entrenamiento de autocodificador apilado.

La potencialidad de este enfoque se hace evidente a partir del desempeño

logrado mediante un pre-entrenamiento generativo seguido por un ajuste dis-

criminativo en varias tareas de reconocimiento de patrones estándar [85]. Estas

técnicas han sido aplicadas exitosamente a la señal de voz [38] y en particular al

reconocimiento de emociones utilizando dicha señal [90]. El análisis y clasificación

mediante redes profundas también se ha aplicado con éxito en el campo de las

señales biomédicas [43].

En los últimos años se ha observado que en los casos en que se cuenta con gran

cantidad de datos etiquetados el pre-entrenamiento capa por capa no es necesario,

ya que es posible entrenar la ANN profunda completa de una sola vez con menores

probabilidades de caer en mı́nimos locales malos [50]. Para las arquitecturas de

ANN con muchas capas en las que no se utiliza pre-entrenamiento se han diseñado

estrategias que previenen el sobreajuste y aceleran el entrenamiento, en particular

cabe destacar la técnica de dropout [89].
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4.9.2. Redes neuronales convolucionales

Las redes neuronales convolucionales (CNN, del inglés Convolutional Neural

Networks) están diseñadas para aprovechar las caracteŕısticas de datos que estén

naturalmente estructurados en la forma de arreglos (1D para señales y secuen-

cias; 2D para imágenes o espectrogramas de audio; y 3D para v́ıdeo o imágenes

volumétricas). Esto se debe a cuatro caracteŕısticas clave de estas redes: las co-

nexiones locales, los pesos compartidos, la puesta en común5 y el uso de muchas

capas. La arquitectura t́ıpica de una CNN está estructurada como una serie de

etapas con tres tipos fundamentales de capas: capas convolucionales, capas de

transformación no lineal y capas de puesta en común [49].

Se han aplicado las CNN en forma exitosa en múltiples ocasiones que se re-

montan a principios de 1990, comenzando con las ANN con retardos temporales

para reconocimiento de habla [101] hasta trabajos mucho más recientes en reco-

nocimiento de rostros [92]. Se las ha usado para reconocimiento de emociones en

señales de voz [59] y en video [45]. En el contexto de las BCI se han utilizado

para aprender filtros espaciales óptimos en base a los datos [15].

5del inglés “pooling”.





Caṕıtulo 5

Autocodificador de Estimación

de Promedios Coherentes

Como se describió en el Caṕıtulo 4 en los últimos años se han producido

múltiples avances en el campo del aprendizaje maquinal de la mano de las nue-

vas técnicas basadas en ANN. Algunas de estas técnicas han sido aplicadas en la

comunidad de las BCI, adaptándolas en algunos casos para resolver problemas

espećıficos del área. En [15] se utilizan CNN para aprovechar las correlaciones

espaciales y temporales en las señales de EEG. En dicho trabajo se busca maxi-

mizar las tasas de reconocimiento de señales de ERP a través del uso de filtros

espaciales y temporales obtenidos a partir de los datos. En [1] los autores pro-

ponen la utilización de una DBN como los clasificadores débiles de un conjunto1

para mejorar la tasa de reconocimiento de señales de SMR registradas con EEG.

En [53] se propone la utilización de DAE con el objetivo atacar el problema de los

datos faltantes en las señales de EEG. Este es un problema común que puede ser

el resultado de artefactos que obligan a descartar segmentos enteros de la señal,

o situaciones como la desconexión de sensores. En dicho art́ıculo se muestra, que

la potencia espectral de señales simuladas puede ser estimada satisfactoriamente

partiendo de datos incompletos y que los resultados de clasificación de señales de

SMR obtenidos utilizando la técnica propuesta son comparables con los obtenidos

utilizando otras técnicas del estado del arte.

Partiendo de algunos de los modelos propuestos en el contexto del DL, en esta

sección se describe la propuesta un nuevo algoritmo para clasificación y estimación

de señales repetitivas enmascaradas por ruido aditivo descorrelacionado. Ésta

1del inglés “ensemble”.
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nueva ANN, a la que nos referiremos como AEP, incluye en su función de costo

términos de reconstrucción, clasificación y raleza, convirtiendo su entrenamiento

en un problema de optimización multiobjetivo complejo. El AEP está inspirado

por las técnicas de CA y por los DAE.

5.1. ¿Qué es una buena representación?

Para obtener buenas representaciones de nuestras señales de interés es necesa-

rio definir antes que hace a una representación buena. En una primera instancia

podemos decir que dicha representación debe ser útil para que un sistema alcan-

ce un rendimiento mayor del que podŕıa alcanzar en caso de no utilizarla. En

este sentido, dependiendo del objetivo final del sistema, una buena representa-

ción podŕıa ser la que le permita obtener, por ejemplo, tasas de reconocimiento

mas altas o mejorar en mayor medida la SNR de las entradas. Sin embargo, es

importante considerar que no es necesariamente la mejor opción plantear como

objetivo una medida de rendimiento que maximice directamente el una función

de costo relacionada con el objetivo final del sistema. Esto se ha hecho eviden-

te en el éxito de las estrategias que utilizan entrenamiento no supervisado para

posteriormente obtener un mayor rendimiento en las tareas de clasificación. A

continuación mencionaremos algunos de dichos criterios, potencialmente capaces

de mejorar las representaciones de las señales de interés.

Claramente es necesario que la representación conserve información de la señal

original. Esto puede medirse en forma directa a través del la información mutua

[55]. Sin embargo también puede darse un interpretación mas intuitiva: si una

representación nos permite reconstruir al menos parcialmente, las señales de en-

trada entonces estará conservando información de dichas señales. Este es el cri-

terio que se utiliza al entrenar AE. En el caso en que la interpretación intuitiva

no sea suficiente puede demostrarse que entrenar un AE para minimizar el error

de reconstrucción es equivalente a maximizar una cota inferior de la información

mutua entre la entrada y la representación latente [99].

Como mencionamos previamente, el solo hecho de conservar la información

no provee necesariamente de representaciones útiles. Dimos como ejemplo de la

función identidad que si bien conserva perfectamente la información de la entrada,

no nos provee de ninguna nueva revelación respecto a la estructura subyacente de

los datos. Para obtener representaciones de mayor utilidad es en general necesario
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introducir restricciones en los modelos. Una posible restricción es a través de

la compresión de la representación, ajustando la cantidad de unidades ocultas

del modelo a un valor menor al de la entrada. Esta reducción de la dimensión

es justificable si suponemos que la entrada tiene menos grados de libertad que

dimensiones o que gran parte de la información importante en la entrada esta

contenida en un subespacio del espacio original. En general es dif́ıcil probar dichas

suposiciones, sin embargo es un enfoque muy utilizado en la práctica y que resulta

de utilidad.

Otra forma de restringir la representación es a través de restricciones suaves2.

Estas toman la forma de penalizantes y entre otras opciones pueden forzar a los

modelos a aprender códigos ralos utilizando por ejemplo la norma-ℓ1 o la diver-

gencia de Kullback-Leibler. Los AE ralos utilizan este enfoque. Los códigos ralos

presentan múltiples caracteŕısticas interesantes. Una de ellas es que se ha mos-

trado que la utilización de códigos ralos permite en múltiples casos la obtención

de representaciones similares a las obtenidas utilizando criterios de independen-

cia estad́ıstica computacionalmente mas costosos [81]. Si bien son múltiples la

caracteŕısticas útiles de los códigos ralos, su utilización no garantiza que la repre-

sentación será discriminativa.

En el caso de los problemas de clasificación siempre es importante que el

sistema retenga información discriminativa. Comúnmente no es necesario apli-

car condiciones explicitas para que esto se cumpla, y en muchos problemas con

cumplir con alguno de los otros criterios se puede guardar información útil para

la clasificación en forma impĺıcita. Sin embargo en los problemas con muy mala

SNR corremos el riesgo de modelar unicamente el ruido y perder la información

asociada a la clase. Esto es particularmente cierto para el caso de la clasifica-

ción de ERP, por lo que consideramos que en este problema es necesario forzar

expĺıcitamente al modelo a conservar información discriminativa.

Es también deseable que una representación sea robusta en el sentido de pre-

sentar estabilidad ante versiones corruptas de la entrada. Esto puede conside-

rarse como un requisito equivalente a que la representación oculta esté menos

contaminada por el ruido que la señal original, o a que el proceso extraiga las

caracteŕısticas mas representativas de los datos en lugar de modelar el ruido. En

esta idea se basan los DAE [98].

Resulta de interés también que los modelos permitan la concatenación de va-

2del inglés “soft constraints”.



50 Caṕıtulo 5. Autocodificador de Estimación de Promedios Coherentes

rias etapas de codificación en forma consecutiva. Esto permitiŕıa pre-entrenar una

red profunda utilizando como base cada uno de los codificadores. Desde el punto

de vista teórico, el pre-entrenamiento no supervisado guiaŕıa en forma natural

al modelo a aprender representaciones incrementalmente abstractas. Hay indicios

de esto al analizar las salidas de cada capa de algunos sistemas de reconocimiento

de imágenes, donde van pasando por ejemplo del reconocimiento de bordes, al de

formas y al de objetos sucesivamente. Desde el punto de vista práctico, si bien

las redes con muchas capas tienen la capacidad de construir modelos altamente

complejos, es dif́ıcil conseguir que la red aprenda los mejores modelos entre la

gran cantidad de posibles de mı́nimos locales. El pre-entrenamiento inicializa la

red en regiones mas cercanas a mejores mı́nimos locales [25].

5.2. Término de reconstrucción

Como se describió en la Sección 2.4 al utilizar la CA se supone que cada

respuesta tiene la misma latencia respecto a su correspondiente est́ımulo, que el

ruido es aditivo y que no tiene correlación con la respuesta. Cuando se cumplen

estas suposiciones la CA atenúa la amplitud del ruido, mejorando aśı la SNR.

Para el caso de las BCI hay un compromiso entre la velocidad de operación y

la cantidad de muestras que es necesario obtener. Es deseable obtener tasas de

reconocimiento similares a las obtenidas para las señales promediadas utilizando

la menor cantidad de registros posible. Para ello se propone el AEP como método

para estimar las señales promediadas coherentemente usando una menor cantidad

de épocas.

El AEP es una ANN con una capa oculta a la que se le solicita obtener en

la salida una versión limpia de la entrada obtenida a través de CA, a diferencia

de los AE, donde se establece la entrada como la salida deseada. Repitiendo por

comodidad parte de la notación introducida en el el Caṕıtulo 4, X = (x1, ..., xN )

y y = (y1, ...yN )
T donde xi = (xi

1, ..., x
i
n)

T y yi son los i-ésimas patrón y su

correspondiente etiqueta y N ∈ R es el tamaño muestral. Definimos también las

matrices de pesos y los vectores de sesgo para el codificador y el decodificador

respectivamente como Θ = [W T
Θ , bΘ]

T y Φ = [W T
Φ , bΦ]

T donde WΘ ∈ R
n×m,

bΘ ∈ R
m, WΦ ∈ R

n×m y bΦ ∈ R
n. Además f(·; Θ) : Rn → R

m es la función de

codificación, g(·; Φ) : Rm → R
n es la función de decodificación y L : Rn×R

n → R

es la función de pérdida. En base a esta notación, el término de costo del AEP
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debido a la reconstrucción JR : R
n×N ×R

(n+1)×m×R
(m+1)×n → R puede definirse

como:

JR(f(X ; Θ); Φ)
.
=
1

N

N
?

i=1

?

?

?

?

?

g
?

f(xi; Θ); Φ
?

−
xi +

?

jǫRK
i
xj

K + 1

?

?

?

?

?

2

, (5.1)

donde RK
i denota un subconjunto de K indices seleccionados al azar sin reem-

plazo, correspondientes a K patrones (columnas de X) de la misma clase que

xi, excluyendo a xi. Este término de costo es similar a la función de costo del

DAE (ecuación 4.20), con la diferencia de que en lugar de corromper la entrada

se estima su versión limpia y se la propone como salida deseada.

Si extendemos la definición de la función de activación σ presentada en la

Sección 4.1 para que al ser aplicada a un vector se obtenga su aplicación compo-

nente a componente, podemos definir la función de codificación para el AEP como

f(x; Θ) = σ(W T
Θx + bΘ). La salida de la función de codificación a una entrada x

puede entenderse como su representación en la capa oculta. En forma análoga,

sea φ : Rn → R
n otra función de activación aplicada componente a componente,

la función de decodificación se define como g(f ; Φ) = φ(W T
Φ f(x; Θ) + bΦ). En

este caso hay que prestar especial atención al hecho de que el rango de la función

de activación φ debe contener todos los valores posibles de la entrada x, ya que

de otro modo nunca podrá realizar correctamente las aproximaciones a la salida

deseada.

5.3. Término de clasificación

Con el fin de asegurar que las representaciones ocultas del AEP conservan

información discriminativa, se agregan a la red unidades softmax que toman como

entrada la salida de la capa oculta. En otras palabras, la ℓ-ésima unidad softmax

(ver Ec. (4.9)) se alimenta con las activaciones de la capa oculta del AEP:

hℓ(f(x; Θ); Γ) =
eΓℓ,:f(x;Θ)

?M

j=1 e
Γj,: f(x;Θ)

, (5.2)
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donde Γ es la matriz de pesos softmax. El término de costo asociado al poder de

discriminación se define como:

JD(f(X ; Θ), y; Γ)
.
= −

1

N

N
?

i=1

M
?

j=1

Ij(yi) log
?

hj(f(x
i; Θ); Γ)

?

, (5.3)

donde M ∈ R es el número de unidades de salida de la SNN y Θ, Γ y y se definen

como previamente.

Durante el entrenamiento la señal de error dada por la ecuación 5.3 es retro-

propagada a través de sus conexiones a los pesos de la capa de codificación,

direccionándolos a que extraigan (o no descarten) información discriminativa. La

capa softmax puede ser descartada cuando se finaliza el entrenamiento del AEP.

5.4. Términos de raleza y regularización

Para inducir raleza en la representación oculta se aplica un término de pena-

lización PS en la capa correspondiente. Este término es equivalente al utilizado

con los SAE (ver Sección 4.5).

Esto permite además definir redes que busquen representaciones sobrecomple-

tas.

También se agregan términos cuadráticos de regularización a todos los paráme-

tros ajustables de la red. Estos términos ayudan a prevenir el sobre-ajuste de la

red a los datos de entrenamiento y a suavizar las soluciones, brindándoles robustez

frente a la presencia de outliers.

5.5. AEP completo

Sumando los términos de reconstrucción, discriminación y las penalizaciones,

podemos escribir la función de costo del AEP como:

J(X, y; Θ,Φ,Γ)
.
=JR(f(X ; Θ); Φ) + γJD(f(X ; Θ), y; Γ) + βPS(f(X ; Θ); ρ)

+ λΘ?Θ?
2 + λΦ?Φ?

2 + λΓ?Γ?
2,

(5.4)

donde γ, β, λΘ, λΦ y λΓ son todos parámetros positivos que permiten ajustar el

peso relativo de cada término.
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Figura 5.1: (a) AEP durante el entrenamiento. Las épocas objetivo están representadas
con ĺınea llena en rojo y las muestras no objetivo con ĺınea azul punteada. (b) AEP
durante la operación usado como extractor de caracteŕısticas para clasificación. (c) AEP
durante la operación usado para estimación.

En la Figura 5.1a se presenta la estructura básica de un AEP. Las entradas

xi se toman directamente de los patrones en la base de datos y se transforman

a través de f(·; Θ) para obtener la representación oculta. Dicha representación

se alimenta luego a la capa de decodificación, la cual aplica una transformación

g(·; Φ) con el objetivo de reconstruir una versión limpia de la entrada presentada

xi. La salida deseada se estima a través de CA. Por otro lado, la representación

oculta también se utiliza para alimentar la capa softmax h(·; Γ), que intenta

predecir la etiqueta correspondiente.

5.6. Entrenamiento del AEP

El proceso de entrenamiento del AEP es muy similar al t́ıpico que se utiliza pa-

ra el entrenamiento de AE y se presenta en detalle en el Algoritmo 1. Los valores
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de los parámetros deben inicializarse al azar, pueden usarse distintas distribucio-

nes estad́ısticas para obtenerlos. El cálculo del paso de optimización dependerá

del método de optimización elegido, no todos los algoritmos de optimización de-

vuelven necesariamente la misma solución en cada iteración, especialmente para

problemas con múltiples mı́nimos locales. Para definir el criterio de parada se

suele fijar como condición que el costo de validación no aumente durante épocas

sucesivas del entrenamiento.

Algorithm 1 Entrenamiento del AEP.

Inicializar Θ0,Φ0,Γ0.
i ← 0
while el criterio de parada no sea satisfecho do

Tomar N muestras del conjunto de entrenamiento y construir el mini-batch
X i.

Tomar las correspondientes N etiquetas yi.
ai ← f(X i; Θi). ⊲ obtener las activaciones ocultas
oi ← g(ai; Φi). ⊲ obtener las salidas
si ← h(ai; Γi). ⊲ obtener las salidas softmax
Ji ← J(Xi, y; Θi,Φi,Γi). ⊲ obtener el costo
Calcular el gradiente del costo ∇(Θi,Φi,Γi)

Ji utilizando retropropagación.
Calcular la dirección y magnitud del paso de optimización ∆Θi, ∆Φi y ∆Γi

en base a J y ∇(Θ,Φ,Γ) J .
Θi+1 ← Θi +∆Θi. ⊲ actualizamos Θ.
Φi+1 ← Φi +∆Φi. ⊲ actualizamos Φ.
Γi+1 ← Γi +∆Γi. ⊲ actualizamos Γ.
Verificar si se cumple el criterio de parada.
i ← i+ 1.

Hay que tener en cuenta que, dependiendo del número de unidades ocultas

y del tamaño de los patrones de entrada, el número de parámetros en la red

podŕıa llegar a ser bastante alto, de hecho, hay en principio m(M + 2n + 1) + n

parámetros libres en el modelo. Estos parámetros son las componentes de las

matrices y vectores de codificación, decodificación y softmax, a saber WΘ, bΘ,

WΦ, bΦ y Γ.

En ciertos casos, particularmente cuando la relación entre el número de pa-

trones de entrenamiento y la cantidad de parámetros se vuelve desfavorable, toda

suposición razonable que conduzca a una reducción en el número de paráme-

tros libres es altamente deseable. Reducir el número de parámetros contribuye

a prevenir el sobre-ajuste y además disminuye el costo computacional del proce-

so de entrenamiento. Una manera de reducir el número de parámetros libres es
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“atando” los pesos de las matrices de codificación y decodificación de modo que

WΘ = W T
Φ . Esta suposición es razonable porque, puesto que tanto los patrones

originales como sus promedios tienen formas de onda similares y pertenecen al

mismo espacio (Rn), la acción del decodificador podŕıa ser pensada como la inver-

sa de la acción del codificador. Cuando se aplica la restricción de atar los pesos

del AEP se modifica el Algoritmo 1 ya que primero, no es necesario actualizar

Φ ya que está asociada al valor de Θ y segundo, al calcular el gradiente se debe

tomar el promedio entre ∇(Θi)
Ji y ∇(Φi)

Ji.

5.7. Configuracion de la red y ajuste de hiper-

parámetros

Se ha mostrado que el rendimiento de algunas arquitecturas de ANN puede

variar significativamente con la elección de los hiperparámetros [73]. Como la

mayoŕıa de las ANN, el AEP tiene muchos hiperparámetros, por lo que encontrar

sus valores óptimos puede constituir una tarea compleja. Aunque algunos autores

abordan este problema dando recomendaciones prácticas y directrices de diseño,

cada conjunto de datos y arquitectura tiene diferentes hiperparámetros óptimos

y son necesarios procedimientos apropiados para su estimación [5, 37].

Para ajustar los parámetros del AEP proponemos un enfoque ad hoc de cin-

co etapas para el establecimiento de todos los hiperparámetros. A continuación

describiremos brevemente las etapas propuestas. En primer lugar se realizan las

elecciones de diseño de la arquitectura de la ANN, es decir, elegimos las funciones

de activación y decidimos si los pesos del codificador y el decodificador están o no

atados (WΘ = W T
Φ ). En segundo lugar, se utiliza un análisis objetivo, apoyado por

experimentos preliminares, para determinar la cantidad K de épocas a promediar

para calcular las señales de entrenamiento de salida. En tercer lugar, se proponen

los pesos que ajustan la importancia relativa de los términos de discriminación

y raleza de la función de coste (ecuación 5.4), es decir γ y β. En cuarto lugar

se elige mediante el procedimiento de curva L el valor de los hiperparámetros de

regularización de los términos de penalización en la función de coste, es decir, λΘ,

λΓ y λΦ, [24]. Por último, se realiza una búsqueda de grilla para encontrar los

valores óptimos para los restantes hiperparámetros discretos, es decir, el núme-

ro de unidades ocultas m, el tamaño de mini-batch N y el número máximo de

iteraciones para cada mini-batch L. A continuación describiremos algunas consi-
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deraciones de diseño necesarias y detalles necesarios para la implementación de

cada una estas etapas.

Se han propuesto muchas funciones de activación para las unidades de las

ANN prealimentadas [5]. Una de las funciones más conocidas y ampliamente

utilizadas es la sigmoidea, que es una función suave con derivada acotada en

R. Esta función de activación proporciona estabilidad numérica para el proceso

de entrenamiento ya que su derivada está siempre entre cero y uno. Para ANN

con muchas capas, este tipo de función de activación puede producir gradientes

desvanecientes, y por lo tanto, se usan generalmente otras alternativas tales como

las ReLU. Cómo se menciona en la Sección 5.6, atar los pesos del codificador

y el decodificador reduce significativamente los grados de libertad del AEP, y

puede acelerar el proceso de entrenamiento, a expensas de reducir la capacidad

de representación del modelo. La decisión de que estructura utilizar dependerá

de la relación entre la cantidad de muestras disponibles para el entrenamiento

del sistema, que tan ruidosas sean dichas muestras, la cantidad de parámetros a

ajustar y la complejidad de la función a aproximar. Una medida útil para saber

si es necesario reducir la cantidad de parámetros es analizando la capacidad de

generalización de la red. Si se evidencia sobreajuste en general es necesario reducir

la cantidad de parámetros libres.

Los hiperparámetros γ y β determinan la importancia relativa de los tres pri-

meros términos del segundo miembro de la ecuación 5.4, sin embargo hay que

tener en cuenta que no necesariamente los factores que estos multiplican (i.e.

JD(f(X ; Θ), y; Γ) y PS(f(X ; Θ); ρ)) comparten el mismo orden de magnitud, ni

entre si, ni con el término de reconstrucción (i.e. JR(f(X ; Θ); Φ)). De hecho, si

bien estos elementos están normalizados respecto a la cantidad de unidades (m) y

al número de muestras de cada mini-batch (N), dependiendo de la estructura de

los datos a modelar pueden tomar distintos valores. Por esta razón es importante

evaluar en una primera instancia cada término por separado con los datos de

entrenamiento para verificar sus respectivos ordenes de magnitud, esto nos per-

mite luego incluir estos factores en los respectivos hiperparámetros γ y β. Una

vez que el orden de magnitud de los tres primeros términos es ajustado, resta

tomar la decisión de diseño de definir que tanto debe pesar cada término en la

función de costo. Para esto se debe incluir en los hiperparámetros γ y β el factor

correspondiente.

El número K de épocas promediadas para obtener la salida del AEP puede
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tener un gran efecto en las representaciones aprendidas. En primera instancia

podŕıamos tender a fijar K a un valor grande para conseguir una salida tan

limpia como sea posible. Sin embargo, debido a que se agregan épocas distintas a

la que alimentamos a la entrada del AEP, a medida que K aumenta la similitud

entre la entrada y la salida promediada disminuye. Por lo tanto hay una relación

de compromiso entre obtener salidas más limpias y conservar una relación entre

la entrada y la salida.

Para ajustar los parámetros de regularización de la función de costo (i.e. Θ, Φ

y Γ). Se implementó un proceso de tres pasos, mediante el método de la curva-L.

En el paso 1 se inicializa Θ al azar como Θ0, y de acuerdo con la teoŕıa de la

curva L [24], se fija λΓ a un valor λ
0
Γ, tomado aproximadamente igual al punto

correspondiente a la máxima curvatura de la curva ||Γ||2 como una función de

JD(f(X ; Θ0), y; Γ) parametrizada por λΓ. Luego se calcula:

Γ0
.
= argmin

Γ∈R2×m

?

γJD(f(X ; Θ0), y; Γ) + λ0
Γ||Γ||

2
?

. (5.5)

En el paso 2 se utiliza un procedimiento similar para aproximar el λΦ óptimo,

tomándolo como λ0
Φ, que es el valor asociado al punto de máxima curvatura de

la curva JR(f(X ; Θ0); Φ) - ?Φ?
2 parametrizada por λΦ. Luego calculamos:

Φ0
.
= argmin

Φ∈R(n+1)×m

?

JR(f(X ; Θ0); Φ) + λ0
Φ||Φ||

2
?

. (5.6)

En el paso 3 el valor óptimo de λΘ (i.e. λ
0
Θ) se estima por el método de la curva-L

como el valor correspondiente al punto de máxima curvatura en la curva de ?Θ?2

en función de JR(f(X ; Θ); Φ0)+ γJD(f(X ; Θ), y; Γ0)+βPS(f(X ; Θ); ρ), donde Γ0

y Φ0 son las soluciones de los problemas presentados en las Ecuaciones 5.5 y 5.6,

respectivamente.

Es importante notar que para cada uno de los puntos de cada una de las curvas

es necesario ajustar un modelo. Cada uno de estos modelos tiene una estructura

diferente ya que se fijan algunos de los pesos de la red original, ajustando solo

parte de la red. En el paso 1 se fijan los pesos del codificador a Θ0 y se ajusta

unicamente los valores de Γ. En el paso 2, también con los parámetros de Θ fijos

se ajusta el valor de los pesos del decodificador Φ para cada uno de los puntos

de la curva. En el paso 3, con Γ y Φ fijos se ajusta el valor de los parámetros Θ

de la función de codificación. Durante estos entrenamientos parciales de la red
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realizados para obtener los distintos puntos de las curvas-L, en lugar de separar

el conjunto de entrenamiento en mini-batches se utilizaron todos los datos de

entrenamiento para obtener resultados mas estables y comparables entre los dis-

tintos puntos de la curva. Por otro lado, ninguno de los hiperparámetros N , l y

m fue establecido en las etapas anteriores. Aunque los valores de N y l no se usan

en los procesos de entrenamiento modificados utilizados para obtener los puntos

de las curvas-L, es inevitable establecer la cantidad de unidades ocultas m. Para

analizar el efecto de el valor de m sobre el resultado obtenido tras el ajuste de

los parámetros de regularización, hemos realizado el proceso de ajuste de λΘ, λΦ

y λΓ para varios valores de m (algunos más grandes, algunos iguales y algunos

más pequeños que el tamaño de los patrones de entrada) y encontramos que los

valores óptimos de los hiperparámetros de penalización son independientes de m.

La última etapa consiste en una búsqueda de grilla para establecer los tres

hiperparámetros restantes (es decir, m, N y l). Para evaluar el desempeño de

cada AEP entrenado con una distinta configuración de estos hiperparámetros, es

necesario utilizar alguna medida sencilla de la bondad de cada AEP. Para esto

se selecciona como óptima la configuración de la red que provea el mayor rendi-

miento en términos de la capacidad de clasificación sobre los datos de validación.

Para reducir la incertidumbre es conveniente en estos casos utilizar la misma con-

figuración y semillas para el generador de números aleatorios de cada red a ser

evaluada.



Caṕıtulo 6

Experimentos

En este caṕıtulo se describen los experimentos realizados para analizar las ca-

pacidades de los algoritmos propuestos y se presentan y discuten los resultados de

dichos experimentos. Para ello previamente se definen las medidas de rendimiento

utilizadas y se introducen las bases de datos utilizadas.

6.1. Evaluación de rendimiento

Con el objetivo de medir la bondad de las caracteŕısticas de las representacio-

nes obtenidas mediante el AEP, se evaluó el desempeño de clasificación utilizando

tres clasificadores diferentes: SNN, SVM y KNN.

La elección de la SNN es natural dado que el AEP incluye salidas softmax. Es-

tas salidas direccionan el entrenamiento del modelo, llevándolo hacia la búsqueda

de una representación oculta que favorezca la tasa de clasificación obtenida con

la SNN. La estructura pre-entrenada de las unidades de clasificación del AEP

pueden incluso utilizarse como punto de partida para entrenar la SNN que se

utilizará como clasificador.

Además de la SNN, para analizar si existen diferencias en el ajuste de la

representación a dicho clasificador en comparación con otros métodos, se utilizó

otro clasificador lineal. Para esto elegimos una SVM lineal, principalmente en

base a su popularidad y robustez.

La selección del KNN permite observar si existen diferencias entre el uso de

clasificadores lineales y no lineales, tanto antes como después de la extracción de

caracteŕısticas con el AEP.

Las SNN fueron entrenadas utilizando la implementación del algoritmo Broyden-

59
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Fletcher-Goldfarb-Shanno de memoria limitada (LBFGS, del inglés Limited Me-

mory Broyden-Fletcher-Goldfarb-Shanno) incluido en el paquete de optimización

minFunc [86]. Todos los parámetros del optimizador se dejaron en sus valores por

defecto, y el número máximo de iteraciones se estableció en 400.

Se utilizó la implementación de SVM provista por el paquete LIBLINEAR

[26]. Se utilizó como ya mencionamos un núcleo lineal. Todos los parámetros se

dejaron por defecto y se añadió un término de bias.

La implementación de KNN utilizada es la que se proporciona con PRTools

[23]. Para definir las vecindades se utilizó la distancia eucĺıdea. Luego de evaluar

algunos resultados preliminares obtenidos estableciendo el número de vecinos en

tres, cinco, siete y nueve, se terminó fijando este parámetro en nueve vecinos ya

que con este valor se obtuvieron los mejores resultados en forma consistente.

6.1.1. Medidas de rendimiento

Se midió el desempeño de los clasificadores binarios propuestos utilizando

la Especificidad (Spe), Sensibilidad (Sen), Precisión (Prec) y Exactitud (Acc),

definidas como:

Spe =
TN

FP + TN
, Sen =

TP

FN + TP
, Prec =

TP

FP + TP
, Acc =

TP + TN

NT
.

(6.1)

donde TP , TN , FP y FN son el número de verdaderos positivos, negativos ver-

daderos, falsos positivos y falsos negativos respectivamente y NT = FP + TP +

FN + TN es el número total de muestras. Dado que en el caso del deletrea-

dor de Donchin las clases están desbalanceadas, se utilizó también la exactitud

balanceada (BalAcc). Esta medida está diseñada para ser insensible a los datos

desbalanceados y puede facilitar el análisis de los resultados. Se define como:

BalAcc =
Spe + Sen

2
. (6.2)

6.2. Bases de datos

Para ajustar los parámetros y evaluar el rendimiento de el AEP utilizamos los

dos conjuntos de datos que se describen debajo.
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6.2.1. Bases de datos de competencias

Con el objetivo de popularizar las BCI y contribuir al desarrollo de las técnicas

de procesamiento y clasificación de señales, entre los años 2001 y 2008 el equipo

del Berlin Brain-Computer Interface project organizó cuatro concursos centrados

en la clasificación de señales de BCI basadas en EEG. Para la tercera edición,

se publicó un conjunto de datos con señales de EEG registradas utilizando el

deletreador basado en P300 incluido en el sistema BCI2000 [10].

Este conjunto de datos consiste en registros de EEG muestreados a 240 Hz,

tomados de 64 canales. La base de datos cuenta con señales correspondientes a

dos individuos (A y B). Cada individuo deletreó un total de 85 caracteres de

entrenamiento y 100 caracteres de prueba, con bloques de 15 intensificaciones

por carácter. Este procedimiento produce un total de 15300 señales pos-est́ımulo

de entrenamiento y 18000 señales de pos-est́ımulo de prueba por individuo, con

una relación objetivo/no-objetivo de 1:5. Más detalles sobre la configuración de

adquisición de datos, aśı como el conjunto de datos en śı mismo, están disponibles

en la página web de las competencias 1.

6.2.2. Base de datos sintética

Para evaluar el comportamiento del AEP y ajustar sus hiperparámetros se

utilizó, además de la base de datos real descripta en la Sección 6.2.1 una base

de datos sintética. Esto se decidió para evitar en las primeras instancias comple-

jidades tales como conjuntos de datos con clases desequilibradas, artefactos de

registro, limitaciones en el número de épocas disponibles para el entrenamiento y

la presencia de épocas extremadamente ruidosas y/o mal etiquetadas. Utilizando

datos sintéticos pudimos reducir el espacio de búsqueda para la configuración de

hiperparámetros de la red y ganar conocimiento respecto al comportamiento del

sistema propuesto.

Para generar los datos sintéticos se alimentó el algoritmo de codificación pre-

dictiva lineal (LPC, del inglés Linear Predictive Coding) con los datos de las

competencias (ver Sección 6.2.1) para estimar los parámetros de varios sistemas

lineales autorregresivos (AR) que modelen las señales de EEG de fondo para cada

canal [57]. Los órdenes óptimos de los sistemas se fijaron individualmente para

cada modelo utilizando el criterio de información de Akaike. Los modelos AR se

1www.bbci.de/competition accedido el 1 de junio de 2016
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Figura 6.1: Estimación de densidad espectral de frecuencia para las señales de entrena-
miento originales y respuesta en frecuencia de los filtros lineales obtenidos por medio
de LPC.

alimentaron con ruido blanco y las salidas se utilizaron como señales de EEG

de fondo simulado. Se entrenó un modelo AR para cada uno de los diez canales

seleccionados (Fz, C3, Cz, C4, P3, Pz, P4, PO7, PO8 y Oz), y sólo se realizó el

proceso para los registros del individuo A. Siguiendo la separación original del

modelo en conjuntos de entrenamiento y prueba también se construyeron modelos

distintos para simular las señales de entrenamiento y prueba de EEG de fondo.

Las señales de ruido blanco alimentadas al modelo AR correspondiente a un

determinado canal son independientes del ruido asociado al resto de los canales.

Debido a esto las señales correspondientes a cada canal no están espacialmente

correlacionadas, en oposición a las señales de EEG en los registros reales donde

dicha correlación está presente. En la Figura 6.1 se pueden ver las respuestas en

frecuencia de los filtros obtenidos junto con las densidades espectrales de potencia

estimadas a partir de las señales de entrenamiento originales (el orden mostrado

corresponde al orden de cada filtro y el eje ordenado tiene escala logaŕıtmica).

Además de las señales de EEG de fondo, también fue necesario construir ERP

sintéticos. Para esto se realizó la promediación de distintos subconjuntos de 500

ERP objetivo elegidas al azar. Dichos ERP son seccionados de los registros ori-

ginales, tomando la respuesta desde los 100 ms previos a cada est́ımulo hasta los

850 ms posteriores al est́ımulo. Con el fin de evitar la introducción de artefactos

de borde cada muestra se multiplicó con una ventana gaussiana elegida apropia-

damente. En cada segundo, se simuló un est́ımulo con una probabilidad de 50/50
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Figura 6.2: Muestras de ERP sintéticos utilizados para crear el conjunto de entrena-
miento de la base de datos sintética (canal Pz).

de ser objetivo o no objetivo. Por último para cada una de las muestras donde

el est́ımulo simulado fuese objetivo se añadió una muestra de ERP sintético. Se

tomó el cuidado de mantener la SNR en la base de datos sintética aproximada-

mente igual a la de los datos reales. La SNR se estimó independientemente para

cada canal, obteniéndose como SNR promedio para los diez canales -19 dB. Los

ERP sintéticos de entrenamiento se generaron promediando épocas del conjunto

de datos reales de entrenamiento, mientras que los de prueba se generaron pro-

mediando épocas del conjunto de prueba. La Figura 6.2 muestra cuatro ejemplos

de ERP sintéticos obtenidas del conjunto de entrenamiento para el canal Pz.

Cabe destacar que para los registros sintéticos generados las clases están ba-

lanceadas, en contraposición a los registros reales donde la relación de objetivo a

no-objetivo es 1/5. Dado que cada ERP sintético fue generado tomando al azar

conjuntos de épocas reales diferentes, esta base de datos artificiales es más realista

y dif́ıcil de clasificar que otras bases de datos con una SNR similar, pero obtenidas

utilizando siempre la misma plantilla de ERP. Debido a que tanto los ERP como

la señal de EEG de fondo fueron generados a partir de los correspondientes datos

reales de entrenamiento y prueba, los datos simulados también están separados

en estas categoŕıas y no hay información cruzada entre los conjuntos.

6.3. Preprocesamiento

Como vimos en la Sección 2.1.1, el preprocesamiento es una etapa fundamental

para acondicionar las señales crudas a ser usadas por la BCI. Para este trabajo se

buscó realizar una mı́nima cantidad de preprocesamiento para acondicionar las
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señales. Tanto los registros reales como los sintéticos fueron preprocesados de la

misma manera.

La etapa de preprocesamiento se inició normalizando las señales llevando los

registros de entrenamiento a media cero y desv́ıo estándar unitario. Utilizando

las medias y desv́ıos estándar calculados para los datos de entrenamiento se nor-

malizaron también los datos de prueba. Dicho proceso de normalización se aplicó

en forma independiente para cada electrodo.

Posteriormente se evaluó las frecuencias de corte óptimas de los filtros pasa-

bajos. Para esto se realizaron pruebas de rendimiento en tareas de clasificación

tomando diferentes frecuencias de corte. Sobre la base de datos reales se gene-

raron 14 conjuntos de patrones distintos, cada uno con distintas frecuencias de

corte. Se evaluaron las frecuencias de corte entre 4 y 30 Hz inclusive, saltando

de a 2 Hz (4, 6, 8, 10, 12, 14, 16, 18, 20, 22, 24, 26, 28 y 30). Los patrones re-

gistrados fueron clasificados utilizando los tres clasificadores KNN, SVM y SNN.

Los conjuntos de entrenamiento se balancearon quitando patrones sin respuesta

P300 para obtener la misma cantidad de patrones objetivo y no-objetivo. La se-

lección de patrones no-objetivo a ser removidos para construir los conjuntos de

entrenamiento se realizó al azar. Tanto para el sujeto A como para el sujeto B

utilizando la SVM y la SNN los mejores resultados se obtienen con frecuencias

de corte de alrededor de los 10 Hz. Con los KNN no se ve una tendencia tan

marcada, únicamente se puede ver diferencias para el sujeto B, siendo mejores

los resultados utilizando dicho clasificador en las frecuencias bajas. En lugar de

definir la frecuencia de corte en 10 Hz se fijo en 12 Hz por ser un divisor entero

de la frecuencia de muestreo de las señales.

En base a dichos resultados se filtró los registros con un filtro respuesta finita

al impulso (FIR, del inglés Finite Impulse Response) pasa-bandas de orden 20,

con frecuencias de corte ubicadas en 0,5 y 12 Hz. Después de aplicar el filtrado

temporal se segmentaron las épocas individuales (objetivo y no objetivo) de los

registros. El segmento correspondiente a cada época comienza en el instante del

est́ımulo y termina 750 ms después.

Dado que los datos fueron registrados con una frecuencia de muestreo de 240

Hz y las frecuencias más altas presentes en los ERP de interés son significati-

vamente más bajas, la señales pueden ser submuestreadas. Para las búsquedas

de hiperparámetros óptimos y para los experimentos de clasificación se redujo la

frecuencia de muestreo a 24 Hz, conservando una muestra de cada diez y des-
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cartando las nueve restantes. Para los experimentos donde se busca analizar la

capacidad de limpieza de ruido del AEP no se reduce la frecuencia de muestreo.

Cada época se tiene por lo tanto 180 o 1800 muestras, dependiendo de si fue o

no sometida al sub-muestreo.

Los procesos descriptos se realizaron para cada uno de los canales por separa-

do. Por último, los segmentos de cada canal se concatenaron en un único vector

de caracteŕısticas para cada época.

6.4. Ajuste de hiperparámetros

Siguiendo la estrategia propuesta en la Sección 5.7 describimos a continuación

las decisiones de diseño y los resultados obtenidos para cada etapa.

Como mencionamos previamente, las ANN con muchas capas pueden ver-

se perjudicadas por los gradientes desvanecientes. Exploramos dicha posibilidad

analizando los valores de las señales de error retropropagadas, concluyendo que

el AEP no sufre particularmente del problema (al menos para las bases de da-

tos utilizadas). Por otro lado, en experimentos preliminares con distintos tipos de

unidades se obtuvieron resultados peores o iguales que los obtenidos con unidades

sigmoides. En base a esto se decidió utilizar dicho tipo de unidades.

El valor del objetivo de raleza ρ se estableció en 0,1, siguiendo las recomen-

daciones proporcionadas en [37]. Como se menciona en la Sección 5.6, atar los

pesos del codificador y el decodificador reduce significativamente los grados de

libertad del AEP a expensas de reducir la capacidad del modelo. Tanto como para

el proceso de ajuste de hiperparámetros, como para los experimentos descriptos

en este caṕıtulo se dejo libres los parámetros del codificador y decodificador (i.e.

WΘ ?= W T
Φ ).

El hiperparámetro γ, asociado con el término de discriminación de la función

de costo, se ajustó de manera que el primer y segundo términos en el miembro

derecho de la ec. 5.4) tengan magnitudes similares. Para esto fue necesario fijar

el valor de γ = 20. El valor del hiperparámetro β se estableció de modo que el

término de raleza (tercer término en el miembro derecho de la ec. 5.4) sea apro-

ximadamente un orden de magnitud menor que los términos de reconstrucción y

de discriminación. Para esto se fijo β = 100. Esta elección se justifica por el hecho

de que preferimos priorizar las capacidades de reconstrucción y la discriminación

por sobre la raleza de la representación oculta. Para estimar la magnitud de cada
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Figura 6.3: Curvas-L utilizadas para obtener los hiperparámetros de regularización para
el AEP entrenado con la base de datos sintéticos.

término se evaluó la función de costo utilizando los datos de entrenamiento.

Como se mencionó en la Sección 5.7 existe una relación de compromiso entre

reducir el nivel de ruido y mantener cierta similitud entre la entrada y la salida

deseada. Los resultados experimentales obtenidos con las bases de datos utiliza-

das, han mostrado una notable disminución en el rendimiento para valores de

K mayores que 3, y resultados ligeramente mejores tomando K = 2. Por estas

razones ese fue el valor de K utilizado a lo largo de este trabajo.

Siguiendo el proceso propuesto en la Sección 5.7 como la cuarta etapa de

ajuste, para determinar el óptimo de los hiperparámetros de optimización λΘ, λΦ

y λΓ se utilizó el criterio de la curva-L. En la Tabla 6.1 se presentan los resultados

obtenidos para cada uno de los conjuntos de datos. En la Figura 6.3 se ejemplifica

el tipo de curvas que se obtiene utilizando esta metodoloǵıa.

Por último, se realizó la búsqueda de grilla para establecer m, N y l. La

búsqueda del valor óptimo de m se realizó entre 18 y 360 unidades ocultas (co-

rrespondientes a una décima y el doble de las caracteŕısticas de entrada, res-

pectivamente). La búsqueda de N se realizó para mini-batches entre 10 y 5000

muestras y también utilizando todos los datos de entrenamiento (i.e. sin utilizar

mini-batches). La búsqueda de l se realizó entre 2 y 1000. En estos experimentos

los AEP fueron entrenados utilizando el método del CG implementado en min-

Func [86]. Los conjunto de datos de entrenamiento se dividió en subconjuntos de

entrenamiento y validación, conteniendo el 90% y 10% de los datos, respectiva-

mente. Estos subconjuntos se utilizaron posteriormente para todos los modelos.

Con el fin de reducir la incertidumbre, todos los modelos con el mismo valor de m

se entrenaron con los mismos pesos iniciales. Para evaluar el desempeño de los di-

ferentes AEP, utilizamos las representaciones de caracteŕısticas ocultas que cada

una produjo para entrenar y evaluar una SNN. La bondad de cada AEP se midió
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Tabla 6.1: Definiciones de la estructura y valores de los hiperparámetros obtenidos.

Datos Sintéticos
Datos Reales

Suj. A Suj. B
función de activación
de las unidades ocultas Sigmoidea Sigmoidea Sigmoidea

pesos atados? Falso Falso Falso
ρ 0.1 0.1 0.1
γ 20 20 20
β 100 100 100

K (# de promedios
en la salida) 2 2 2

λΘ 6× 10−4 10−2 4× 10−5

λΦ 10−2 2× 10−2 10−1

λΓ 10−1 4× 10−2 2× 10−1

m (# unidades ocultas) 90 45 90
N (Tamaño del mini-batch) todos los datos 800 todos los datos

l (ĺımite de iteraciones
del optimizador) 2 250 50

entonces en términos del rendimiento de clasificación de su SNN correspondiente.

Los parámetros y configuraciones obtenidos o definidos por los procesos des-

criptos en esta sección se presentan en la Tabla 6.1.

Cabe señalar que las diferencias entre los parámetros obtenidos utilizando da-

tos reales y simulados para todos los experimentos fueron pequeños. Esto sugiere

que los hiperparámetros de AEP son robustos y estables para diferentes conjuntos

de datos. También se puede observar que la utilización de datos simulados para

realizar la búsqueda devuelve hiperparámetros similares a los obtenidos utilizando

datos reales.

6.5. Clasificación de potenciales relacionados con

eventos

El AEP está diseñado principalmente para ser utilizado como un bloque de

extracción de caracteŕısticas para clasificación, en la presente sección se analiza

su rendimiento en este sentido. Para esto utilizamos la configuración dada en la

segunda columna de la Tabla 6.1 en todos los experimentos desarrollados en esta
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sección. Cabe mencionar que para la base de datos reales también se realizaron

los experimentos usando los hiperparámetros óptimos ajustados espećıficamente

(columnas 3 y 4 de la Tabla 6.1), sin embargo los resultados obtenidos fueron

similares en ambos casos. Para los experimentos descritos en esta Sección, se uti-

lizaron los datos con submuestreados, por lo que los patrones de entrada consisten

de 180 caracteŕısticas.

En primera instancia se entrenaron los AEP, y a continuación las represen-

taciones ocultas generadas por estos fueron utilizadas para entrenar y probar

clasificadores basados en SNN, SVM y KNN.

Para generar resultados a los fines comparativos se utilizaron dos configura-

ciones: una utilizando los datos crudos y otra utilizando los datos promediados

dos veces de forma coherente (cada muestra se promedió con una muestra per-

teneciente a la misma clase). Estas señales también se utilizaron para entrenar

y probar clasificadores basados en SNN, SVM y KNN. En términos de tiempo

de registro y/o rendimiento de una BCI lo justo es comparar los resultados ob-

tenidos usando los datos sin promediar con los obtenidos por el AEP. Los datos

promediados, por otro lado, proporcionaŕıan un “techo” para el desempeño ya

que tiene una mejor SNR que las señales presentadas al AEP.

Ambas bases de datos están originalmente separadas en un conjunto de entre-

namiento y uno de prueba. Todos los resultados presentados corresponden a los

rendimientos sobre los conjuntos de prueba, que no fueron utilizados para ajustar

los hiperparámetros ni para la selección de los modelos. Cada conjunto de datos

de entrenamiento se dividió al azar en dos subconjuntos: uno (que consta de 90%

de los datos) que se utilizó para el entrenamiento propiamente dicho y el otro

(que consiste en el 10% restante de los datos de entrenamiento originales) y que

fue utilizado para la validación. El proceso de dividir los datos en subconjuntos

y el posterior proceso de entrenamiento se repitió 100 veces para cada configura-

ción. A continuación, en base a los resultados obtenidos para los subconjuntos de

validación, se seleccionaron los mejores modelos para cada configuración. Dichos

modelos fueron posteriormente evaluados utilizando los conjuntos de prueba. To-

das las muestras de entrenamiento y de prueba disponibles fueron utilizadas en

los experimentos, por lo tanto el conjunto de datos sintéticos consistió en 10000

muestras de entrenamiento y 10000 muestras de prueba y el conjunto de datos

real consistió en 15300 muestras de entrenamiento y 18000 muestras de prueba

para cada sujeto (A y B). Es oportuno recordar aqúı que mientras el conjunto de
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Tabla 6.2: Resultados de clasificación de P300/no-P300 para el AEP utilizando los datos
sintéticos. 1T, 2T indica época única y promedios de dos épocas respectivamente.

Método Spe% Sen% Prec% Acc%
SNN (2T) 72 97 77 84

AEP + SNN (1T) 85 81 85 83

SNN (1T) 65 91 72 78
SVM (2T) 91 89 91 90

AEP + SVM (1T) 84 84 84 84

SVM (1T) 82 81 82 82
KNN (2T) 79 77 78 78

AEP + KNN (1T) 67 95 74 81

KNN (1T) 67 65 66 66

datos simulado es equilibrado, el conjunto de datos reales no lo es.

Los resultados sobre el conjunto de pruebas para los mejores modelos obteni-

dos utilizando el conjunto de datos sintéticos se resumen en la Tabla 6.2. Como

se puede ver, el rendimiento obtenido usando KNN es el peor para todas las

configuraciones. Sin embargo, es importante señalar que cuando se utilizan las

representaciones provistas por la capa oculta del AEP y el KNN para clasificar,

el rendimiento mejora sustancialmente, incluso resultando mayor al de los KNN

entrenados utilizando promedios de dos épocas. Por otra parte, las representa-

ciones latentes obtenidas a través de los AEP nos permitió mejorar la exactitud,

especificidad y precisión obtenidas utilizando épocas únicas con la SNN y con la

SVM. Además, el AEP + SNN (usando épocas únicas) mejoró la especificidad y

la precisión en comparación con los resultados obtenidos para la SNN alimentada

con épocas promediadas. Estos resultados sugieren que el enfoque propuesto es

capaz de extraer información relevante, obteniendo mejores resultados de clasifi-

cación.

La mayoŕıa de los art́ıculos que presentan métodos de clasificación de datos

registrados utilizando el deletreador de Donchin informan la tasa de error en

la clasificación de caracteres. Sin embargo creemos que medir directamente el

desempeño del sistema de clasificación binario (objetivo/no objetivo) es más fácil

de analizar en el contexto del modelo propuesto (dado que nuestro objetivo es

procesar y clasificar los potenciales relacionados con eventos (ERP, del inglés

Event Related Potentials)). En la Tabla 6.3 se resumen los resultados obtenidos
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Tabla 6.3: Resultados para el problema de clasificación binario P300/no P300 utilizando
registros reales.

Método
Spe% Sen% BalAcc%

A B avg. A B avg. A B avg.
LDB 65 65 65.0 63 75 69.0 64 70 67.0
CNN 69 77 73.0 61 64 62.5 65 70 67.5
AEP 68 73 70.5 62 70 66.0 65 71 68.0

con los mejores modelos entrenados para el conjunto de datos reales. En este caso

se presentan los resultados obtenidos para los datos de prueba con cada sujeto

junto con el resultado promedio. Se comparan las medidas de rendimiento de

clasificación de las salidas softmax con dos métodos del estado del arte.

El primero de los métodos utilizados para la comparación se describe en de-

talle en [70]. En este trabajo los autores utilizan un método de extracción de

caracteŕısticas utilizando el algoritmo de bases discriminantes locales (LDB, del

inglés Local Discriminant Bases) utilizando la descomposición paquete de ondi-

tas (WP, del inglés Wavelet Packet), para posteriormente clasificar las muestras

usando un clasificador de análisis discriminante lineal. Esta técnica propuesta ob-

tuvo los mejores resultados entre varios otros enfoques probados por los autores2.

Aqúı replicamos el método y lo probamos usando los mismos datos que usamos

para el AEP.

La segunda estrategia utilizada para la comparación se presenta en [15]. En

dicho art́ıculo se propone el uso de una CNN para realizar la extracción y cla-

sificación de caracteŕısticas en un único sistema. Aunque los autores proponen

varias redes diferentes, sólo una (llamada CNN-2a en el art́ıculo original) hace

uso de un número predefinido y limitado de los 64 sensores originales proporcio-

nados en la base de datos. Puesto que este es el mismo enfoque que se tomó en

esta tesis, elegimos precisamente esa red para la comparación. Los números de

TP, TN, FP y FN se informan en [15] y usamos dichos resultados para calcular

los otros estimadores de desempeño. Como se puede ver en la tabla 6.3, los tres

métodos producen rendimientos similares en términos de exactitud balanceada,

mientras que se pueden observar variaciones más altas en las especificidades y

sensibilidades.

2comunicación privada de resultados aún no publicados.
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Figura 6.4: Representación espacio-temporal de los pesos de nueve unidades ocultas de
un AEP entrenado.

La Figura 6.4 muestra los pesos WΘ de la capa de codificación de nueve neu-

ronas de un AEP entrenada con los datos reales del sujeto A. Los pesos fueron

reordenados de vectores a matrices para poder visualizar diferentes canales en di-

ferentes filas y diferentes muestras temporales en diferentes columnas. Los valores

de los pesos están dados por el mapa de colores, donde el verde representa cero y el

azul y el rojo representan valores negativos y positivos extremos, respectivamen-

te. Como era de esperar, las neuronas parecen detectar patrones caracteŕısticos

espacio-temporales relacionados con las diferentes clases. Por ejemplo, algunas

neuronas enfatizan el área temporal cerca del P300, mientras que otras hacen lo

contrario. Algunas franjas horizontales también indican la importancia relativa

de la información proporcionada por los diferentes canales.

Para evaluar la robustez del AEP respecto a variaciones en el número de mues-

tras de entrenamiento, se ajustó el modelo con subconjuntos reducidos de la base

de datos simulada. El número total de muestras se varió entre 20000 (todas las

muestras disponibles) y 2700 muestras. El desempeño se degradó en menos del

10%, lo que sugiere que el modelo se desempeñaŕıa relativamente bien en escena-

rios donde la cantidad de ejemplos de entrenamiento es relativamente pequeña.

Esto probablemente se deba a las regularizaciones y restricciones aplicadas [105].
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Figura 6.5: Salidas con sus correspondientes entradas y salidas deseadas para el AEP
(solo canal Pz).

6.6. Estimación de potenciales relacionados con

eventos

Para obtener una primera estimación de las capacidades de reconstrucción de

la red, entrenamos y evaluamos los resultados del AEP, utilizando la base de da-

tos sintética. Dado que las formas de onda son dif́ıciles de evaluar visualmente si

sólo se utilizan 18 muestras temporales por canal, realizamos el proceso utilizando

datos no submuestreados con 180 muestras temporales por canal, obteniendo un

total de 1800 caracteŕısticas en las capas de entrada y salida. La AEP utilizada

para obtener las salidas mostradas en la Figura 6.5 teńıa los mismos hiperparáme-

tros usados en la Sección 6.5 (ver Tabla 6.1), excepto por el número de unidades

ocultas, que se ajustó a la mitad de la dimensión de los patrones de entrada.

La Figura 6.5 muestra las caracteŕısticas de las salidas obtenidas con el AEP

correspondientes al canal Pz. Se muestran también sus correspondientes entradas

y salidas deseadas para una muestra objetivo y uno no objetivo. En el caso de

este AEP la salida deseada se calculó promediando tres señales post-est́ımulo.

Debido a la presencia de la onda P300, las muestras objetivo comúnmente tienen

amplitudes mayores que sus contrapartes no objetivo. La Figura 6.5 muestra cómo

esta diferencia, que podŕıa ser útil para propósitos de clasificación, es resaltada

por el AEP.

En la Figura 6.5 también podemos observar que la red ignora los cambios

rápidos en las entradas, comportándose en este sentido como un filtro pasa-bajas.

Para examinar más a fondo este fenómeno alimentamos con ruido blanco gaus-

siano, de una amplitud similar a la de las señales originales, a un AEP entrenado,

y calculamos la densidad espectral de potencia (PSD, del inglés Power Spectral

Density) de las salidas. Para cada canal, los promedios de la PSD de 500 sali-
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das diferentes se representan en la Figura 6.6. Hay que tener en cuenta que las

transformaciones producidas por el AEP no son lineales, por lo que estas estima-

ciones espectrales no representan necesariamente su respuesta de frecuencia. Sin

embargo proporcionan evidencia de que la ANN tiene en cierta medida un com-

portamiento similar a de filtros pasa bajas. La enerǵıa del PSD de las salidas por

debajo de 10 Hz es despreciable para todos los canales (las frecuencias de corte

se ubican aproximadamente en los 9 ± 1 Hz), lo cual es razonable ya que las

salidas deseadas de la red eran promedios coherentes de señales filtradas con una

frecuencia de corte de 12 Hz, y el proceso de promediado atenúa las frecuencias

más altas.
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Figura 6.6: Estimación de la PSD de las salidas del AEP para cada canal cuando se lo
alimenta con ruido blanco.





Caṕıtulo 7

Conclusiones

En este caṕıtulo se presentan la discusión y conclusiones junto con las pro-

puestas de ĺıneas de trabajo futuro.

7.1. Discusión

Se propuso en esta tesis el AEP, el cual puede considerarse una variante de

AE, aplicable a señales donde patrones repetitivos pequeños están enmascarados

por ruido aditivo.

La red fue evaluada utilizando tanto señales reales como señales generadas

artificialmente. Los resultados obtenidos muestran que la red es eficaz para gene-

rar representaciones útiles, ya que permitió aumentar el rendimiento en tareas de

clasificación para los distintos clasificadores evaluados. Utilizando la ANN pro-

puesta como parte de un sistema completo incluyendo las etapas de clasificación

junto con la extracción de caracteŕısticas se obtienen resultados comparables con

los de otras técnicas del estado del arte.

Aunque, el AEP fue evaluado utilizando un problema de clasificación binario

de nuestro interés, puede ser utilizado también para problemas multiclase. Esto

fue contemplado desde el planteo de la red al utilizar funciones softmax en lugar

de funciones loǵısticas para la salida de clasificación.

La idea de fondo del AEP de mejorar la SNR de la salida, en contraposición

con la idea detrás del DAE de corromper la entrada puede ser aplicada en for-

mas alternativas. Pueden utilizarse ANN análogas al AEP en cualquier problema

donde exista alguna técnica que permita mejorar la representación del patrón

original, pero que no pueda ser utilizada en tiempo de operación. De este modo

75
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podŕıa entrenarse el sistema para aproximar el proceso de limpieza de ruido y/o

extracción de caracteŕısticas en tiempo de operación.

Hay que resaltar que para el entrenamiento de los modelos se utilizaron al-

goritmos de optimización generales. Los resultados probablemente pueden ser

mejorados utilizando algoritmos diseñados espećıficamente para el entrenamiento

de las redes propuestas.

Aunque el elevado número de hiperparámetros dota al algoritmo propuesto

con mucha flexibilidad, también puede dificultar el entrenamiento de la red, evi-

tando aśı que los usuarios sin experiencia obtengan buenos resultados. Por esta

razón se propone un método sistemático para ajustar la arquitectura de la red

y establecer sus hiperparámetros. Para el caso de la utilización de otro tipo de

datos se proporcionaron algunas pautas para ajustar la estrategia propuesta.

7.2. Aportes

Durante el proceso de desarrollo de esta tesis se publicaron los siguientes

trabajos:

“Coherent averaging estimation autoencoders applied to evoked potentials

processing”. Iván E. Gareis, Leandro D. Vignolo, Ruben D. Spies, Hugo L.

Rufiner. Neurocomputing, ISSN 0925-2312 - 2017.

“Open Access database of EEG signals recorded during imagined speech”.

G. Pressel-Coreto, I. E. Gareis, H. L. Rufiner. 12th International Sympo-

sium on Medical Information Processing and Analysis (SIPAIM) - 2016

“Detección de potenciales evocados relacionados a eventos en interfaces

cerebro-computadora mediante transformada wavelet”. V. Peterson, Y. Atum,

F. Jauregui, I. E. Gareis, R. C. Acevedo, H. L. Rufiner. Revista Ingenieŕıa

Biomédica, Volumen 7, Numero 14, pág. 50–58 - 2013.

“Extracción de caracteŕısticas en Interfaces cerebro computadoras basadas

en transformaciones ortogonales: resultados preliminaries”. V. Peterson, Y.

Atum, F. Jauregui, I. E. Gareis, H. L. Rufiner, R. C. Acevedo. Proc. 3rd

Chilean Meeting on Biomedical Engineering (JCIB 2012) - sep 2012.

También se realizó durante este trabajo la co-dirección de dos tesinas de grado

relacionadas con la temática:
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“Implementación de un framework para la construcción de redes neurona-

les con aprendizaje profundo. Caso de aplicación: clasificación de señales

cerebrales”. Alumno: L. Ferrado. Director: H. L. Rufiner. Co-director: I. E.

Gareis. Facultad de Ingenieŕıa y Ciencias Hı́dricas - Universidad Nacional

del Litoral - 2017.

“Diseño y elaboración de una base de datos pública de registros electroen-

cefalográficos orientados a la clasificación de habla imaginada”. Alumno: G.

Pressel-Coreto. Director: H. L. Rufiner. Co-director: I. E. Gareis. Facultad

de Ingenieŕıa - Universidad Nacional de Entre Rı́os - 2016.

7.3. Trabajo futuro

En esta sección se presentan algunas ĺıneas de trabajo futuro relacionadas con

esta tesis.

7.3.1. Autocodificadores de estimación de promedios cohe-

rentes apilados

Dependiendo de las caracteŕısticas particulares de cada variante de AE, el

algoritmo de apilamiento básico descripto en la Sección 4.9.1 tiene que ser ligera-

mente modificado. En el caso del AEP apilado, el proceso de promediado sobre

la representación de caracteŕısticas proporcionada por una capa de codificación

previa no necesariamente mejora la SNR, debido justamente a la presencia de

la transformación no lineal de codificación. Por esto se propone establecer como

salida deseada promedios coherentes de los patrones de entrada en el proceso de

apilamiento del AEP. Sin embargo, a medida que añadimos capas se hace pro-

gresivamente más dif́ıcil para las capas de decodificación para volver al espacio

original. Para resolver este problema usamos las capas de decodificación previa-

mente entrenadas, por lo que cada capa de decodificación sólo necesita interpretar

la transformación realizada por su capa de codificación correspondiente.

En la Figura 7.1 se muestra un esquema del entrenamiento de un AEP apilado.

Durante el entrenamiento de la l-ésima capa solo se ajustan los parámetros de

f(·; Θl)l y g(·; Φl)l, mientras que los de todas las capas anteriores (i.e. Θp y Φp con

p < l) permanecen fijos. El error de reconstrucción es retropropagado a través de

las capas de decodificación previamente entrenadas hasta las capas del AEP que
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Figura 7.1: Esquema del entrenamiento de AEP apilado.

está siendo ajustado. Después del proceso de entrenamiento, todas las capas de

decodificación se descartan.

7.3.2. Habla imaginada

Recientemente algunos investigadores han propuesto un nuevo paradigma de

BCI denominado habla imaginada1. En este último el sujeto debe imaginar que

pronuncia palabras o comandos pero sin emitir sonidos ni realizar movimientos.

A pesar de esta restricción, se producen en la corteza motora procesos similares

a cuando se pronuncia realmente la palabra. Estas señales pueden ser capturadas

1del inglés “imagined speech”.
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mediante la EEG. Este fenómeno implica un problema de gran dificultad y aún

abierto en la actualidad [19].

El uso de habla imaginada para la implementación de BCI se encuentra en

sus primeras etapas. Las estrategias que se pueden desarrollar para utilizar estas

señales todav́ıa no están estudiadas a fondo y las tasas de reconocimiento que se

obtienen están apenas encima de las tasas de decisión al azar [106]. Para avanzar

en el desarrollo de estos sistemas uno de los problemas principales es la falta de

bases de datos públicas con registros de EEG de habla imaginada. Esto dificulta

la generación de nuevos algoritmos de clasificación, aśı como la comparación y

validación de las propuestas realizadas por los distintos grupos de investigación.

Para afrontar el problema de reconocimiento de patrones en el contexto del

habla imaginada durante el desarrollo de la presente tesis se realizó la adquisición

de una base de datos propia con registros de varios sujetos en condiciones experi-

mentales controladas. Se diseño un protocolo de adquisición para el registro de la

señal de EEG mediante 6 canales (F3, F4, C3, C4, P3 y P4) bajo dos modalida-

des, habla pronunciada y habla imaginada. Se empleó un diccionario compuesto

por dos categoŕıas de palabras: las 5 vocales del español y palabras que indican

comandos (arriba, abajo, derecha, izquierda, adelante y atrás). Para la implemen-

tación del protocolo diseñado en este proyecto se desarrolló una aplicación sobre

la plataforma BCI2000 que permite la presentación de las palabras, seguido de

una ventana de 4 segundos para la imaginación o la pronunciación de la misma.

Esta aplicación posibilita también el registro de la señal de audio sincronizada

con la de EEG. El protocolo diseñado se practicó sobre 15 individuos de entre 24

y 28 años de edad, todos voluntarios, sanos e hispanohablantes (argentinos nati-

vos), registrándose 50 repeticiones por palabra, de las cuales 10 correspond́ıan a

la modalidad pronunciada y el resto a la imaginada.

Se evaluó el desempeño del algoritmo propuesto por Torres et al. [94]. Los

resultados obtenidos fueron superiores al azar en varios sujetos para 6 clases, lo

que proporciona indicios de que existe información en la señal de EEG acerca

de la identidad de la palabra imaginada. A partir de estos datos propios y los

correspondientes resultados de referencia, se planea evaluar otros métodos de

representación y aprendizaje. En primera instancia se ensayaran métodos en sus

formas estándar y posteriormente, contando ya con un mejor entendimiento de

los datos y del problema, se propondrán nuevos métodos ad-hoc.





Acrónimos

Los acrónimos corresponden en general a la versión inglesa utilizada en la

bibliograf́ıa del área.

AE Autoencoder (autocodificador). 36, 38, 39, 42, 43, 46–48, 50, 73, 75

AEP Autocodificadores de Estimación de Promedios coherentes. 46–55, 57–59,

63–71, 73, 75

ANN Artificial Neural Network (red neuronal artificial). 3, 8, 25, 31–36, 39–46,

48, 52, 53, 63, 71, 73

AR Autorregresivos. 59, 60

BCI Brain Computer Interface (interfaz cerebro-computadora). 1–3, 5–9, 15–19,

21, 44, 45, 47, 59, 61, 66, 76, 77

BFGS Broyden-Fletcher-Goldfarb-Shanno. 24

BP Backpropagation (retropropagación). 40–43

BSS Blind Source Separation (separación ciega de fuentes). 14

CA Coherent Averaging (promediación coherente). 14, 15, 46–48, 50

CAE Contractive Autoencoder (autocodificador contractivo). 39

CAR Common Average Reference (referencia promedio común). 7, 11

CG Conjugate Gradient (gradiente conjugado). 24, 64

CNN Convolutional Neural Networks (redes neuronales convolucionales). 44, 45,

68

81
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CNV Contingent Negative Variation (variación contingente negativa). 13

CSP Common Spatial Patterns (patrones espaciales comunes). 7

DAE Denoising Autoencoder (autocodificador de limpieza de ruido). 38, 39, 45,

46, 48, 73

DBN Deep Belief Network (red de creencia profunda). 42, 45

DL Deep Learning (aprendizaje profundo). 31, 40, 42, 45

ECoG Electrocorticograf́ıa. 8

EEG Electroencefalograf́ıa. 1, 3, 6–12, 18, 19, 21, 45, 59–61, 77

ELA Esclerosis Lateral Amiotrófica. 16

EOG Electrooculograf́ıa. 7

ERD Event Related Desynchronization (desincronización relacionada con even-

tos). 17, 18

ERN Error Related Negativity (negatividad relacionada a errores). 13

ERP Event Related Potentials (potenciales relacionados con eventos). 12–14, 19,

20, 45, 60–62, 67

ERS Event Related Synchronization (sincronización relacionada con eventos).

17, 18

FIR Finite Impulse Response (respuesta finita al impulso). 62

fMRI Functional Magnetic Resonance Imaging (resonancia magnética nuclear

funcional). 9

fNIRS Functional Near-Infrared Spectroscopy (espectroscoṕıa del infrarrojo cer-

cano funcional). 9

GA Genetic Algorithm (algoritmo genético). 8

HMI Human Machine Interface (interfaz hombre-máquina). 16
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ICA Independent Component Analysis (análisis de componentes independien-

tes). 7

ISI Inter Stimulus Interval (intervalo inter estimulo). 20

ITE Infartos del Tronco Encefálico. 16

ITR Information Transfer Rate (tasa de transferencia de información). 2

KLD Kullback-Leibler Divergence (divergencia de Kullback-Leibler). 37

KNN k-Nearest Neighbors (k-vecinos más cercanos). 27, 28, 57, 58, 62, 66, 67

LBFGS Limited Memory Broyden-Fletcher-Goldfarb-Shanno (Broyden-Fletcher-

Goldfarb-Shanno de memoria limitada). 57

LDA Linear Discriminant Analysis (análisis discriminante lineal). 8

LDB Local Discriminant Bases (bases discriminantes locales). 68

LFP Local Field Potential (potencial de campo local). 8, 10

LMEC Lesiones de la Médula Espinal Cervical. 16

LPC Linear Predictive Coding (codificación predictiva lineal). 59

LSTM Long Short Term Memory (gran memoria de corto plazo). 42

MEG Magnetoencefalograf́ıa. 9, 13

MLP Multi Layer Perceptron (perceptrón multi-capa). 8

PCA Principal Components Analysis (análisis de componentes principales). 7,

8

PSD Power Spectral Density (densidad espectral de potencia). 70, 71

PSP Postsynaptic Potentials (potenciales postsinápticos). 10

RBM Restricted Boltzman Machine (red de Boltzman restringida). 42

ReLU Rectified Linear Unit (unidad lineal rectificada). 32, 53



84 Acrónimos

RNN Recursive Neural Networks (redes neuronales recursivas). 42

SAE Sparse Autoencoder (autocodificador ralo). 37, 49

SCP Slow Cortical Potentials (potenciales corticales lentos). 19

SF Softmax Function (función softmax). 35

SMAE Smoothing Autoencoder (autocodificador de suavizado). 39

SMR Sensorimotor Rhythms (ritmos sensorimotores). 17, 18, 45

SNN Softmax Artificial Neural Network (red neuronal artificial softmax). 35,

36, 49, 57, 62, 64–67

SNR Signal to Noise Ratio (relación señal a ruido). 1, 6, 14, 15, 20, 46, 47, 61,

66, 73, 75

SR1 Symmetric Rank 1 (rango simétrico 1). 24

SSVEP Steady State Visual Evoked Potentials (potenciales evocados visuales

de estado estacionario). 18

SVM Support Vector Machine (máquina de soporte vectorial). 8, 27, 28, 57, 58,

62, 66, 67

VAE Variational Autoencoder (autocodificador variacional). 39

WP Wavelet Packet (paquete de onditas). 68
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[16] Dan Cireşan, Alessandro Giusti, Luca Gambardella, y Jürgen Schmidhu-

ber. Mitosis detection in breast cancer histology images with deep neural

networks. En International Conference on Medical Image Computing and

Computer-Assisted Intervention, págs. 411–418. Springer, 2013.
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[77] Raúl Rojas. Neural networks: a systematic introduction. Springer Science

& Business Media, 2013.

[78] Otto Rompelman y H. Ros. Coherent averaging technique: A tutorial review

Part 1: Noise reduction and the equivalent filter. Journal of Biomedical

Engineering, 8(1):24–29, 1986. ISSN 0141-5425.

[79] David Rumelhart, Geoffrey Hinton, y Ronald Williams. Learning represen-

tations by back-propagating errors. Nature, 323(6088):533–536, 1986.

[80] Marc Saab. Basic concepts of surface electroencephalography and signal

processing as applied to the practice of biofeedback. Biofeedback, 36(4),

2008.

[81] Naoki Saito, Brons M Larson, Bertrand Bénichou, y Bruno Olshausen. Spar-

sity vs. statistical independence from a best-basis viewpoint. En Proc.

SPIE, tomo 4119, págs. 474–486. 2000.
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ca, 34(1):23–39, 2013.

[95] George Townsend, Brandon LaPallo, Chadwick Boulay, Dean Krusienski,

Gerald Frye, Christopher Hauser, Neil Schwartz, Theresa Vaughan, Jonat-

han Wolpaw, y Eric Sellers. A novel P300-based brain–computer interface

stimulus presentation paradigm: Moving beyond rows and columns. Clinical

Neurophysiology, 121(7):1109 – 1120, 2010. ISSN 1388-2457.
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