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- René Descartes



Agradecimientos

Quiero agradecer a todos aquellos quienes de una u otra manera colaboraron en mi formación

e hicieron posible el desarrollo de esta tesis.

A mis directores, gracias por el apoyo, este trabajo fue posible gracias su gúıa, empeño y
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Resumen

En esta tesis se aborda el estudio de dos métodos de regularización para problemas inversos

mal condicionados que utilizan descomposición wavelet. El primero de ellos (regularización

wavelet-espectral) utiliza descomposición wavelet seguida de un proceso de umbralado (wavelet

thresholding), para reducir la influencia de las componentes de alta frecuencia presentes en los

datos, provenientes del ruido, previo a la aplicación de un método de regularización espectral. El

segundo método (regularización wavelet-vaguelet) utiliza también descomposición wavelet, pero

ahora incorporando simultáneamente una representación del operador asociado al problema,

basada en su descomposición en valores singulares, SVD.

El fundamento principal para la incorporación de wavelets en el tratamiento de problemas

inversos mal condicionados, en los que los datos están contaminados con algún tipo de ruido,

radica en la capacidad de filtrado de la descomposición y umbralado wavelet. En un contexto

general aplicado a señales o imágenes, una base multiresolución wavelet nos permite diferenciar

y agrupar los rasgos más importantes que determinan “la identidad” de una señal a través de las

componentes de baja y alta frecuencia. Utilizando esta ventaja, el método propone realizar una

descomposición wavelet del dato seguida de umbralado para eliminar o atenuar las componentes

de alta frecuencia, especialmente asociadas al ruido, con el objetivo de que este filtrado previo

provea a los métodos espectrales tradicionales datos considerablemente más cercanos a los datos

exactos, libres de ruido. Esto permite obtener regularizaciones construidas con parámetros de

regularización significativamente más pequeños, obteniendo aśı soluciones más cercanas a la

solución exacta. En este contexto, se realiza un análisis detallado de la convergencia para los

errores de proyección, umbralado y regularización del método wavelet-espectral para los métodos

de Landweber y TSVD. Posteriormente, se prueba el teorema fundamental de convergencia de

órden casi-óptimo para el método combinado wavelet-Landweber, en el Teorema 3.16. Además,

se generalizan estos resultados de convergencia para el caso de métodos wavelet-espectrales en

los que la familia espectral posee ciertas propiedades asociadas a su calificación clásica. En

particular, en el Teorema 3.22 se prueba que, bajo ciertas condiciones, el método de dos pasos

converge de forma casi-óptima.
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En los primeros caṕıtulos de esta tesis se utilizan dos tipos de bases ortogonales para la

representación de funciones en el caso de problemas inversos mal condicionados. El primer tipo,

SVD, representa eficientemente al operador del problema Tx = y. El segundo tipo, las bases

wavelets ortonormales, se utilizan para representar de manera eficiente a ciertos espacios de

funciones que poseen algún tipo de regularidad y, por tal motivo, se las utiliza para codificar

adecuadamente información previa disponible sobre la solución exacta del problema. Con el

objetivo de disponer de una descomposición que permita incorporar simultáneamente tanto las

ventajas de SVD como las de la descomposición wavelet se introduce el concepto de vaguelets en

la resolución de problemas inversos mal condicionados en el desarrollo del método de regulari-

zación wavelet-vaguelet (RWV) en el Caṕıtulo 4. Previo a la presentación del método se definen

dos tipos de operadores especiales, operadores débilmente invertibles y operadores homogéneos

y se prueban algunos resultados importantes relacionados a tales operadores, los que resultan de

particular interés en varias de las demostraciones posteriores relacionadas con la convergencia

del método propuesto. Luego, se presenta el concepto de vaguelet y se prueban una serie de pro-

piedades de tales funciones. Posteriormente se realiza un análisis detallado de la convergencia

del error correspondiente al método propuesto considerando dos versiones del mismo: con y sin

umbralado wavelet fuerte. En particular se prueba que, bajo ciertas condiciones, el método de

regularización wavelet-vaguelet y el método wavelet-vaguelet con umbralado wavelet convergen

de manera óptima. Por último, en lo que respecta al método RWV, se presenta y analiza una

aplicación concreta del método para el caso de operadores integrales que poseen descomposición

wavelet vaguelet.

Finalmente, en el Caṕıtulo 5 se presentan varias aplicaciones a problemas inversos mal con-

dicionados en restauración de señales e imágenes, cuyas implementaciones numéricas permiten

una mejor visualización de los resultados teóricos obtenidos en esta tesis, y muestran clara-

mente la potencialidad de los métodos desarrollados. Estos resultados prueban que los métodos

desarrollados mejoran, en algunos casos significativamente, el desempeño de los métodos de

regularización tradicionales.



Introducción

En las últimas tres décadas el estudio de problemas inversos ha sido sin lugar a dudas

una de las áreas de mayor y más rápido crecimiento dentro de la Matemática Aplicada. Una

de las principales causas de ello ha sido el creciente número de aplicaciones de las técnicas

de regularización a una amplia variedad de problemas provenientes de otras ciencias y de la

industria.

En un contexto general, un problema inverso (lineal) puede formularse como la necesidad

de determinar x en la ecuación de la forma

Tx = y, (1)

donde T es un operador lineal acotado de un espacio normado X en un espacio normado Y .

El problema de determinar x en (1), se dice que es mal condicionado cuando no satisface al

menos uno de los tres postulados de Hadamard ([17]). Sin embargo, la principal causa de mal

condicionamiento es la violación del tercer postulado (falta de dependencia continua) que se

manifiesta en el hecho que T †, la inversa generalizada de Moore-Penrose de T , no es acotada.

Esto se traduce en que todos los métodos numéricos tradicionales para aproximar la solución

exacta se vuelven inestables y, en tal caso, pequeños errores en el dato y pueden resultar en

errores arbitrariamente grandes en x ([41]).

Como ya mencionamos, problemas mal condicionados se presentan en una amplia variedad

de áreas y aplicaciones. Por ejemplo, la determinación de la distribución de la densidad en un

cuerpo mediante la emisión de rayos X, que constituye la base de la Tomograf́ıa Computada

([35]), se realiza mediante la inversión de la transformada de Radón o, en el caso de densidades

radiales, de la ecuación integral de Abel. Este problema es siempre mal condicionado y la

aproximación de las soluciones requiere la aplicación de métodos de regularización. La ecuación

integral de Abel aparece también en F́ısica del Plasma. Una gran cantidad de problemas en F́ısica

originan también problemas inversos mal condicionados. Entre ellos mencionamos: problemas

de fluorescencia ([29]), Reoloǵıa ([22]), superconductividad ([11]), problemas de potenciales

inversos en Geof́ısica ([33], [18]) y una gran variedad de problemas provenientes de diversas

ramas de la Medicina ([40], [39]).
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El tratamiento de señales e imágenes es una fuente inagotable de problemas inversos mal

condicionados. Dentro de esta área merecen citarse todos los problemas relacionados con las

imágenes obtenidas tanto por telescopios terrestres como por telescopios orbitales, imágenes

en medicina generadas por emisión de rayos X, señales de EEG, etc. ([36], [37]). En estos

problemas, un modelo matemático ampliamente utilizado da lugar a una integral de convolución

con un núcleo que se conoce como “función de dispersión puntual”. Estas ecuaciones integrales

de Fredholm de primera clase, salvo en casos excepcionales de núcleos degenerados, resultan

en problemas mal condicionados ([17]). Una aplicación muy interesante de los métodos de

regularización en la reconstrucción de imágenes distorsionadas, se presenta en el art́ıculo [28],

donde se detalla como se estudiaron y reconstruyeron las imágenes enviadas durante los primeros

tres años (entre 1990 y 1993) por el telescopio espacial Hubble (el que fue puesto en órbita con

un espejo con fallas de manufactura). Esta reconstrucción fue posible gracias a la utilización de

métodos de regularización que permitieron resolver un problema inverso mal condicionado con

cerca de 800 mil variables.

Todo lo anterior revela la importancia que tiene el desarrollo de herramientas matemáticas

apropiadas para resolver problemas inversos mal condicionados. Esto es aśı puesto que, sin regu-

larización, los métodos numéricos tradicionales se vuelven inestables haciéndose imprescindible

la implementación de estrategias, métodos o algoritmos matemáticos que permitan recuperar

la mayor cantidad de información posible sobre la solución exacta del problema, manteniendo

la estabilidad del mismo. Se trata entonces de un tema muy importante tanto desde la perspec-

tiva puramente matemática como por sus potenciales aplicaciones en una inmensa variedad de

problemas concretos e interesantes.

En este trabajo presentamos dos métodos de regularización que utilizan descomposición

wavelet. El primero de ellos (regularización wavelet-espectral) utiliza descomposición wavelet

seguida de un proceso de umbralado (wavelet thresholding), para reducir la influencia de las com-

ponentes de alta frecuencia presentes en el dato, provenientes del ruido, previo a la aplicación

de un método de regularización espectral. El segundo método de regularización (regularización

wavelet-vaguelet) utiliza también descomposición wavelet, pero ahora incorporando simultánea-

mente una representación del operador asociado al problema, basada en su descomposición en

valores singulares, SVD.

Esta tesis consta de cinco caṕıtulos. El primer caṕıtulo contiene conceptos preliminares y

varias herramientas que son fundamentales para el estudio de problemas inversos mal condicio-

nados. Alĺı, presentamos en primer lugar el concepto de inversa generalizada de Moore-Penrose,
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las principales definiciones relacionadas con la teoŕıa de operadores compactos y sus expansiones

en valores singulares. El caṕıtulo continúa con una breve introducción a la teoŕıa espectral, a la

teoŕıa de wavelets y al análisis multiresolución. Posteriormente, en la Sección 1.5 realizamos un

breve repaso de espacios de Sobolev y de Besov, los que serán necesarios en muchos de los re-

sultados anaĺıticos que presentamos en los Caṕıtulos 3 y 4. Finalmente, en la última sección del

Caṕıtulo 1 realizamos un breve repaso de algunos conceptos básicos sobre procesos estocásticos

y ruido blanco.

En el Caṕıtulo 2 presentamos una introducción al mundo de los problemas inversos mal

condicionados y a los métodos de regularización. En la primera sección formalizamos el concep-

to de mal condicionamiento en el sentido de Hadamard presentando un ejemplo simple con el

operador derivada. En la sección siguiente introducimos el concepto de método de regularización

y enunciamos algunas de sus propiedades. En particular, estudiamos los métodos de regulariza-

ción espectrales, de Tikhonov generalizados y repasamos algunos de los métodos tradicionales

más frecuentemente utilizados. En la Sección 2.3 definimos los diferentes tipos de errores ge-

nerados al regularizar un problema e introducimos la noción de optimalidad. A continuación,

se presentan órdenes de convergencia y cotas para los distintos tipos de errores y se introduce

el concepto de calificación. En la Sección 2.5 se introduce el concepto de regla de elección de

parámetros, definiendo los conceptos de reglas a-priori y a-posteriori. Finalmente, en la última

sección se retoman algunos ejemplos de métodos de regularización espectrales relacionándolos

con conceptos ya desarrollados tales como descomposición en valores singulares y calificación.

En el Caṕıtulo 3 presentamos el primero de los métodos de regularización desarrollados en

esta tesis: el método de regularización wavelet-espectral. El fundamento principal para la in-

corporación de wavelets en el tratamiento de este tipo de problemas, en los que los datos están

contaminados con algún tipo de ruido, radica en la capacidad de filtrado de la descomposición y

umbralado wavelet. En un contexto general aplicado a señales o imágenes, una base multireso-

lución wavelet nos permite diferenciar y agrupar los rasgos más importantes que determinan “la

identidad” de una señal a través de las componentes de baja y alta frecuencia. Utilizando esta

ventaja, el método propone realizar una descomposición wavelet del dato seguida de umbralado

para atenuar o eliminar las componentes de alta frecuencia, especialmente asociadas al ruido,

con el objetivo de que este filtrado previo provea a los métodos espectrales tradicionales de

datos considerablemente más cercanos a los datos exactos, libres de ruido. Esto permite obtener

regularizaciones construidas con parámetros de regularización significativamente más pequeños,

obteniendo aśı soluciones más cercanas a la solución exacta.
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Aśı, el Caṕıtulo 3 comienza con una sección de preliminares donde presentamos el problema

a abordar, las principales hipótesis sobre el operador y los espacios funcionales con los que

trabajaremos. En la segunda sección hacemos un análisis detallado de la convergencia para los

errores de proyección, umbralado y regularización, lo que nos permitirá posteriormente probar el

teorema fundamental de convergencia de orden casi-óptimo para el método combinado wavelet-

Landweber, en el Teorema 3.16. Por último, en la Sección 3.3 generalizamos esos resultados de

convergencia para el caso de métodos wavelet-espectrales en los que la familia espectral posee

ciertas propiedades asociadas a su calificación clásica (ver [?], [17], [43]). En particular, en el

Teorema 3.22 probamos que, bajo ciertas condiciones, el método de dos pasos converge de forma

casi-óptima.

En el Caṕıtulo 3 se utilizan dos tipos de bases ortogonales para la representación de funcio-

nes en problemas inversos mal condicionados. El primer tipo, SVD, representa eficientemente

al operador del problema Tx = y. El segundo tipo, las bases wavelets ortonormales, se utili-

zan para representar de manera eficiente ciertos espacios de funciones que poseen algún tipo

de regularidad y por tal motivo se las utiliza para codificar adecuadamente información previa

disponible sobre la solución exacta del problema. A la hora de resolver problemas inversos, seŕıa

deseable disponer de una descomposición que permita incorporar simultáneamente tanto las

ventajas de SVD como las de la descomposición wavelet. Esto nos permtiŕıa contar con una

representación que incorpore de manera eficiente tanto información relevante sobre el operador

asociado al problema como sobre los supuestos de regularidad de la solución exacta del mismo.

Con este objetivo en mente introducimos el concepto de “vaguelets” en la resolución de proble-

mas inversos mal condicionados en el desarrollo del método de regularización wavelet-vaguelet

(RWV) que presentamos en el Caṕıtulo 4.

Aśı, en la primera sección del Caṕıtulo 4 describimos brevemente la motivación que origina el

surgimiento del método y presentamos además un resumen de los elementos que intervienen en su

construcción. En las Secciones 4.2 y 4.3 definimos dos tipos de operadores especiales, operadores

débilmente invertibles y operadores homogéneos y probamos algunos resultados importantes

relacionados a tales operadores, los que resultarán de interés en demostraciones posteriores

relacionadas con la convergencia del método propuesto. En la sección siguiente presentamos

el método de regularización wavelet-vaguelet. Para ello definimos previamente el concepto de

vaguelet y probamos una serie de propiedades de las mismas. En la Sección 4.5 realizamos un

análisis detallado de la convergencia del error correspondiente al método propuesto considerando

dos versiones del mismo: con y sin umbralado wavelet fuerte. En particular probamos que, bajo



13

ciertas condiciones, el método de regularización wavelet-vaguelet y el método wavelet-vaguelet

con umbralado wavelet convergen de manera óptima. Por último, en la Sección 4.6 presentamos

y analizamos una aplicación concreta del método para el caso de operadores integrales que

poseen descomposición wavelet vaguelet.

Finalmente, en el Caṕıtulo 5, implementamos y evaluamos en problemas concretos los méto-

dos y resultados desarrollados en los Caṕıtulos 3 y 4. Se presentan varias aplicaciones a proble-

mas inversos mal condicionados en restauración de señales e imágenes, cuyas implementaciones

numéricas permiten una mejor visualización de los resultados teóricos obtenidos y muestran

claramente la potencialidad de los métodos desarrollados. Estos resultados prueban que dichos

métodos mejoran, en algunos casos significativamente, el desempeño de los métodos de regula-

rización tradicionales.





CAPÍTULO 1

Preliminares

A lo largo de este caṕıtulo definiremos los conceptos básicos requeridos para la comprensión

de esta tesis y enunciaremos varios resultados previos y clásicos que se utilizarán en el desarrollo

de la misma. En particular, recordaremos los conceptos de inversa generalizada de Moore-

Penrose, ruido blanco, espacios de Sobolev y espacios de Besov. A su vez, haremos una breve

introducción a los conceptos básicos de la teoŕıa espectral e introduciremos varios espacios y

operadores asociados a la teoŕıa de wavelets.

1.1. Inversa generalizada de Moore-Penrose

En esta sección proporcionamos la teoŕıa básica para definir las mejores soluciones aproxi-

madas de ecuaciones con operadores lineales y la inversa generalizada de Moore-Penrose para

operadores lineales en espacios de Hilbert.

Consideremos la ecuación

Tx = y (1.1)

donde T : X → Y es un operador lineal acotado entre dos espacios de Hilbert. Un elemento

x0 ∈ X se denomina solución de mı́nimos cuadrados (s.m.c.) de (1.1) si

?Tx0 − y? = ı́nf
z∈X

?Tz − y? .

Si además x0 satisface

?x0? = ı́nf{?z? : z es s.m.c de Tx = y},

entonces x0 recibe el nombre de mejor solución aproximada de Tx = y. Aśı, la mejor solución

aproximada de (1.1) es la solución de mı́nimos cuadrados de mı́nima norma.

Para definir la inversa generalizada de Moore-Penrose del operador T , comenzamos defi-

niendo el operador T̃ como

T̃
.
= T | N(T )⊥ : N (T )⊥ → R(T ),
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donde N (·) denota el núcleo de un operador, R(·) denota el rango y “⊥” denota complemento

ortogonal. Claramente T̃ es un operador biyectivo. La inversa generalizada de Moore-Penrose

se define entonces de la siguiente manera.

Definición 1.1. La inversa generalizada de Moore-Penrose T † de T se define como la única

extensión lineal de T̃−1 al dominio D(T †) .= R(T ) ⊕ R(T )⊥ que satisface N (T †) = R(T )⊥.

A continuación enunciamos algunas propiedades importantes de la inversa generalizada de

Moore-Penrose que utilizaremos más adelante. Debido a que estos resultados son relativamente

bien conocidos, no incluimos aqúı las correspondientes demostraciones. El lector interesado

puede ver por ejemplo las citas [17] y [25].

Proposición 1.2. Sean P y Q las proyecciones ortogonales de X sobre N (T ) y de Y sobre

R(T ), respectivamente. Entonces R(T †) = N (T )⊥ y se satisfacen las siguientes cuatro identi-

dades, denominadas ecuaciones de Moore-Penrose:

TT †T = T, (1.2)

T †TT † = T †, (1.3)

T †T = I − P, (1.4)

TT † = Q|D(T †). (1.5)

Resulta evidente que las ecuaciones (1.4) y (1.5) implican (1.2) y (1.3). Más aún, se puede

probar que las ecuaciones de Moore-Penrose caracterizan uńıvocamente al operador T †.

Proposición 1.3. El operador T † es cerrado. Además, T † es acotado si y solo si R(T ) es

cerrado.

El siguiente teorema es un resultado muy importante que relaciona las soluciones de mı́nimos

cuadrados de (1.1) con la inversa generalizada de Moore-Penrose de T .

Teorema 1.4. Si y ∈ D(T †), entonces (1.1) tiene una única mejor solución aproximada dada

por x† .= T †y. El conjunto S de todas las soluciones de mı́nimos cuadrados de (1.1) está dado

por S = x† + N (T ).

Para finalizar esta sección presentamos un teorema que caracteriza las soluciones de mı́nimos

cuadrados de (1.1) mediante una ecuación a la que haremos referencia con frecuencia más

adelante.
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Teorema 1.5. Si y ∈ D(T †), entonces z ∈ X es una solución de mı́nimos cuadrados de Tx = y

si y solo si satisface la “ecuación normal”

T ∗Tz = T ∗y, (1.6)

donde T ∗ es el operador adjunto de T .

A partir de este resultado obtenemos que T †y es también la mejor solución aproximada del

problema T ∗Tz = T ∗y, es decir

T † = (T ∗T )†T ∗.

Se puede probar además que si y /∈ D(T †), entonces no existen soluciones de mı́nimos cuadrados

de Tx = y. Trabajar con la ecuación normal (1.6) en lugar de (1.1), suele tener varias ventajas,

especialmente cuando T no es autoadjunto, pues T ∗T si lo es. Además, en su versión discretizada,

la ecuación (1.6) resulta en una matriz cuadrada.

En la siguiente sección presentaremos una herramienta que nos permitirá estudiar varias

propiedades de la inversa generalizada de Moore-Penrose en el caso de operadores compactos:

la expansión en valores singulares.

1.2. Expansión en valores singulares de operadores compactos

y autoadjuntos

Sea K un operador lineal sobre un espacio de Hilbert X , compacto y autoadjunto. Entonces

existe un autosistema {(λn;un)}n∈N asociado a K, donde λn son los autovalores no nulos de K

(los autovalores son reales por ser K autoadjunto) y un sus correspondientes autovectores. Por

medio de este autosistema, el operador K se puede “diagonalizar” de la siguiente manera:

Kx =

∞?

n=1

λn ?x, un? un, ∀ x ∈ X. (1.7)

Si el operador K no es autoadjunto, entonces podŕıa no tener autovalores y por lo tanto,

podŕıa no existir un autosistema asociado a K. En tal caso, un proceso de diagonalización

análogo a (1.6) puede hacerse utilizando el concepto de “sistema singular”, que definimos a

continuación.

Definición 1.6. SeaK : X → Y un operador lineal compacto (no necesariamente autoadjunto).

Un sistema singular asociado a K es una familia de la forma {(σn;un; vn)}n∈N donde:

{σ2
n}n∈N son los autovalores no nulos de K∗K (y de KK∗), escritos en orden decreciente

con su multiplicidad,
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{un}n∈N ⊂ X es un sistema ortonormal completo de autovectores de K∗K (que expande

R(K∗) = R(K∗K) ) y

{vn}n∈N ⊂ Y es un sistema ortonormal completo de autovectores de KK∗ (que expande

R(K) = R(KK∗) ). Puede probarse que

vn =
Kun

?Kun?
.

Observemos que K∗K es no negativo, pues ?K∗Kx, x? = ?Kx?2 ≥ 0 para todo x y por ello,

sus autovalores son no negativos. Además, como K es compacto, el operador K∗K también lo es

y por lo tanto tiene a lo sumo una cantidad numerable de autovalores que se pueden acumular

únicamente en cero (ver [50], Teorema 6.7).

Si {(σn;un; vn)}n∈N es el sistema singular para K, se puede probar que se satisfacen las

siguientes igualdades:

Kun = σnvn ∀n ∈ N, (1.8)

K∗vn = σnun ∀n ∈ N, (1.9)

Kx =

∞?

n=1

σn ?x, un? vn, ∀ x ∈ X, (1.10)

K∗y =

∞?

n=1

σn ?y, vn? un, ∀ y ∈ Y, (1.11)

dónde, en el caso de infinitos valores singulares, las series convergen en las normas de los espacios

de Hilbert X e Y , según corresponda. Las expresiones (1.10) y (1.11) se denominan “expansiones

en valores singulares” (de K y K∗, respectivamente) y son las análogas, en dimensión infinita,

a la bien conocida descomposición en valores singulares (SVD) de una matriz.

Utilizando el sistema singular asociado a un operador compacto K podemos obtener una

representación en serie de su inversa generalizada de Moore-Penrose. En efecto, se tiene el

siguiente resultado.

Teorema 1.7. Sean K : X → Y un operador lineal compacto con sistema singular {(σn;un; vn)}n∈N,

e y ∈ Y . Entonces,

y ∈ D(K†) ⇐⇒
∞?

n=1

|?y, vn?|2
σ2
n

<∞. (1.12)

Además, para y ∈ D(K†),

K†y =
∞?

n=1

?y, vn?
σn

un. (1.13)
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La condición (1.12) es conocida como Criterio de Picard y provee una condición necesaria y

suficiente para la existencia de una mejor solución aproximada para y ∈ Y . Si existe, entonces

esa mejor solución aproximada tiene la representación dada por (1.13).

1.3. Teoŕıa espectral

Como veremos en el resto de la tesis, la teoŕıa espectral de operadores en espacios de Hilbert

y el cálculo funcional proveen un sólido andamiaje matemático para el desarrollo de la teoŕıa de

regularización de problemas inversos mal condicionados. En esta sección presentaremos algunos

conceptos y resultados básicos cuyas demostraciones pueden encontrarse, por ejemplo, en [3],

[21] y [17].

Un concepto central en esta teoŕıa es el de función de un operador autoadjunto, el cual

definiremos en primer lugar para el caso de operadores lineales compactos autoadjuntos y luego

estudiaremos el caso de operadores lineales autoadjuntos en general.

Sea {(σn;un; vn)}n∈N el sistema singular asociado al operador lineal compacto K : X → Y .

Como {(σ2
n;un)}n∈N es un autosistema para el operador compacto autoadjunto K∗K, se sigue

de (1.7) que

K∗Kx =

∞?

n=1

σ2
n?x, un?un, ∀ x ∈ X.

Definimos ahora el concepto de familia espectral para operadores compactos.

Definición 1.8. Sea K : X → Y un operador lineal, continuo y compacto, y {(σn, un, vn)}n∈N

el sistema singular asociado a K. Para λ ∈ R y x ∈ X , definimos

Eλx
.
=





?

n: σ2
n<λ

?x, un?un si λ ≤ 0

?

n: σ2
n<λ

?x, un?un + Px si λ > 0

donde P es la proyección ortogonal de X sobre N (K∗K). El operador ortogonal Eλ es la pro-

yección ortogonal sobre Xλ

.
= span{un : n ∈ N, σ2

n < λ} y la colección de proyecciones {Eλ}λ∈R

se denomina familia espectral de (o asociada a) K∗K.

La proyección P se agrega en la definición de Eλ solo para λ > 0 para considerar el caso en

que 0 es autovalor de K∗K. Caso contrario, N (K∗K) = {0} y P es el operador nulo.

A continuación definiremos familias espectrales generales en espacios de Hilbert y, pos-

teriormente, veremos que existe una correspondencia biuńıvoca entre el conjunto de familias
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espectrales en un espacio de Hilbert X y el conjunto de operadores lineales autoadjuntos so-

bre X .

Definición 1.9. Una familia {Eλ}λ∈R de proyecciones ortogonales sobre X se denomina familia

espectral o resolución de la identidad si satisface las siguientes condiciones:

1) EλEµ = Emı́n{λ,µ}, para λ, µ ∈ R;

2) E−∞ = 0, E+∞ = I, donde E±∞x
.
= ĺım

λ→±∞
Eλx, para todo x ∈ X ;

3) Eλ− = Eλ, donde Eλ−x = ĺım
ε→0+

Eλ−εx, para todo x ∈ X.

La siguiente proposición muestra que es posible definir una integral con respecto a una

familia espectral arbitraria {Eλ}λ∈R.

Proposición 1.10. Sean {Eλ}λ∈R una familia espectral sobre X, f : R → R una función

continua y x ∈ X. Entonces para cualesquiera a, b ∈ R, a < b, existe la integral
? b

a
f(λ) dEλx

definida como el ĺımite de las sumas de Riemann
n?

i=1

f(ξi)(Eλi −Eλi−1
)x, donde a = λ0 < ... <

λn = b, ξi ∈ (λi−1, λi], para máx
1≤i≤n

|λi − λi−1| → 0.

Las correspondientes integrales impropias, si existen, se definen a partir de estas integrales

en la forma usual, tomando ĺımites.

Definición 1.11. Sean {Eλ}λ∈R una familia espectral sobre X , f : R → R una función continua

y x ∈ X . La integral

? +∞

−∞
f(λ) dEλx se define como el ĺımite en X , si existe, de

? b

a
f(λ) dEλx

cuando a→ −∞ y b→ +∞.

Puesto que la condición 1) de la Definición 1.9 implica que ?Eλx, x? ≤ ?Eµx, x? para λ ≤ µ

y para todo x ∈ X , se sigue entonces que la función λ → ?Eλx, x? = ?Eλx?2 (para x ∈ X

fijo) es monótona no decreciente. Además la condición 3) implica que dicha función es continua

por izquierda. Luego, esta función define una medida sobre R que denotamos con d ?Eλx?2 y

a la que nos referiremos como “medida generada por la familia espectral Eλ para x ∈ X”. A

continuación presentamos una condición necesaria y suficiente que garantiza la existencia de la

integral

?
f(λ) dEλx en términos de una integral con respecto a la medida d ?Eλx?2.

Proposición 1.12. Sean {Eλ}λ∈R una familia espectral sobre X, f : R → R una función

continua y x ∈ X. Entonces ? +∞

−∞
f(λ) dEλx

existe si y solo si ? +∞

−∞
f2(λ) d ?Eλx?2 <∞. (1.14)
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Notar que el lado izquierdo en (1.14) es una integral impropia de Riemann-Stieltjes de f 2(λ)

con respecto a la función (real) F (λ)
.
= ?Eλx?2.

La proposición a continuación exhibe la conexión que existe entre familias espectrales y

operadores lineales autoadjuntos definidos sobre espacios de Hilbert. Si A es un operador lineal

autodjunto sobre X , entonces existe una única familia espectral con respecto a la cual A se

representa mediante la función identidad f(λ) = λ. Más precisamente, se tiene el siguiente

resultado:

Proposición 1.13. Sea A un operador lineal autoadjunto sobre un espacio de Hilbert X. En-

tonces existe una única familia espectral {EAλ }λ∈R sobre X tal que

D(A) =

?
x ∈ X :

? +∞

−∞
λ2 d

??EAλ x
??2
<∞

?

y

Ax =

? +∞

−∞
λ dEAλ x, ∀ x ∈ D(A). (1.15)

Simbólicamente escribimos

A =

? +∞

−∞
λ dEAλ . (1.16)

La familia espectral de la proposición anterior se denomina familia espectral de A y nos

referiremos a (1.15) ó (1.16) como la descomposición o representación espectral de A.

En virtud de dicha proposición podemos ahora definir funciones de un operador autoadjunto

las cuales también pueden representarse mediante integrales espectrales.

Definición 1.14. Sea A un operador autoadjunto en X con familia espectral {EAλ }λ∈R y deno-

temos con M0 al conjunto de funciones medibles con respecto a la medida d
??EAλ x

??2
para todo

x ∈ X . Para f ∈ M0, se define el operador f(A) mediante

f(A) x
.
=

? +∞

−∞
f(λ) dEAλ x para x ∈ D(f(A)),

donde

D(f(A)) =

?
x ∈ X :

? +∞

−∞
f2(λ) d

??EAλ x
??2
<∞

?
.

Observar que M0 contiene, en particular, a todas las funciones continuas por tramos. Esta

observación será de particular interés cuando utilicemos funciones de operadores autoadjuntos

para construir métodos de regularización como aproximaciones a la inversa generalizada del

operador asociado al problema en cuestión.
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A continuación presentamos algunas propiedades de las funciones de operadores autoad-

juntos. Las mismas serán utilizadas en los caṕıtulos siguientes principalmente para el caso de

operadores compactos.

Si A es un operador autoadjunto estrictamente positivo, es decir si existe γ > 0 tal que

?Ax, x? ≥ γ ?x?2 para todo x ∈ D(A),

con familia espectral {EA
λ }λ∈R, entonces para toda función f ∈ M0 se tiene que

?
+∞

−∞
f(λ) dEA

λ x =

?
+∞

γ

f(λ) dEA
λ x.

En tal caso, es suficiente con que la función f esté definida solo en el intervalo [γ,+∞).

Si T : X → Y es un operador lineal acotado y A
.
= T ∗T con familia espectral {ET∗T

λ }λ∈R,
entonces para toda f ∈ M0 y ∀ x ∈ X , se tiene que

?
+∞

−∞
f(λ) dET∗T

λ x =

? ?T?2+

0

f(λ) dET∗T
λ x = ĺım

ε→0

? ?T?2+ε

0

f(λ) dET∗T
λ x.

Luego, la función f se puede restringir al intervalo [0, ?T?2 + ε] para cualquier ε > 0.

Más aún, bajo las mismas hipótesis sobre el operador T , se puede probar que valen las

siguientes identidades, ∀ x ∈ X :

?f(T ∗T )x?2 =

?
f 2(λ) d ?ET∗T

λ x?2 (1.17)

y

f(T ∗T )T ∗ = T ∗f(TT ∗), (1.18)

para toda función f continua por tramos.

1.4. Análisis multiresolución y representación wavelet

En esta sección presentaremos el concepto de análisis multiresolución a partir de bases

ortonormales wavelet y definiremos algunos operadores relacionados con las descomposiciones

en bases wavelet. En los caṕıtulos siguientes, estos conceptos se incorporarán al tratamiento de

problemas inversos mal condicionados, donde los datos están contaminados con algún nivel de

ruido. Probaremos, en el Caṕıtulo 3, que aplicar umbralado wavelet a los datos, previo al proceso

de regularización, constituye una herramienta eficaz para mejorar el desempeño de todos los

métodos de regularización espectrales.

En 1988 Stéphane Mallat desarrolló una teoŕıa que permite descomponer una función me-

diante otras funciones, denominadas de aproximación y detalle, utilizando bases ortonormales

wavelet en L2(Rd) (ver § 2.12 [10], [30]). En un contexto general aplicado a señales o imágenes,
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los rasgos más importantes que determinan la identidad de una señal se sitúan en las bajas

frecuencias, mientras que las altas frecuencias están generalmente asociadas con el ruido y con

caracteŕısticas correspondientes a ciertos detalles mas finos. Por este motivo, en el análisis multi-

resolución se habla de aproximación y detalle para referirse a las componentes de baja frecuencia

y a las de altas frecuencias, respectivamente.

1.4.1. Análisis multiresolución

Por simplicidad introducimos la noción de análisis multiresolución en L2(R) propuesta por

Mallat en [30], para luego realizar la extensión correspondiente a dominios en Rd.

Definición 1.15. Un análisis multiresolución en L2(R) es una sucesión de subespacios cerrados

{Vj}j∈Z, tales que se satisfacen las siguientes propiedades:

La sucesión es creciente, es decir, para todo j ∈ Z vale que Vj ⊂ Vj+1;

∪j∈ZVj = L2(R) y ∩j∈ZVj = {0};

Los espacios Vj son autosimilares, es decir, f(·) ∈ V0 ⇔ f(2j·) ∈ Vj;
Existe una función θ tal que {θ(· − k)}k∈Z es una base de Riesz de V0. Es decir, existen

constantes 0 < C1 < C2 tales que

C1

?

k∈Z
|ak|2 ≤

?????
?

k∈Z
akθ(· − k)

?????

2

≤ C2

?

k∈Z
|ak|2

para toda sucesión {ak}k∈N ∈ ?2.

Teorema 1.16. Si {Vj}j∈Z es un análisis multiresolución en L
2(R) y φ es una función, deno-

minada de escala, cuya transformada de Fourier es

φ̂(ω) =
θ̂(ω)

(
?∞

n=−∞ |θ̂(ω + 2πn)|2) 1
2

,

entonces el conjunto {φj,k(·) = 2j/2φ(2j · −k)}k∈Z es una base ortonormal del espacio vectorial

Vj para todo j ∈ Z.

Demostración. La demostración de este teorema de puede encontrar, por ejemplo, en el

Apéndice B de [30]. ?

Por otro lado, se puede probar que si {Vj}j∈Z es un análisis multiresolución, entonces existe

una base ortonormal wavelet

{ψj,k(·) = 2j/2ψ(2j · −k)}j,k∈Z (1.19)
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de L2(R) tal que para cada j fijo {ψj,k}k∈Z es una base ortonormal del complemento ortogonal de

Vj en Vj+1, al que denotamos con Wj. En efecto, para cada j ∈ Z se verifica que Vj+1 = Wj ⊕Vj.
De esta forma podemos descomponer el espacio L2(R) en subespacios mutuamente ortogonales:

L2(R) =
?

j∈Z

Wj. Luego, podemos expresar cualquier función f ∈ L2(R) como

f(x) =
?

j,k∈Z

?f, ψj,k?ψj,k(x).

Por otro lado, dado j0 ∈ Z fijo, la descomposición L2(R) = Vj0 ⊕
?

j≥j0

Wj nos permite obtener la

denominada “representación multiescala”

f(x) =
?

k∈Z

?f, φj0,k?φj0,k(x) +
?

j≥j0

?

k∈Z

?f, ψj,k?ψj,k(x),

donde para cada k ∈ Z, ?f, φj0,k? es el coeficiente de aproximación de f en la escala 2−j0 y

?f, ψj,k? para j ≥ j0 son los coeficientes de detalle.

Dado que en la práctica se trabaja siempre con un número finito de detalles, resulta per-

tinente definir el operador proyección ortogonal Pj : L2(R)
⊥−→ Vj, el cual se define de manera

natural como

Pjf(x) =
?

k∈Z

?f, φj,k?φj,k(x),

o utilizando la representación multiescala, donde j0 ≤ j, como

Pjf(x) =
?

k∈Z

?f, φj0,k?φj0,k(x) +

j?

i=j0

?

k∈Z

?f, ψi,k?ψi,k(x).

Por simplicidad en la notación, en general consideraremos j0 = 0.

En esta tesis estamos particularmente interesados en funciones definidas en dominios aco-

tados contenidos en Rd, por lo cual definimos la versión multivariable para las funciones φ y ψ

que nos permitirán obtener bases ortonormales para los correspondientes espacios Vj y Wj.

Para Ω un dominio acotado en Rd, definimos a la función de escala multivariada como

φ(x)
.
=

d?

i=1

φ(xi) para todo x = (x1, . . . , xd) ∈ Ω.

Para j ∈ Z, el espacio Vj correspondiente será entonces el generado por las funciones

φj,k(x) = 2
jd
2 φ(2jx − k), ∀ k ∈ Zd, ∀ x ∈ Ω,

y el operador proyección ortogonal Pj : L2(Ω)
⊥−→ Vj queda entonces definido por

Pjf(x) =
?

k∈Zd

?f, φj,k?φj,k(x).
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Luego, para todo j0 ≤ j y para toda f ∈ Vj se verifica que Pjf = Pj0f +

j−1?

j0≤?

g? donde

g? = P?+1f −P?f . Además, tomando ĺımite para j → ∞ obtenemos que para toda f ∈ L2(Ω) se

cumple que f = ĺım
j→∞


Pj0f +

j−1?

j0≤?
g?


 (ver Observación 2.6.2 en [10]).

Para el caso de la función ψ, la extensión a Rd resulta un poco más compleja pues necesitamos

de 2d − 1 funciones “wavelets madre” para representar cada Wj. En este contexto denotamos a

cada una de estas funciones por

ψ(?)(x)
.
=

d?

i=1

ψ?i(xi), ? = (?1, . . . , ?d) ∈ Γ
.
= {0, 1}d − {0},

donde ψ0(x)
.
= φ(x) y ψ1(x)

.
= ψ(x). Notemos que se excluye el caso en el que ? es el vector

nulo pues tendŕıamos ψ0(x) = φ(x).

Utilizando esta notación, la versión multivariable para la representación multiescala de una

función f ∈ L2(Ω) viene dada por

f(x) =
?

k∈Zd

?f, φj0,k?φj0,k(x) +
?

j≥j0

?

?∈Γ

?

k∈Zd

?f, ψ(?)
j,k?ψ(?)

j,k(x). (1.20)

Observemos que definiendo Γ0 .= Γ ∪ {0} = {0, 1}d y ψ0
j,k

.
= φj0,k es posible escribir la expresión

anterior de manera mas simple como una única sumatoria, en la forma:

f(x) =
?

j≥j0

?

?∈Γ0

?

k∈Zd

?f, ψ(?)
j,k?ψ(?)

j,k(x). (1.21)

Para un desarrollo más extenso sobre la versión mutivariable de bases wavelet ver, por

ejemplo, [10] § 2.12.

Por simplicidad de aqúı en adelante utilizaremos la notación x = x y k = k, entendiendo

que en todos los casos donde se utilice esta notación quedará expĺıcito si se trata de dominios

en Rd para d ≥ 2 ó d = 1. Además, escribiremos la representación multiescala (1.21) en la forma

mas simple:

f(x) =
?

λ∈Λ(j0)

?f, ψλ?ψλ(x), (1.22)

donde λ = (j, k, ?) y Λ(j0)
.
= {(j, k, ?) ∈ Z × Zd × Γ0 : j ≥ j0 ∧ sop(ψλ) ⊂ Ω} para j0 ∈ Z

fijo. Dado que j0 será prefijado al definir la descomposición wavelet a utilizar (en la mayoŕıa

de los casos consideramos j0 = 0), a los efectos de simplificar aún mas la notación, obviaremos

especificar tal dependencia denotando Λ(j0) simplemente con Λ.

Por último introduciremos algunos conceptos que serán necesarios más adelante: el grado

de un polinomio y el grado de reproducción polinomial u orden de exactitud polinomial de la
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función de escala φ. En Rd decimos que un polinomio tiene grado m cuando es combinación

lineal de las funciones base x
k1
1 . . . x

kd
d para k1 + · · · + kd ≤ m y al menos uno de los coeficientes

asociados a un factor x
k∗1
1 . . . x

k∗d
d para el cual k∗1 + · · · + k∗d = m, es distinto de cero. A su

vez, cuando hacemos referencia al grado de reproducción polinomial decimos que, en términos

generales, una función φ tiene grado de reproducción polinomial m si todos los polinomios de

grado menor o igual a m pertenecen al espacio V0 correspondiente a φ. Más precisamente:

Definición 1.17. Sea φ ∈ L1(R) una función de soporte compacto tal que ?φ?L1(R) = 1.

Decimos que φ tiene grado de reproducción polinomial m si para todo q = 0, 1, . . . ,m podemos

expresar el monomio xq como

xq =
?

k∈Z

[kq + pq−1(k)]φ(x− k),

donde pq−1 es un polinomio de grado q − 1.

1.4.2. Umbralado wavelet

Como mencionamos al comienzo de esta sección, el procedimiento conocido como umbralado

wavelet es comúnmente utilizado en la reconstrucción de funciones afectadas por algún tipo de

perturbación o ruido. Consiste en la modificación de los coeficientes wavelet de la función cuyos

valores absolutos son cercanos a cero. Estos coeficientes se corresponden con las componentes

de alta frecuencia, comúnmente asociadas al ruido. La ventaja de este procedimiento respecto

de un filtrado por bandas de frecuencia reside en que se obtiene una función casi libre de ruido,

modificando mı́nimamente las caracteŕısticas de la función original. Resulta ser una herramienta

más potente que los métodos tradicionales de suavizado, que solo consiguen eliminar el ruido a

costa de suavizar también la función original.

En la literatura son bien conocidas dos clases de umbralado wavelet:

El umbralado suave (o débil), el cual descarta (hace cero) los coeficientes wavelet cu-

yos valores absolutos son menores o iguales que el umbral y sustrae el umbral de los

coeficientes cuyo valor absoluto es mayor.

El umbralado fuerte, en cambio, simplemente descarta (hace cero) los coeficientes me-

nores que el umbral, en la expansión en base wavelet en términos de los elementos de

Vj .

Con el umbralado suave, todas las componentes de la señal sufren atenuación, independiente-

mente del valor del umbral. Por lo tanto, este criterio parece menos útil que el de umbralado
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fuerte cuando el objetivo es solo eliminar ruido de alta frecuencia. A lo largo de este trabajo

utilizaremos entonces umbralado fuerte.

Dado un umbral γ ∈ R+ denotamos con Sγ : Vj → Vj al operador de umbralado wavelet

fuerte definido para cada nivel j mediante

Sγf(x) =
?

k∈Zd

βj,kχ{|βj,k|≥γ}
(βj,k)φj,k(x), (1.23)

donde βj,k
.
= ?f, φj,k? y χ denota la función caracteŕıstica o indicatriz.

El desempeño de este proceso de filtrado depende, como es lógico, de la elección del umbral.

El mismo debe elegirse para cada nivel de resolución y en su elección deben tenerse en cuenta

tanto las caracteŕısticas de la representación wavelet de la función, como el nivel de ruido que

esta posee.

1.5. Espacios de Sobolev y de Besov

Como es usual en problemas inversos mal condicionados, para estudiar la convergencia de

los métodos de regularización que propondremos en los siguientes caṕıtulos, es necesario hacer

ciertos supuestos de suavidad con respecto a la solución exacta de los mismos. En este contexto, y

para los métodos que desarrollaremos en los Caṕıtulos 3 y 4, resultan apropiados dos subespacios

vectoriales de Lp(Rd): los espacios de Sobolev y de Besov que presentaremos a continuación.

Existe una gran variedad de formas diferentes de medir la suavidad de una función f . La

más natural es, quizás, el orden de diferenciabilidad, es decir, el mayor ı́ndice m ∈ N para el

cual la derivada f (m) es continua, o con más generalidad ∂αf con |α| = α1 + · · · + αd ≤ m

para una función multivariable definida en Rd. Esta medida particular de suavidad se asocia a

la clase de espacios funcionales denotados con Cm(Rd), el espacio de funciones continuas que

tienen derivadas parciales ∂αf acotadas y continuas, para |α| ≤ m. Otra manera de cuantificar

las propiedades de suavidad de una función (en un sentido menos estricto), es a través de los

espacios de Sobolev, los cuales introducimos a continuación.

En términos generales un espacio de Sobolev Wm,p(Ω), para Ω ⊂ Rd, es el subespacio de

Lp(Ω), formado por todas las funciones tales que sus derivadas de hasta orden m pertenecen

también a Lp(Ω).

Definición 1.18. Sean Ω ⊂ Rd, 1 ≤ p ≤ ∞ y m ∈ N. El espacio de Sobolev Wm,p(Ω) se define

como el conjunto de todas las funciones f ∈ Lp(Ω) tales que

?f?Wm,p(Ω)
.
= ?f?Lp(Ω) + |f |Wm,p(Ω) <∞,
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donde |f |Wm,p(Ω)
.
=

?

|α|=m

?∂αf?Lp(Ω).

Para el caso particular en el que p = 2, los espacios de Sobolev se dotan de manera natural

de la estructura de espacio de Hilbert al igual que el espacio L2 y es común en la literatura

utilizar la notación Hm(Ω) ≡ Wm,2(Ω).

Aśı como los espacios de Sobolev permiten de alguna forma cuantificar ciertas propiedades de

suavidad de una función, existe una gran variedad de espacios más generales que incluyen otros

parámetros a tener en cuenta. A lo largo de este trabajo nos interesará considerar espacios que se

originan mediante “técnicas de interpolación” generales entre espacios funcionales de suavidad

entera, espacios que pueden ser caracterizados exactamente por la tasa de error de aproximación

multiresolución, aśı como por propiedades de tamaño de los coeficientes wavelet. Los espacios

que utilizaremos, que poseen estas propiedades, son los espacios de Besov Bs
p,q que utilizan

un parámetro extra q y se pueden definir a través de diferencias finitas. En efecto, el espacio

de Besov Bs
p,q(Ω), o equivalentemente Bs

q(L
p(Ω)), es un espacio quasi-normado completo que

resulta ser un espacio de Banach en Ω cuando 0 < p, q ≤ ∞. Generalizan espacios de funciones

más elementales como los espacios de Sobolev y resultan ser más efectivos para cuantificar

propiedades de regularidad de las funciones. Para definir estos espacios necesitaremos introducir

previamente cierta notación y algunas definiciones, las que presentamos a continuación.

Sean f ∈ Lp(Ω) y r ∈ N. Denotemos con ωr(f, t)p al r-ésimo módulo de continuidad de f

definido como

ωr(f, t)p
.
= ωr(f, t,Ω)p

.
= sup

|h|≤t
?∆r

h(f, ·,Ω)?Lp(Ω), t > 0,

donde ∆r
h(f, ·,Ω) es la r-ésima diferencia positiva de f relativa a Ω, definida por

∆r
h(f, x,Ω)

.
=





∆r
h(f, x) si x, x+ h, . . . , x + rh ∈ Ω,

0 en otro caso,

donde ∆r
h(f, x)

.
=

r?

?=0

(−1)r−?
?
r

?

?
f(x+ ?h).

Consideremos ahora s > 0, r = ?s+ 1? (la parte entera de s+ 1) y 0 < p, q ≤ ∞. Definimos

la siguiente seminorma

|f |Bsp,q(Ω)
.
=

?
∞?

k=1

[2ksωr(f, 2
−k,Ω)p]

q

? 1
q

,

con las correspondiente modificaciones para el caso q = ∞, es decir, |f |Bsp,∞(Ω)
.
= sup

k∈N
2ksωr(f, 2

−k,Ω)p.

Utilizando esta notación y definiciones estamos ahora en condiciones de definir los espacios de

Besov.
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Definición 1.19. Sean s > 0, r = ?s+1? y 0 < p, q ≤ ∞. El espacio de Besov Bs
p,q(Ω) se define

como el conjunto de todas las funciones f ∈ Lp(Ω) para las cuales la siguiente norma es finita

?f?Bsp,q(Ω)
.
= ?f?Lp(Ω) + |f |Bsp,q(Ω).

Es oportuno e importante resaltar la relación entre los espacios que acabamos de definir. Si

bien en este caso definimos los espacios de Sobolev solo para m ∈ N0, existe una generalización

W s,p(Ω) para m < s < m + 1, a partir de la cual se puede probar que W s,p(Ω) = Bs
p,q(Ω)

cuando s no es un entero (ver, por ejemplo, [10], § 3.2). En el caso particular con el que

trabajaremos más adelante, en el que s es entero, esta igualdad se da solo para el caso p = 2

(Bs
2,2(Ω) = W s,2(Ω) = Hs(Ω)). Más aún se puede probar que los espacios de Sobolev W s,p(Ω)

no son espacios de Besov para valores de s enteros si p ?= 2 (ver [46]).

1.5.1. Análisis multiresolución y los espacios de Besov débiles

En las últimas dos décadas, autores como DeVore ([12]), Donoho y Johnstone ([16]) y

Cohen et. al. ([9]) encontraron relaciones entre los espacios ?p débiles, denotados por w?p, y la

sucesión de subespacios cerrados de un análisis multiresolución en L2. Particularmente, Cohen

y otros autores ([9]) vincularon el enfoque de la aproximación no lineal no solo a los espacios

débiles ?p sino también a los espacios débiles de Besov que pueden ser vistos como espacios

débiles ponderados ?p (ver [8]). Mas aún, mostraron que los espacios débiles de Besov aparecen

en la caracterización de la aproximación del umbral wavelet, en el proceso de umbralado que

describimos en la sección anterior. Siguiendo esta ĺınea, en el análisis multiresolución y en el

estudio de órdenes de convergencia para aproximaciones realizadas mediante umbralado wavelet

trabajaremos con espacios de Besov débiles. Por esta razón, es necesario introducir los siguientes

conceptos y resultados básicos sobre el tema.

Supongamos que tenemos una base ortogonal generada por las funciones wavelet ψ y de

escala φ, como en la sección anterior, de manera que podemos expresar cualquier función f ∈
L2(Ω) como

f(x) =
?

λ∈Λ

βλψλ(x), (1.24)

donde βλ = ?f, ψλ?, λ = λ(j, k, ?) y Λ
.
= {(j, k, ?) ∈ Z × Zd × Γ0 : j ≥ j0 y sup(ψλ) ⊂ Ω} para

algún j0 fijo.

El siguiente lema es un resultado importante que caracteriza a los espacios de Besov en

términos de propiedades de sus coeficientes wavelet.
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Lema 1.20. Dados 0 < p, q ≤ ∞ y 0 < s < ∞, si ψ ∈ Lr(Ω) para algún r ∈ [1,∞] tal

que 0 < p ≤ r entonces la función f (como en (1.24)) pertenece a Bs
p,q(Ω) si, y solo si, los

coeficientes {βλ}λ verifican



∞?

j0≤j

2jq(s+
d
2− d

p)


?

λ∈Λj

|βλ|p



q
p




1
q

<∞, (1.25)

con las obvias modificaciones para p = ∞ y q = ∞.

Demostración. Ver Teorema 30.7 en [7]. ?

Para simplificar la notación, de aqúı en más denotaremos con Θs
p,q = Θs

p,q(C) (para C una

constante positiva dada) al conjunto:

Θs
p,q(C)

.
=





{βλ} :

∞?

j0≤j

2jq(s+
d
2− d

p)


?

λ∈Λj

|βλ|p



q
p

≤ Cq




. (1.26)

Definición 1.21. Sean 0 < s, p, q < ∞. Decimos que f (como en (1.24)) pertenece al espacio

de Besov débil WBsp,q(Ω) si el siguiente supremo es finito

sup
σ>0


σq

?

j≥j0
2
jq

?
s+ d

2
− d
p

?
N (j, σ)

q
p


 ,

donde N (j, σ)
.
= #{β(?)

j,k ∀ k ∈ Zd, ∀ ? ∈ Γ0 : |β(?)

j,k| > σ}.

Se puede probar fácilmente, utilizando la desigualdad de Markov (ver [23] pág. 123) y la

caracterización de espacios de Besov (dada por (1.25)), que el espacio de Besov está contenido

en el correspondiente espacio débil de Besov, es decir Bsp,q(Ω) ⊂ WBsp,q(Ω).

1.6. Ruido blanco

En esta sección presentamos brevemente el andamiaje teórico necesario para definir el pro-

ceso estocástico denominado ruido blanco. Este concepto será fundamental a la hora de estudiar

el modelo estocástico que supondremos para los datos observados en los problemas inversos mal

condicionados que consideramos en esta tesis. En primer lugar, recordamos algunos conceptos

básicos relacionados con espacios de probabilidad y variables aleatorias. Posteriormente, ana-

lizamos conceptos asociados a distribuciones condicionales, especificando en particular que se

entiende por esperanza y varianza condicionales. Finalizamos la sección introduciendo los con-

ceptos básicos relacionados a un proceso estocástico y, en particular, el proceso de movimiento

browniano y su relación con el ruido blanco.
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1.6.1. Definiciones básicas

Comenzamos la sección definiendo los conceptos de σ-álgebra y medida de probabilidad

que nos permitirán posteriormente presentar el concepto de variable aleatoria en un espacio de

probabilidad.

Definición 1.22. Dado un conjunto no vaćıo Ω, decimos que una familia A de subconjuntos

de Ω es una σ-álgebra sobre Ω si satisface las siguiente condiciones:

1. Ω ∈ A;

2. Si A ∈ A entonces Ac ∈ A;

3. Si An ∈ A para n = 1, 2, 3, . . . entonces
∞?

n=1

An ∈ A.

En el caso que A sea una σ-álgebra sobre Ω, llamaremos al par (Ω,A) espacio de medida.

Definición 1.23. Sea Ω un conjunto no vaćıo y A una σ-álgebra sobre Ω. Decimos que una fun-

ción P : A → [0, 1] es una medida de probabilidad en o sobre A (o simplemente una probabilidad

en A) si satisface las siguientes condiciones, llamadas axiomas de Kolmogorov:

1. P (A) ≥ 0, ∀ A ∈ A (no negatividad);

2. P (Ω) = 1 (homogeneidad);

3. Si A1, A2, · · · ∈ A son disjuntos de a pares, entonces P

?
∞?

k=1

Ak

?
=

∞?

k=1

P (Ak)

(σ-aditividad).

Definición 1.24. Un espacio de probabilidad es una terna (Ω,A, P ) donde

? Ω es un conjunto no vaćıo,

? A es una σ-álgebra de subconjuntos de Ω, y

? P es una medida de probabilidad sobre A.

La σ-álgebra A suele referirse como “la σ-álgebra de eventos aleatorios”.

Estamos ahora en condiciones de definir el concepto de variable aleatoria.

Definición 1.25. Una variable aleatoria X en un espacio de probabilidad (Ω,A, P ) es una

función real definida sobre Ω tal que ∀ x ∈ R [X ≤ x]
.
= {ω ∈ Ω : X(ω) ≤ x} es un evento

aleatorio para todo x ∈ R. Es decir, X : Ω → R es una variable aleatoria si [X ≤ x] ∈ A para

todo x ∈ R.

Los siguientes conceptos nos permitirán caracterizar y estudiar algunas propiedades de va-

riables aleatorias que utilizaremos más adelante.
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Definición 1.26. La función de distribución acumulada o acumulativa de una variable aleatoria

X , FX : R → [0, 1], se define por FX(x) = P ([X ≤ x])
.
= P (X ≤ x), x ∈ R.

Definición 1.27. Sea X una variable aleatoria cualquiera y FX su función de distribución

acumulativa. La esperanza de X se define

E(X)
.
=

? ∞

−∞
x dFX(x),

siempre que esta integral esté bien definida. En el caso que esta integral sea finita decimos que

X es integrable.

Sean X una variable aleatoria, b ∈ R y k ∈ N . El valor E
?
(X − b)k

?
, si existe, se llama

k-ésimo momento de X alrededor de b. Si X es integrable entonces el k-ésimo momento de

X alrededor de la media, E
??
X − E(X)

?k?
, se denomina k-ésimo momento central de X . El

segundo momento central de X se denomina varianza de X :

V ar(X) = E
??
X − E(X)

?2
?

= E (X2) −
?
E(X)

?2
.

Para k > 0, E
?
|X |k

?
es el k-ésimo momento absoluto de X .

A continuación recordamos algunos conceptos relacionados con distribuciones condicionales.

Definición 1.28. SeanX e Y variables aleatorias definidas en un mismo espacio de probabilidad

(Ω,A, P ). Una función P (X ∈ B|Y = y), definida para B boreliano e y ∈ R se llamará

distribución condicional (regular) de X dada Y si:

? para todo y ∈ R fijo, P (X ∈ B|Y = y) define una probabilidad en B, la σ-álgebra de

Borel en la recta, y

? para todo B ∈ B fijo, P (X ∈ B|Y = y) es una función medible de y y
? y

−∞
P (X ≤ x|Y = t) dFY (t) = P (X ≤ x|Y ≤ y) ∀ (x, y) ∈ R2.

Definición 1.29. Sean X e Y variables aleatorias en (Ω,A, P ). La esperanza condicional de X

dado Y = y, es la esperanza de la distribución condicional de X dado Y = y, si esta esperanza

existe. Es decir,

E(X |Y = y) =

?
x dFX(x|Y = y).

La varianza condicional es el momento de segundo orden condicional centrado en la media

condicional, es decir:

V ar(X |Y )
.
= E

??
X − E(X |Y )

?2|Y
?

= E (X2|Y ) −
?
E(X |Y )

?2
.
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1.6.2. Procesos estocásticos

En esta sección definiremos el concepto de proceso estocástico y dos casos particulares que

nos resultarán de utilidad en adelante (Caṕıtulos 3 y 4): el movimiento browniano y el ruido

blanco.

Definición 1.30. Sean D ⊆ R y (Ω,A, P ) un espacio de probabilidad. Un proceso estocástico

sobre D en (Ω,A, P ) es una función X : D × Ω → R tal que para todo t ∈ D la función

X(t, ·) : Ω → R es una variable aleatoria sobre (Ω,A, P ).

Un caso particular de proceso estocástico es el llamado movimiento Browniano. Si bien

existen varias definiciones e interpretaciones f́ısicas del movimiento browniano, a lo largo de

este trabajo utilizaremos la siguiente definición formal:

Definición 1.31. Dado un espacio de probabilidad (Ω,A, P ), un proceso estocástico W :

[0,∞) × Ω → R se denomina movimiento browniano estándar si satisface las siguientes condi-

ciones:

1. P
?
W (0, ·) = 0

?
= 1;

2. W (·, ω) tiene incrementos independientes. Es decir, para todos 0 ≤ t0 < t1 < t2 < . . . <

tn, las siguientes variables aleatorias son independientes:

W (t1, ·) −W (t0, ·),W (t2, ·) −W (t1, ·), . . . ,W (tn, ·) −W (tn−1, ·); (1.27)

3. Para cualesquiera 0 < s < t la variable aleatoria W (t, ·) − W (s, ·) tiene distribución

normal. Más aún

W (t, ·) −W (s, ·) ∼ N (0, t− s); (1.28)

4. Dado ω ∈ Ω fijo P
?
{ω : la función t→ W (t, ω) es continua}

?
= 1.

A continuación introducimos el concepto de ruido blanco.

Definición 1.32. Un proceso de ruido blanco X es la “derivada formal” de un movimiento

brownianoW , donde X = ∂W
∂t debe ser considerado como un funcional que actua sobre funciones

continuamente diferenciables como sigue:

? b

a
f(t)X(t, ·) dt =

? b

a
f(t) dW (t) = f(t)W (t, ·)

??b
a
−

? b

a
W (t, ·) df(t). (1.29)

El lector interesado puede ver detalles formales por ejemplo en las referencias [24] y [27].

A continuación, probamos un lema que nos permitirá en el Caṕıtulo 4 estudiar los efectos

del agregado de ruido blanco a los datos observados de problemas inversos mal condicionados.
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Lema 1.33. Dados g ∈ L2(Ω) y dW ruido blanco, entonces Wg = ?g, dW ? es una variable
aleatoria normal con media nula.

Demostración. La prueba de que Wg tiene distribución normal se sigue esencialmente de

la hipótesis de incrementos independientes del movimiento browniano (ver, por ejemplo, [14]).

Para probar que Wg tiene media nula notemos en primer lugar que

Wg =

? ∞

0
g(t) dW (t, ω) dt

= g(t)W (t, ω)
???
∞

0
−

? ∞

0
W (t, ω) dg(t)

= −
? ∞

0
W (t, ω) dg(t). (1.30)

Luego, de (1.30) y dado que el movimiento browniano tiene media nula, tenemos que

E
?
Wg

?
=

?

Ω
ω

? ∞

0
g(t)dW (t, ω) dt dω

=

?

Ω
ω
?
−

? ∞

0
W (t, ω) dg(t)

?
dω

= −
? ∞

0

?

Ω
ωW (t, ω)dω dg(t)

= 0. ?



CAPÍTULO 2

Introducción a los problemas inversos y métodos de

regularización

A lo largo de este caṕıtulo presentaremos definiciones y resultados básicos que nos permi-

tirán introducirnos al mundo de los problemas inversos mal condicionados y los métodos de

regularización. En la Sección 2.1 recordaremos el concepto de mal condicionamiento en el senti-

do de Hadamard y desarrollaremos brevemente un ejemplo correspondiente a la diferenciación.

En la sección siguiente presentamos el concepto de regularización y enunciamos algunas de sus

propiedades. En particular, estudiaremos los métodos de regularización espectrales, de Tikho-

nov generalizados y mencionamos algunos ejemplos tradicionales en la literatura. En la Sección

2.3 definiremos algunos tipos de errores que surgen al regularizar un problema e introducimos

la noción de optimalidad. En la Sección 2.4 presentaremos órdenes de convergencia y cotas para

los distintos tipos de errores e introduciremos el concepto clásico de calificación necesario para

la correcta interpretación de hipótesis y resultados en los próximos caṕıtulos. En la Sección

2.5 presentaremos los conceptos de reglas de elección de parámetros a priori y a posteriori,

analizando en particular el principio de discrepancia de Morozov, que utilizaremos en repetidas

oportunidades a lo largo de esta tesis. Finalmente, en la última sección se retoman algunos ejem-

plos de métodos de regularización espectrales relacionándolos con conceptos ya desarrollados

tales como descomposición en valores singulares y calificación.

2.1. Problemas inversos mal condicionados

En un contexto bastante general, se puede presentar un problema inverso como la necesidad

de determinar x en una ecuación de la forma

Tx = y, (2.1)

donde T es un operador lineal y acotado entre dos espacios de Hilbert X e Y , e y es el dato

conocido. Por simplicidad, aqúı consideraremos solo problemas lineales, aunque muchas de las

definiciones, conceptos y resultados que se presentan a continuación siguen siendo válidos o

tienen un correspondiente correlato en el caso de problemas no lineales de la forma Fx = y, en
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lugar de (2.1). Con respecto al buen o mal condicionamiento de un problema, esto hace referencia

al cumplimiento de los tres postulados de Hadamard de buen condicionamiento (well-posedness)

que enunciamos a continuación:

? Existencia: Para todo dato admisible, existe una solución.

? Unicidad: Para todo dato admisible, la solución es única.

? Dependencia continua: La solución depende continuamente de los datos.

Cualquier problema matemático que viole al menos uno de estos postulados se dice “mal con-

dicionado” (ill-posed). Es importante señalar que los problemas inversos, especialmente en di-

mensión infinita, frecuentemente no satisfacen al menos uno de tales postulados.

En el contexto del problema (2.1) se dice que el dato y es alcanzable si y ∈ R(T ). Luego,

el primer postulado es equivalente a que todo y ∈ Y sea alcanzable o, equivalentemente, que

R(T ) = Y . El segundo postulado, en cambio, se satisface si y solo si N (T ) = {0}. De la

definición del operador inversa generalizada de Moore-Penrose dada en el caṕıtulo anterior, es

evidente que el incumplimiento de cualquiera de los dos primeros postulados puede solucionarse,

en algún sentido, obteniendo una solución generalizada a través de este operador.

En la práctica, y por las razones antes mencionadas, la principal causa del mal condiciona-

miento de un problema inverso, es la violación del tercer postulado. Este incumplimiento del

supuesto de dependencia continua de los datos se pone de manifiesto en la no acotación de la

inversa generalizada de Moore-Penrose y se traduce en inestabilidad cuando se emplean métodos

numéricos tradicionales para aproximar las soluciones. Para restablecer la estabilidad es necesa-

ria la aplicación de métodos de regularización, los cuales consisten, esencialmente, en aproximar

el problema mal condicionado por una familia convenientemente construida de problemas bien

condicionados. Sin embargo, se debe tener siempre presente que ningún truco matemático puede

hacer estable un problema que es intŕınseca e inherentemente inestable. Todo lo que un método

de regularización puede hacer es recuperar información parcial acerca de la solución, de mo-

do tan estable como sea posible. Ciertamente el “arte” de aplicar métodos de regularización

consiste en hallar el compromiso justo entre exactitud (confiabilidad) y estabilidad ([17]).

2.1.1. Ejemplo: la diferenciación como problema inverso

Integración y derivación son probablemente dos de los operadores, considerados inversos,

más conocidos por su simplicidad y la gran variedad de aplicaciones al estudio de funciones.

En principio, no es claro cuál de estos operadores corresponde al problema directo y cuál al
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inverso. Sin embargo, como veremos en el siguiente ejemplo, es el operador diferenciación el que

no satisface el supuesto de dependencia continua de los datos. En efecto, sean y ∈ C1([0, 1]),

δ ∈ (0, 1) y n ∈ N tal que n ≥ 2. Definimos

yδn(t) = y(t) + δ sen

?
nt

δ

?
, t ∈ [0, 1]. (2.2)

Luego,

(yδn)
?
(t) = y?(t) + n cos

?
nt

δ

?
, t ∈ [0, 1]. (2.3)

Claramente, ?y−yδn?∞ = δ pero ?y?−(yδn)
??∞ = n. Puesto que δ y n son arbitrarios, suponiendo

que y e yδn representan el dato exacto y el dato con ruido, respectivamente, se tiene que, para

un nivel de error arbitrariamente pequeño (δ) en los datos, es posible obtener errores arbitra-

riamente grandes en las derivadas. A partir de este ejemplo se puede observar claramente cómo

el operador derivada no depende continuamente de los datos con respecto a la norma infinito.

En relación a la formulación de los problemas directos e inversos, asociados a la ecuación

Tx = y, notemos que en este caso, y? resuelve la clásica ecuación integral

(Tx)(t) =

? t

0
x(s) ds = y(t) − y(0),

en C[0, 1] siempre que y ∈ C1[0, 1]. El problema directo correspondiente consiste entonces en

encontrar y a partir del dato x, es decir, integrando. Éste resulta ser un proceso estable en

C[0, 1]. Notemos que la integración es un proceso de suavizado, donde los errores altamente

oscilatorios en y
?
como, por ejemplo, errores de la forma n cos

?
nt
δ

?
como el definido en (2.3)

?
son

fuertemente atenuados
?
obteniendo δ sen

?
nt
δ

??
y tienen un efecto despreciable en los datos a los

efectos del problema inverso. Este efecto de “suavizado” es el principal responsable de que errores

de pequeña amplitud, pero de alta frecuencia en los datos, generen grandes oscilaciones en la

solución del problema inverso. Es importante destacar que este tipo de errores de reconstrucción

no se limitan a esta aplicación concreta: cada vez que un problema directo tiene propiedades

de suavizado, se espera la aparición de oscilaciones provenientes de pequeñas perturbaciones de

los datos (de alta frecuencia) en la solución del problema inverso. Este efecto será más evidente

cuanto más fuerte sea el efecto de suavizado del operador asociado al problema directo.

2.2. Métodos de regularización

En términos generales, como mencionamos en la primera sección de este caṕıtulo, regula-

rizar un problema mal condicionado significa esencialmente aproximarlo por una sucesión de
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problemas bien condicionados. En esta sección introduciremos rigurosamente el concepto de

regularización y presentaremos algunas de sus propiedades básicas.

A partir del problema Tx = y nos proponemos aproximar la mejor solución aproximada o

solución exacta x† .= T †y para un dato espećıfico y. Para aplicaciones concretas, en general, el

dato no se conoce de manera exacta puesto que proviene de mediciones. En cambio, se conoce

solo un dato aproximado o dato con ruido, al que denotaremos con yδ, y supondremos que

satisface
??y − yδ

?? ≤ δ, donde δ es el nivel de ruido asociado a los errores de medición. De la

Sección 2.1 se tiene que, en el caso de un problema mal condicionado, la existencia de T †yδ, no

implica que T †yδ sea una buena aproximación a T †y puesto que el operador T † no es acotado.

Buscamos entonces una aproximación xδα de x† que tenga dependencia continua del dato yδ

para obtener convergencia a la solución exacta x† cuando el nivel de ruido δ tienda a cero y el

parámetro de regularización α se elija de manera adecuada. Intuitivamente, una regularización

de T † consiste en aproximar el operador no acotado T † por una familia uniparamétrica de

operadores continuos {Rα}, con α en cierto conjunto de ı́ndices que precisaremos luego. De esta

manera, para Rα y yδ, una aproximación de x† viene dada por xδα
.
= Rαy

δ. Un requerimiento

para el parámetro de regularización α radica en que si el nivel de ruido tiende a cero entonces

la solución regularizada xδα debe converger a x†.

Definición 2.1. Sean α ∈ (0, α0) con α0 ∈ (0,∞] y Rα : Y → X un operador continuo. Decimos

que la familia {Rα}α∈(0,α0) es una familia de operadores de regularización para T † si, para todo

y ∈ D(T †), existe una regla de elección de parámetro α = α(δ, yδ) tal que

ĺım
δ→0+

sup
yδ∈Y

?yδ−y?≤δ

???Rα(δ,yδ)y
δ − T †y

??? = 0. (2.4)

La regla de elección de parámetro α es una función α : R+ × Y → (0, α0) tal que

ĺım
δ→0+

sup
yδ∈Y

?yδ−y?≤δ

α(δ, yδ) = 0. (2.5)

Dado y ∈ D(T †), si se satisfacen (2.4) y (2.5), entonces el par ({Rα}, α(δ, yδ)) se denomina

método de regularización (convergente) para resolver el problema Tx = y.

De esta forma, un método de regularización consiste esencialmente en una familia de ope-

radores de regularización {Rα} y una regla de elección de parámetro α(δ, yδ). Es convergente

en el sentido que, si el parámetro de regularización se elige de acuerdo a esa regla, entonces las

soluciones regularizadas convergen a la solución exacta x† a medida que el nivel de ruido tiende
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a cero. Notar que no requerimos que la familia de operadores de regularización sea una familia

de operadores lineales.

Es oportuno mencionar aqúı que existen dos tipos de reglas de elección de parámetro α:

? a priori : α sólo depende del nivel de ruido δ, es decir α = α(δ);

? a posteriori : α depende tanto del nivel de ruido δ como del dato yδ, es decir: α = α(δ, yδ).

La siguiente proposición permite afirmar que se pueden construir operadores de regulariza-

ción como aproximaciones puntuales de la inversa generalizada de Moore-Penrose de T .

Proposición 2.2. Sean X, Y espacios de Hilbert, T ∈ L(X, Y ) y Rα un operador continuo para

todo α > 0. Si Rαy → T †y para todo y ∈ D(T †) cuando α→ 0+, entonces {Rα} es una familia
de operadores de regularización para T †. En este caso, para cada y ∈ D(T †) existe una regla

de elección de parámetro a-priori, α(δ), tal que ({Rα}, α(δ)) es un método de regularización

convergente para resolver Tx = y.

Demostración. Ver [17], Proposición 3.4. ?

2.2.1. Métodos de regularización espectrales

En esta sección se presentan brevemente algunos resultados conocidos acerca de los métodos

de regularización espectrales (cuyas demostraciones pueden encontrarse por ejemplo en [17]),

los cuales serán de gran utilidad para probar algunos de los resultados de convergencia, en los

Caṕıtulos 3 y 4 de esta tesis.

Dados X , Y espacios de Hilbert y T ∈ L(X,Y ), T † la inversa generalizada de Moore-Penrose

de T , puede expresarse en términos de una integral con respecto a la familia espectral {ET∗T
λ }λ∈R

asociada al operador autoadjunto T ∗T (ver Proposición 1.13). Recordemos que denotamos con

M0 al conjunto de funciones medibles con respecto a la medida d
??ET∗T

λ x
??2

para todo x ∈ X .

Utilizando argumentos básicos de teoŕıa espectral se puede probar que para todo y ∈ D(T †) se

tiene que x† satisface la ecuación normal (1.6) y x† se puede representar entonces como

x† .= T †y = (T ∗T )−1T ∗y =

?
1

λ
dET∗T

λ T ∗y. (2.6)

Con el objetivo de hallar una aproximación estable de la solución del problema inverso mal

condicionado (2.1), la propuesta consiste en reemplazar el integrando no acotado 1
λ en (2.6) por

una familia de funciones {gα(λ)} continuas a trozos en [0, ?T?2] y tal que para todo λ ∈ (0, ?T?2]
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se tenga que ĺım
α→0+

gα(λ) = 1
λ . Luego, definimos Rα como

Rα
.
=

? ?T?2+

0
gα(λ) dET∗T

λ T ∗ = gα(T ∗T )T ∗. (2.7)

Por construcción, el operador Rα resulta continuo y, por lo tanto, la solución regularizada a

partir de un dato con ruido yδ, se puede calcular ahora de manera estable mediante

xδα
.
= Rαy

δ .=

? ?T?2+

0
gα(λ) dET∗T

λ T ∗yδ.

Este operador Rα tiene su correlato en el contexto de operadores compactos, donde es posible

expresar la integral en (2.7) en términos de sumas utilizando el sistema singular {(σn;un; vn)}
de T

?
ver (1.10) en la Sección 1.2

?
. En tal caso se tiene

xδα = Rαy
δ =

∞?

n=1

gα(σ2
n)σn?yδ, vn?un. (2.8)

Las siguientes condiciones sobre {gα} aseguran que la familia de operadores {Rα} dada por

(2.7) es una familia de operadores de regularización para T † (ver Teorema 2.5).

Definición 2.3. Sean α0 > 0 y {gα}α∈(0,α0) una familia paramétrica de funciones gα : (0, α0) →
R. Diremos que {gα}α∈(0,α0) es un método de regularización espectral (MRE), si satisface las

siguientes condiciones:

(H1 ) Para todo α ∈ (0, α0), gα(λ) es continua por tramos para λ ∈ [0,∞) y continua por

derecha en los puntos de discontinuidad;

(H2 ) Existe una constante C > 0 (independiente de α) tal que |λgα(λ)| ≤ C para todo

λ ∈ [0,∞), para todo α ∈ (0, α0);

(H3 ) Para todo λ ∈ (0,∞), ĺım
α→0+

gα(λ) =
1

λ
.

Observación 2.4. Dado un operador T lineal y acotado, es suficiente con que gα(λ) esté definida

y satisfaga (H1 )-(H3 ) en [0, ?T?2] o, con más generalidad, en cualquier intervalo que contenga

al espectro de T ∗T .

El siguiente teorema afirma que si {gα} es un MRE entonces Rα definido como en (2.7) es

una regularización para T †. Bajo estas condiciones diremos que la familia {Rα} es una familia

de regularización espectral para T †, puesto que los operadores Rα se definen en términos de una

integral con respecto a la familia espectral {ET∗T
λ }λ∈R asociada al operador T ∗T .

Teorema 2.5. Sean X, Y espacios de Hilbert, T ∈ L(X, Y ) y {gα} un MRE. Entonces, para
todo y ∈ D(T †) se tiene que

ĺım
α→0+

gα(T ∗T )T ∗y = T †y.
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Si y /∈ D(T †), entonces ĺım
α→0+

?gα(T ∗T )T ∗y? = ∞.

A continuación enunciamos un teorema que proporciona una estimación para el error de

regularización en términos de una acotación para la función rα definida por

rα(λ)
.
= 1 − λgα(λ), (2.9)

bajo una cierta condición fuente.

Teorema 2.6. Sean X, Y espacios de Hilbert, T ∈ L(X,Y ), {gα} un MRE y rα definida por

(2.9). Si x† ∈ Xµ∗,ρ
.
= {x ∈ X : x = (T ∗T )µw, ?w? ≤ ρ} para µ∗, ρ > 0 y ωµ : (0, α0) → R+ es

una función que satisface, para µ = µ∗ y µ = µ∗ + 1
2 ,

λµ |rα(λ)| ≤ ωµ(α) ∀α ∈ (0, α0), ∀λ ≥ 0, (2.10)

entonces
???xα − x†

??? ≤ ωµ∗(α)ρ (2.11)

y
???Txα − Tx†

??? ≤ ωµ∗+ 1
2
(α)ρ. (2.12)

En el siguiente teorema se proporcionan cotas (en X y en Y ) para el error asociado al ruido

cuando se utiliza un MRE. Para α > 0 definimos

Gα
.
= sup

λ∈[0,?T?2]
|gα(λ)| , (2.13)

donde {gα} es un MRE.

Teorema 2.7. Sean X, Y espacios de Hilbert, T ∈ L(X, Y ), {gα} un MRE y Gα como en

(2.13). Si y, yδ ∈ Y son tales que
??yδ − y

?? ≤ δ, entonces

???Txα − Txδα
??? ≤ Cδ

y
???xα − xδα

??? ≤ δ
?
CGα,

donde C es la constante de la hipótesis (H2) en la Definición 2.3, xα
.
= Rαy y x

δ
α
.
= Rαy

δ.

En la última sección de este caṕıtulo presentaremos algunos de los métodos de regularización

espectral más conocidos y utilizados en las aplicaciones. Alĺı se retomarán conceptos que serán

desarrollados en las siguientes secciones, tales como el concepto de “calificación clásica” de un

método de regularización. A continuación presentamos brevemente el método de regularización



42 Introducción a los problemas inversos y métodos de regularización

espectral de Tikhonov-Phillps, a los efectos de presentar su versión generalizada en la sección

siguiente.

El método de Tikhonov-Phillips

En el método de regularización de Tikhonov-Phillips ([38], [45], [44]), quizás el método de

regularización más popular entre los espectrales, la familia de funciones {gα} está dada por

gα(λ)
.
=

1

λ+ α
para α ∈ (0, α0), λ ∈ [0, ?T?2]. (2.14)

Se puede ver inmediatamente que {gα} es efectivamente un MRE y que satisface (H2 ) con

C = 1. Con este método, la solución regularizada a partir del dato con ruido yδ viene entonces

dada por

xδα
.
= gα(T ∗T )T ∗yδ = (T ∗T + αI)−1T ∗yδ, (2.15)

es decir, xδα está definida mediante la ecuación lineal T ∗Txδα + αxδα = T ∗yδ.

La regularización de Tikhonov- Phillips puede formularse además como un problema de

optimización, como lo enuncia el siguiente teorema.

Teorema 2.8. Sea xδα definida como en (2.15). Entonces x
δ
α es el único minimizante global del

funcional de Tikhonov-Phillips Jα dado por

Jα(x)
.
= ?Tx− y?2 + α ?x?2 . (2.16)

Demostración. Ver [17], Teorema 5.1. ?

En (2.16) el término ?x?2 se denomina penalizante o término de penalización del funcional

Jα. El Teorema anterior permite asegurar que para cada parámetro α fijo, la solución regula-

rizada obtenida con el método de Tikhonov-Phillips calculada con la familia de operadores de

regularización {Rα} (asociada a la familia {gα} dada por (2.14)) coincide con el único mı́nimo

global del funcional Jα.

2.2.2. Métodos de Tikhonov generalizados

Los métodos de regularización espectral para problemas inversos mal condicionados, intro-

ducidos en la sección anterior, poseen la restricción de no admitir soluciones discontinuas o no

regulares en general. En algunos problemas, como por ejemplo en ciertas aplicaciones en pro-

cesamiento y restauración de imágenes, esta restricción suele ser muy fuerte o indeseable y la

aplicación de dichos métodos resulta en aproximaciones pobres o de baja calidad, especialmente

cerca de puntos o regiones en los que la solución exacta no es regular. En ciertas situaciones,
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puede ser deseable el diseño de métodos de regularización que permitan soluciones “no regula-

res”, por ejemplo imponiendo que sólo sean de variación acotada en lugar de suaves ([1], [48]).

Aśı expresado, este pareceŕıa ser un objetivo contradictorio pues “regularizar” en el contexto

de problemas inversos implica precisamente “suavizar” (de alĺı surge precisamente el nombre

“métodos de regularización”). Sin embargo es importante señalar aqúı que el objetivo primordial

de un método para resolver un problema inverso mal condicionado no es el de “regularizar” el

problema sino el de inducir estabilidad en el cálculo de las aproximaciones a su solución. Sucede

que, como es bien sabido, los métodos tradicionales (tales como Tikhonov-Phillips, Expansión

en valores singulares truncada, etc.) consiguen tal propósito filtrando o atenuando de diferentes

maneras las componentes de alta frecuencia, de las cuales se sirven los errores (en los datos y

de discretización) para originar la inestabilidad que, como vimos, es propia en los problemas

mal condicionados. El resultado es el de aproximaciones “suaves” o “regularizadas”. Por esta

razón, en el área de problemas inversos es usual hablar de “métodos de regularización”, aún

cuando seŕıa más adecuado hablar de métodos de estabilización. Esta observación sugiere que

en los casos en los que no es razonable esperar soluciones exactas regulares, podŕıa resultar

ventajoso e interesante el diseño de estrategias que induzcan estabilidad sin “regularizar”. La

utilización de penalizantes basados en este tipo de estrategias da lugar a los llamados métodos

de Tikhonov-Phillips generalizados ([17]).

La modelización de un gran número de problemas en F́ısica, Mecánica o procesamiento

de imágenes, por ejemplo, requiere la introducción de un penalizante que permita soluciones

discontinuas. Es por ello que, con el objetivo de comparar el desempeño de los distintos méto-

dos que se presentarán a lo largo de esta tesis, introducimos el método de regularización de

penalización por variación total ([1], [4] , [49] y [48]).

El método de penalización por variación total

En lo que resta de esta sección supondremos que Ω una región convexa y acotada en Rd,

d = 1, 2 o 3 con frontera ∂Ω Lipschitz continua.

Definición 2.9. La variación total de una función u ∈ L1(Ω), denotada por J0(u), se define

como

J0(u)
.
= sup

?v∈V

?

Ω
u div?v dx,

donde V , denominado el espacio de funciones de prueba, está dado por V .
= {?v ∈ C1

0 (Ω,Rd) :

|?v(x)| ≤ 1 ∀ x ∈ Ω}.



44 Introducción a los problemas inversos y métodos de regularización

La siguiente proposición nos brinda una expresión simplificada para la variación total de

una función u ∈ C1(Ω).

Proposición 2.10. Si u ∈ C1(Ω), entonces J0(u) =

?
|∇u| dx.

Demostración. Sean u ∈ C1(Ω) y ?v ∈ C1
0 (Ω,Rd) entonces,

?

Ω
u div?v dx =

?

Ω
u

d?

i=1

∂vi
∂xi

dx

=

d?

i=1

?

Ω
u
∂vi
∂xi

dx

=

d?

i=1

?
−

?

Ω

∂u

∂xi
vi dx+

?

∂Ω
u viν

i dS

?

= −
d?

i=1

?

Ω

∂u

∂xi
vi dx (pues vi es de soporte compacto)

= −
?

Ω

d?

i=1

∂u

∂xi
vi dx

= −
?

Ω
∇u · ?v dx.

Luego,

J0(u) = sup
?v∈V

?

Ω
u div?v dx = sup

?v∈V

?
−

?

Ω
∇u · ?v dx

?

= sup
?v∈V

?

Ω
∇u · ?v dx =

?

Ω
sup
?v∈V

∇u · ?v dx

=

?
|∇u| dx. ?

Estamos ahora en condiciones de definir el funcional de variación acotada.

Definición 2.11. Para u ∈ L1(Ω) se define el funcional o norma de variación total

?u?V T (Ω)

.
= ?u?L1(Ω) + J0(u). (2.17)

El espacio de funciones de variación total acotada sobre Ω, denotado por V T (Ω), se define

entonces por el conjunto de todas las funciones u ∈ L1(Ω) tales que ?u?V T (Ω) < ∞. Se puede

probar, que este funcional recién definido es una norma sobre V T (Ω) y, con esta norma, V T (Ω)

es un espacio de Banach. El funcional variación total J0(·) es una seminorma sobre este mismo

espacio.

A partir de las definiciones anteriores estamos en condiciones de definir lo que se entiende

por regularización por variación total. La solución regularizada por variación total del problema
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Tx = y se define como

xV Tα
.
= arg mı́n

u∈V T (Ω)
?Tu− y?2 + α?u?V T (Ω).

2.3. Convergencia y optimalidad

Al hacer referencia a la tasa de convergencia de un método de regularización ({Rα}, α), se

piensa en la tasa con la cual tiende a cero el error de regularización o error de aproximación

???(Rα − T †)y
??? = ?xα − x†?, (2.18)

cuando α → 0+, o en la tasa con la cual tiende a cero el error total (que surge de comparar la

solución regularizada con la solución exacta)

???Rα(δ,yδ)y
δ − T †y

??? =
???xδα(δ,yδ) − x†

??? , (2.19)

cuando δ → 0+ (donde
??yδ − y

?? ≤ δ). La tasa de convergencia a cero de (2.18) depende del

operador de regularización Rα y del dato exacto y, pues el error de regularización es indepen-

diente del ruido. Por otro lado la tasa de convergencia a cero del error total (2.19) depende de la

regla de elección del parámetro de regularización. Sin embargo, ambos errores están relacionados

puesto que
???xδα(δ,yδ) − x†

??? ≤
???xα(δ,yδ) − x†

??? +
???xα(δ,yδ) − xδα(δ,yδ)

??? . (2.20)

El término
???xα(δ,yδ) − xδα(δ,yδ)

??? =
???Rα(δ,yδ)(y − yδ)

??? es el error asociado al ruido y corres-

ponde a la propagación del error en los datos. Notar que este término es cero si δ = 0.

Si Rα convergiese a T † uniformemente, i.e. en la norma de los operadores (ya sabemos que

esto no es posible), entonces como
??xα − x†

?? ≤
??Rα − T †?? ?y?, se podŕıa encontrar una tasa

uniforme en y para la convergencia a cero del error de regularización (2.18). Sin embargo, vere-

mos más adelante que para problemas mal condicionados nunca es posible obtener una tasa de

convergencia uniforme. Las tasas de convergencia óptimas para métodos de regularización bajo

supuestos sobre la solución (o equivalentemente sobre el dato exacto) están muy relacionados

con el módulo de continuidad de T † sobre ciertos subconjuntos definidos por supuestos a priori.

Definición 2.12. Para M ⊆ X y δ > 0, se define el módulo de continuidad de T †

ΩT (δ,M)
.
= sup{?x? : x ∈ M, ?Tx? ≤ δ}. (2.21)

En general, ΩT (δ,M) será infinito; este es el caso, por ejemplo, cuando M∩N (T ) ?= {0} y

M es un subespacio de X . Más aún, si M ∩N (T ) = {0}, entonces ΩT (δ,M) es finito si y sólo

si T † es continuo sobre T (M).
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Más adelante veremos que ΩT (δ,M) está fuertemente relacionado con la tasa de convergen-

cia óptima que puede alcanzar un método de regularización para Tx = y, bajo la hipótesis de

que x ∈ M.

Una solución regularizada del problema Tx = y tiene la forma x = Ry, donde R : Y → X

es un operador continuo no necesariamente lineal (R pertenece a alguna familia de operadores

de regularización {Rα}). Si en lugar del dato exacto y se conoce un dato con ruido yδ, entonces

el peor error posible que se puede cometer usando el operador R, bajo la información de que
??y − yδ

?? ≤ δ y bajo el supuesto a priori de que x† ∈ M, está dado por

∆(δ,M, R)
.
= sup

x∈M, yδ∈Y
?Tx−yδ?≤δ

???Ryδ − x
??? . (2.22)

En el siguiente resultado veremos que la precisión de cualquier regularización no puede ser

mejor que ΩT (δ,M).

Proposición 2.13. Sean X, Y espacios de Hilbert, T ∈ L(X, Y ), M ⊆ X, δ > 0 y R : Y → X

un operador continuo, no necesariamente lineal, con R(0) = 0. Entonces

∆(δ,M, R) ≥ ΩT (δ,M). (2.23)

Demostración. Sean δ > 0 y x ∈ M tales que ?Tx? ≤ δ. Si yδ = 0 entonces se sigue de

(2.22) que ∆(δ,M, R) ≥ ?R(0) − x? = ?x?, pues por hipótesis R(0) = 0. Tomando supremo

sobre todos los x ∈ X tales que ?Tx? ≤ δ, resulta que

∆(δ,M, R) ≥ sup{?x? : x ∈ M, ?Tx? ≤ δ} = ΩT (δ,M). ?

Por otro lado, si R(T ) no es cerrado, no puede existir una tasa de convergencia uniforme

para un método de regularización, es decir, la convergencia puede ser arbitrariamente lenta.

Más precisamente, se tiene el siguiente resultado fundamental:

Proposición 2.14. Sean X, Y espacios de Hilbert, T ∈ L(X,Y ) con R(T ) no cerrado, {Rα}
una familia de operadores de regularización para T † con Rα(0) = 0 para todo α y sea α(δ, yδ)

una regla de elección de parámetro. Entonces, no existe ninguna función f : R+ → R+ con

ĺım
δ→0+

f(δ) = 0 tal que
???Rα(δ,yδ)y

δ − T †y
??? ≤ f(δ)

para todo y ∈ D(T †) con ?y? ≤ 1 y δ > 0.

Demostración. Ver [17], Proposición 3.11. ?
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Aśı, sólo se pueden obtener tasas uniformes de convergencia sobre subespacios o subcon-

juntos propios de D(T †). Estos subconjuntos se construyen usualmente a partir de supuestos a

priori sobre el dato exacto o sobre la solución exacta. Para formular tales supuestos acerca de

la solución exacta consideraremos subconjuntos de X de la forma

{x ∈ X : x = Bw, ?w? ≤ ρ}, (2.24)

donde B es un operador lineal acotado definido sobre X y ρ > 0. Cuando B = (T ∗T )µ para

algún µ > 0, denotamos el conjunto en (2.24) con

Xµ, ρ
.
= {x ∈ X : x = (T ∗T )µw, ?w? ≤ ρ} (2.25)

y definimos

Xµ
.
=

?

ρ>0

Xµ, ρ = R(T ∗T )µ. (2.26)

Estos conjuntos clásicos son denominados conjuntos fuente y una condición de la forma x ∈ Xµ, ρ

se denomina condición fuente o representación fuente y cuantifica el grado de regularidad de la

solución medida con respecto a la que induce el operador T . En efecto, si x ∈ Xµ, ρ, entonces

existe w ∈ X con ?w? ≤ ρ tal que x = (T ∗T )µw. Luego, el problema Tx = y se puede plantear

como T (T ∗T )µw = y. Si bien bajo este supuesto ambos problemas son equivalentes, tienen

distinto grado de mal condicionamiento pues T (T ∗T )µ “suaviza” más que T . En consecuencia,

como problema inverso, el segundo es peor condicionado que el primero.

Para el caso de operadores compactos, el conjunto Xµ se puede caracterizar en forma precisa

utilizando los valores singulares del operador. En efecto, se tiene el siguiente resultado.

Proposición 2.15. Sean X, Y espacios de Hilbert y K : X → Y un operador lineal compacto

con sistema singular {(σn;un; vn)}. Entonces, para todo µ > 0,

K†y ∈ R((K∗K)µ) ⇐⇒
?

n

|?y, vn?|2

σ2+4µ
n

<∞. (2.27)

Demostración. Para µ > 0 y y ∈ D(K†), la mejor solución aproximada K†y ∈ R((K∗K)µ)

si y sólo si existe w ∈ X tal que

K†y = (K∗K)µw =
?

n

σ2µ
n ?w, un? un. (2.28)

Comparando (2.28) con la expansión en valores singulares de la inversa generalizada de Moore-

Penrose dada en (1.13) resulta que

?y, vn?
σn

= σ2µ
n ?w, un? ∀ n ∈ N.
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Ahora bien, w ∈ X si y sólo si {?w, un?} ∈ ?2, es decir,

?

n

|?y, vn?|2

σ2+4µ
n

<∞,

con lo cual queda demostrada la proposición. ?

Observación 2.16. Notar que para µ = 0, (2.27) se reduce al criterio de Picard (1.12). Es

importante observar que la condición (2.27) es más restrictiva cuanto peor condicionado sea el

problema, es decir, cuanto más rápido tiendan a cero los valores singulares σn. Esta condición

también se hace más restrictiva a medida que crece µ.

En los dos resultados siguientes veremos que la cota a priori para la precisión de cualquier

regularización, ΩT (δ,M) dada en (2.23), cuando M es el conjunto fuente Xµ, no puede ser

mejor que O
?
δ

2µ
2µ+1

?
y que este orden de convergencia es óptimo en el sentido que lo haremos

preciso en la Proposición 2.18.

Proposición 2.17. Sean X, Y espacios de Hilbert, T ∈ L(X,Y ) y µ, ρ > 0. Entonces para

cualquier δ > 0,

ΩT (δ,Xµ, ρ) ≤ δ
2µ

2µ+1 ρ
1

2µ+1 . (2.29)

Demostración. Sea x ∈ Xµ,ρ. Entonces existe w ∈ X con ?w? ≤ ρ tal que x = (T ∗T )µw.

Sea {Eλ} la familia espectral asociada al operador autoadjunto T ∗T . Entonces, del hecho que

x = (T ∗T )µw y de la desigualdad de interpolación (ver Proposición 2.17 en [17] con r = µ y

q = µ+ 1/2) se sigue que

?x? = ?(T ∗T )µw? ≤
???(T ∗T )µ+

1
2w

???
2µ

2µ+1 ?w?
1

2µ+1

=
???(T ∗T )

1
2x

???
2µ

2µ+1 ?w?
1

2µ+1 = ?Tx?
2µ

2µ+1 ?w?
1

2µ+1

≤ ?Tx?
2µ

2µ+1 ρ
1

2µ+1 ,

puesto que ?w? ≤ ρ. Luego, si ?Tx? ≤ δ, entonces ?x? ≤ δ
2µ

2µ+1 ρ
1

2µ+1 . Tomando supremo sobre

los x ∈ Xµ,ρ tales que ?Tx? ≤ δ, en virtud de (2.21) se sigue que ΩT (δ,Xµ, ρ) ≤ δ
2µ

2µ+1 ρ
1

2µ+1 , lo

cual concluye la demostración. ?

El resultado anterior nos dice entonces que ΩT (δ,Xµ, ρ) tiende a cero al menos tan rápido

como O
?
δ

2µ
2µ+1

?
cuando δ → 0+. De la siguiente proposición se sigue que, cuando el operador es

compacto con rango no cerrado, esta estimación es óptima, al menos asintóticamente; es decir,

en (2.29) vale la igualdad para una sucesión {δk}k∈Z que converge a cero.
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Proposición 2.18. Sean X, Y espacios de Hilbert y K : X → Y un operador lineal compacto

con rango no cerrado. Entonces, para cualesquiera µ, ρ > 0, existe una sucesión {δk}k∈Z que

converge a cero cuando k → ∞ tal que

ΩK(δk, Xµ, ρ) = δ
2µ

2µ+1

k ρ
1

2µ+1 .

Demostración. Ver [17], Proposición 3.15. ?

Observación 2.19. Si el operador T es acotado pero no es necesariamente compacto y tiene

rango no cerrado, el resultado anterior permanece esencialmente válido en el sentido que se puede

encontrar una sucesión {δk}k∈Z que converge a cero, cuando k → ∞, tal que ΩT (δk, Xµ, ρ) =

O

?
δ

2µ
2µ+1

k

?
pero no es o

?
δ

2µ
2µ+1

k

?
, es decir, no tiende a cero más rápido que δ

2µ
2µ+1

k .

De las Proposiciones 2.13 y 2.17 y de la Observación 2.19 se deduce que, si R(T ) no es

cerrado, entonces ningún método de regularización puede ser tal que el error total converja a

cero más rápido que δ
2µ

2µ+1 ρ
1

2µ+1 cuando δ → 0+, bajo el supuesto a priori de que x† ∈ Xµ, ρ,

o más rápido que O
?
δ

2µ
2µ+1

?
bajo el supuesto de que x† ∈ Xµ. Esto significa que de todas las

tasas de la forma δs, el valor s = 2µ
2µ+1 produce la mejor tasa posible a la que se puede aspirar

bajo estos supuestos a priori. Esta observación induce la noción de optimalidad de un método

de regularización sobre los conjuntos fuente Xµ, ρ.

Definición 2.20. Sean X , Y espacios de Hilbert, T ∈ L(X, Y ) con R(T ) no cerrado, {Rα} una

familia de operadores de regularización para T † y α∗ una regla de elección de parámetro.

i) Se dice que ({Rα}, α∗) es (un método de regularización) óptimo en Xµ, ρ si

∆(δ,Xµ, ρ, Rα∗) = δ
2µ

2µ+1 ρ
1

2µ+1 , ∀ δ > 0.

ii) Se dice que ({Rα}, α∗) es (un método de regularización) de orden óptimo en Xµ, ρ si

existe una constante C ≥ 1 tal que

∆(δ,Xµ, ρ, Rα∗) ≤ C δ
2µ

2µ+1 ρ
1

2µ+1 , ∀ δ > 0.

Notar que los conjuntos fuente crecen a medida que µ tiende a cero y la convergencia óptima

se vuelve más lenta.

En lo que sigue enunciamos un teorema que nos provee un orden de convergencia óptimo

para un método de regularización en el cual los errores en el dato yδ se suponen modelados por

un proceso estocástico con distribución normal. Dicho teorema será de utilidad a la hora de

comparar algunos resultados que analizaremos en los Caṕıtulos 3 y 4.
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Teorema 2.21. Sean s > 0, x ∈ Hs(Rd) y yδ modelado a partir de un proceso estocástico con

distribución normal y nivel de error δ > 0 para ruido aditivo. Sea, además, T : L2(Rd) → L2(Rd)

un operador acotado con R(T ) no cerrado, que satisface una propiedad de “suavizado” de orden

t sobre los espacios de Sobolev, es decir, si x ∈ Hs(Rd) entonces Tx ∈ Hs+t(Rd).

Dada una familia de operadores de regularización ({Rα}, α) para T † y α∗ una regla de

elección de parámetros, decimos que el método de regularización tiene orden óptimo si alcanza

el siguiente orden de convergencia

E
?
?Rα∗y

δ − x?
?

= O(δ
t

s+t+d/2 ). (2.30)

Demostración. Ver [31], Lemma 3.2. ?

2.4. Calificación

En esta sección introducimos un concepto fuertemente vinculado a ciertos órdenes óptimos

de convergencia que pueden alcanzarse mediante la aplicación de métodos de regularización,

bajo ciertos supuestos a priori : el concepto de “calificación” de un método de regularización.

En muchos casos la función ωµ en (2.10) se elige en términos de potencias de α como

ωµ(α)
.
= cαµ, (2.31)

donde c es una constante positiva independiente de α. En tal caso, en virtud del Teorema 2.6,

la hipótesis “x† ∈ Xµ” resultará en un mejor orden de convergencia del error de regularización

cuanto mayor sea µ (esto es, cuanto más fuerte sea la hipótesis sobre el grado de regularidad

de x†). El mayor valor de µ para el cual se cumple (2.10) está relacionado con el concepto de

calificación clásica de un MRE.

Definición 2.22. Sea {gα}α∈(0,α0) un MRE. Denotemos con I(gα) al conjunto

I(gα)
.
= {µ ≥ 0 : ∀λ ∈ [0,∞), ∃ k > 0 tal que λµ |rα(λ)| ≤ k αµ , ∀α ∈ (0, α0)}

y sea µ0
.
= sup

µ∈I(gα)
µ. Si 0 < µ0 <∞, decimos que {gα} posee calificación clásica de orden µ0.

Es oportuno señalar que I(gα) es siempre no vaćıo puesto que 0 ∈ I(gα) en virtud de (H2 ).

Si un MRE posee calificación clásica, se tiene el siguiente resultado con respecto al error de

regularización:

Corolario 2.23. Sean X, Y espacios de Hilbert, T ∈ L(X, Y ) y {gα} un MRE con calificación

clásica de orden µ. Si x† ∈ Xµ, entonces
??xα − x†

?? = O(αµ) cuando α→ 0+, donde x† .= T †y,

xα
.
= Rαy y Xµ es como en (2.26).
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Demostración. Es una consecuencia inmediata de la Definición 2.22 y del Teorema 2.6. ?

Notar que si {gα} es un MRE para el cual µ0 = ∞, donde µ0 está dado por la Definición

2.22, entonces la condición (2.10) con ωµ dado por (2.31) se satisface para todo µ > 0. De esta

forma, se deduce del Teorema 2.6 que, para cualquier µ > 0, la hipótesis “x† ∈ Xµ” implica

que la tasa de convergencia a cero del error de regularización es O(αµ). En este caso, cuanto

mayor regularidad tenga x†, mejor será el orden de convergencia del error de regularización.

Sin embargo, no ocurre lo mismo cuando {gα} tiene calificación clásica de orden µ0 (i.e. cuando

0 < µ0 < ∞), pues la mejor tasa de convergencia que se puede obtener para el error de

regularización es O(αµ0), la cual se obtiene bajo el supuesto a priori de que x† ∈ Xµ0 . Si se

agregan hipótesis adicionales de regularidad sobre x† (por ejemplo, x† ∈ Xµ∗ con µ∗ > µ0), la

tasa de convergencia del error de regularización no se puede mejorar, i.e., sigue siendo O(αµ0).

Mathé y Pereverzev, en el año 2003 ([32]), introdujeron por primera vez la siguiente defi-

nición de calificación de un MRE, con lo cual formalizaron y extendieron la noción clásica de

este concepto.

Definición 2.24. Sean a > 0 y ρ : (0, a] → (0,∞) una función creciente. Se dice que el MRE

{gα} posee calificación ρ si existe una constante γ ∈ (0,∞) tal que

sup
λ∈(0,a]

|rα(λ)| ρ(λ) ≤ γ ρ(α) ∀ α ∈ (0, a], (2.32)

donde rα(λ)
.
= 1 − λgα(λ).

Observación 2.25. Es importante notar que, según esta definición, la calificación de un MRE

es una función (de α) y no un número como ocurre con la calificación clásica (el orden µ0). Por

otra parte, se puede ver inmediatamente que si un MRE tiene calificación clásica de orden µ0,

entonces la función ρ(α)
.
= αµ es calificación según la Definición 2.24 para todo µ ∈ (0, µ0].

Incluso se puede probar que si ωµ(α), dada por (2.31), satisface (2.10) para algún µ∗, entonces

también satisface

sup
0<σ≤∞

|1 − σgα(σ)|σµ = o(αµ),

para todo µ ∈ [0, µ∗).

En 2009, Spies y Temperini ([42]) generalizaron los conceptos de calificación clásica y cali-

ficación según Mathé, para métodos de regularización arbitrarios introduciendo tres niveles de

calificación: débil, fuerte y óptima. Alĺı mostraron que la calificación débil extiende la calificación

de Mathé y Perverzev. También mostraron que algunos métodos tradicionales de regularización

que no poseen calificación clásica (tales como los métodos de Landweber, Showalter y TSVD
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que se detallan en la próxima sección) śı tienen calificación generalizada, lo que lleva a órdenes

de convergencia óptimos para el error de regularización.

2.5. Reglas de elección de parámetro

En esta sección introduciremos reglas de elección de parámetro que forman parte de méto-

dos de regularización de orden óptimo sobre conjuntos fuente del tipo Xµ o Xµ,ρ, µ, ρ > 0.

Presentaremos, en primer lugar, reglas de elección de parámetro a priori, que dependen sólo del

nivel de ruido δ y por ello, pueden definirse “antes” de la obtención del dato yδ. En segundo

lugar, presentaremos una de las reglas de elección de parámetro a posteriori más frecuentemente

utilizada, conocida como el “principio de discrepancia de Morozov”.

2.5.1. Reglas de elección de parámetro a priori

Las reglas de elección de parámetro a priori dependen sólo del nivel de ruido δ y no del

dato yδ. Una forma sencilla en que se suelen definir este tipo de reglas es como potencias de δ,

es decir,

α(δ) = p δs, (2.33)

donde p y s son constantes positivas.

Sean α(δ) una regla de elección de parámetro a priori y h : R+ → R+. Si existen constantes

positivas c1 y c2 tales que

c1h(δ) ≤ α(δ) ≤ c2h(δ),

para δ en un intervalo a la derecha de 0, entonces diremos que α es del orden de h(δ) (o que α

y h tienen el mismo orden) para δ → 0 y lo denotaremos con α ∼ h(δ) para δ → 0.

Recordemos que una regla de elección de parámetro, a diferencia de una familia de ope-

radores de regularización, se define para un dato y fijo. En algunos casos, como veremos a

continuación, cuando se tiene algún tipo de información a priori acerca de la solución exacta

x† .= T †y, por ejemplo cuando se conocen los valores exactos de µ y ρ en la condición fuente

x† ∈ Xµ,ρ, es posible definir reglas de elección de parámetros como en (2.33), donde las constan-

tes p y s se determinan a partir de µ y ρ, de tal manera que, si el MRE satisface determinadas

condiciones, dichas reglas forman parte de un método de regularización de orden óptimo en

Xµ,ρ. En efecto:
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Proposición 2.26. Sean X, Y espacios de Hilbert, T ∈ L(X,Y ), {gα} un MRE tal que Gα,

definida como en (2.13), satisface

Gα = O

?
1

α

?
cuando α→ 0+. (2.34)

Sean µ, ρ > 0. Supongamos que existe una constante c > 0 independiente de α tal que ωµ :

(0, α0) → R+ definida como en (2.31) satisface (2.10). Si α∗(δ) es una regla de elección de

parámetro a-priori que satisface

α∗ ∼
?
δ

ρ

? 2
2µ+1

, (2.35)

entonces el método de regularización
?
{Rα}, α∗(δ)

?
es de orden óptimo en Xµ,ρ, donde {Rα} es

la familia de operadores definidos por (2.7).

Demostración. Sean x† .
= T †y ∈ Xµ,ρ, y

δ ∈ Y tal que
??yδ − y

?? ≤ δ, xα
.
= Rαy y

xδα
.
= Rαy

δ. De los Teoremas 2.6 y 2.7 (recordar que por hipótesis ωµ(α) = cαµ satisface (2.10) )

y de la condición (2.34) sobre Gα se sigue que

???xδα∗ − x†
??? ≤

???xα∗ − x†
??? +

???xα∗ − xδα∗

??? ≤ cα∗µρ+ kδ

?
C

α∗
, (2.36)

donde k es una constante positiva independiente de α y C es la constante de la hipótesis (H2 ).

Utilizando (2.35) es fácil probar que el lado derecho de la última desigualdad en (2.36) se puede

acotar por ĉ δ
2µ

2µ+1 ρ
1

2µ+1 , donde ĉ es una constante positiva independiente de δ. Luego, (ver

Definición 2.20) el método de regularización ({Rα}, α∗(δ)) es de orden óptimo en Xµ,ρ, como

queŕıamos probar. ?

Observación 2.27. A menudo sucede que no se conoce el valor de ρ. En tal caso, si conside-

ramos una regla de elección de parámetro α ∼ δ
2

2µ+1 , se obtiene una cota para el error total

que es al menos óptima con respecto a la potencia de δ, es decir, de orden óptimo en Xµ:
??xδα − x†

?? = O
?
δ

2µ
2µ+1

?
. Si también µ es desconocido, entonces en tal caso no es apropiado usar

una regla de elección de parámetro a priori y se deberá considerar alguna regla a posteriori

como las que veremos en la siguiente sección.

2.5.2. Reglas de elección de parámetro a posteriori : el principio

de discrepancia de Morozov

En esta sección presentamos una regla de elección de parámetro a posteriori muy utilizada

en aplicaciones y problemas concretos, conocida como el principio de discrepancia de Morozov

([34]). Como señalamos en la Observación 2.27, este tipo de reglas de elección de parámetro
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es particularmente apropiada en los casos en los que no se dispone de ninguna información a

priori acerca de la regularidad de la solución exacta, en particular, cuando no se conoce ningún

valor de µ > 0 tal que x† ∈ Xµ.

Dado un MRE {gα}, el principio de discrepancia de Morozov consiste esencialmente en

elegir el parámetro de regularización mediante una comparación entre la “discrepancia” (de alĺı

el nombre)
??Txδα − yδ

?? =
??(TRα − I)yδ

?? y una cota asociada con el nivel de ruido δ, donde Rα

está dado por (2.7). Más precisamente, supongamos que queremos resolver el problema Tx = y,

pero en lugar del dato exacto y sólo se conoce un dato con ruido yδ tal que
??y − yδ

?? ≤ δ. En este

caso, claramente no tiene sentido tratar de encontrar una solución aproximada x̃ que produzca

una discrepancia
??T x̃− yδ

?? que sea estrictamente menor que δ. Lo mejor que podŕıamos obtener

es una discrepancia de orden δ. Por otra parte, para un nivel de ruido fijo δ > 0, el error total

aumenta a medida que el parámetro de regularización α tiende a cero, con lo cual la estabilidad

disminuye. Este simple razonamiento nos permite concluir que lo mejor que podemos hacer es

elegir el mayor parámetro de regularización posible que resulte en una discrepancia “de orden

δ”. Es precisamente la formalización de este razonamiento lo que constituye el principio de

discrepancia de Morozov. Sea τ una constante positiva tal que

τ > sup
α>0, λ∈[0,?T?2]

|rα(λ)| ,

donde rα(λ) es como en (2.9). Notar que τ > 1 pues rα(0) = 1. El parámetro de regularización

definido mediante el principio de discrepancia está dado por

αd(δ, y
δ)
.
= sup

?
α > 0 :

???Txδα − yδ
??? ≤ τδ

?
. (2.37)

Es fácil probar que, si para cada λ > 0, el mapeo α → gα(λ) es continuo por izquierda,

entonces el funcional α →
??Txδα − yδ

?? también es continuo por izquierda. Luego, se alcanza el

supremo en (2.37) y aśı,
???Txδαd(δ,yδ) − y

δ
??? ≤ τδ.

2.6. Métodos de regularización espectrales

En esta sección presentamos algunos de los métodos de regularización espectrales más uti-

lizados en aplicaciones y problemas concretos muy conocidos en la literatura. En cada caso

definiremos la correspondiente familia de funciones {gα}, la representación para la solución

regularizada en el caso de operadores compactos y analizaremos si dichos métodos poseen cali-

ficación clásica.
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2.6.1. El método de descomposición en valores singulares trun-

cada (TSVD)

El método de descomposición en valores singulares truncada o TSVD se obtiene anulando

los valores del espectro de T ∗T que se encuentran por debajo de un cierto umbral dado por el

parámetro de regularización α. En este caso entonces, para α ∈ (0, α0) la familia {gα} se define

por

gα(λ)
.
=





1
λ si λ ∈ [α,∞),

0 si λ ∈ [0, α).
(2.38)

Es fácil ver que {gα} es un MRE y que la hipótesis (H2 ) se verifica con C = 1. La condición

(2.10) se satisface con ωµ(α) = αµ para todo µ > 0, de lo cual se sigue que µ0 = ∞, con µ0

como en la Definición 2.22. Luego, este método no posee calificación clásica.

La solución regularizada a partir del dato con ruido yδ está dada por

xδα
.
= gα(T ∗T )T ∗yδ =

? ?T?2+

α

1

λ
dEλT

∗yδ. (2.39)

Observar que en el caso en que T es compacto, con sistema singular {(σn;un; vn)}, entonces xδα

se puede calcular usando (2.8) y (1.8) en la siguiente forma:

xδα =
?

n:σ2
n≥α

1

σ2
n

?
T ∗yδ, un

?
un =

?

n:σ2
n≥α

1

σ2
n

?
yδ, Tun

?
un =

?

n:σ2
n≥α

1

σn

?
yδ, vn

?
un,

la cual puede verse como una versión “truncada” de la descomposición en valores singulares de

T †y dada en (1.13). Esto justifica el nombre del método.

2.6.2. El método de Tikhonov-Phillips

Como vimos en la Sección 2.2 el método de regularización de Tikhonov-Phillips se define a

partir de la famila de funciones {gα} dada por

gα(λ) =
1

λ+ α
para α ∈ (0, α0), λ ∈ [0, ?T?2]. (2.40)

Para determinar si este método espectral posee calificación clásica, y en caso afirmativo

hallar su orden, se debe encontrar una función ωµ(α) del tipo dado en (2.31), i.e. ωµ(α) = cαµ,

de tal manera que sea cota superior de la función

hµ(λ)
.
= λµ |rα(λ)| = λµ

α

α + λ
.
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Observar que para µ < 1, se tiene que hµ(λ) alcanza su máximo en λ =
µα

1 − µ y entonces

hµ(λ) ≤ µµ(1−µ)1−µαµ ≤ αµ. Para µ ≥ 1, hµ(λ) es estrictamente creciente y alcanza su mayor

valor en ?T?2. Entonces, definimos ωµ como

ωµ(α)
.
=




αµ, para µ ≤ 1

?T?2µ−2 α, para µ > 1.

Luego, se deduce que {gα} tiene calificación clásica de orden µ0 = 1, pues (2.10) se satisface

con ωµ(α) = αµ para todo µ ∈ [0, 1].

Finalmente, es importante observar que para un operador compacto T con sistema singular

{(σn;un; vn)}, la ecuación (2.15) tiene la forma

xδα =
∞?

n=1

σn
σ2
n + α

?
yδ, vn

?
un.

Una comparación con la ecuación que define a la inversa generalizada de Moore-Penrose (1.13)

permite ver claramente cómo Tikhonov-Phillips estabiliza las aproximaciones: los errores en

?yδ, vn? ya no son amplificados por los factores 1/σn, sino por los factores σn/(σ
2
n + α), los

cuales permanecen acotados cuando n→ ∞ y, más aún, tienden a 0.

2.6.3. El método de Showalter o de regularización asintótica

El método de regularización asintótica o método de Showalter se construye a partir de la

solución uδ : R+
0 → X del problema de valores iniciales




u?δ(t) + T ∗Tuδ(t) = T ∗yδ, t ≥ 0,

uδ(0) = 0,
(2.41)

definiendo xδα
.
= uδ

?
1
α

?
. Si se reemplaza yδ por y en (2.41), entonces escribimos u y xα en lugar

de uδ y xδα. Veamos que

v(t)
.
=

?
(1 − e−λt)

λ
dEλ T

∗yδ, t ≥ 0

es solución de (2.41), donde {Eλ} es la familia espectral asociada a T ∗T . Como

v?(t) =

?
e−λt dEλ T

∗yδ

(esta derivación puede justificarse rigurosamente mediante el Teorema de la Convergencia Do-

minada), se tiene que

T ∗Tv(t) =

?
λ

?
1 − e−λt
λ

?
dEλ T

∗yδ = T ∗yδ − v?(t),



2.6 Métodos de regularización espectrales 57

lo cual junto al hecho obvio de que v(0) = 0, permite afirmar que v(t) es efectivamente solución

del problema de valores iniciales (2.41). Luego,

xδα = v

?
1

α

?
=

?
1 − e− λ

α

λ
dEλ T

∗yδ.

Como la función

gα(λ) =
(1 − e− λ

α )

λ
=

? 1
α

0
e−λsds (2.42)

es continua para todo λ ≥ 0, resulta que gα pertenece a M0, el conjunto de funciones medibles

con respecto a la medida d?Eλx?2, y aśı, xδα = gα(T ∗T )T ∗yδ. Se puede ver fácilmente que gα

satisface las hipótesis (H1 )-(H3 ) de la Definición 2.3 y por lo tanto es un MRE. La hipótesis

(H2 ) se verifica con C = 1.

Este método suele llamarse también de regularización asintótica porque en (2.42) no se inte-

gra hasta ∞, sino sólo hasta 1/α, donde α actúa como parámetro de regularización. Cuando α→
0+, este extremo superior de integración se hace más grande y aśı, la exactitud

??xα − x†
?? mejora

(el error de regularización tiende a 0), pero eventualmente el error asociado al ruido
??xδα − xα

??

empeora (recordar que se sigue del Teorema 2.7 que
??xδα − xα

?? ≤ δ
√
CGα = δ

?
1/α ).

Analicemos ahora si este MRE posee calificación clásica. La función

hµ(λ)
.
= λµ |rα(λ)| = λµe−

λ
α ,

alcanza su máximo en λ = αµ y entonces hµ(λ) ≤ αµµµe−µ para todo µ > 0. Aśı, la condición

(2.10) se satisface con ωµ(α)
.
= αµµµe−µ para todo µ > 0, de lo cual se deduce que µ0 = ∞.

Luego, este método no posee calificación clásica.

Del Teorema 2.5 y del hecho que xα = u(t) para t = 1/α se sigue que si y ∈ D(T †), entonces

ĺım
t→∞

u(t) = ĺım
α→0+

xα = T †y, (2.43)

mientras que si y /∈ D(T †) entonces ĺım
t→∞

?u(t)? = ∞.

Resulta interesante observar que, puesto que v?(t) → 0 y xα → x† cuando t → ∞, la

solución exacta x† se puede interpretar como el estado estacionario de la solución del problema

de valores iniciales (2.41). Asimismo, es importante observar que la ecuación diferencial en (2.41)

se convierte en la ecuación normal T ∗Tx† = T ∗y para “t = ∞”.

2.6.4. El método de Landweber

El método de Landweber es, en principio, un método iterativo que consiste esencialmente en

calcular la sucesión de aproximaciones {xδk}k∈N de forma recursiva, a partir de un valor inicial
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x∗ = xδ0, mediante

xδk = xδk−1 + T ∗(yδ − Txδk−1).

Notar que en este caso la regla de elección de parámetro α, caracteŕıstica de los métodos

espectrales se ve reemplazada por el criterio de parada en las iteraciones.

Por otro lado, es importante observar y se puede probar fácilmente que este método de

regularización iterativo es también un método espectral asociado a la familia espectral discreta

gk(λ)
.
=

k−1?

j=0

(1 − λ)j con 0 < λ < 2.

Luego, el método iterativo de Landweber puede expresarse de forma no recursiva como

Rk y =

k−1?

j=0

?

σn>0

(1 − σ2
n)jσn?y, vn?un. (2.44)

Con respecto a la calificación de este MRE, observar que en este caso se tiene que

hµ(λ)
.
= λµ |rk(λ)| ≤





(k + 1)−µ, para µ ≤ 1,

(µ)µ(k + 1)−µ, para µ > 1.

Luego, la condición (2.10) se satisface con

ωµ(α)
.
=





(k + 1)−µ, para µ ≤ 1,

(µ)µ(k + 1)−µ, para µ > 1,

de lo cual se sigue que µ0 = ∞. Concluimos entonces que este método tampoco posee calificación

clásica.



CAPÍTULO 3

Regularización wavelet-espectral

En este caṕıtulo presentaremos un método de regularización wavelet-espectral para resolver

problemas inversos lineales mal condicionados. El fundamento principal para la incorporación

de wavelets en el tratamiento de este tipo de problemas en los que los datos están contaminados

con algún nivel de ruido, radica en lo ya expuesto en el Caṕıtulo 1. Principalmente destacamos

que aplicar umbralado wavelet a estos datos constituye una herramienta eficaz para reconstruir

un dato casi libre de ruido sin modificar demasiado las caracteŕısticas principales del dato origi-

nal, comparando con métodos tradicionales de filtrado por bandas de frecuencia. En un contexto

general aplicado a señales o imágenes, una base multiresolución wavelet nos permite diferenciar

y agrupar los rasgos más importantes que determinan “la identidad” de una señal través de las

componentes de alta y baja frecuencia. Utilizando esta ventaja proponemos realizar un umbra-

lado wavelet para atenuar o eliminar componentes de alta frecuencia especialmente asociadas al

ruido con el objetivo de que este filtrado previo provea a los métodos espectrales tradicionales

datos considerablemente más cercanos a los datos exactos. Esto nos debeŕıa permitir obtener

regularizaciones con parámetros de regularización significativamente mas pequeños, obteniendo

aśı soluciones más cercanas a la solución exacta.

El método wavelet-espectral que presentaremos consta de dos pasos. Una expansión wavelet

seguida del umbralado fuerte constituyen el primero de ellos, mientras que el segundo consiste

en la aplicación de un método de regularización espectral clásico, con ciertas propiedades que

pueden expresarse en términos de su calificación clásica (ver [17],[43]). El principal objetivo de

este caṕıtulo es estudiar su convergencia y orden de convergencia. Además de presentar el méto-

do detalladamente, en particular, probaremos que bajo determinadas condiciones, el método es

óptimo según (2.30) (o más precisamente casi-óptimo en un sentido que detallaremos riguro-

samente cuando sea necesario). La utilización de wavelets en métodos de regularización remite

primariamente a un trabajo de Klann, Maass y Ramlau ([26]) donde los autores proponen un

método combinado wavelet-Tikhonov y prueban algunos resultados de convergencia en términos

del nivel de ruido.
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Comenzamos este caṕıtulo con una sección de preliminares donde presentaremos el problema

a abordar, las principales hipótesis sobre el operador y los espacios funcionales con los que

trabajamos. En la Sección 3.2 haremos un análisis detallado de la convergencia para los errores de

proyección, umbralado y regularización, lo que nos permitirá probar un teorema fundamental de

convergencia de orden casi-óptimo para el método combinado wavelet-Landweber. Por último, en

la Sección 3.3 generalizaremos esos resultados de convergencia para el caso de métodos wavelet-

espectrales en los que la familia espectral posee ciertas propiedades asociadas a su calificación

clásica (ver [17], [43]). En particular probaremos que bajo ciertas condiciones, el método de dos

pasos converge de forma óptima.

3.1. Preliminares

Consideraremos problemas inversos de la forma

Tf = g (3.1)

donde T es un operador lineal y de rango no cerrado entre dos espacios de Hilbert X e Y y

g es el dato que se supone conocido, quizás con un cierto grado de error. En lo que sigue, y

por razones de simplicidad supondremos además que T es compacto, sin embargo, todos los

resultados siguen siendo válidos para el caso de operadores no compactos.

A lo largo de las siguientes secciones Ω denotará un dominio acotado contenido en Rd, 1 ≤
d < ∞. En ciertas ocasiones, por simplicidad utilizaremos Ω = Q, el cubo unitario Q

.
= [0, 1]d,

no obstante todos los resultados pueden extenderse a dominios acotados Ω generales.

A continuación describiremos las hipótesis que impondremos sobre el operador T , sobre la

solución exacta de nuestro problema y también sobre el error de observación. En relación al

operador T : L2(Ω) → L2(Ω) supondremos que satisface una propiedad a la que llamaremos de

t-suavizado sobre espacios de Sobolev. Dicha propiedad consiste en la existencia de una constante

t = t(T ) > 0 tal que Ran(T ) ⊆ H t(Ω), donde H t(Ω) es, como definimos en la Sección 1.1, el

espacio de Sobolev usual de orden t. Como es usual en problemas inversos mal condicionados,

con respecto a la solución exacta supondremos que esta satisface una condición fuente del tipo

f ∈ Ran
?
(T ∗T )ν/2

?
, para algún ν > 0. Se puede probar que, bajo la condición de t-suavizado

del operador T , esta condición es equivalente a f ∈ Hνt(Ω). Con más generalidad, se puede

probar que ∀ s ∈ R,

f ∈ Ran
?
(T ∗T )s/2t

?
⇔ f ∈ Hs(Ω). (3.2)
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Por último, para el error de observación supondremos un modelo estocástico . Más precisamente,

nuestra observación estará dada por gδ = g + δdW = Tf + δdW , donde dW es ruido blanco y

δ > 0 es el nivel de error.

De aqúı en más, si T posee la propiedad de t-suavizado, en virtud de (3.2) identificaremos

f ∈ Hs(Ω) con el elemento xf de L2(Ω) tal que f = (T ∗T )
s
2t xf y utilizaremos la equivalencia

de las normas ?f?Hs(Ω) y ? (T ∗T )−
s
2t f?. Observar que si {(σn;un; vn)} es un sistema singular

para el operador T , esta equivalencia se traduce en el hecho que ∀ s > 0

?f?2
Hs(Ω) ?

?

σn>0

σ
− 2s

t
n |?f, un?|2. (3.3)

A menudo y por razones de simplicidad notacional, utilizaremos (3.3) como una igualdad.

Como en la Sección 1.4 denotaremos con ψ y φ a la función wavelet y su función de escala

asociada, respectivamente, ambas en L2(Ω). Con Pj : L2(Ω) → Vj denotaremos a la proyección

ortogonal sobre Vj y, para γ > 0, Sγ : Vj → Vj denotará al operador de umbralado wavelet.

A continuación procederemos a formalizar nuestro método de regularización wavelet-espectral.

En un primer paso, aplicaremos el operador proyección Pj seguido del operador de umbralado

Sγ , con el objetivo de atenuar la influencia de las componentes de alta frecuencia del ruido y

recuperar ciertas condiciones de suavidad del dato. En el segundo paso aplicaremos el operador

de regularización espectral, al que denotamos con Rα. Aśı, la solución regularizada del problema

(3.1) con la utilización de este método estará dada por

f δreg
.
= RαSγPjg

δ.

3.2. Análisis de convergencia

En esta sección estudiaremos la convergencia y órdenes de convergencia del método de

dos pasos descripto anteriormente. Para ello comenzaremos realizando estimaciones para cada

uno de los errores de proyección, umbralado y regularización, individualmente. Finalmente,

utilizando todas estas estimaciones en la última sección de este caṕıtulo, presentaremos un

teorema en el que probaremos que el método combinado converge y veremos además que el

orden de convergencia para el error total es casi-óptimo.

3.2.1. Estimación del error de proyección wavelet

En esta sección analizaremos la convergencia de las proyecciones sobre los espacios wavelets,

bajo ciertas condiciones sobre el dato y la función de escala.
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Para probar el resultado principal de esta sección (Teorema 3.5) necesitaremos previamente

de una serie de lemas y teoremas auxiliares que presentamos a continuación. Dado un dominio

D ∈ Rd, de aqúı en más denotaremos con Πm(D) al conjunto de todos los polinomios de

grado menor o igual que m, definidos sobre D. Tal como vimos en el caṕıtulo 1, con polinomio

de grado m hacemos referencia a la combinación lineal de las funciones base x
k1
1 . . . x

kd
d para

k1 + · · · + kd ≤ m.

Lema 3.1. Sean 1 ≤ p ≤ +∞, ? ∈ N0, j ∈ Z y Vj como antes. Entonces si φ ∈ W ?, p(Ω) existe

una constante C independiente de j tal que para toda f ∈ Vj se satisface

?f?W ?, p(Ω) ≤ C 2? j?f?Lp(Ω).

Demostración. Ver Teorema 3.4.1 en [10]. ?

Lema 3.2. Sean 1 ≤ p ≤ +∞, m ∈ N y Ω un dominio acotado. Entonces existe una constante

C que depende de d, m, p y Ω, tal que para toda f ∈ Wm+1,p(Ω) se verifica

ı́nf
g∈Πm(Ω)

?f − g?Lp(Ω) ≤ C |f |Wm+1, p(Ω).

Demostración. Ver Teorema 3.2.1 en [10]. ?

El resultado del Lema 3.2 tiene una consecuencia directa sobre el error de aproximación

polinomial local para funciones en Wm+1, p(Ω). En efecto

Corolario 3.3. Sean 1 ≤ p ≤ ∞, m ∈ N, f ∈ Wm+1,p(Q), Ih ⊆ Q, donde Ih es un cubo en

Rd de lados de longitud h y paralelos a los ejes coordenados. Entonces existe una constante C

independiente de h y de f , tal que

ı́nf
g∈Πm(Ih)

?f − g?Lp(Ih) ≤ C hm+1|f |Wm+1, p(Ih). (3.4)

Demostración. Consideremos en primer lugar el caso 1 ≤ p < ∞. Sean h ∈ (0, 1], a ∈ Rd

y Th : Rd → Rd la transformación af́ın definida por Thx = hx + a tal que Th(Q) = In. Sea

f ∈ Wm+1,p(Q). Veremos que la estimación (3.4) se sigue de aplicar el Lema 3.2 a fh
.
= f ◦ Th.

En efecto, notemos en primer lugar que

|fh|Wm+1, p(Q) =
?

|α|=m+1

??

Q
|∂αx f(hx+ a)|pdx

?1/p

=
?

|α|=m+1

??

Q
|hm+1f (α)(hx+ a)|pdx

?1/p
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= hm+1
?

|α|=m+1

??

Ih

|f (α)(z)|ph−ddz
?1/p

= h
m+1− d

p |f |Wm+1, p(Ih). (3.5)

De manera exactamente análoga, se prueba que para todo g ∈ Πm(Q)

?f − g?Lp(Ih) = h
d
p ?fh − g ◦ Th?Lp(Q). (3.6)

Luego, se sigue que

ı́nf
g∈Πm(Ih)

?f − g?Lp(Ih) ≤ ı́nf
g∈Πm(Q)

?f − g?Lp(Ih) (pues Πm(Q) ⊂ Πm(Ih))

= h
d
p ı́nf
g∈Πm(Q)

?fh − g ◦ Th?Lp(Q) (en virtud de (3.6))

= h
d
p ı́nf
g̃∈Πm(Ih)

?fh − g̃?Lp(Q) (g̃
.
= g ◦ Th)

≤ h
d
p ı́nf
g̃∈Πm(Q)

?fh − g̃?Lp(Q). (por Πm(Q) ⊂ Πm(Ih)) (3.7)

Por otro lado, puesto que f ∈ Wm+1,p(Q) del Lema 3.2 se tiene que

ı́nf
g∈Πm(Q)

?fh − g?Lp(Q) ≤ C |fh|Wm+1, p(Q). (3.8)

Finalmente (3.4) se sigue concatenando las estimaciones (3.7), (3.8) y (3.5).

Supongamos ahora que p = ∞ y sea f ∈ Wm+1,∞(Q). Queremos probar que existe C

independiente de h y de f tal que

ı́nf
g∈Πm(Ih)

sup
x∈Ih

|f(x) − g(x)| ≤ C hm+1
?

|α|=m+1

sup
x∈Ih

|∂αx f(x)|. (3.9)

Las ecuaciones (3.5) y (3.6) tienen su correlato en el caso p = ∞. En efecto, siguiendo pasos

análogos se prueba fácilmente que

|fh|Wm+1,∞(Q) =
?

|α|=m+1

sup
x∈Q

|∂αx fh(x)| = hm+1
?

|α|=m+1

sup
z∈Ih

|fα(z)| = hm+1|f |Wm+1,∞(Ih)

(3.10)

y también la identidad análoga a (3.6) para el caso p = ∞, es decir

?f − q?L∞(Ih) = sup
z∈Ih

|f(z) − g(z)| = sup
x∈Q

|fh(x) − g ◦ Th(x)| = ?fh − g ◦ Th?L∞(Q). (3.11)

Tomando ahora ı́nfimo para g ∈ Πm(Ih) en (3.11) y siguiendo pasos análogos a los que condu-

jeron a (3.7), obtenemos

ı́nf
g∈Πm(Ih)

sup
z∈Ih

|f(z) − g(z)| ≤ ı́nf
g∈Πm(Q)

sup
x∈Q

|fh(x) − g(x)|. (3.12)



64 Regularización wavelet-espectral

Por otro lado, del Lema 3.2 con p = ∞ se sigue que existe una constante C tal que

ı́nf
g∈Πm(Q)

sup
x∈Q

|fh(x) − g(x)| ≤ C
?

|α|=m+1

sup
x∈Q

|∂αfh(x)|. (3.13)

Finalmente, la desigualdad (3.9) se sigue inmediatamente concatenando (3.12), (3.13) y (3.10).

?

El corolario anterior nos permitirá demostrar el teorema que presentamos a continuación, el

cual puede verse como una versión generalizada del Teorema 3.2.2 en [10]. Este teorema permite

obtener una cota para el error de proyección wavelet sobre Vj en términos de seminormas en

los espacios de Sobolev H t(Ω), para t ≤ n+ 1, donde n es el grado de reproducción polinomial

en Vj .

Teorema 3.4. Sean φ ∈ L2(Ω), Vj como antes, n el grado de reproducción polinomial en Vj y

t ∈ N tal que t ≤ n + 1. Entonces existe una constante C independiente de j tal que para toda

f ∈ Hn(Ω) se verifica que ?f − Pjf?L2(Ω) ≤ C 2−t j |f |Ht(Ω).

Demostración. Por simplicidad haremos la demostración solo para el caso Ω = Q = [0, 1]d.

El caso general se sigue de considerar un cubo Q̃ que contenga al dominio Ω y utilizar una

transformación af́ın T tal que T (Q̃) = Q.

Sea j ∈ N fijo. Para k ∈ Zd definimos los cubos diádicos Ij,k
.
= 2−j(k + Q) y el conjunto

K ⊂ Zd :
?

k∈K
Ij,k = Q. Por definición de ı́nfimo, existe un polinomio pj,k ∈ Πt−1(Ij,k) tal que

?f − pj,k?L2(Ij,k) ≤ 2 ı́nf
p∈Πt−1(Ij,k)

?f − p?L2(Ij,k) ≤ C1 2−tj |f |Ht(Ij,k), (3.14)

con C1 independiente de f , j y k, donde la última desigualdad se sigue del Corolario 3.3.

Luego

?f − Pjf?L2(Ij,k) ≤ ?f − pj,k?L2(Ij,k) + ?pj,k − Pjf?L2(Ij,k)

= ?f − pj,k?L2(Ij,k) + ?Pj (pj,k − f) ?L2(Ij,k) (t− 1 ≤ n− 1)

≤ 2?f − pj,k?L2(Ij,k)

≤ 2C1 2−tj |f |Ht(Ij,k). (por 3.14)

Finalmente, el teorema se sigue de la desigualdad anterior sumando sobre todos los ı́ndices

k ∈ K. ?

A continuación demostramos el teorema principal de esta sección, el que será de suma

importancia para varios de los resultados que presentaremos más adelante.
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Teorema 3.5 (Orden de convergencia del error de proyección). Sean t, s ∈ N0 con

0 ≤ s ≤ t, φ ∈ Hs(Ω) y n ∈ N tal que t < n donde n− 1 es el grado de reproducción polinomial

en Vj. Entonces existe una constante C independiente de j, tal que para toda f ∈ H t(Ω) se

verifica

?f − Pjf?Hs(Ω) ≤ C 2−j(t−s)?f?Ht(Ω).

Demostración. El caso s = t se sigue trivialmente, supongamos entonces que s < t. Tal

como vimos en el Caṕıtulo 1, utilizando la descomposición multiescala de f podemos expresar

el error de proyección sobre Vj de la siguiente manera

f − Pjf =

∞?

?=j

g? =

∞?

?=j

P?+1f − P?f.

Tomando norma enHs(Ω) en ambos miembros de la igualdad y aplicando desigualdad triangular

en el lado derecho obtenemos

?f − Pjf?Hs(Ω) ≤
∞?

?=j

?P?+1f − P?f?Hs(Ω). (3.15)

Por otro lado

?P?+1f − P?f?Hs(Ω) ≤ C1 2s ??P?+1f − P?f?L2(Ω) (en virtud del Lema 3.1)

≤ C1 2s?
?
?P?+1f − f?L2(Ω) + ?f − P?f?L2(Ω)

?

≤ C1 C2 2s?
?
2−?t|f |Ht(Ω) + 2−(?+1)t|f |Ht(Ω)

?
(por Teorema 3.4)

≤ C1 C2 2s?2−?t|f |Ht(Ω)

?
1 + 2−t

?

≤ 2C1 C2 2−?(t−s)|f |Ht(Ω).

Finalmente, reemplazando esta desigualdad en (3.15) y considerando C3 = 2C1 C2 obtene-

mos la tesis

?f − Pjf?Hs(Ω) ≤ C3

∞?

?=j

2−?(t−s)|f |Ht(Ω)

= C3|f |Ht(Ω)

∞?

?=0

?
1

2t−s

??+j

= C3|f |Ht(Ω)

?
1

2t−s

?j
?

1

1 − 1
2t−s

?

≤ 2C3 2−(t−s)|f |Ht(Ω). ?



66 Regularización wavelet-espectral

3.2.2. Estimación del error de umbralado wavelet

En esta sección estudiaremos la convergencia para el error de umbralado wavelet. Enun-

ciamos a continuación el teorema principal que nos proporciona condiciones suficientes que

garantizan un orden de convergencia “apropiado” para la esperanza del error de umbralado.

Teorema 3.6 (Orden de convergencia del error de umbralado). Sean θ, η ∈ N tales que

0 < η ≤ θ, sean además g ∈ L2(Ω) y gδ
.
= g + δ dW , donde dW es ruido blanco. Supongamos

que la función de escala φ satisface φ ∈ Hη(Ω) y sean, a su vez, Pj el correspondiente operador

proyección sobre Vj y Sγ el operador de umbralado. Entonces, eligiendo γ
.
= Cδ

?
| log δ| (C una

constante positiva y arbitraria pero fija) y j ≤ j0
.
= ?− log(δ2| log δ|)

log 2 ?, se tiene que

E(?SγPjgδ − Pjg?2
Hη(Ω)) = O

?
(δ

?
| log δ|)

4(θ−η)
(2θ+d)

?
.

Para demostrar este teorema serán necesarios algunos resultados previos que también enun-

ciamos a continuación.

Lema 3.7. Sean θ, η ∈ N tales que 0 < η ≤ θ, q
.
= 2(2η + d)/(2θ + d) y supongamos que la

función de escala φ ∈ Bη2,2(Ω), Entonces, para cada j ∈ N, Vj = Pj
?
L2(Ω)

?
⊆ Bθq,q(Ω).

Demostración. Sean j ∈ N y g ∈ L2(Ω). Dado que Ω es un dominio acotado, el espacio

Vj
.
= span{φj,k : k ∈ Zd} es finito dimensional. Por lo tanto, la proyección de g sobre Vj , dada

por Pjg =
?

k βj,kφj,k, donde βj,k = ?g, φj,k?, tiene un número finito de coeficientes no nulos y

en consecuencia {βj,k}k∈Zd ∈ ?q.
Por otro lado, puesto que φ ∈ Bη2,2(Ω) y q < 2 el espacio de funciones cuyos coeficientes

wavelets {βj,k}k∈Zd ∈ ?q coincide con el espacio de Besov Bsq,q(Ω) donde s está definido por

s
.
= 2(2η+d)

2q − d
2 (ver [8], § 3). Ahora, para q = 2(2η + d)/(2θ + d) < 2 se tiene que s = θ, y por

lo tanto Pjg ∈ Bθq,q(Ω). ?

Corolario 3.8. Bajo las condiciones del lema anterior se tiene que si g ∈ L2(Ω) entonces

Pjg ∈ WBθq,q para todo j ∈ N.

Demostración. Como vimos en la Sección 1.5.1, este corolario se sigue inmediatamente

del hecho que Bθq,q(Ω) ⊂ WBθq,q(Ω). ?

Teorema 3.9. Sean 0 < p < ∞, α ∈ (0, 1) y q
.
= (1 − α)p. Supongamos que φ ∈ Hη(Ω)

para algún 0 < η y sean Pj el operador proyección sobre Vj y Sγ el operador de umbralado.

Entonces eligiendo γ = γ(δ)
.
= C0 δ

?
| log δ| (C0 una constante positiva y arbitraria pero fija) y

j0 = ?− log(δ2| log δ|)
log 2 ?, se tiene que para todo j ≤ j0 el espacio de las funciones g ∈ Bηp,p(Ω) tales
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que

E(?SγPjgδ − g?pBηp,p(Ω)
) = O

?
(δ

?
| log δ|)αp

?
(3.16)

coincide con el espacio débil WBsq,q(Ω) con s = p(2η+d)
2q − d

2 .

Demostración. Utilizaremos el Teorema 2 en [8] con η = σ, δ ≈ 1√
n
, γ = γ(δ) ≈ c(n),

γn = ∅, pj = 2j(η+d/2−d/p) y Λn = Λδ = {j ∈ N : 2j(η+d/2−d/p) ≤ γ−2}.

Para ello deberemos probar que se satisfacen las siguientes condiciones:

i) ĺım
n→∞

c(n) = 0 y ĺım sup
n→∞

c(n)

c(n+ 1)
<∞.

ii) Existe τ > −1 tal que para todo r > 0 se satisface #{j ∈ N : 2j(η+d/2−d/p) ≤ r} ≤ Crτ ,

donde C es una constante positiva independiente de r y τ .

iii) Existe una constante C > 0 tal que para todo j ∈ Λδ se verifica que E
?
|βδj,k − βj,k|2p

?
≤

Cγ2p, donde βδj,k = ?gδ, φj,k? y βj,k = ?g, φj,k? son los coeficientes wavelet de gδy g

respectivamente.

iv) Existen constantes positivas κ, C y γ ≥ αp, tales que P
?
|βδj,k − βj,k| ≥ κγ

2

?
≤ Cγγ para

todo j ∈ Λδ y para todo 0 < γ ≤ e−1.

Observar que las condiciones ii)-iv) corresponden, respectivamente, a las hipótesis (30), (a) y

(b) en [8].

La condición i) se sigue inmediatamente de la definición de c(n).

Veremos ahora que ii) se satisface para todo τ ≥ 1, en particular para τ = 1 y C
.
=

[(log 2)(η + d/2 − d/p)]−1. En efecto, Si j ∈ N es tal que 2j(η+d/2−d/p) ≤ r, entonces j ≤
log r

(log 2)(η+d/2−d/p) ≤ r
(log 2)(η+d/2−d/p) . Por lo tanto #{j : 2j(η+d/2−d/p) ≤ r} ≤ r

(log 2)(η+d/2−d/p) =

C r.

Para probar iii) observemos en primer lugar que puesto que para cada j ∈ N y k ∈ Zd

βδj,k−βj,k = δ?dW, φj,k?, se sigue que βδj,k−βj,k ∼ N(0, δ2) y por lo tanto X
.
= δ−1(βδj,k−βj,k) ∼

N (0, 1). Por lo tanto,

E(|βδj,k − βj,k|2p) = E(|δX |2p) = δ2pE(|X |2p) =
2δ2p√

2π

? ∞

0
x2pe−

x2

2 dx

=
2pδ2p√
π

? ∞

0
t(p+

1
2
)−1e−t dt =

2p Γ(p+ 1
2)√

π
δ2p

≤ 2p Γ(p+ 1
2)√

π
(δ

?
| log δ|)2p, (para todo 0 < δ ≤ e−1).

Luego E
?
|βδj,k − βj,k|2p

?
≤ Cγ2p donde C

.
= 2pΓ(p+1/2)√

π
.
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Finalmente para probar iv) utilizaremos un resultado clásico de probabilidad (ver Apéndice

A, proposición 5.1), que asegura que si Z ∼ N(0, 1), entonces para todo ω > 0 se verifica que

P (|Z| > ω) ≤ 3 e−
ω2

2 . (3.17)

Elijamos κ cualquier contante tal que κ ≥ 2
√

2αp
C0

y sea γ
.
=

C2
0κ

2

8 . Entonces para todos j ∈ Λδ

y 0 < δ ≤ e−1 se tiene que

P
?
|βδj,k − βj,k| ≥

κγ

2

?
= P

?
|X | ≥ κγ

2δ

?
= P

?
|X | ≥ κ

?
| log δ|
2

?
(por (3.17))

≤ 3 e−
κ2| log δ|

8 = 3 e
κ2 log δ

8 = 3 δγ

≤ 3 (δ
?

| log δ|)γ = 3 γγ .
?
γ ∈ (0, e−1] ⇒ δ ∈ (0, e−1]

?

Luego se verifica iv) con κ y γ como antes y C = 3. ?

Estamos ahora en condiciones de demostrar el teorema principal de esta seccción.

Demostración del Teorema 1.6. La demostración se sigue ahora inmediatamente del

Corolario 3.8 y del Teorema 3.9. En efecto, dados q = 2(2η+d)
2θ+d , φ ∈ Bη2,2(Ω) y g ∈ L2(Ω) por

el corolario podemos afirmar que Pjg ∈ WBθq,q(Ω). Luego, eligiendo α = 2(θ−η)
2θ+d y p = 2 en el

Teorema 3.9 obtenemos que s = 2(2η+d)
2q − d

2 = θ. Finalmente, se sigue del Teorema 3.9 que

Pjg ∈ Bη2,2(Ω) y, de (3.16), que

E(?SγPjgδ − Pjg?2
Bη2,2(Ω)) = O

?
(δ

?
| log δ|)

4(θ−η)
2θ+d

?
. ?

3.2.3. Estimación del error de regularización

En esta sección estudiaremos la convergencia de los errores de regularización para dos méto-

dos de regularización espectral. En particular, nos proponemos probar resultados sobre la con-

vergencia de errores al utilizar el método iterativo de Landweber y el método TSVD. Estos

resultados permitirán probar que los respectivos métodos en dos pasos alcanzan un orden de

convergencia casi-óptimo, en el sentido ya descripto.

Para ambos métodos de regularización probaremos dos lemas relacionados a la convergencia

y los correspondiente órdenes de convergencia de los errores generados por la restauración obte-

nida por dichos métodos. En primer lugar encontraremos una cota para la norma del operador

de regularización Rα visto como un operador en L(Hη(Ω);L2(Ω)). Luego, estimaremos una cota

para el error de regularización concreto generado por el método elegido.

Cotas para el método iterativo de Landweber
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Como vimos en la Sección 2.6 se puede probar que el método de regularización iterativo

de Landweber es también un método espectral asociado a la familia espectral discreta gk(λ)
.
=

k−1?

j=0

(1 − λ)j , con 0 < λ < 2.

En este caso, supondremos sin pérdida de generalidad que ?T? ≤ 1. Si ese no fuera el caso

podemos redefinir al operador dividiéndolo por su norma. A continuación, probaremos un lema

que nos provee una cota para la norma del operador de regularización.

Lema 3.10. Sean η ∈ N y t ∈ R+ tales que 0 < η < t. Sean, además, T : L2(Ω) → L2(Ω)

un operador lineal, acotado con ?T? ≤ 1, compacto, con la propiedad de t-suavizado y Rk =

gk(T
∗T )T ∗ el operador correspondiente a la k-ésima iteración de Landweber. Entonces existe

una constante C, independiente de k, que verifica

? Rk ?L(Hη(Ω);L2(Ω))≤ C k
t−η
2t .

Demostración. Sea {(σn;un; vn)} el sistema singular asociado al operador T . Como vimos

en el Caṕıtulo 2, en la ecuación (2.44), el operador de regularización asociado al método iterativo

de Landweber puede expresarse de forma no recursiva como

Rky =

k−1?

j=0

?

σn>0

(1 − σ2
n)jσn?y, vn?un.

Luego, para todo y ∈ Hη(Ω) se sigue que

? Rky ?2
L2(Ω) =

?

σn>0



k−1?

j=0

(1 − σ2
n)jσn




2

|?y, vn?|2σ
2η
t
n σ

−2η
t

n

≤ sup
0<σ≤1



k−1?

j=0

(1 − σ2)jσ(1+ η
t
)




2
?

σn>0

σ
−2η
t

n |?y, vn?|2

= sup
0<σ≤1



k−1?

j=0

(1 − σ2)jσ
t+η
t




2

? y ?2
Hη(Ω)

?
en virtud de (3.3)

?

≤



k−1?

j=0

?
2jt

2jt+ t+ η

?j ? t+ η

2jt+ t+ η

? t+η
2t




2

? y ?2
Hη(Ω)

?
para σ2 .=

t+ η

2jt+ t+ η

?

≤



k−1?

j=0

?
t+ η

2jt+ t+ η

? t+η
2t




2

? y ?2
Hη(Ω)

≤? y ?2
Hη(Ω)

?
t+ η

t

? t+η
t



k−1?

j=0

?
1

j + 1

? t+η
2t




2
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=

?
t+ η

t

? t+η
t

? y ?2
Hη(Ω)




k?

j=1

?
1

j

? t+η
2t




2

≤
?
t+ η

t

? t+η
t

? y ?2
Hη(Ω)

?? k

0
x−

t+η
2t dx

?2

≤
?
t+ η

t

? t+η
t

? y ?2
Hη(Ω)

?
t− η

2t

?−2

k
t−η
t

≤ C2 ? y ?2
Hη(Ω) k

t−η
t ,

donde C2 .=

?
t+ η

t

? t+η
t

?
2t

t− η

?2

.

Se sigue entonces que ? Rk ?L(Hη(Ω);L2(Ω))≤ C k
t−η
2t . ?

Demostraremos ahora un lema que nos provee una cota para el error de regularización

utilizando este método iterativo de Landweber.

Lema 3.11. Sean t ≥ 0, T : L2(Ω) → L2(Ω) y Rk como en el lema anterior. Entonces para

todo s ∈ [0, t] existe una constante C, que depende de s, tal que

? RkT − I ?L(Hs(Ω);L2(Ω))≤ C k−
s
2t . (3.18)

Demostración. Sean f ∈ Hs(Ω), g
.
= Tf y {(σn;un; vn)} el sistema singular asociado al

operador T . Entonces por definición del operador Rk asociado al método iterativo de Landweber

se tiene que

Rkg − f = (I − T ∗T )kf =
?

σn>0

(1 − σ2
n)k?f, un?un.

Luego, se sigue que

? Rkg − f ?2
L2(Ω) =

?

σn>0

(1 − σ2
n)2k|?f, un?|2σ

2s
t σ

−2s
t

≤ sup
0<σ≤1

(1 − σ2)2kσ
2s
t ? f ?2

Hs(Ω)

?
por (3.3)

?

=

?
2kt

2kt+ s

?2k ? s

2kt+ s

? s
t

? f ?2
Hs(Ω)

?
donde σ2 =

s

2kt+ s

?

≤ C2 (1/k)
s
t .

?
para C2 .= s

s
t ? f ?2

Hs(Ω)

?

Esto implica que ? Rkg − f ?L2(Ω)≤ C k−
s
2t , de donde se sigue la acotación (3.18). ?

Cotas para el método de descomposición en valores singulares truncada

A continuación probaremos dos resultados homólogos a los Lemas 3.10 y 3.11, pero ahora

con el método de descomposición en valores singulares truncada.
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Lema 3.12. Sean η ∈ N y t ∈ R+ tales que 0 < η < t. Sean además T : L2(Ω) → L2(Ω)

un operador lineal, acotado, compacto y con la propiedad de t-suavizado y para α > 0, Rα el

operador correspondiente al método TSVD
?
ver (2.39)

?
. Entonces

? Rα ?L(Hη(Ω);L2(Ω))≤ α
η−t
2t .

Demostración. Dado {(σn;un; vn)} el sistema singular asociado al operador T , como vimos

en el Caṕıtulo 2, el operador correspondiente al método TSVD para α > 0 puede expresarse

como

Rαy =
?

n:σ2
n≥α

1

σn
?y, vn?un.

Luego, para todo y ∈ Hη(Ω) se tiene que

? Rαy ?2
L2(Ω) =

?

n:σ2
n≥α

1

σ2
n

|?y, vn?|2σ
2η
t
n σ

−2η
t

n ≤ sup
σ≥√

α

σ
2η
t
−2

?

n:σ2
n≥α

σ
−2η
t

n |?y, vn?|2

≤? y ?2
Hη(Ω) sup

σ≥√
α

σ
2η
t
−2 ≤? y ?2

Hη(Ω) α
η−t
t .

De donde se sigue que ? Rα ?L(Hη(Ω);L2(Ω))≤ α
η−t
2t . ?

A continuación probamos un lema que nos provee una cota para el error de regularización

generado utilizando el método TSVD.

Lema 3.13. Sean t ≥ 0, T : L2(Ω) → L2(Ω) y Rα como en el lema anterior. Entonces para

todo s ∈ [0, t]se verifica que

? RαT − I ?L(Hs(Ω);L2(Ω))≤ α
s
2t . (3.19)

Demostración. Sean f ∈ Hs(Ω), g
.
= Tf y {(σn;un; vn)} el sistema singular asociado al

operador T . Entonces por definición del operador Rα asociado al método TSVD se tiene

Rαg =
?

σn≥
√
α

1

σn
?g, vn?un =

?

σn>
√
α

1

σ2
n

?T ∗g, un?un

=
?

σn>
√
α

1

σ2
n

?T ∗Tf, un?un =
?

σn>
√
α

?f, un?un.

Luego,

? Rαg − f ?2
L2(Ω)=

?

0<σn<
√
α

|?f, un?|2σ
2s
t σ

−2s
t ≤ sup

0<σ<
√
α

σ
2s
t ? f ?2

Hs(Ω)=? f ?2
Hs(Ω) α

s
t .

Lo cual implica que ? RαTf − f ?L2(Ω)≤ α
s
2t , de donde se sigue (3.19). ?
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3.2.4. Convergencia del método wavelet-Landweber

En esta sección probaremos uno de los teoremas principales de este caṕıtulo. El resultado

muestra que el método de regularización wavelet-Landweber converge con orden casi-óptimo,

en el sentido de (2.30). Este teorema constituye el punto de partida para la generalización que

presentaremos en la siguiente sección a otros métodos espectrales.

Realizamos la demostración utilizando el método de regularización de Landweber, puesto

que nos parece interesante exponer los resultados para un método iterativo que no depende de un

parámetro de regularización continuo α, como los demás métodos espectrales. La demostración

para el método TSVD se sigue de manera análoga en virtud de los resultados con órdenes de

convergencia equivalentes, obtenidos en la subsección precedente.

Como vimos en la Sección 2.3, al hacer referencia a la tasa de convergencia de un método

de regularización (Rα, α) nos referimos a la velocidad con la cual tiende a cero el error de

aproximación ?Rαg−f? cuando α→ 0+, o a la velocidad con la cual tiende a cero el error total

?Rαg
δ − f? cuando δ → 0+. En dicha sección hemos definido también el error asociado al ruido

?Rαg
δ − Rαg? y vimos que estos tres errores están relacionados por la desigualdad

?Rαgδ − f? ≤ ?Rα(gδ − g)? + ?Rαg − f?.

Sin embargo, en el método de dos pasos wavelet-Landweber la solución regularizada implica un

paso más, debido al umbralado wavelet. Recordemos que la aproximación del método está dada

por f δreg = RkSγPjg
δ. En este caso, para el error total se prueba fácilmente que

? RkSγPjgδ − f ?≤? Rk(SγPjgδ − Pjg) ? + ? Rk(Pjg − g) ? + ? Rkg − f ? . (3.20)

Nos referiremos a los tres errores en el lado derecho de (3.20) como errores de umbralado, de

proyección y de regularización, respectivamente. Para llegar al teorema principal de esta sección,

acotaremos previamente cada uno de estos errores.

Los siguientes dos lemas nos brindan cotas para los errores de proyección y umbralado,

respectivamente.

Lema 3.14. Sean s ≥ 0 y t > 0, tales que s + t ∈ N. Sean, además, T un operador con las

mismas hipótesis que en el Lema 3.10, g ∈ Hs+t(Ω), η ∈ N0 tal que η < t y φ ∈ Hη(Ω).

Entonces, para Rk el k-ésimo operador de Landweber, existe una constante C, independiente de

k, tal que se tiene la siguiente cota para el error de proyección:

? Rk(Pjg − g) ?2
L2(Ω)≤ C k

t−η
t 2−2j(s+t−η).
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Demostración. El resultado se sigue del Lema 3.10 y el Teorema 3.5. En efecto

? Rk(Pjg − g) ?2
L2(Ω) ≤? Rk ?2

L(Hη(Ω);L2(Ω))? Pjg − g ?2
L2(Ω)

≤? Rk ?2
L(Hη(Ω);L2(Ω))? Pjg − g ?2

Hη(Ω)

≤ C1 k
t−η
t ? Pjg − g ?2

Hη(Ω) (por el Lema 3.10)

≤ C2 k
t−η
t 2−2j(s+t−η)?g?2

Hs+t(Ω) (por el Teorema 3.5)

≤ C k
t−η
t 2−2j(s+t−η),

donde C es independiente de k. ?

Lema 3.15. Sean η ∈ N0, s ≥ 0 y t > 0 tales que η ≤ t y s + t ∈ N. Sean, además, el

operador T como en los lemas anteriores y Rk el k-ésimo operador de Landweber. Supongamos

que g ∈ L2(Ω), φ ∈ Hη(Ω), gδ
.
= g + δ dW y denotemos con Pj al correspondiente operador

proyección sobre Vj y Sγ el operador de umbralado wavelet. Entonces, eligiendo γ
.
= Kδ

?
| log δ|

(K una constante positiva y arbitraria pero fija) y j ≤ j0
.
= ?− log(δ2| log δ|)

log 2 ?, existe una constante
C independiente de k y δ tal que

E(? Rk(SγPjgδ − Pjg) ?2
L2(Ω)) ≤ C k

t−η
t (δ

?
| log δ|)

4(s+t−η)
2s+2t+d .

Demostración. El lema es consecuencia directa del Lema 3.10 y el Teorema 3.6 con θ =

s+ t. En efecto

E(? Rk(SγPjgδ − Pjg) ?2
L2(Ω)) ≤? Rk ?2

L(Hη(Ω);L2(Ω)) E(? SγPjgδ − Pjg ?2
L2(Ω))

≤? Rk ?2
L(Hη(Ω);L2(Ω)) E(? SγPjgδ − Pjg ?2

Hη(Ω))

≤ C1 k
t−η
t E(? SγPjgδ − Pjg ?2

Hη(Ω)) (por el Lema 3.10)

≤ C k
t−η
t (δ

?
| log δ|)

4(s+t−η)
2s+2t+d , (por el Teorema 3.6)

donde C es una constante independiente de k y de δ. ?

Estamos finalmente en condiciones de demostrar el teorema principal de esta sección.

Teorema 3.16 (Orden de convergencia para el error del método wavelet-Landweber).

Sean η ∈ N0, s ≥ 0 y t > 0 tales que 0 ≤ η ≤ t y s + t ∈ N. Sean además f ∈ Hs(Ω),

gδ
.
= Tf + δdW y T : L2(Ω) → L2(Ω) un operador lineal, acotado con ?T? ≤ 1, compacto y con

la propiedad de t-suavizado. Sean además

i) φ ∈ Hη(Ω) la función de escala correspondiente a una wavelet con grado de reproducción

polinomial m en Vj tal que m+ 1 > t,
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ii) Sγ el operador de umbralado wavelet con γ
.
= C δ

?
| log δ| y

iii) Rk el k-ésimo operador iterativo de Landweber.

Si el nivel de resolución wavelet j satisface 2−j ≤ (δ
?

| log δ|)1/(η+d/2) y

k ? (δ
?

| log δ|)
−4t

2s+2t+d si η < t, y

k ? (δ
?

| log δ|)−2 si η = t,

entonces

E(? RkSγPjgδ − f ?2
L2(Ω)) = O

?
(δ

?
| log δ|) 4s

2s+2t+d

?
.

Demostración. Notemos en primer lugar que

? RkSγPjgδ − f ?L2(Ω)≤? Rk(SγPjgδ − Pjg) ?L2(Ω) + ? Rk(Pjg − g) ?L2(Ω) + ? Rkg − f ?L2(Ω) .

Luego,

? RkSγPjgδ−f ?2
L2(Ω)≤ 3

?
? Rk(SγPjgδ−Pjg) ?2

L2(Ω) + ? Rk(Pjg−g) ?2
L2(Ω) + ? Rkg−f ?2

L2(Ω)

?
.

Tomando esperanza se sigue entonces que

E
?
? RkSγPjgδ − f ?2

L2(Ω)

?
≤ 3E

?
? Rk(SγPjgδ − Pjg) ?2

L2(Ω)

?

+ 3 ? Rk(Pjg − g) ?2
L2(Ω) +3 ? Rkg − f ?2

L2(Ω)

.
= 3(EU2 + EP 2 + ER2). (3.21)

Esta desigualdad nos permite entonces dividir el error total del método de dos pasos en lo que

denominaremos los errores de umbralado (EU), de proyección (EP) y de regularización (ER).

Caso I: Supongamos en primer lugar que η < t. Entonces una cota para el primer término

en (3.21) correspondiente a EU2, se sigue de la aplicación directa del Lema 3.15. En efecto

EU2 = E(? Rk(SγPjgδ − Pjg) ?2
L2(Ω)) ≤ C1 k

t−η
t (δ

?
| log δ|)

4(s+t−η)
2s+2t+d ,

para todo

j ≤ j0
.
= ?− log(δ2| log δ|)

log 2
?. (3.22)

Por otro lado, una cota para el segundo término en (3.21) correspondiente a EP2, se sigue

del Lema 3.14, de donde obtenemos

EP2 =? Rk(Pjg − g) ?2
L2(Ω)≤ C2 k

t−η
t 2−2j(s+t−η).
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Igualando los órdenes obtenidos para EU2 y EP2 (sin considerar las constantes) obtenemos una

estimación para el nivel de proyección wavelet. En efecto, de

k
t−η
t 2−2j(s+t−η) = k

t−η
t (δ

?
| log δ|)

4(s+t−η)
2s+2t+d ,

de donde se sigue que 2−j ≈ (δ
?

| log δ|)2/(2s+2t+d) (consideramos una aproximación pues j ∈ N).

Suponiendo que δ
?

| log δ| ≤ 1, resulta claro que se verifica la condición (3.22) y que además

la elección propuesta del nivel de resolución wavelet j es menor que la estimación obtenida

2−j ≤ (δ
?

| log δ|)
1

η+d/2 ≤ (δ
?

| log δ|) 2
2s+2t+d .

Si bien esta cota para j nos permite realizar el umbralado wavelet con un nivel de menor

resolución que el propuesto en la hipótesis de este teorema, utilizaremos 2−j ≈ (δ
?

| log δ|)
1

η+d/2 .

De este modo priorizamos realizar una elección de parámetros en la que el nivel de resolución

sea independiente del nivel de suavidad de la solución y de la propiedad de t-suavizado del

operador. Reemplazando ahora el nivel de proyección en la cota para EP2 obtenemos

EU2+EP2 = E(? Rk(SγPjgδ − Pjg) ?2
L2(Ω))+ ? Rk(Pjg − g) ?2

L2(Ω)

≤ (C1 + C2) k
t−η
t (δ

?
| log δ|)

4(s+t−η)
2s+2t+d .

Resta considerar la cota para el error de regularización ER2. Del Lema 3.11, se tiene que

ER2 =? Rkg − f ?2
L2(Ω)≤ C3 k

− s
t .

Ahora igualando los órdenes de convergencia de las estimaciones obtenidas para los errores de

umbralado y regularización EU2 y ER2, podemos estimar el número de iteraciones k. En efecto:

k−
η−t
t (δ

?
| log δ|)

4(s+t−η)
2s+2t+d = k−

s
t ,

de donde se tiene que k ≈ (δ
?

| log δ|)
−4t

2s+2t+d , (k ∈ N).

Utilizando las estimaciones obtenidas para los parámetros j y k se tiene finalmente la aco-

tación buscada

E
?
? RkSγPjgδ − f ?2

L2(Ω)

?
≤ 3(EU2 + EP 2 + ER2) ≤ 3(C1 + C2 + C3)(δ

?
| log δ|) 4s

2s+2t+d .

Caso II: Supongamos ahora η = t. Notemos en primer lugar que,

? Rky ?2
L2(Ω) =

?

σn>0



k−1?

j=0

(1 − σ2
n)jσn




2

|?y, vn?|2σ2
nσ

−2
n

≤ sup
0<σ≤1



k−1?

j=0

(1 − σ2)jσ2




2
?

n:σn>0

σ−2
n |?y, vn?|2
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= sup
0<σ≤1

σ4



k−1?

j=0

(1 − σ2)j




2

? y ?2
Ht(Ω)

?
por (3.3) puesto que η = t

?

≤ sup
0<σ≤1

σ4

?
1

1 − (1 − σ2)

?2

? y ?2
Ht(Ω)

≤ sup
0<σ≤1

? y ?2
Ht(Ω)

=? y ?2
Ht(Ω) .

Se sigue entonces que

? Rk ?L(Ht(Ω);L2(Ω))≤ 1. (3.23)

Luego,

E(? Rk(SγPjgδ − Pjg) ?2
L2(Ω)) ≤? Rk ?2

L(Ht(Ω);L2(Ω)) E(? SγPjgδ − Pjg ?2
L2(Ω))

≤ E(? SγPjgδ − Pjg ?2
L2(Ω))

?
por (3.23)

?

≤ (δ
?

| log δ|) 4s
2s+2t+d ,

donde la última desigualdad se sigue del Teorema 3.6 con θ = s+ t. ?

3.3. Generalización a otros métodos espectrales

En esta sección nos proponemos generalizar algunos de los resultados de la sección anterior

en la cual demostramos convergencia y se obtuvieron ordenes de convergencia para el método en

dos pasos wavelet-Landweber. Nuestro objetivo es generalizar esos resultados a otros métodos

espectrales buscando condiciones que garanticen la optimalidad de los órdenes de convergencia.

Para ello presentaremos condiciones suficientes sobre una familia espectral {gα}α∈(0,α0), para que

el correspondiente método de dos pasos wavelet-espectral asociado a esa familia posea un orden

de convergencia casi-óptimo. A tal efecto probaremos en primer lugar, resultados análogos a los

Lemas 3.10 y 3.11 para familias espectrales generales. Una vez probados estos dos resultados,

procederemos a demostrar acotaciones equivalentes a las obtenidas en los Lemas 3.14 y 3.15

para finalmente proceder a enunciar y demostrar el teorema principal de este caṕıtulo.

Consideremos entonces una familia espectral {gα}α∈(0,α0) que satisface las siguientes dos

condiciones:

(CE1) Existen constantes positivas C1 y D independientes de α tal que para todo σ ∈ (0, D] y

para todo α ∈ (0, α0)

sup
0<σ≤D

|σ 1
2 gα(σ)| ≤ C1α

−1
2 . (3.24)
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(CE2) Existe una constante C2 > 0 tal que para todo α ∈ (0, α0) se satisface

sup
0<σ<∞

|1 − σgα(σ)|σ ≤ C2α. (3.25)

En relación a la condición (CE1) es oportuno señalar que la mayoŕıa de los métodos es-

pectrales clásicos las satisfacen. En efecto, para los métodos TSVD, Tikhonov y Landweber, se

puede probar fácilmente que la acotación (3.24) se satisface con valores de C1 = 1 para los pri-

meros dos y C1 = 2 para Landweber. La segunda condición (CE2) está ı́ntimamente vinculada

con el concepto de calificación clásica de un método espectral que definimos en la Sección 2.4.

En efecto, utilizando la definición de calificación clásica se puede probar fácilmente que todo

método espectral que posea calificación clásica µ∗ ≥ 1 satisface la condición (CE2).

A continuación, probaremos que la condición (CE1) implica una acotación similar para

exponentes de la forma a−1
2 para todo a ∈ [0, 1]. Observar que la condición (3.24) corresponde

al caso a = 0.

Lema 3.17. Sea {gα}α∈(0,α0) una familia espectral que satisface (CE1). Entonces para todo

σ ∈ (0, D] y para todo a ∈ [0, 1] se verifica que

sup
0<σ≤D

|σ 1+a
2 gα(σ)| ≤ C1α

a−1
2 . (3.26)

Demostración. Consideraremos dos casos posibles:

Caso I: Supongamos en primer lugar que α
σ ≥ 1. Entonces para todo a ∈ [0, 1] se tiene que

?
α
σ

? 1−a
2 ≤

?
α
σ

? 1
2 y por lo tanto, para todo σ ∈ (0, D] se verifica

α
1−a
2 |σ 1+a

2 gα(σ)| =
?α
σ

? 1−a
2 |σgα(σ)| ≤

?α
σ

? 1
2 |σgα(σ)| ≤ α

1
2 |σ 1

2 gα(σ)| ≤ C1,

donde la última desigualdad se sigue en virtud de (CE1).

La estimación (3.26) se sigue finalmente multiplicando la desigualdad anterior por α
a−1
2 y

tomando supremo.

Caso II: Supongamos ahora que α
σ < 1 y sea a ∈ [0, 1] como en el enunciado. Puesto que

1−a
2 ≥ 0 se sigue que

?
α
σ

? 1−a
2 < 1. Luego, al igual que en el caso anterior, para todo σ ∈ (0, D]

se satisface que

α
1−a
2 |σ 1+a

2 gα(σ)| =
?α
σ

? 1−a
2 |σgα(σ)| ≤ |σgα(σ)| ≤ C1,

donde la última desigualdad se sigue del hecho que {gα}α∈(0,α0) es una familia espectral y por

definición satisface |σgα(σ)| ≤ C. Nuevamente, multiplicando por α
a−1
2 y tomando supremo se

obtiene la estimación (3.26). ?
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En relación a la condición (CE2) notar que si la familia espectral {gα}α∈(0,α0) satisface (3.25)

entonces satisface

sup
0<σ≤∞

|1 − σgα(σ)|σµ = C2α
µ, (3.27)

para todo µ ∈ [0, 1], lo cual se sigue inmediatamente de la Observación 2.25.

A continuación, probaremos un resultado análogo al obtenido en el Lema 3.10 para opera-

dores de regularización asociados a familias espectrales que satisfacen la condición (CE1).

Lema 3.18. Sean η ∈ N y t ∈ R+ tales que 0 < η < t. Sean, además, T : L2(Ω) → L2(Ω) un

operador lineal, acotado, compacto que satisface con la propiedad de t-suavizado, {gα}α∈(0,α0)

una familia espectral que satisface (CE1) y Rα = gα(T ∗T )T ∗ el correspondiente operador de

regularización asociado. Entonces existe una constante C > 0 tal que se verifica

? Rα ?L(Hη(Ω);L2(Ω))≤ Cα
η−t
2t .

Demostración. Sea {(σn;un; vn)} el sistema singular asociado al operador T . Como vimos

en el Caṕıtulo 2 el operador de regularización asociado a {gα}α∈(0,α0) se define por

Rαy =
?

σn>0

σngα(σ2
n)?y, vn?un, y ∈ L2(Ω).

Puesto que {gα}α∈(0,α0) satisface (3.24) entonces, en virtud del Lema 3.17 se tiene que también

satisface (3.26). Luego, para todo y ∈ Hη(Ω) se verifica que

? Rαy ?2
L2(Ω) =

?

σn>0

(σngα(σ2
n))2|?y, vn?|2σ

2η
t
n σ

−2η
t

n

≤ sup
0<σ≤?T?2

?
gα(σ2)σ

η+t
t

?2 ?

σn>0

σ
−2η
t

n |?y, vn?|2

≤ C α
η−t
t ? y ?2

Hη(Ω) .
?
por (3.26)

?

Se sigue entonces que ? Rα ?L(Hη(Ω);L2(Ω))≤ C α
η−t
2t donde C es la constante en (3.24). ?

En el siguiente lema probamos una cota para el error de regularización que se obtiene utili-

zando un operador Rα asociado a una familia espectral {gα}α∈(0,α0) que satisface la condición

(CE2). Notar que este resultado es análogo al Lema 3.11 donde se lo probó para el caso del

operador de regularización asociado al método de Landweber.

Lema 3.19. Sean t ≥ 0 y {gα}α∈(0,α0) una familia espectral que satisface (CE1) y (CE2). Sean,

además, T : L2(Ω) → L2(Ω) y Rα = gα(T ∗T )T ∗ como en el Lema 3.18. Entonces para todo

s ∈ [0, t] existe una constante K, que depende de s, tal que

? RαT − I ?L(Hs(Ω);L2(Ω))≤ K α
s
2t . (3.28)
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Demostración. Sean f ∈ Hs(Ω), g
.
= Tf y {(σn;un; vn)} el sistema singular asociado al

operador T . Entonces por definición de Rα se tiene que

Rαg =
?

σn>0

σngα
?
σ2
n

?
?g, vn?un =

?

σn>0

σngα
?
σ2
n

?
?Tf, vn?un =

?

σn>0

σ2
ngα

?
σ2
n

?
?f, un?un,

y por lo tanto, Rαg − f =
?

σn>0

?
1 − σ2

ngα
?
σ2
n

??
?f, un?un.

Por otro lado, puesto que {gα}α∈(0,α0) satisface (3.25) sabemos de la Observación 2.25 que

se verifica (3.27). Luego, para todo f ∈ Hs(Ω) se sigue que

? Rαg − f ?2
L2(Ω) =

?

σn>0

|1 − σ2
ngα(σ2

n)|2|?f, un?|2σ
2s
t
n σ

−2s
t

n

≤ sup
0<σ≤?T?2

?
|1 − σ2gα(σ2)|σ s

t

?2
? f ?2

Hs(Ω)

≤ Kα
s
t ? f ?2

Hs(Ω),
?
por (3.27)

?

de donde se sigue la acotación (3.28). ?

En lo que sigue utilizaremos el mismo razonamiento que el utilizado en la sección anterior,

considerando la desigualdad que nos permitió acotar el error de regularización del método

wavelet-espectral, es decir:

? RαSγPjgδ − f ?L2(Ω)≤? Rα(SγPjg
δ −Pjg) ?L2(Ω) + ? Rα(Pjg− g) ?L2(Ω) + ? Rαg− f ?L2(Ω) .

En el Lema 3.19 obtuvimos una cota para el error de estimación del tercer término. Resta

probar entonces el correlato de los Lemas 3.14 y 3.15 para una familia espectral {gα}α∈(0,α0)

que satisface las condiciones (CE1) y (CE2).

Lema 3.20. Sean s ≥ 0 y t > 0 tales que s + t ∈ N. Sean además, g ∈ Hs+t(Ω) y η ∈ N tal

que η < t y φ ∈ Hη(Ω). Entonces, para Rα el operador correspondiente a la familia espectral

{gα}α∈(0,α0) que satisface (3.24), existe una constante C independiente de α y de j tal que

? Rα(Pjg − g) ?2
L2(Ω)≤ C α

η−t
t 2−2j(s+t−η).

Demostración. El resultado de sigue de la aplicación del Lema 3.18 y el Teorema 3.5. En

efecto

? Rα(Pjg − g) ?2
L2(Ω) ≤? Rα ?2

L(Hη(Ω);L2(Ω))? Pjg − g ?2
L2(Ω)

≤? Rα ?2
L(Hη(Ω);L2(Ω))? Pjg − g ?2

Hη(Ω)

≤ C1α
η−t
t ? Pjg − g ?2

Hη(Ω)

?
por Lema 3.18

?
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≤ C2 α
η−t
t 2−2j(s+t−η)?g?2

Hs+t(Ω),
?
por Teorema 3.5

?

≤ C α
η−t
t 2−2j(s+t−η),

donde C es independiente de α y de j. ?

Lema 3.21. Sean η ∈ N0, s ≥ 0 y t > 0 tales que η ≤ t y s + t ∈ N. Sean además, el opera-

dor T como en los lemas anteriores y Rα el operador correspondiente a una familia espectral

{gα}α∈(0,α0) que satisface la condición (CE2) dada por (3.25). Supongamos que g ∈ L2(Ω),

φ ∈ Hη(Ω), gδ
.
= g+ δ dW y denotemos con Pj al correspondiente operador proyección sobre Vj

y Sγ al operador de umbralado wavelet. Entonces, para toda elección de γ
.
= Kδ

?
| log δ| (K una

constante positiva arbitraria) y j ≤ j0
.
= ?− log(δ2| log δ|)

log 2 ? existe una constante C, independiente
de α y de δ, tal que se tiene la siguiente cota para el error de umbralado wavelet:

E(? Rα(SγPjg
δ − Pjg) ?2

L2(Ω)) ≤ C α
η−t
t (δ

?
| log δ|)

4(s+t−η)
2s+2t+d .

Demostración. El resultado es consecuencia del Lema 3.18 y del Teorema 3.6. En efecto,

notar que

E(? Rα(SγPjg
δ − Pjg) ?2

L2(Ω)) ≤? Rα ?2
L(Hη(Ω);L2(Ω)) E(? SγPjgδ − Pjg ?2

L2(Ω))

≤? Rα ?2
L(Hη(Ω);L2(Ω)) E(? SγPjgδ − Pjg ?2

Hη(Ω))

≤ C1 α
η−t
t E(? SγPjgδ − Pjg ?2

Hη(Ω)) (por Lema 3.18)

≤ C α
η−t
t (δ

?
| log δ|)

4(s+t−η)
2s+2t+d , (por Teorema 3.6 con θ = s+ t)

con C una constante independiente de δ y α. ?

Finalmente, estamos en condiciones de demostrar el teorema principal del caṕıtulo. Este

resultado nos provee condiciones suficientes sobre una familia espectral {gα}α∈(0,α0), para que

el correspondiente método de dos pasos wavelet-espectral asociado a esa familia posea un orden

de convergencia casi-óptimo.

Teorema 3.22 (Orden de convergencia para el error total del método wavelet-es-

pectral). Sean η ∈ N0, s ≥ 0 y t > 0 tales que η ≤ t y s + t ∈ N. Supongamos que

T : L2(Ω) → L2(Ω) es un operador lineal, acotado, compacto y con la propiedad de t-suavizado,

f ∈ Hs(Ω), g = Tf , δ > 0 y gδ
.
= g + δdW . Sean además

i) φ ∈ Hη(Ω) la función de escala correspondiente a una wavelet con grado de reproducción

polinomial m en Vj, tal que m+ 1 > t,

ii) Sγ el operador de umbralado wavelet con γ
.
= C δ

?
| log δ| y
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iii) Rα el operador asociado a la familia de regularización espectral {gα}α∈(0,α0) que satisface

las condiciones (CE1) y (CE2) dadas por (3.24) y (3.25).

Si el nivel de resolución wavelet j satisface 2−j ≤ (δ
?

| log δ|)1/(η+d/2) y

α ? (δ
?

| log δ|) 4t
2s+2t+d si η < t, y

α ? (δ
?

| log δ|)2 si η = t,

entonces el error total de regularización del método wavelet-espectral es casi óptimo en el sentido

que satisface

E(? RαSγPjgδ − f ?2
L2(Ω)) = O

?
(δ

?
| log δ|) 4s

2s+2t+d

?
.

Demostración. Observemos en primer lugar que, siguiendo acotaciones análogas a las

utilizadas en la demostración del Teorema 3.16, se tiene que

E
?
? RαSγPjgδ − f ?2

L2(Ω)

?
≤ 3E

?
? Rα(SγPjg

δ − Pjg) ?2
L2(Ω)

?

+ 3 ? Rα(Pjg − g) ?2
L2(Ω) +3 ? Rαg − f ?2

L2(Ω)

= 3(EU2 + EP 2 + ER2),

donde, como antes, EU, EP y ER denotan los errores de umbralado, proyección y regularización,

respectivamente.

Caso I: Consideremos en primer lugar el caso η < t. Una cota para el primer término

correspondiente a EU2 se sigue del Lema (3.21). En efecto

EU2 = E(? Rα(SγPjg
δ − Pjg) ?2

L2(Ω)) ≤ C1 α
η−t
t (δ

?
| log δ|)

4(s+t−η)
2s+2t+d , (3.29)

para todo j ≤ j0
.
= ?− log(δ2| log δ|)

log 2
?.

Por otro lado, una cota para el error de proyección EP2 se obtiene del Lema 3.20:

EP2 =? Rα(Pjg − g) ?2
L2(Ω)≤ C2 α

η−t
t 2−2j(s+t−η). (3.30)

Igualando los órdenes obtenidos para EU2 y EP2 en (3.29) y (3.30), respectivamente, podemos

estimar el nivel de proyección wavelet. En efecto, de

α
η−t
t 2−2j(s+t−η) = α

η−t
t (δ

?
| log δ|)

4(s+t−η)
2s+2t+d ,

se sigue que 2−j ≈ (δ
?

| log δ|)2/(2s+2t+d) (consideramos una aproximación pues j ∈ N).

Suponiendo δ
?

| log δ| ≤ 1 se observa que la elección propuesta del nivel de resolución j es

menor a la estimación obtenida

2−j ≤ (δ
?

| log δ|)
1

η+d/2 < (δ
?

| log δ|) 2
2s+2t+d .
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Para una elección de parámetros en la que el nivel de resolución sea independiente del nivel

de suavidad de la solución y de la propiedad de t-suavizado del operador, como en el Teorema

3.16, proponemos utilizar 2−j ≈ (δ
?

| log δ|)
1

η+d/2 . Reemplazando el nivel de resolución wavelet

estimado en la cota para EP2 obtenemos

EU2 + EP2 = E(? Rα(SγPjg
δ − Pjg) ?2

L2(Ω))+ ? Rα(Pjg − g) ?2
L2(Ω)

≤ (C1 + C2)α
η−t
t (δ

?
| log δ|)

4(s+t−η)
2s+2t+d .

Por último, resta estimar una cota para el error de regularización. Del Lema (3.19) se tiene

directamente

ER2 =? Rαg − f ?L2(Ω)≤ C3 α
s
t .

Igualando ahora los órdenes de convergencia correspondientes a los errores EU2 y ER2, es posible

estimar el parámetro de regularización α. En efecto, de

α
η−t
t (δ

?
| log δ|)

4(s+t−η)
2s+2t+d = α

s
t ,

se obtiene la estimación α = (δ
?

| log δ|) 4t
2s+2t+d .

Finalmente, utilizando las estimaciones obtenidas para los parámetros j y α se sigue la

acotación del error total correspondiente al método de dos pasos:

E(? RαSγPjgδ − f ?)2 ≤ 3(EU2 + EP 2 + ER2) ≤ 3(C1 + C2 + C3)(δ
?

| log δ|) 4s
2s+2t+d .

Caso II: Consideremos ahora el caso η = t. Notemos en primer lugar que

? Rαy ?2
L2(Ω) =

?

σn>0

σ2
n|gα(σ2

n)|2|?y, vn?|2σ−2
n σ2

n

≤ sup
0<σ≤?T?2

σ4|gα(σ2)|2
?

σn>0

σ−2
n |?y, vn?|2

= sup
0<σ≤?T?2

?
σ2|gα(σ2)|

?2 ?y?Ht(Ω)

?
por (3.3), puesto que η = t

?

= C1 ?y?Ht(Ω). (por Lema 3.17 con a = 1)

Se sigue entonces que

? Rα ?L(Ht(Ω);L2(Ω))≤ C1, (3.31)

donde C1 es una constante independiente de α.

Luego,

E(? Rα(SγPjg
δ − Pjg) ?2

L2(Ω)) ≤? Rα ?2
L(Ht(Ω);L2(Ω)) E

?
? SγPjgδ − Pjg ?2

L2(Ω)

?

≤ C2
1E

?
? SγPjgδ − Pjg ?2

L2(Ω)

? ?
por (3.31)

?
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≤ C(δ
?

| log δ|) 4s
2s+2t+d ,

donde la última desigualdad se sigue del Teorema 3.6 con θ = s+ t.

Esto concluye la demostración del teorema. ?





CAPÍTULO 4

Regularización wavelet-vaguelet

En este caṕıtulo presentamos un método de regularización wavelet-vaguelet para resolver

problemas inversos lineales mal condicionados. Comenzamos con una sección introductoria don-

de describimos la motivación que origina el surgimiento del método y presentamos además un

breve resumen de los elementos que intervienen en su construcción. En las Secciones 4.2 y 4.3

definimos dos tipos de operadores especiales, operadores débilmente invertibles y operadores ho-

mogéneos y probamos algunos resultados importantes relacionados a tales operadores, los que

resultarán de interés en demostraciones posteriores relacionadas con la convergencia del método

propuesto. En la sección siguiente presentamos el método de regularización wavelet-vaguelet.

Para ello definimos previamente el concepto de vaguelet y probamos una serie de propiedades.

En la Sección 4.5 realizamos un análisis detallado de la convergencia del error correspondiente

al método propuesto considerando dos versiones del mismo: con y sin umbralado wavelet. Por

último, en la Sección 4.6 presentamos y analizamos una aplicación concreta del método para el

caso de operadores integrales que poseen descomposición wavelet vaguelet.

4.1. Introducción

En esta sección repasamos brevemente los métodos de representación de funciones analizados

en los Caṕıtulos 1 y 3 (a saber SVD y wavelets), resaltamos sus limitaciones y a partir de ellas

fundamentamos la necesidad de introducir una nueva descomposición que resulte más eficiente

a la hora de resolver problemas inversos mal condicionados.

4.1.1. Descomposición en valores singulares (SVD)

Como vimos en la Sección 1.2 la descomposición en valores singulares es una herramienta

adecuada para el estudio de ciertas propiedades de la inversa generalizada de Moore-Penrose en

el caso de operadores compactos. En particular de la Definición 1.6 tenemos que dados X , Y

espacios de Hilbert y T : X → Y un operador lineal y compacto, un sistema singular asociado

a T es una familia {(σn;un, vn)}n∈N donde:
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{σ2
n}n∈N son los autovalores no nulos de T ∗T (y de TT ∗), considerados en orden decre-

ciente, con su multiplicidad,

{un}n∈N es el correspondiente sistema ortonormal completo de autovectores de T ∗T

(que expande R(T ∗) = R(T ∗T ) ) y,

{vn}n∈N es el correspondiente sistema ortonormal completo de autovectores de TT ∗ (que

expande R(T ) = R(TT ∗) ); se tiene que vn
.
=

Tun
?Tun?

.

Utilizando este sistema singular asociado a T se puede obtener una representación en serie de

la inversa generalizada de Moore-Penrose de dicho operador:

T †y =
∞?

n=1

?y, vn?
σn

un, con D(T †) =

?
y ∈ Y :

∞?

n=1

|?y, vn?|2
σ2
n

<∞
?
. (4.1)

Como vimos anteriormente en la Sección 1.2, el principal problema de esta representación, en

el caso de problemas mal condicionados, radica en el hecho que los autovalores tienden a cero y

por lo tanto es necesario algún tipo de regularización.

Tal como vimos en el Caṕıtulo 2, una regularización de T † consiste esencialmente en aproxi-

mar adecuadamente el operador no acotado T † por una familia paramétrica {Rα} de operadores

lineales y continuos. De esta manera, dados {Rα} y yδ con ?y − yδ?Y ≤ δ, una aproximación

de la solución de mı́nimos cuadrados de mı́nima norma del problema Tx = y está dada por

xδα
.
= Rαy

δ. Algunos métodos de regularización particularmente relacionados a SVD son los

métodos de filtro estudiados en la Sección 2.2.

4.1.2. Representación mediante wavelets

En los últimos años se ha despertado mucho interés en el uso de bases ortonormales wavelets

para representar funciones y se han descubierto muchas ventajas en la utilización de tales bases,

en particular en relación a la representación rala (sparse) de ciertas funciones. Aśı, por ejemplo,

existe evidencia emṕırica de que transformaciones wavelets pueden proveer representaciones

ralas robustas de imágenes reales. En efecto, como puede verse en los trabajos de DeVore y

Frazier (ver [13] y [19]), en algunos casos de procesamiento de imágenes es posible obtener una

reconstrucción razonablemente buena de la imagen con tan solo un muy pequeño porcentaje de

los coeficientes en la transformada wavelet discreta (1 o 2 %).

Como vimos en la Sección 1.4 dada una wavelet ψ ∈ L2(Rd) y su función de escala asociada

φ ∈ L2(Rd) definimos para todo x ∈ Rd las transformaciones diádicas:

ψ(?)
j,k(x)

.
= 2

jd
2 ψ(?)(2jx − k) y φj,k(x)

.
= 2

jd
2 φ(2jx − k) ∀ k ∈ Zd, ∀ ? ∈ Γ

.
= {0, 1}d − {0},
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y los respectivos espacios generados para un nivel de resolución j:

Wj

.
= span{ψ(?)

j,k : k ∈ Zd ∧ ? ∈ Γ} y Vj
.
= span{φj,k : k ∈ Zd}.

Como vimos anteriormente (Sección 1.4), para todo j0 ∈ Z fijo se tiene que L2(R) = Vj0

?

j≥j0

Wj

y para toda f ∈ L2(Rd) se tiene la siguiente representación multiescala

f(x) =
?

k∈Zd

?f, φj0,k?φj0,k(x) +
?

j≥j0

?

?∈Γ

?

k∈Zd

?f, ψ(?)
j,k?ψ(?)

j,k(x).

Definiendo Γ0 .= {0, 1}d, ψ0
j,k

.
= φj0,k, λ = (j, k, ?) y Λ

.
= {(j, k, ?) ∈ Z×Zd×Γ0 : j ≥ j0} se tiene

la representación wavelet en su versión simplificada que ya hemos utilizado en los Caṕıtulos 1

y 3

f(x) =
?

λ∈Λ

?f, ψλ?ψλ(x).

Recordar que Λ depende de j0 pero, dado que j0 será prefijado en un comienzo, a los efectos de

simplificar la notación obviaremos especificar tal dependencia.

4.1.3. Descomposición wavelet-vaguelet (DWV)

Hasta aqúı hemos visto dos tipos de bases ortogonales para la representación de funciones en

el caso de problemas inversos mal condicionados. El primer tipo, SVD, representa eficientemente

al operador del problema Tx = y. El segundo tipo, las bases wavelets ortonormales, se utilizan

para representar de manera eficiente ciertos espacios de funciones que poseen algún tipo de

regularidad, y por tal motivo se las utiliza para codificar adecuadamente información previa

disponible sobre la solución exacta del problema. A la hora de resolver problemas inversos,

seŕıa muy deseable disponer de una descomposición que permita incorporar simultáneamente

tanto las ventajas de SVD como de la descomposición wavelet, con el objeto de disponer de una

representación que incorpore de manera eficiente tanto información relevante sobre el operador

asociado al problema como aśı también sobre los supuestos de regularidad de la solución exacta

del mismo. Desafortunadamente esto es, en muchos casos, imposible, aunque existe un caso

particular de problemas inversos donde pueden representarse de manera adecuada, en algún

sentido, tanto el operador y como los espacios de funciones asociados a las condiciones fuente.

No obstante los detalles sobre este tipo de problemas y la correspondiente descomposición se

analizarán en profundidad en las Sección 4.4.2, presentamos brevemente a continuación un

bosquejo de los elementos subyacentes en la idea que da origen a este novedoso enfoque.

Sean X , Y espacios de Hilbert y T : X → Y un operador lineal. La descomposición wavelet-

vaguelet utiliza tres conjuntos de funciones {ψλ}λ∈Λ, {uλ}λ∈Λ y {vλ}λ∈Λ tales que:
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a) {ψλ}λ∈Λ una base ortonormal de X (ver Sección 1.4),

b) {uλ}λ∈Λ y {vλ}λ∈Λ son conjuntos casi-ortogonales en Y , es decir, para toda sucesión

{aλ}λ∈Λ ∈ ?2 se verifica que

?
?

λ∈Λ

aλuλ?Y ≡ ?aλ??2(Λ) y ?
?

λ∈Λ

aλvλ?Y ≡ ?aλ??2(Λ),

donde a ≡ b significa que existen constantes C1, C2 > 0 tales que C1b ≤ a ≤ C2b,

c) existen valores casi-singulares kj que dependen solo del nivel de resolución wavelet j y

satisfacen

Tψλ = kjvλ y T ∗uλ = kjψλ ∀λ ∈ Λ, y

d) {uλ}λ∈Λ y {vλ}λ∈Λ verifican la relación de bi-ortonormalidad

?uλ, vµ? = δλ,µ ∀ λ, µ ∈ Λ.

En el contexto de la aplicación de la descomposición wavelet-vaguelet a la construcción de méto-

dos de regularización para problemas inversos mal condicionados será de particular importancia

el hecho que, bajo ciertas hipótesis generales sobre el operador T y la función f , ésta última

puede representarse en la forma

f =
?

λ∈Λ

k−1
j ?Tf, uλ?ψλ.

4.2. Operadores lineales débilmente invertibles

En esta sección definimos el concepto de operadores débilmente invertibles y probamos

algunos resultados que necesitaremos más adelante al estudiar condiciones suficientes para que

un operador admita descomposición wavelet-vaguelet.

Definición 4.1. Sean X , Y espacios de Hilbert, T : D(T ) ⊂ X → Y un operador lineal y sea

{w?}?∈N una base ortonormal en X . Decimos que T es débilmente invertible con respecto a la

base {w?}?∈N si para todo ? ∈ N existe c? ∈ Y ∗ tal que

c?(Tf) = ?f, w?? ∀ f ∈ D(T ).

Observación 4.2. Si un operador T definido entre espacios de Hilbert es débilmente invertible

con respecto a una base ortonormal {w?}?∈N entonces es inyectivo. En efecto, supongamos que

existen f1, f2 ∈ D(T ), tales que Tf1 = Tf2. Como T es débilmente invertible con respecto a la

base {w?}?∈N entonces para todo ? ∈ N existe c? ∈ Y ∗ tal que c?(Tf1) = ?f1, w??. Luego

f1 =
?

?∈N

?f1, w??w? =
?

?∈N

c?(Tf1)w? =
?

?∈N

c?(Tf2)w? =
?

?∈N

?f2, w??w? = f2.
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En el contexto del problema inverso asociado a la ecuación Tf = g, si T es débilmente

invertible con respecto a una cierta base, es posible encontrar una representación de la función

f en términos del dato g y de esa base, que resulta apropiada para la implementación de métodos

de regularización. En efecto, dado un operador T débilmente invertible con respecto a una base

ortonormal {w?}?∈N, a partir de los funcionales {c?}?∈N se tiene que si Tf = g entonces

f =
?

?∈N

?f, w??w? =
?

?∈N

c?(Tf)w? =
?

?∈N

c?(g)w?

.
= T−1g. (4.2)

Lema 4.3. Sea T : X → Y un operador lineal con X, Y Hilbert y sea {w?}?∈N una base

ortonormal de X. Si D(T )es denso en X, entonces T es débilmente invertible con respecto a

{w?}?∈N si y solo si {w?}?∈N ⊂ R(T ∗).

Demostración. Por un lado, observar que si T es débilmente invertible con respecto a la

base {w?}?∈N, se sigue inmediatamente de la definición de operador adjunto que los funcionales

c? de la Definición 4.1 satisfacen c? ∈ D(T ∗) ∀ ? ∈ N y, más aún, T ∗c? = w? ∀ ? ∈ N.

Rećıprocamente, si {w?}?∈N ⊂ R(T ∗) entonces existe {c?}?∈N ⊂ D(T ∗) tal que T ∗c? = w? ∀ ? ∈
N y por lo tanto se tiene que ∀ f ∈ D(T )

?f, w?? = ?f, T ∗c?? = ?Tf, c?? = c?(Tf) ∀ ? ∈ N.

Luego, T es débilmente invertible con respecto a la base {w?}?∈N. ?

Observación 4.4. Sea T un operador lineal, acotado, inyectivo, con D(T ) = X . Si R(T ∗) es

cerrado entonces el operador T es débilmente invertible con respecto a cualquier base orto-

normal. Este resultado se sigue directamente del lema anterior considerando que al ser T un

operador acotado e inyectivo, R(T ∗) es denso en X . En efecto, dado que T es acotado tenemos

que D(T ∗) = Y y por lo tanto existe T ∗∗ y T ∗∗ = T . Luego, N (T ) = N (T ∗∗) = R(T ∗)⊥ y por

lo tanto {0}⊥ = N (T )⊥ = R(T ∗).

El siguiente lema permite deducir la invertibilidad débil de un operador T a partir de la

análoga propiedad del operador autoadjunto T ∗T .

Lema 4.5. Sea T : X → Y un operador lineal y acotado, con D(T ) = X y sea además {w?}?∈N

una base ortonormal de X. Si T ∗T es débilmente invertible con respecto a {w?}?∈N entonces T

también lo es con respecto a la misma base.

Demostración. Como el operador T es acotado, tenemos que D(T ∗T ) = D(T ) = X . Por

otro lado, dado que T ∗T es débilmente invertible, para todo ? ∈ N existe s? ∈ X∗ tal que
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s?(T
∗T f) = ?f, w?? para toda f ∈ D(T ∗T ). Luego, en virtud del Teorema de Riesz, ∀ ? ∈ N

existe s? ∈ X tal que

?f, w?? = s?(T
∗Tf) = ?T ∗Tf, s?? = ?Tf, Ts??.

Definiendo c?
.
= Ts? tenemos entonces que c?(Tf) = ?f, w?? para todo ? ∈ N, para toda f ∈ X

y, por lo tanto, T es débilmente invertible con respecto a la base {w?}?∈N. ?

Presentamos a continuación un ejemplo de operador integral débilmente invertible. Otros

ejemplos de este tipo serán desarrollados con mayor detalle en la Sección 4.6 para núcleos de

cuadrado integrable o débilmente singulares.

Ejemplo 4.6. Consideremos el operador integral T : L2(R) → L2(R) definido por

Tf(t) =

?
t

−∞
f(u)du, (4.3)

con D(T ) = {f ∈ L2(R) : f̂(ω)
|ω| ∈ L2(R)}. Se puede probar fácilmente que R(T ) = {f ∈ L2(R) :

|ω|f̂(ω) ∈ L2(R)} y T ∗ = −T .

En el análisis de este ejemplo nos proponemos utilizar el andamiaje metodológico desarrolla-

do hasta el momento para obtener una representación adecuada de la inversa del operador T en

términos del dato g, utilizando los funcionales lineales asociados a la condición de invertibilidad

débil del operador. A tales efectos consideremos una base wavelet {ψλ}λ∈Λ asociada a una madre

wavelet ψ ∈ R(T ∗). Se tiene entonces que {ψλ}λ∈Λ ⊂ R(T ∗) y, por lo tanto, {ψλ}λ∈Λ ⊂ R(T ),

puesto que T ∗ = −T . Aśı, del Lema 4.3 se sigue que el operador T definido por (4.3) es débilmen-

te invertible con respecto a la base {ψλ}λ∈Λ. Y puesto que D(T ) es denso en L2(R) los funcionales

{cλ}λ∈Λ de la Definición 4.1 satisfacen T ∗cλ = ψλ. Se sigue entonces que cλ = −T−1ψλ = −ψ?
λ.

De esta forma, dada la representación wavelet diádica ψλ(t) = ψj,k(t) = 2
j
2ψ(2jt − k) ∀ λ ∈ Λ

se puede obtener una expresión formal para la familia {cλ}λ∈Λ. A saber,

cλ(t) = cj,k(t) = −ψ?
j,k(t) = −2

3j
2 ψ?(2jt− k) y ?cλ?L2(R) = 2j?ψ??L2(R) ∀ λ ∈ Λ.

De este modo para toda f ∈ D(T ) tenemos que

f =
?

λ∈Λ

?f, ψλ?ψλ =
?

λ∈Λ

cλ(Tf)ψλ =
?

λ∈Λ

?Tf, cλ?ψλ. (4.4)

Esta es la correspondiente representación asociada a (4.2), la cual será de suma importancia

en el desarrollo del método de regularización que definiremos más adelante. Observar que en

este caso particular T no es acotado y tampoco lo es su inversa generalizada. En la Sección 4.6
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analizaremos otros ejemplos en un contexto más general de operadores integrales con núcleos

de cuadrado integrable y débilmente singulares.

4.3. Operadores homogéneos

En esta sección definimos los conceptos de funciones y operadores homogéneos y probamos

algunos resultados que necesitaremos más adelante al analizar condiciones necesarias y suficien-

tes sobre el núcleo de un operador de convolución para que este admita una descomposición

wavelet-vaguelet. Estos resultados están relacionados a los correspondientes operadores duales

e inversos y a la transformada de Fourier de una función homogénea.

Iniciamos esta sección introduciendo el concepto de operador dilatación y, a partir del mismo,

definimos luego el concepto de operador homogéneo.

Definición 4.7. Dados d ∈ N y a > 0 definimos el operador dilatación Da : L2(Rd) → L2(Rd)

como Daf(t)
.
= f(at).

Definición 4.8. Decimos que un operador T : D(T ) ⊂ L2(Rd) → L2(Rd) es homogéneo con

grado de homogeneidad β si para todo a > 0 se verifica que DaD(T ) ⊂ D(T ) (es decir, Daf ∈
D(T ) ∀ f ∈ D(T ) y ∀ a > 0, o sea D(T ) es cerrado por dilataciones) y

TDa = a−βdDaT. (4.5)

Los siguientes dos lemas relacionan el grado de homogeneidad de un operador con el de su

inverso y el de su adjunto.

Lema 4.9. Sea T : D(T ) ⊂ L2(Rd) → L2(Rd) un operador inyectivo. Si T tiene grado de

homogeneidad β entonces el operador T−1 es también homogéneo de grado −β.

Demostración. Dado que el operador T es homogéneo de grado β tenemos, por definición,

que para todo a > 0 se verifica TDa = a−βdDaT . Por otro lado, al ser T inyectivo existe

T−1 : R(T ) ⊂ L2(Rd) → L2(Rd). Luego, sobre R(T ) se tiene que

DaT
−1 = T−1TDaT

−1 = T−1(a−βdDaT )T−1 = a−βdT−1Da

y, por lo tanto, T−1Da = a−(−β)dDaT
−1, lo que nos dice que T−1 es homogéneo de grado −β. ?

Lema 4.10. Sea T : D(T ) ⊂ L2(Rd) → L2(Rd) con D(T ) denso. Si T es homogéneo, entonces

el operador adjunto T ∗ es también homogéneo y tiene el mismo grado de homogeneidad.
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Demostración. Supongamos que T es homogéneo de grado β, entonces D(T ) es cerrado

por dilataciones. Probaremos en primer lugar que D(T ∗) es también cerrado por dilataciones.

En efecto, observar en primer lugar que ∀ f, g ∈ L2(Rd) y ∀ a > 0 se tiene que

?Da f, g? = ?f, a−dD 1
a
g?. (4.6)

Sean g ∈ D(T ∗) y a > 0. Queremos probar que Da g ∈ D(T ∗). Como g ∈ D(T ∗) entonces existe

una constante Kg, con 0 < Kg <∞, tal que

|?Tf, g?| ≤ Kg?f?L2(Rd) ∀ f ∈ D(T ). (4.7)

Luego,

|?Tf,Da g?| = a−d|?D 1
a
Tf, g?| (por (4.6))

= a−d(β+1)|?TD 1
a
f, g?| (pues T es homogéneo de grado β)

≤ a−d(β+1)Kg?D 1
a
f?L2(Rd) (por (4.7))

= a−d(β+
3
2)Kg?f?L2(Rd).

?
pues ?Dbf?L2(Rd) = b

d
2 ?f?L2(Rd)

?

Esto implica que el funcional f → ?Tf,Dag? es continuo sobre D(T ) y por lo tantoDa g ∈ D(T ∗).

Para probar que T ∗ es homogéneo de grado β tenemos que verificar la identidad T ∗Da =

a−βdDaT
∗ ∀ a > 0. Para ello probaremos primero que se satisfacen cada una de las siguientes

identidades para todos f ∈ D(T ), g ∈ D(T ∗) y a > 0:

i) ?TDaf, g? = ?f, a−dD 1
a
T ∗g?,

ii) ?f, a−βd−dT ∗D 1
a
g? = ?f, a−dD 1

a
T ∗g? y

iii) ?a−βdDaTf, g? = ?f, a−βd−dT ∗D 1
a
g?.

La identidad i) se sigue del hecho que para f ∈ D(T ), g ∈ D(T ∗) y a > 0 se tiene que

?TDaf, g? = ?Daf, T
∗g? (por definición de T ∗)

= ?f, a−dD 1
a
T ∗g?. (por (4.6))

Asimismo, para ii) observar que para f ∈ D(T ), g ∈ D(T ∗) y a > 0

?f, a−βd−dT ∗D 1
a
g? = ?Tf, a−βd−dD 1

a
g? (por definición de T ∗)

= ?a−βdDaTf, g? (por (4.6))

= ?TDaf, g? (pues T es homogéneo de grado β)

= ?Daf, T
∗g? (por definición de T ∗)
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= ?f, a−dD 1
a
T ∗g?. (por (4.6))

La identidad iii) se sigue del hecho que

?a−βdDaTf, g? = a−βd?Tf, a−dD 1
a
g? (por (4.6))

= a−βd?f, a−dT ∗D 1
a
g? (pues Dag ∈ D(T ∗))

= ?f, a−βd−dT ∗D 1
a
g?.

Finalmente, de las identidades i), ii) y iii) se sigue que ?f, a−dD 1
a
T ∗g? = ?f, a−βd−dT ∗D 1

a
g?

para todas f ∈ D(T ), g ∈ D(T ∗). Puesto que D(T ) es denso en L2(Rd) se sigue entonces que

a−dD 1
a
T ∗g = a−βd−dT ∗D 1

a
g para toda g ∈ D(T ∗). Con b = 1

a se obtiene finalmente que

T ∗Db = b−βdDbT
∗ ∀ b > 0.

Luego, T ∗ es homogéneo de grado β. ?

Finalizamos esta sección introduciendo el concepto de función homogénea y probamos un

lema sobre la transformada de Fourier de funciones homogéneas.

Definición 4.11. Decimos que f : Rd → R es homogénea de grado β si ∀ a > 0 se verifica

f(ax) = a−βdf(x), ∀ x ∈ Rd.

Recordar que para f ∈ L1(Rd) su transformada de Fourier f̂ ∈ L1(Rd) se define por

f̂(ω)
.
=

?

Rd
e−it·ωf(t) dt, ω ∈ Rd.

Lema 4.12. Sea f ∈ L2(Rd;R) homogénea de grado β. Entonces su transformada de Fourier f̂

es también homogénea con grado de homogeneidad 1 − β.

Demostración. Se sigue inmediatamente del hecho que para todo a > 0 y ω ∈ Rd se

verifica

f̂(aω) =

?

Rd
e−it·aωf(t) dt =

?

Rd
e−iτ ·ωf

?τ
a

? dτ

ad
=

1

ad
1

a−βd

?

Rd
e−iτ ·ωf(τ ) dτ = a−(1−β)df̂(ω).

?

4.4. Regularización wavelet-vaguelet

En esta sección presentaremos un método de regularización wavelet-vaguelet para resolver

problemas inversos lineales mal condicionados. Para ello introducimos en primer lugar los ele-

mentos fundamentales del problema y esbozamos un bosquejo del método en función de las

herramientas y resultados estudiados en las secciones anteriores. Posteriormente, definimos el
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concepto de vaguelet y analizamos algunas de sus propiedades fundamentales para finalmente

presentar el método de regularización wavelet-vaguelet a través de la descomposición homóloga.

4.4.1. Introducción

En esta sección y las que restan de este caṕıtulo, consideramos nuevamente problemas

inversos de la forma

Tf = g, (4.8)

donde T : X → Y es un operador lineal, acotado, de rango no cerrado y X , Y son espa-

cios de Hilbert. En general, supondremos que el dato g no se conoce de manera exacta. Más

precisamente, consideraremos un modelo de observación con ruido aditivo de la forma

gδ = g + δdW, (4.9)

donde dW es ruido blanco y δ > 0 una constante que cuantifica el nivel de error. En lo que resta

de este caṕıtulo, a menos que lo especifiquemos de otro modo, trabajaremos exclusivamente con

los espacios X = Y = L2(Ω), donde Ω ⊂ Rd es un cierto dominio acotado.

Al igual que en la Sección 1.4 denotamos con ψ y φ a la función wavelet y su función de

escala asociada, respectivamente, ambas en L2(Ω). Sean además j0, Γ0 y la base wavelet {ψλ}λ∈Λ

como en (1.20). Dado γ
.
= {γj}j∈Z, con γj ≥ 0 ∀ j ∈ Z (de ahora en más nos referiremos a una tal

sucesión γ como un “umbral”), definimos el operador umbralado wavelet fuerte Sγ : L2(Ω) →
L2(Ω) asociado al umbral γ y a la base wavelet {ψλ}λ∈Λ, como sigue. Dada f ∈ L2(Ω), escribimos

f(x) =
?

λ∈Λ

αλψλ(x), donde αλ
.
= ?f, ψλ? y Λ

.
= {(j, k, ?) ∈ Z×Zd × Γ0 : j ≥ j0 ∧ sop(ψλ) ⊂ Ω}.

El operador umbralado wavelet fuerte Sγ se define entonces como

[Sγf(·)](x)
.
=

?

λ∈Λ

αλχ{|αλ|≥γj}(αλ)ψλ(x). (4.10)

El método de regularización que propondremos en este caṕıtulo consiste, esencialmente, en

elegir adecuadamente una base wavelet {ψλ}λ∈Λ con respecto a la cual el operador T asociado

al problema (4.8) sea débilmente invertible. En tal caso, imponiendo condiciones que garanticen

la inyectividad del operador adjunto, se sigue inmediatamente, en virtud del Lema 4.3, que los

funcionales cλ de la Definición 4.1, están en este caso dados por cλ = (T ∗)−1ψλ ∀ λ ∈ Λ. Veremos

que si el operador T es, además, homogéneo, la colección de funcionales {cλ}λ∈Λ satisface ciertas

propiedades que la transforman en una familia a la que denominaremos de “vaguelets”. En la

siguiente sección introduciremos formalmente el concepto de vaguelet y probaremos algunos de

los resultados principales asociados a las mismas. Como veremos más adelante (Secciones 4.4.3
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y 4.6 ), el uso de vaguelets en problemas del tipo (4.8), será particularmente apropiado en los

casos en que el operador T ∗ posea un comportamiento más estable que el operador T en el

sentido del mal condicionamiento asociado al problema inverso.

Recordemos nuevamente que en el modelo (4.8), suponemos que g es desconocido y solo se

dispone de una versión gδ contaminada por ruido, dada por (4.9). La invertibilidad débil de T con

respecto a la base wavelet {ψλ}λ∈Λ, junto con la representación (4.2) nos lleva inmediatamente

a definir nuestra primera aproximación, en términos de gδ, de la solución exacta del problema

(4.8):

f δc (x)
.
=

?

λ∈Λ

cλ(g
δ)ψλ(x), x ∈ Ω. (4.11)

El sub́ındice “c” en f δc en (4.11) hace referencia a la familia de funcionales {cλ}λ∈Λ asociada a

la invertibilidad débil de T con respecto a la base wavelet {ψλ}λ∈Λ. Una segunda aproximación

se obtiene a partir de (4.11) mediante la aplicación del operador umbralado wavelet fuerte Sγ

definido en (4.10) (con un umbral γ convenientemente elegido):

f δc,γ(x)
.
= Sγf

δ
c (x), x ∈ Ω. (4.12)

En la siguiente sección introduciremos el concepto de vaguelets y estudiaremos algunas de sus

principales propiedades, las que serán de fundamental importancia para el posterior desarrollo

de la descomposición wavelet-vaguelet y el correspondiente método de regularización asociado,

para el problema (4.8).

4.4.2. Vaguelets

Esta sección tiene como objetivo introducir formalmente el concepto de vaguelet. La incor-

poración de vaguelets en el contexto de problemas inversos lineales mal condicionados a través

de la llamada descomposición wavelet-vaguelet (DWV), que estudiaremos en la Sección 4.4.3,

da origen a un método de regularización que en algunos casos resulta ser muy eficiente. Esto

es fundamentalmente consecuencia del hecho que como veremos las vaguelets resultan ser una

herramienta eficaz para representar de manera adecuada tanto al operador asociado al problema

como a ciertos espacios funcionales asociados a condiciones fuente de la solución exacta. Comen-

zaremos definiendo el concepto de vaguelet y, posteriormente, probaremos algunos resultados

que permiten demostrar la propiedad de casi-ortogonalidad de las mismas.

Definición 4.13. Una colección de funciones {vj,k}j,k ⊂ C(Rd;R) con j ∈ Z, k ∈ Zd se dice que

constituye una familia de vaguelets si existen constantes positivas C, α y β, con β < α < 1,
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tales que ∀ j ∈ Z y ∀ k ∈ Zd se verifican las siguientes condiciones:

|vj,k(x)| ≤ C 2
d j
2 (1 + |2jx− k|)−d−α, ∀ x ∈ Rd, (4.13)

?

Rd
vj,k(x) dx = 0 y (4.14)

|vj,k(x?) − vj,k(x)| ≤ C2j(
d
2+β)|x? − x|β, ∀ x, x? ∈ Rd. (4.15)

Notar que (4.13) implica que cada una de las funciones vj,k(x) concentra su enerǵıa en un

entorno de x = 2−jk, mientras que (4.15) es una condición Hölder de orden β.

Lema 4.14 (Lema de Schur). SeanM
.
= {mi,j}i,j∈N una matriz infinita y {wi}i∈N una sucesión

de números positivos. Si ∀ i ∈ N
?

j∈N

|mi,j|wj ≤ wi, (4.16)

y, simétricamente, para todo j ∈ N
?

i∈N

|mi,j|wi ≤ wj, (4.17)

entonces M : ?2(N) → ?2(N) es un operador acotado y su norma es menor o igual que 1.

Demostración. Sean a
.
= {aj}j∈N ∈ ?2(N) y b

.
= Ma, es decir bi

.
=

?

j∈N

mi,jaj. Escribiendo

|mi,j| |aj| = |mi,j|
1
2 w

1
2
j w

− 1
2

j |mi,j|
1
2 |aj| y aplicando la desigualdad de Cauchy-Schwarz se tiene

que

|bi|2 ≤
??

j∈N

|mi,j|wj

???

j∈N

|mi,j|w−1
j |aj|2

?

≤ wi

??

j∈N

|mi,j|w−1
j |aj|2

?
. (por (4.16))

Luego, sumando para todo i ∈ N, se sigue que

?Ma?2

?2(N) =
?

i∈N

|bi|2

≤
?

i∈N

wi

??

j∈N

|mi,j|w−1
j |aj|2

?

=
?

j∈N

w−1
j |aj|2

?

i∈N

|mi,j|wi

≤
?

j∈N

w−1
j |aj|2wj (por (4.17))

=
?

j∈N

|aj|2

= ?aj?2

?2(N).
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Aśı, finalmente obtenemos ?M?L(?2(N)) ≤ 1. ?

El siguiente teorema constituye un resultado importante sobre propiedades de las vaguelets.

Teorema 4.15. Sea {vj,k}j,k una familia de vaguelets con las correspondientes constantes aso-
ciadas α, β y C1. Dada una sucesión a

.
= {aj,k}j,k ∈ ?2(Z× Zd) se define

[Q(a)](x)
.
=

?

j∈Z

?

k∈Zd

aj,kvj,k(x), x ∈ Rd.

Entonces Q mapea ?2(Z × Zd) en L2(Rd) y, más aún, existe una constante C = C(α, β, C1) tal

que

?Q(a)?L2(Rd) ≤ C?a??2(Z×Zd) ∀ a ∈ ?2(Z× Zd), (4.18)

es decir, la transformación Q : ?2(Z× Zd) → L2(Rd) es continua.

Demostración. Para probar (4.18) debemos estimar la siguiente norma

?Q(a)?2

L2(Rd) =

?

Rd


 ?

j∈Z,k∈Zd

aj,kvj,k(x)




2

dx =
?

j∈Z,k∈Zd

?

j?∈Z,k?∈Zd

aj,kaj?,k?

?

Rd
vj,k(x)vj?,k?(x) dx.

(4.19)

El primer paso de esta demostración consistirá entonces en buscar cotas para los términos

|I(j,k,j?,k?)| .=
???

Rd vj,k(x)vj?,k?(x) dx
??. Claramente, utilizando un argumento de simetŕıa es posible

reducir el caso general al caso j ≤ j?. Bajo tal supuesto se tiene que

|I(j,k,j?,k?)| ≤
?

Rd
|vj,k(x)| |vj?,k?(x)| dx

≤ C2
12(j−j?) d2

?

Rd

2j
?d

(1 + |2jx− k|)d+α(1 + |2j?x− k?|)d+α dx (por (4.13))

= C2
12(j−j?) d2

?

Rd

1

(1 + 2j

2j
? |2j?(2−jk − 2−j?k?) − u|)d+α(1 + |u|)d+α

du. (con u = 2j
?
x− k?)

(4.20)

Definiendo b = 2j

2j
? y z = 2j

? |k2−j − k?2−j? | se tiene que la integral en (4.20) puede escribirse

como
?

Rd

1

(1 + 2j

2j
? |2j?(2−jk − 2−j?k?) − u|)d+α(1 + |u|)d+α

du =

?

Rd

1

(1 + b|z − u|)d+α(1 + |u|)d+α du

= (fb ∗ f1)(z), (4.21)

donde fb(x)
.
=

1

(1 + b|x|)α+d
, x ∈ Rd. Puesto que j? ≥ j se tiene que 0 < b ≤ 1 y, por lo tanto,

el Lema 5.3 (ver Apéndice) implica entonces que existe una constante C̃ = C̃(d, α) tal que

(fb ∗ f1)(z) ≤ C̃fb(z)
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= C̃
1

(1 + 2j|2−j?k? − 2−jk|)d+α . (4.22)

Más precisamente, la constante C̃ está dada por C̃
.
=

2πd/2

αΓ(d/2)
(2d+2+α + 1).

con (4.21) y (4.22) en (4.20) se sigue que existe una constante C̃1 = C̃1(d, α)
.
= C̃C2

1 para la

cual se verifica que

|I(j,k,j?,k?)| ≤ C̃12
−|j−j?| d2

1

(1 + 2j|2−j?k? − 2−jk|)d+α

= C̃12
−|j−j?| d2

?
2−j + 2−j?

2−j + 2−j? + (1 + 2j−j
?
)|2−j?k? − 2−jk|

?d+α

≤ C̃12
−|j−j?| d2

?
2−j + 2−j?

2−j + 2−j? + |2−j?k? − 2−jk|

?d+α

. (4.23)

Por otro lado, utilizando las tres condiciones que definen a una familia de vaguelets, con α y

β como en (4.13) y (4.15), respectivamente, obtenemos una segunda estimación para |I(j,k,j?,k?)|,
como sigue:

|I(j,k,j?,k?)| =

????
?

Rd
(vj,k(x) − vj,k(2−j?k?))vj?,k?(x) dx

???? ( por (4.14))

≤ C12
j( d2+β)

?

Rd
|x− 2−j?k?|β|vj?,k?(x)| dx ( por (4.15))

≤ C1C12
j( d2+β)2d

j?
2

?

Rd

2−j?β|2j?x− k?|β
(1 + |2j?x− k?|)d+α dx ( por (4.13))

≤ C2
12j(

d
2+β)2d

j?
2 2−j?β

?

Rd

1

(1 + |2j?x− k?|)d+α−β dx

= C2
12

jd
2 2

j?d
2 2(j−j?)β

?

Rd

2−j?d

(1 + |u|)d+α−β du (haciendo u = 2j
?
x− k?)

≤ C2
12−|j−j?|(β+ d

2 ) 2π
d
2

(α − β)Γ(d/2)
(por Proposición (5.5))

= C̃2 2−|j−j?|(β+ d
2 ), (4.24)

con C̃2 = C̃2(d, α, β)
.
= C2

1
2π

d
2

(α−β)Γ(d/2) .

Finalmente, definiendo θ
.
= α

α+β+d , escribiendo |I | = |I |1−θ|I |θ y utilizando (4.23) para

acotar el primer factor y (4.24) para acotar el segundo obtenemos la siguiente estimación

|I(j,k,j?,k?)| = |I(j,k,j?,k?)|1−θ|I(j,k,j?,k?)|θ

≤ C̃3

?
2−|j−j?| d2

?1−θ
?

2−j + 2−j?

2−j + 2−j? + |k?2−j? − k2−j|

?(d+α)(1−θ) ?
2−|j−j?|(β+ d

2 )
?θ

= C̃32
−|j−j?|(γ+ d

2 )
?

2−j + 2−j?

2−j + 2−j? + |k?2−j? − k2−j|

?d+γ
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.
= mj,k,j?,k? (4.25)

donde γ = βθ
.
=

βα

α + β + d
y C̃3 = C̃3(d, α, C1, β)

.
= C̃1−θ

1 C̃θ
2 .

Para simplificar la notación escribiremos [Q(a)](x) =
?

?∈L

a?v?(x), donde ? = (j, k) y L =

{(j, k) ∈ Z × Zd}, con lo que (4.25) toma la forma |I?,?? | ≤ m?,?? . Luego, con (4.25) en (4.19)

tenemos entonces que

?Q(a)?2

L2(Rd) ≤
?

?∈L

?

??∈L

a?a?? |I?,?? | (por (4.19))

≤
?

?∈L

a?
?

??∈L

a??m?,?? (por (4.25))

= ?a,Ma??2(L)

≤ ?a??2(L)?Ma??2(L), (4.26)

donde M es la matriz infinita M
.
= {m?,??}?,??∈L.

Observando (4.26) vemos que seŕıa suficiente con probar que el operador M : ?2(L) →
?2(L) es acotado, para lo cual utilizaremos el Lema de Schur. Para ello será suficiente con

probar que {m?,??}?,??∈L verifica las condiciones (4.16) y (4.17) para alguna sucesión {w?}?∈L de

números positivos. Veremos que ambas condiciones se cumplen para w?

.
= 2−j d2 . Separaremos la

demostración en dos casos.

Caso 1: j? ≥ j. Definimos n
.
= j? − j y obtenemos la siguiente estimación

?

j?≥j

?

k?∈Zd

wj?,k?mj,k,j?,k? =
?

j?≥j

?

k?∈Zd

2−j? d2 C̃32
−|j−j?|(γ+ d

2 )
?

2−j + 2−j?

2−j + 2−j? + |k?2−j? − k2−j|

?d+γ

≤ C̃3

?

j?≥j

2−j? d2 2−n(γ+ d
2 )

?

k?∈Zd

?
2

1 + |k − 2−nk?|

?d+γ

≤ C̃3 2d+γ2−j d2
?

j?≥j

2−j? d2 2j
d
2 2−n(γ+ d

2 )
?

k?∈Zd

?
1

1 + 2−n|k?|

?d+γ

≤ C̃3 2d+γ2−j d2
?

n≥0

2−nd2−nγ
?

k?∈Zd

?
1

1 + 2−n|k?|

?d+γ

≤ C̃3 2d+γ2−j d2
?

n≥0

2−nd2−nγ(1 + 2 2ndγ−1) (por el Lema 5.4)

≤ C̃3 (1 + 2 γ−1)2d+γ2−j d2
?

n≥0

2−nγ

= C̃42
−j d2

= C̃4wj,k.
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donde la primer desigualdad se sigue el hecho que
2−j

2−j + 2−j? ≥ 1

2
y C̃4 = C̃4(C̃3, d, γ).

Caso 2: j > j?. Aqúı definimos n
.
= j − j? y obtenemos

?

j?<j

?

k?∈Zd

wj?,k?mj,k,j?,k? =
?

j?≥j

?

k?∈Zd

2−j? d2 C̃32
−|j−j?|(γ+ d

2 )
?

2−j + 2−j?

2−j + 2−j? + |k?2−j? − k2−j|

?d+γ

≤ C̃3

?

j?<j

2−j? d2
?

k?∈Zd

2−n(γ+ d
2 )

?
2

1 + |2−nk − k?|

?d+γ

≤ C̃3

?

j?<j

2−j? d2 2−n(γ+ d
2 )2d+γ

?

k?∈Zd

?
1

1 + |k?|

?d+γ

≤ C̃5

?

j?<j

2−j? d2 2−(j−j?)(γ+ d
2 )

= C̃5 2−j d2
?

n>0

2nγ

≤ C̃6 2−j d2

= C̃6wj,k. (4.27)

Luego, con c = [máx{C̃4, C̃6}]−1 se tiene que los elementos de la matriz infinito dimensional cM

satisfacen (4.16). La desigualdad (4.17) se prueba de manera análoga, por simetŕıa. Se sigue del

Lema de Schur que cM : ?2(L) → ?2(L) es acotado y por lo tanto M también lo es. ?

Estamos ahora en condiciones de demostrar la propiedad de casi-ortogonalidad de dos con-

juntos de vaguelets.

Lema 4.16. Sean {vj,k}j,k y {uj,k}j,k dos conjuntos bi-ortonormales de vaguelets. Entonces
∀ {aj,k}j,k ∈ ?2(Z× Zd)

??????
?

j∈Z,k∈Zd

aj,kuj,k

??????
L2(Rd)

≡ ?aj,k??2(Z×Zd) y

??????
?

j∈Z,k∈Zd

aj,kvj,k

??????
L2(Rd)

≡ ?aj,k??2(Z×Zd),

es decir, existen constantes positivas Mu, mu, Mv y mv tales que

mu ?aj,k??2(Z×Zd) ≤

??????
?

j∈Z,k∈Zd

aj,kuj,k

??????
L2(Rd)

≤Mu ?aj,k??2(Z×Zd) y (4.28)

mv ?aj,k??2(Z×Zd) ≤

??????
?

j∈Z,k∈Zd

aj,kvj,k

??????
L2(Rd)

≤Mv ?aj,k??2(Z×Zd) . (4.29)
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Demostración. Puesto que {uj,k}j,k es una familia de vaguelets, el Teorema 4.15 implica

que existe una constante Mu > 0 tal que ∀ {aj,k}j,k ⊂ ?2(Z× Zd) se verifica que

??????
?

j∈Z,k∈Zd

aj,kuj,k

??????
L2(Rd)

≤Mu ?aj,k??2(Z×Zd) .

Por otro lado,

?aj,k?2

?2(Z×Zd) =

? ?

j∈Z,k∈Zd

aj,kvj,k,
?

j?∈Z,k?∈Zd

aj?,k?uj?,k?

?

L2(Rd)

(por la bi-ortogonalidad )

≤

??????
?

j∈Z,k∈Zd

aj,kvj,k

??????
L2(Rd)

??????
?

j∈Z,k∈Zd

aj,kuj,k

??????
L2(Rd)

. (por desigualdad de Schwartz)

(4.30)

Ahora, puesto que {vj,k}j,k es una familia de vaguelets, el Teorema 4.15 implica que existe

una constante positiva C tal que
??????

?

j∈Z,k∈Zd

aj,kvj,k

??????
L2(Rd)

≤ C?aj,k??2(Z×Zd). (4.31)

De (4.30) y (4.31), con mv = C−1 se sigue que mv?aj,k??2(Z×Zd) ≤

??????
?

j∈Z,k∈Zd

aj,kuj,k

??????
L2(Rd)

, lo cual

concluye la demostración de (4.28). La prueba de (4.29) se sigue de manera análoga. ?

4.4.3. Descomposición y regularización wavelet-vaguelet

El objetivo de esta sección radica, principalmente, en desarrollar la teoŕıa necesaria para la

utilización de descomposiciones wavelet-vaguelet de un operador en el contexto de problemas

inversos. A lo largo de esta sección definimos el concepto de descomposición wavelet-vaguelet

de un operador con respecto a una base ortonormal wavelet. Posteriormente, demostramos un

teorema que nos brinda condiciones suficientes sobre el operador y la madre wavelet generadora

de la base, para que dicho operador posea una DWV. Finalmente, realizamos una serie de

observaciones sobre la aplicación de esta descomposición en el caso de los problemas inversos

y sobre la implicancia de cada una de las condiciones impuestas en el teorema mencionado.

Haremos hincapié principalmente en que todas ellas se satisfacen para operadores integrales,

bajo ciertas condiciones no demasiado restrictivas que especificamos en la Sección 4.6.

Al igual que en la descomposición wavelet, en la descomposición wavelet-vaguelet partimos

de una función desconocida representada en términos de una expansión wavelet (ver (1.22)).
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Dados Ω ⊆ Rd, j0 ∈ Z fijo, λ = (j, k, ?), Λ
.
= {(j, k, ?) ∈ Z×Zd×Γ0 : j ≥ j0 ∧ sup(ψλ) ⊂ Ω}

y una base ortonormal wavelet {ψλ}λ∈Λ en L2(Ω) ∀ x ∈ D(T ) se tiene la siguiente representación

x =
?

λ∈Λ

?x, ψλ?ψλ. (4.32)

El punto crucial de la descomposición wavelet-vaguelet reside en que para algunos operadores

existe una sucesión de constantes que permiten encontrar dos familias de vaguelets asociadas

por dualidad.

Definición 4.17. Sea Ω ⊆ Rd. Decimos que un operador T : L2(Ω) → L2(Ω) lineal, inyectivo,

cerrado, densamente definido, con R(T ) denso en L2(Ω), posee una descomposición wavelet-

vaguelet con respecto a una base wavelet {ψλ}λ∈Λ ⊂ D(T ) ∩ R(T ∗), si existe una sucesión de

constantes {κλ}λ∈Λ ⊂ ?2(Λ) tal que las sucesiones {uλ}λ∈Λ y {vλ}λ∈Λ definidas por uλ(t)
.
=

κλ(T
−1)∗ψλ(t) y vλ(t)

.
= κ−1

λ Tψλ(t) son vaguelets.

En tal caso nos referiremos a {(κλ, uλ, vλ)}λ∈Λ como una descomposición wavelet-vaguelet de T

con respecto a la base wavelet {ψλ}λ∈Λ y a {κλ}λ∈Λ como los valores casi-singulares de dicha

descomposición.

Observación 4.18. Notar que si {(κλ, uλ, vλ)}λ∈Λ es una descomposición wavelet-vaguelet del

operador T con respecto a la base wavelet {ψλ}λ∈Λ entonces todo y ∈ R(T ) puede escribirse de

la forma

y =
?

λ∈Λ

?y, uλ?vλ. (4.33)

En efecto, si y ∈ R(T ) entonces Tx = y para algún x ∈ D(T ). Luego,

y =
?

λ∈Λ

?x, ψλ?Tψλ (por (4.32) y T cerrado)

=
?

λ∈Λ

?x, κλψλ?κ−1
λ Tψλ

=
?

λ∈Λ

?T−1y, κλψλ?κ−1
λ Tψλ

=
?

λ∈Λ

?y, κλ(T−1)∗ψλ?κ−1
λ Tψλ

=
?

λ∈Λ

?y, uλ?vλ.

Observación 4.19. Si {(κλ, uλ, vλ)}λ∈Λ es una descomposición wavelet-vaguelet del operador

T con respecto a la base wavelet {ψλ}λ∈Λ entonces T es débilmente invertible con respecto a esa
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base. En efecto, de la observación anterior se tiene que ∀ x ∈ D(T )

Tx =
?

λ∈Λ

?Tx, uλ?κ−1
λ Tψλ.

Y por lo tanto,

x =
?

λ∈Λ

?Tx, uλ?κ−1
λ ψλ (pues T−1 es cerrado)

=
?

λ∈Λ

?Tx, cλ?ψλ (donde cλ
.
= κ−1

λ uλ).

Luego, ?Tx, cλ? = ?x, ψλ? y por lo tanto T es débilmente invertible con respecto a la base {ψλ}λ∈Λ

(ver Definición 4.1).

Introducimos ahora el concepto de operador traslación con el objetivo de simplificar la

notación en lo que resta de esta sección.

Definición 4.20. Dados d ∈ N y a ∈ Rd definimos el operador traslación Ea : L2(Rd) → L2(Rd)

como Eaf(t)
.
= f(t− a).

Notemos que los operadores dilatación y traslación no conmutan, más aún, una sencilla

cuenta prueba que dados b > 0 y a ∈ Rd se verifica que EaDb = DbEab.

A continuación enunciamos y demostramos un teorema que provee condiciones suficientes

para que un operador posea una descomposición wavelet vaguelet con respecto a una base

wavelet dada. Como consecuencia y en función de la observación 4.19, estas condiciones implican

además la invertibilidad débil de T con respecto a dicha base y la existencia de la correspondiente

sucesión de funcionales {cλ}λ∈Λ.

Teorema 4.21 (Descomposición wavelet-vaguelet de un operador). Sea T : L2(Rd) →
L2(Rd) un operador lineal, inyectivo, cerrado, densamente definido, homogéneo de grado α, con

R(T ) denso en L2(Rd). Sea, además, ψ una madre wavelet con promedio nulo, y supongamos

que se satisfacen las siguientes hipótesis:

H1 ) ψ ∈ D(T ) ∩ R(T ∗);

H2 ) T conmuta con traslaciones, es decir, ∀ a ∈ Rd se verifica que TEa = EaT ;

H3 ) Existen constantes b1, b2 > 0 y ν1, ν2 > 0, tales que ∀ x ∈ Rd

?? [Tψ(·)] (x)
?? ≤ b1

(1 + |x|)d+ν1 y
???
?
(T−1)∗ ψ(·)

?
(x)

??? ≤ b2
(1 + |x|)d+ν2 ;

H4 ) Tψ y (T−1)∗ ψ son Hölder continuas, es decir, existen constantes b3, b4 > 0 y β1, β2 ∈ R

con 0 < β1 < ν1 y 0 < β2 < ν2 tales que ∀ x, x? ∈ Rd

??[Tψ(·)] (x) − [Tψ(·)] (x?)
?? ≤ b3|x− x?|β1 y
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???
?
(T−1)∗ ψ(·)

?
(x) −

?
(T−1)∗ ψ(·)

?
(x?)

??? ≤ b4|x− x?|β2 ;

H5 ) Tψ y (T−1)∗ ψ tienen promedio nulo.

Entonces la familia
?
(2−jdα, 2−jdα(T−1)∗ψλ, 2jdαTψλ)

?
λ∈Λ

es una descomposición wavelet-vaguelet

del operador T con respecto a la base ortonormal wavelet {ψλ}λ∈Λ y {2−jαd}j≥j0 es la correspon-
diente sucesión de valores casi-singulares de dicha descomposición.

Demostración. En primer lugar observar que puesto que T es homogénea y satisface H2, la

hipótesis H1 implica que ψλ ∈ D(T )∩R(T ∗) para todo λ ∈ Λ. En efecto, como T es homogéneo,

D(T ) es cerrado por dilataciones y una cuenta sencilla (ver Apéndice, Proposición 5.6) prueba

que en tal caso R(T ∗) también lo es. Por otro lado, si D(T ) es cerrado por traslaciones y T

conmuta con ellas, es decir, satisface la hipótesis H2, entonces otra sencilla cuenta (ver Apéndice,

Proposición 5.7) prueba que D(T ∗) también es cerrado por traslaciones y T ∗ conmuta con ellas.

Luego, para todo λ ∈ Λ están bien definidas uλ
.
= 2−jdα(T−1)∗ψλ y vλ

.
= 2jdαTψλ.

Debemos probar que uλ y vλ satisfacen las tres condiciones de la Definición 4.13, ∀ λ ∈ Λ.

En lo que sigue, realizaremos la prueba de (4.13), (4.14) y (4.15) para demostrar que {vλ}λ∈Λ

es una familia de vaguelets. La demostración correspondiente a {uλ}λ∈Λ se puede obtener de

manera análoga (ver Observación 4.22).

Notemos en primer lugar que ∀ λ ∈ Λ se tiene que

vλ(x) = 2jdα [Tψλ(·)] (x)

= 2jdα2
dj
2 [Tψ(2j · −k)] (x)

= 2jdα2
dj
2 [TD2jψ(· − k2−j)] (x)

= 2
dj
2 D2j [Tψ(· − k2−j)] (x) (pues T es homogéneo de grado α)

= 2
dj
2 D2j [TEk2−jψ(·)] (x)

= 2
dj
2 D2jEk2−j [Tψ(·)] (x) (por H2 )

= 2
dj
2 [Tψ(·)] (2jx− k). (4.34)

De (4.34) se sigue entonces que

|vλ(x)| = 2
dj
2

?? [Tψ(·)] (2jx− k)
??

≤ 2
dj
2

b1
(1 + |2jx− k|)d+ν1 . (por H3 )

Luego, vλ satisface la condición (4.13) para todo λ ∈ Λ.
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Probaremos a continuación que {vλ}λ∈Λ satisface (4.15). Para ello notar que para todo λ ∈ Λ

y ∀ x, x? ∈ Rd

|vλ(x) − vλ(x?)| = 2
dj
2

??[Tψ(·)] (2jx− k) − [Tψ(·)] (2jx? − k)
?? (por (4.34))

≤ b32
dj
2 |2jx− 2jx?|β1 (por H4 )

= b32
j( d2+β1)|x− x?|β1 .

Finalmente, (4.14) se sigue trivialmente de la condición H5. En efecto, para todo λ ∈ Λ

?

Rd
vλ dx = 2

dj
2

?

Rd
[Tψ] (2jx− k) dx = 2− dj

2

?

Rd
[Tψ] (u) du = 0. ?

Observación 4.22. La condición H2 pide que el operador T conmute con traslaciones. Supues-

tas las condiciones H1 y H2 se sigue que R(T ) es cerrado por traslaciones y (T−1)∗ conmuta

con ellas (ver Apéndice, Proposición 5.7 y Lema 5.8). Algunos operadores que satisfacen esta

condición son, por ejemplo, los operadores diferenciales y operadores de convolución. En efecto,

si T es un operador de convolución con núcleo k(·), entonces

[TEaψ] (x) = [Tψ(· − a)] (x)

=

?

Rd
k(x− t)ψ(t− a) dt

=

?

Rd
k((x− a) − u)ψ(u) du (haciendo u = t− a)

= [Tψ(·)] (x− a)

= Ea [Tψ] (x).

Observación 4.23. La hipótesis H3 claramente impone condiciones de acotación e integrabi-

lidad de Tψ y (T−1)∗ ψ.

Observación 4.24. La condición H4 impone que las imágenes de la madre wavelet ψ por

los operadores T y (T−1)∗ sean Hölder continuas. En el caso en el que el operador T sea un

operador de convolución con núcleo k ∈ L2(Rd), una condición suficiente que garantiza H4 es

que k sea Hölder continuo. Para el caso de operadores integrales de tipo convolución con núcleo

k : Rd × Rd → R una sencilla cuenta (ver apéndice, Proposición 5.9) permite probar que, si k

es Holder continuo (de orden ν) con respecto a la primera variable, es decir, existe c : Rd → R

tal que |k(x, t) − k(x?, t)| ≤ c(t)|x − x?|ν , y si además c(·) es tal que cψ ∈ L1(Rd), entonces Tψ

también es Hölder continua de orden ν.
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Observación 4.25. La condición H5 implica que los operadores T y (T−1)∗ mantienen el

promedio nulo de la madre wavelet. Esta hipótesis en particular es satisfecha por los operadores

integrales de convolución con núcleo k ∈ L1(Rd). En efecto,

?

Rd
[Tψ] (x) dx =

?

Rd

?

Rd
k(x− t)ψ(t) dt dx

=

?

Rd
ψ(t)

?

Rd
k(x− t) dx dt

= C

?

Rd
ψ(t) dt (C

.
=

?

Rd
k(x) dx)

= 0.

4.5. Análisis de convergencia

En esta sección estudiaremos la convergencia de los métodos de regularización propuestos

en la Sección 4.4.1: el método de regularización wavelet-vaguelet (RWV) y el método de regula-

rización wavelet-vaguelet con umbralado (RWVU). Para ello, luego de recordar brevemente en

que consiste cada método, definiremos varias medidas de error entre las que se destacan en par-

ticular las de tipo minimax. Posteriormente, enunciaremos y demostraremos varios resultados

que nos permitirán, al finalizar la sección, encontrar cotas para los ordenes de convergencia de

los métodos RWV y RWVU.

4.5.1. Los métodos RWV y RWVU

Como expresamos anteriormente, en este caṕıtulo consideramos el problema inverso de apro-

ximar f en

Tf = g, (4.35)

donde T : L2(Ω) → L2(Ω) es un operador lineal, inyectivo, cerrado, densamente definido, con

R(T ) denso en L2(Ω), Ω ⊂ Rd. Suponemos además un modelo de observación con ruido aditivo

de la forma gδ = g+δdW , donde dW es ruido blanco y δ > 0. En la sección anterior propusimos el

método RWV para encontrar una aproximación a la solución exacta del problema (4.35). Como

vimos, este método consiste en elegir adecuadamente una base wavelet {ψλ}λ∈Λ ⊂ D(T )∩R(T ∗)

con respecto a la cual el operador T posea una DWV {(κλ, uλ, vλ)}λ∈Λ (ver Definición 4.17). De

la Observación 4.19 se sigue entones que T es débilmente invertible con respecto a dicha base.

Luego, el método RWV consiste en proponer una solución aproximada para el problema (4.35)
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de la forma:

f δc (x)
.
=

?

λ∈Λ

cλ(g
δ)ψλ(x) =

?

λ∈Λ

κ−1
λ ?gδ, uλ?ψλ(x), x ∈ Ω. (4.36)

Por otro lado, dado un umbral γ > 0 convenientemente elegido, el método RWVU consiste

en aplicar el operador de umbralado wavelet fuerte Sγ (ver definición (4.10)) a la aproximación

propuesta por el método RWV. Aśı, la solución aproximada para el problema (4.35) propuesta

por el método RWVU queda definida por

f δc,γ(x)
.
= Sγf

δ
c (x), x ∈ Ω. (4.37)

4.5.2. Errores

A los efectos de evaluar la performance de los métodos RWV y RWVU, en esta sección

definiremos una serie de conceptos que nos permitirán luego cuantificar los diferentes errores

involucrados. En primer lugar, consideraremos el caso ya definido y desarrollado, donde los

datos provienen de un modelo continuo. A los efectos de tener en cuenta este tipo de problemas

inversos con un enfoque que destaque el interés práctico, continuaremos analizando el caso del

correspondiente modelo discreto. Culminaremos la sección incluyendo un enfoque bayesiano que

nos permitirá adoptar una visión estocástica en los modelos propuestos.

Modelo continuo

A continuación definimos una medida de error de tipo minimax, la cual resultará funda-

mental para encontrar cotas para los órdenes de convergencia de los métodos RWV y RWVU.

A lo largo de esta sección F ⊂ L2(Rd) denotará un conjunto fuente para f y M un conjunto de

funciones admisibles para las aproximaciones obtenidas con el método utilizado.

Definición 4.26 (Riesgo minimax cuadrático). Sea T : L2(Rd) → L2(Rd) el operador aso-

ciado al problema de aproximar f en (4.35). Suponemos que f ∈ F y que el modelo observacional

es estocástico con ruido aditivo: gδ = Tf + δdW , donde δ > 0. Para este problema, el riesgo

minimax cuadrático (RMC) asociado al conjunto fuente F y al conjunto admisible M se define

como

R(δ,F ,M)
.
= ı́nf

fδ∈M
sup
f∈F

E?f δ − f?2

L2(Rd). (4.38)

Con el objetivo de simplificar la notación, en el caso en que M sea el conjunto de aproxi-

maciones obtenidas utilizando el método de RWV, denotaremos a tal conjunto mediante Mc

y, en el caso en que M sea el conjunto de aproximaciones obtenidas utilizando el método de

RWVU, lo denotaremos con Mc,γ . Adicionalmente, nos referiremos al riesgo minimax cuadráti-

co asociado a dichos métodos, es decir a R(δ,F ,Mc) y R(δ,F ,Mc,γ), como riesgo minimax
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cuadrático wavelet-vaguelet (RMC-WV) y riesgo minimax cuadrático wavelet-vaguelet con um-

bralado (RMC-WVU), respectivamente.

Para el caso en que las soluciones aproximadas del problema (4.35) sean las correspondientes

a los métodos RWV y RWVU, nos resultará útil considerar a sus respectivos riesgos minimax

cuadráticos en términos de los coeficientes wavelet de las funciones involucradas. Para ello, notar

que, en este caso, los coeficientes wavelet de la solución aproximada f δ, a los que denotamos

con αδλ
.
= cλ(g

δ), pueden escribirse en términos de los coeficientes αλ = ?f, ψλ? de la solución

exacta f y de la DWV. En efecto,

cλ(g
δ) = ?Tf + δdW, cλ? = ?Tf, cλ? + δ?dW, cλ? = αλ + δκ−1

λ ?dW, uλ?. (4.39)

Obtenemos aśı una relación entre los coeficientes de las descomposiciones wavelet de f y f δ:

αδλ = αλ + δσλWλ ∀λ ∈ Λ, (4.40)

donde σλ
.
= κ−1

λ y Wλ = ?dW, uλ? es una variable aleatoria normal con media cero (ver Sección

1.6).

Estamos interesados, en particular, en el caso en que F es el espacio de Besov Bs
p,q(Rd)

(s > 0, 0 < p, q ≤ ∞) (ver Sección 1.5). Como vimos en el Lema 1.20, si ψ ∈ Lr(Rd) para

algún r ≥ máx{1, p}, entonces f ∈ Bs
p,q(Rd) si y solo si sus correspondientes coeficientes wavelet

αλ satisfacen {αλ}λ∈Λ ∈ Θs
p,q (ver (1.26)). A partir de esta caracterización, podemos derivar

la siguiente expresión para el RMC-WV asociado a un nivel de ruido δ y la condición fuente

Bs
p,q(Rd):

R(δ, Bs
p,q,Mc) = ı́nf

fδ∈Mc

sup
f∈Bsp,q

E?f δ − f?2

L2(Ω)

= ı́nf
αδλ:fδ∈Mc

sup
{αλ}∈Θs

p,q

E?αδλ − αλ?2

?2(Λ)
. (4.41)

De aqúı en más, en virtud de (4.41) utilizaremos indistintamente R(δ, Bs
p,q,Mc) o R(δ,Θs

p,q,Mc)

para denotar al RMC-WV asociado a δ y Bs
p,q. Idéntica notación adoptaremos para el RWC-WVU.

Modelo discreto

Hasta aqúı, el modelo asociado a RMC-WV y RMC-WVU se corresponde con un modelo

continuo. Sin embargo, como anticipamos, este no es el único modelo que consideraremos. Nos

interesa particularmente diferenciar los RMC asociados al problema cuando el dato se obtiene

de un modelo continuo y cuando se obtiene a partir de un modelo discreto. Una discretización

estándar (cualquiera) del espacio L2(Ω), sumado al hecho de que T es un operador lineal y
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{uλ}λ∈Λ es una familia de vaguelets, originan un modelo discreto análogo a (4.40):

αδλ = αλ + δσλW̃λ ∀λ ∈ Λ, (4.42)

donde W̃λ son realizaciones de ruido blanco discreto (V.A. i.i.d. ∼ N (0, 1)). En el caso de este

nuevo modelo discretizado, denotaremos con RD(δ,Θs
p,q,Mc) y RD(δ,Θs

p,q,Mc,γ) a los errores

RMC-WV y RMC-WVU, respectivamente, asociados a δ y Θs
p,q.

Enfoque bayesiano

Este enfoque parte de suponer que el objeto de interés no es una función f ∈ L2(Rd) sino

más bien una función aleatoria F
?
con valores en L2(Rd)

?
, de la cual f puede considerarse como

una realización. En este caso, claramente no tiene sentido imponer la condición fuente de la

pertenencia de F en el espacio de Besov Bs
p,q(Rd). No obstante ello, śı es posible concebir que F

puede expandirse (de manera análoga a su contraparte determińıstica) en términos de la base

wavelet {ψλ}λ∈Λ en la forma

F (x) =
?

λ∈Λ

Aλψλ(x), x ∈ Rd, (4.43)

donde las Aλ son variables aleatorias (sobre L2(Rd)) con una cierta distribución. En esta formu-

lación, la equivalencia f ∈ Bs
p,q(Rd) ⇐⇒ {αλ}λ∈Λ ∈ Θs

p,q, tiene un claro e inmediato correlato en

función de los coeficientes aleatorios Aλ de la expansión de F en (4.43). En efecto, reemplazando

|αλ|p por E
?
|Aλ|p

?
, la correspondiente condición resulta de imponer a la distribución conjunta

ΠA de la sucesión de variables aleatorias {Aλ}λ∈Λ la siguiente condición sobre sus p-momentos

absolutos:
??
E
?
|Aλ|p

?? 1
p

?

λ∈Λ

∈ Θs
p,q. (4.44)

En lo que sigue denotaremos con Ξs
p,q al conjunto de variables aleatorias (o equivalentemente al

de sus correspondientes distribuciones conjuntas) que satisfacen (4.44). Es decir

Ξs
p,q

.
=

?
{Xj} : Xj variable aleatoria ∀ j ∧

??
EX

?
|Xj|p

?? 1
p

?

j

∈ Θs
p,q

?
.

Es conveniente concebir a Ξs
p,q como la versión bayesiana de Θs

p,q.

Bajo estos supuestos, y con un modelo observacional con ruido aditivo gaussiano, la relación

(4.40) del caso determińıstico que relaciona los coeficientes αλ y αδλ de la solución exacta f y de

la solución aproximada f δc obtenida mediante el método RWV, respectivamente, resultan ahora

en una idéntica relación sobre sus contrapartes estocásticas Aλ y Aδ
λ:

Aδ
λ

.
= Aλ + δσλZλ, con Zλ i.i.d. ∼ N (0, 1), ∀λ ∈ Λ. (4.45)
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Notar que los métodos RWV y RWVU siguen siendo aplicables en este contexto bayesiano.

Más aún, a los efectos de mantener la notación lo más simple posible, seguiremos denotando

con Mc y Mc,γ al conjunto de aproximaciones obtenidas mediante estos dos métodos, respecti-

vamente.

Con el objeto de analizar la performance de los métodos RWV y RWVU en este contexto

bayesiano será necesario definir varias medidas de error.

Definición 4.27 (Riesgo de Bayes). Dados δ > 0, una sucesión {Aλ}λ∈Λ de variables aleato-

rias con distribución conjunta ΠA, y el modelo estocástico Aδ
λ = Aλ+δZλ, con Zλ i.i.d. ∼ N (0, 1)

∀ λ ∈ Λ, definimos el riesgo de Bayes (asociado a ΠA y δ) como

B(ΠA, δ)
.
=

?

λ∈Λ

EΠA

??
E(Aλ|{Aδ

σ}σ∈Λ) − Aλ

?2
?
. (4.46)

Tal como en el caso determińıstico, en este enfoque bayesiano también se diferencian los

modelos continuos y discretos. Por este motivo denotaremos con BD al riesgo de Bayes asociado

al modelo discreto.

A continuación introduciremos además el concepto de riesgo de Bayes maximal. Para ello

necesitaremos definir previamente el concepto de “distribución menos favorable”. Comenzamos

denotando con D al conjunto de las distribuciones de probabilidad de vectores aleatorios ∞-

dimensionales. Dados δ > 0 y Π1, Π2 en D, decimos que Π1 es menos favorable que Π2 a nivel

δ (o que Π2 precede a Π1 a nivel δ) si

B(Π1, δ) ≥ B(Π2, δ). (4.47)

Notar que (4.47) introduce un orden total en D.

Dados p > 0 y una sucesión de números reales positivos {τj}j∈Λ, denotamos con V(p, {τj})

al conjunto de las distribuciones en D tales que su j-ésimo p-momento absoluto está acotado

por τj, ∀ j, es decir:

V(p, {τj})
.
=

?
ΠX ∈ D : EΠX

(|Xj|p) ≤ τ pj

?
.

A los efectos de mantener la notación lo más simple posible, denotaremos con V(p,Θs
p,q) al

conjunto

V(p,Θs
p,q)

.
=

?
ΠX ∈ D :

?
EΠX

(|Xj|p)
?
j
∈ Θs

p,q

?
.

Estamos ahora en condiciones de definir el riesgo de Bayes maximal.
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Definición 4.28 (Riesgo de Bayes maximal). Dados s ∈ N, 0 < p, q ≤ ∞ y δ > 0, decimos

que Π? = Π?(p, q, s, δ) es una distribución de riego de Bayes maximal, para tales parámetros, si

Π? ∈ argmax
Π∈V(p,{τj})
{τj}∈Θsp,q

B(Π, δ) = argmax
Π∈V(p,Θsp,q)

B(Π, δ). (4.48)

El concepto de RMC (4.38), y en particular los de RMC-WV (4.41) y RMC-WVU, tienen

también su correlato en este contexto bayesiano. Definimos a continuación la versión bayesiana

del RMC-WV.

Definición 4.29 (Riesgo minimax cuadrático bayesiano wavelet-vaguelet). Sea T :

L2(Rd) → L2(Rd) el operador asociado al problema de aproximar f en (4.35). Suponemos que

el modelo observacional es una realización (gδ) de una variable aleatoria estocástica con ruido

aditivo Gδ = G + δdW = TF + δdW con δ > 0 y que los coeficientes wavelet {Aλ}λ∈Λ de

la solución exacta F son variables aleatorias que satisfacen {Aλ}λ∈Λ ∈ Ξs
p,q. El riesgo minimax

cuadrático bayesiano wavelet-vaguelet (RMCB-WV) asociado a Ξs
p,q y al conjunto admisible Mc

se define como

B(δ,Ξs
p,q,Mc)

.
= ı́nf

{Aδλ}:F δc ∈Mc

sup
{Aλ}∈Ξsp,q

E
?
?Aδ

λ − Aλ?2

?2(Λ)

?
, (4.49)

donde F δ
c denota la solución aproximada del problema TF = G obtenida a partir del método

RWV.

Tal como en el caso determińıstico, en este enfoque bayesiano también se diferencian los

modelos continuos y discretos. Por este motivo denotaremos a los riesgos RMCB-WV y RMCB-

WVU asociados al modelo discreto con BD(δ,Ξs
p,q,Mc) y BD(δ,Ξs

p,q,Mc,γ), respectivamente.

Notemos que, por definición de RMC-WV y RMCB-WV, se sigue inmediatamente que

R(δ,Θs
p,q,Mc) ≤ B(δ,Ξs

p,q,Mc). (4.50)

De igual modo

R(δ,Θs
p,q,Mc,γ) ≤ B(δ,Ξs

p,q,Mc,γ). (4.51)

Finalizamos esta sección introduciendo un concepto que resultará muy útil en el caso que la

distribución conjunta ΠA sea tal que haga que las variables aleatorias Aλ sean independientes.

Para ello, dados 0 < p ≤ ∞ y τ > 0 denotamos con U(p, τ ) al conjunto de variables aleatorias

con p−momento absoluto acotado por τ , es decir:

U(p, τ )
.
= {Y variable aleatoria : EY (|Y |p) ≤ τ p}.
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Definición 4.30 (Riesgo escalar de Bayes ). Sean τ, δ ∈ R+, p ∈ N, X una variable aleatoria

y Xδ .= X+ δZ con Z ∼ N(0, 1). Se define el riesgo escalar de Bayes , asociado a p, τ y δ, como

ρ(p, τ, δ)
.
= sup

X∈U(p,τ)
EXV ar(X |Xδ). (4.52)

4.5.3. Lemas previos

En esta sección enunciamos y demostramos una serie de resultados que serán fundamentales

a la hora de probar la existencia de cotas para los órdenes de convergencia de los métodos RWV

y RWVU. Demostramos en primer lugar una propiedad vinculada al riesgo scalar de Bayes e.

Lema 4.31. Dados τ, δ ∈ R+ y p ∈ N, el riesgo escalar de Bayes ρ satisface:

ρ(p, τ, δ) = a−2ρ(p, aτ, aδ), ∀ a > 0. (4.53)

Demostración. Para demostrar este lema utilizaremos la siguiente propiedad (bastante in-

tuitiva) de la esperanza condicional (ver Apéndice, Lema 5.10). Dadas X e Y variables aleatorias

y a ?= 0 se tiene que

E(X |aY ) = E(X |Y ). (4.54)

En primer lugar notar que por definición de ρ (4.52),

ρ(p, aτ, aδ) = sup
X∈U(p,aτ)

EXV ar(X |Xaδ) = sup
X∈U(p,aτ)

EXV ar(X |X + aδZ).

Luego, para probar (4.53), bastaŕıa con probar que ∀ a > 0 y ∀ X ∈ U(p, τ ) existe X̃ ∈ U(p, aτ )

que verifica EXV ar(X |X + δZ) = a−2EX̃V ar(X̃ |X̃ + aδZ). Veamos que para X̃
.
= aX se

satisfacen ambas condiciones. En primer lugar, notar que:

EXV ar(X |X + δZ) = EX

?
E(X2|X + δZ) −

?
E(X |X + δZ)

?2?

= EX

?
a−2E

?
a2X2|a(X + δZ)

?
−

?
a−1E

?
aX |a(X + δZ)

??2?
(por (4.54))

= a−2EX̃

?
E(X̃2|X̃ + aδZ) −

?
E(X̃ |X̃ + aδZ)

?2?
(X̃ = aX)

= a−2EX̃V ar(X̃ |X̃ + aδZ).

Por otro lado, dado que X ∈ U(p, τ ) tenemos que EX(|X |p) ≤ τ p lo cual implica EX̃(|X̃ |p) =

EX(|aX |p) ≤ apτ p y por lo tanto X̃ ∈ U(p, aτ ). ?

A continuación, demostramos una importante propiedad del riesgo de Bayes relacionada a

la independencia de las distribuciones involucradas. Para ello denotamos con Λj al subconjunto

de ı́ndices de Λ correspondientes a j fijo, es decir Λj

.
=

?
(j, k, ?) ∈ Λ : k ∈ Z ∧ ? ∈ {0, 1}d

?
.
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Lema 4.32. Dada una sucesión de variables aleatorias {Aλ}λ∈Λ con distribución conjunta µ

existe una sucesión de variables aleatorias {Āλ}λ∈Λ con distribución conjunta µ̄ tal que:

1. µ̄ es menos favorable que µ a nivel δ, ∀ δ > 0, y

2. Las variables aleatorias {Āλ}λ∈Λ son independientes (ó equivalentemente µ̄ factoriza) y

además, para cada j fijo, j ≥ j0, las variables aleatorias {Āλ}λ∈Λj
están idénticamente

distribuidas.

Demostración. Dada la distribución conjunta µ de la sucesión de variables aleatorias

{Aλ}λ∈Λ, para λ ∈ Λ, denotaremos con µλ a la correspondiente distribución λ-marginal de

µ. Asimismo, para λ = (j, k, ?) ∈ Λ denotaremos con j(λ) a j(λ) = Π1(λ) = j donde Π1 : Λ → Z

es la proyección sobre la primer componente. A continuación para cada λ ∈ Λ definimos

µ̄λ
.
=

?

σ∈Λj(λ)

µσ
#Λj(λ)

(observar que puesto que Ω es acotado, #Λj(λ) < ∞ para todo λ ∈ Λ).

Notar que si λ1, λ2 ∈ Λ y Π1(λ1) = Π2(λ1) entonces µ̄λ1 = µ̄λ2 . Por lo tanto, puesto que

Π1(Λj) = j, se tiene que µ̄λ es la misma distribución ∀ λ ∈ Λj. Denotaremos a esta distribución

común con µ̄λ(j). Finalmente definimos µ̄
.
=

?

λ∈Λ

µ̄λ y denotaremos con Āλ a una variable alea-

toria con distribución µ̄λ. Se sigue inmediatamente de lo anterior que las variables aleatorias

{Āλ}λ∈Λ son independientes y que para todo j fijo, j ≥ j0, las variables aleatorias {Āλ}λ∈Λj

están idénticamente distribuidas.

Resta probar que µ̄ es menos favorable que µ a nivel δ, ∀ δ > 0. Para ello comenzamos

definiendo, para λ ∈ Λ, bδ(µλ)
.
= Eµλ

??
E(Aλ|Aδ

λ) − Aλ

?2
?
. Observar entonces que:

B(µ̄, δ) =
?

λ∈Λ

Eµ̄

??
E(Āλ|{Āδ

σ}σ∈Λ) − Āλ

?2
?

=
?

λ∈Λ

Eµ̄λ

??
E(Āλ|Āδ

λ) − Āλ

?2
?

(las Āλ son indep. ⇒ las Āδ
λ son indep.)

=
?

λ∈Λ

bδ(µ̄λ)

=
?

j≥j0

?

λ∈Λj

bδ(µ̄λ)

=
?

j≥j0

#Λj bδ(µ̄λ(j)).
?
pues µ̄λ = µ̄λ(j) ∀ λ ∈ Λj

?
(4.55)

Por otro lado, observemos que puesto que el error cuadrático de la estimación de la variable

aleatoria Aλ dada la sucesión {Aδ
σ}σ∈Λ es menor o igual que el mismo cuando solo se conoce Aδ

λ,

se sigue que ∀ λ ∈ Λ, ∀ δ > 0:

Eµ

??
E(Aλ|{Aδ

σ}σ∈Λ) − Aλ

?2
?
≤ Eµ

??
E(Aλ|Aδ

λ) − Aλ

?2
?
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= Eµλ

??
E(Aλ|Aδ

λ) − Aλ

?2
?

= bδ(µλ),

lo cual implica que

B(µ, δ) =
?

λ∈Λ

Eµ

??
E(Aλ|{Aδ

σ}σ∈Λ) − Aλ

?2
?
≤

?

λ∈Λ

bδ(µλ). (4.56)

Por otro lado, puesto que ∀ δ > 0 la función bδ es cóncava, para cada j fijo, j ≥ j0, se tiene

que

?

λ∈Λj

bδ(µλ)

#Λj
≤ bδ


?

λ∈Λj

µλ
#Λj


 = bδ(µ̄λ(j)). (4.57)

Finalmente,

B(µ, δ) ≤
?

λ∈Λ

bδ(µλ) (por (4.56))

=
?

j≥j0

?

λ∈Λj

bδ(µλ)

=
?

j≥j0

#Λj


?

λ∈Λj

bδ(µλ)

#Λj


 (#Λj <∞)

≤
?

j≥j0

#Λj bδ(µ̄λ(j)) (por (4.57))

= B(µ̄, δ), (por (4.55))

de lo cual se sigue que µ̄ es menos favorable que µ a nivel δ, como queŕıamos probar. ?

En los siguientes dos lemas, demostraremos propiedades relacionadas a una variable aleato-

ria definida por el producto interno entre ruido blanco y una función en L2(Ω). Estos resultados

serán de utilidad a la hora de estudiar la convergencia de los métodos de regularización pro-

puestos en la sección anterior
?
ver definición de Wλ en (4.40)

?
.

Lema 4.33. Sean (S,A, P ) un espacio de probabilidad y Ω ⊂ Rd acotado. Sean además f ∈
L2(Ω) y dW : S×Ω → R ruido blanco gaussiano (ver Definición 1.32). Entonces V ar(?dW, f?) =

?f?2

L2(Ω)
.

Demostración. Por simplicidad realizaremos la prueba solo para el caso d = 1. El caso

general, para d ∈ N, se sigue de manera similar. Supondremos entonces que Ω es un intervalo

I = [a, b] ⊂ R. Consideramos primero el caso en que f es una función simple en L2(Ω), es decir

f es combinación lineal de funciones caracteŕısticas. Sea entonces f(x) =
n?

i=1

αiχ[xi,xi+1)
(x)
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donde An

.
= {a = x1, x2, ..., xn = b} es una partición de I y α1, . . . , αn son coeficientes reales.

Entonces, ∀ s ∈ S

?dW, f?(s) =

?

I
f(x)dW (x, s) dx

=

?

I

n?

i=1

αiχ[xi,xi+1)
(x)dW (x, s) dx

=

n?

i=1

αi

? xi+1

xi

dW (x, s) dx

=

n?

i=1

αi
?
W (xi+1, s) −W (xi, s)

?
.

Tomando varianza en la identidad anterior y utilizando propiedades básicas del movimiento

browniano, obtenemos:

V ar
?
?dW, f?(s)

?
= V ar

?
n?

i=1

αi
?
W (xi+1, s) −W (xi, s)

?
?

=

n?

i=1

α2
i V ar

?
W (xi+1, s) −W (xi, s)

?
(por (1.27))

=

n?

i=1

α2
i |xi+1 − xi| (por (1.28))

= ?f?2

L2(Ω)
.

La demostración para el caso general de f ∈ L2(Ω), se puede realizar utilizando un ar-

gumento de densidad de la funciones simples en L2(Ω) y usando la hipótesis de incrementos

independientes del movimiento browniano, lo cual permite justificar rigurosamente cada una de

las siguientes igualdades:

?f?2

L2(Ω)
=

?

Ω

f 2(x)V ar

?
dW (x, ·)
dx

?
dx =

?

Ω
V ar

?
f(x)

dW (x, ·)
dx

?
dx

(?)
= V ar

??

Ω
f(x)

dW (x, ·)
dx

dx

?
= V ar(?f, dW ?).

En particular, señalamos que la igualdad (?) es consecuencia de la hipótesis de incrementos

independientes del movimiento browniano. ?

Definición 4.34. Dado ∆ un conjunto numerable, diremos que una sucesión {Wi}i∈∆ de va-

riables aleatorias de media cero es (ó constituye) ruido casi-independiente (RCI) si existen
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constantes positivas m y M tales que, para todo i ∈ ∆,

m ≤ E V ar(Wi|{Wk}k ?=i) ≤ V ar(Wi) ≤M. (4.58)

Observación 4.35. En el caso particular en que las Wi tengan distribución normal, nos refe-

riremos a {Wi}i∈∆ como ruido gaussiano casi-independiente (RGCI). Notar que si las wi son

independientes e idénticamente distribuidas con varianza común σ2, entonces (4.58) vale con

igualdades y m = M = σ2.

El siguiente teorema provee condiciones suficientes para que una sucesión de variables alea-

torias normales, generadas a partir del producto interno de ruido blanco con una familia de

funciones en L2(Ω), constituya RGCI.

Teorema 4.36. Sean ∆ un conjunto numerable y {Wi}i∈∆ una sucesión de variables aleatorias

definidas por Wi = ?ui, dW ? para todo i ∈ ∆, donde {ui}i∈∆ es una sucesión de funciones en

L2(Ω) y dW es ruido blanco. Supongamos que existen constantes positivas C1 y C2 tales que

C1?ai??2(∆) ≤
?????
?

i∈∆

aiui

?????
L2(Ω)

≤ C2?ai??2(∆) ∀ {ai} ∈ ?2(∆). (4.59)

Entonces {Wi}i∈∆ es RGCI, más precisamente

C2
1

(I)

≤ E V ar(Wi|{Wk}k ?=i)
(II)

≤ V ar(Wi)
(III)

≤ C2
2 ∀ i ∈ ∆. (4.60)

Demostración. Para probar (4.60) demostraremos cada una de las desigualdades (I), (II) y

(III) individualmente. Notemos en primer lugar que la desigualdad (II), o sea E V ar(Wi|(Wh)h ?=i)

≤ V ar(Wi), resulta trivial por definición de varianzas condicionales.

Para la desigualdad (III) notemos que dada ui en L2(Ω), aplicando el Lema 4.33 se tiene

que

V ar(Wi) = V ar(?ui, dW ?) = ?ui?2

L2(Ω)
. (4.61)

Por otro lado, para cada j ∈ ∆, observemos que eligiendo ai = δij ∀ i ∈ ∆ en (4.59), se obtiene

C1 ≤ ?uj?L2(Ω) ≤ C2. (4.62)

Luego, de (4.61) y (4.62) se sigue entonces que V ar(Wi) ≤ C2
2 , ∀ i ∈ ∆.

Por último, la desigualdad (I) se prueba utilizando la siguiente propiedad de varianzas

condicionales para variables aleatorias normales de media nula (ver apéndice, Lema 5.11)

E V ar(Wi|{Wk}k ?=i) = ı́nf
ak∈R+

V ar


Wi −

?

k ?=i
akWk


 . (4.63)
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En efecto,

E V ar(Wi|{Wk}k ?=i) = ı́nf
ak∈R+

?
V ar

??

k∈∆

akWk

?
: ai = 1

?
(por (4.63))

= ı́nf
ak∈R+





?????
?

k∈∆

akuk

?????

2

L2(Ω)

: ai = 1



 (por (4.61))

≥ ı́nf
ak∈R+

?
C2

1

?

k∈∆

a2k : ai = 1

?
(por (4.59))

= C2
1 . ?

A continuación enunciamos dos proposiciones que serán necesarias para la demostración del

Teorema 4.39, que relaciona los RMC-B continuo y discreto, B y BD (ver Definición 4.29).

Proposición 4.37. Dada una sucesión de variables aleatorias {Aλ}λ∈Λ con distribución con-

junta Π, existe una sucesión de variables aleatorias independientes {Āλ}λ∈Λ con distribución

conjunta Π̄ tal que

1. Π̄ posee las mismas distribuciones marginales que Π, y

2. Π̄ es menos favorable que Π a nivel δ, ∀ δ > 0.

Demostración. La demostración se obtiene esencialmente siguiendo los mismos pasos que

en la demostración del Lema 4.32, por lo que omitimos detalles de la misma. ?

Proposición 4.38. Sean 0 < p, q ≤ ∞, s ∈ N y T : L2(Rd) → L2(Rd) el operador asociado al

problema de aproximar f en Tf = g. Supongamos que el modelo observacional es una realización

(gδ) de una variable aleatoria estocástica con ruido aditivo, Gδ = G + δdW = TF + δdW con

δ > 0 y que los coeficientes wavelet {Aλ}λ∈Λ de la solución exacta F son variables aleatorias

con distribución conjunta Π, que satisfacen {Aλ}λ∈Λ ∈ Ξs
p,q. Entonces,

B(δ,Ξs
p,q,Mc) = sup

{Aλ}∈ Ξsp,q

B(Π, δ), y (4.64a)

BD(δ,Ξs
p,q,Mc) = sup

{Aλ}∈ Ξsp,q

BD(Π, δ), (4.64b)

donde B y BD (ver Definición 4.27) son los correspondientes riesgos de Bayes asociados a los

modelos continuo y discreto, respectivamente.

Demostración. La demostración utiliza el Teorema Minimax de la Teoŕıa de Decisión

Estad́ıstica, detalles de la misma pueden encontrarse, por ejemplo, en [6], Teorema 1, Caṕıtulo 2.

?
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Estamos ahora en condiciones de presentar el siguiente teorema, que provee condiciones

suficientes bajo las cuales los RMC-B continuo y discreto (B y BD) poseen el mismo orden de

convergencia.

Teorema 4.39. Sean Ω ⊂ Rd acotado, {ψλ}λ∈Λ ⊂ L2(Ω) una base wavelet y T : L2(Ω) →
L2(Ω) un operador homogéneo de grado α, que posee una descomposición wavelet vaguelet

{(κλ, uλ, vλ)}λ∈Λ con respecto a la base {ψλ}λ∈Λ, con valores casi-singulares κλ = 2−αj(λ) ∀ j(λ) ≥
j0 y supongamos que f ∈ Bs

p,q(Ω) para algún s ∈ N y 0 < p, q ≤ ∞. Sea además Wλ

.
= ?uλ, dW ?,

donde dW es ruido blanco. Si {Wλ}λ∈Λ es RGCI entonces, ∀ δ > 0, los RMC-B continuo y

discreto B y BD, asociados a g = Tf y gδ
.
= g + δ dW satisfacen

BD(
√
mδ,Ξs

p,q,Mc) ≤ B(δ,Ξs
p,q,Mc) ≤ BD(

√
M δ,Ξs

p,q,Mc), (4.65)

donde m y M son las constantes correspondientes al RGCI en (4.58).

Demostración. La demostración rigurosa de este teorema se sustenta en varios resultados

previos y es sumamente técnica y extensa, razón por la cual nos limitaremos a esbozar los pasos

principales que conducen a la misma. Si bien algunos de estos resultados previos son bastante

conocidos, todos ellos son referenciados apropiadamente.

En primer lugar, se puede probar que las hipótesis del teorema implican la siguiente cadena

de desigualdades:

BD

?
Π̄,

√
mδ

? (I)

≤ B(Π, δ)
(II)

≤ BD

?
Π̄,

√
M δ

?
. (4.66)

En el caso la desigualdad (II), por un lado, el Lema 9 en [14] afirma que para toda cadena de

Markov (Y0, Y1, Y2) se verifica que E V ar(Y2|Y1) ≤ E V ar(Y2|Y0). Por otro lado, dado (Y2, Y1, Y0)

un vector de procesos estocásticos con incrementos independientes, el Lema 10 en [14] provee

hipótesis bajo las cuales el vector (Y0, Y1, Y2) es una cadena de Markov. La desigualdad (II) se

sigue entonces definiendo Y2

.
= Aλ, Y1

.
= Aδ

λ y Y0

.
= Āδ

λ, donde {Āδ
λ}λ∈Λ es la sucesión asociada a

la distribución conjunta µ̄, obtenida a partir de la distribución conjunta µ de la sucesión {Aδ
λ},

como en la Proposición 4.37.

La desigualdad (I) se puede probar utilizando la Proposición 4.37 y un resultado (ver Lema

11 en [14]) que afirma que dada una sucesión {Zλ}λ∈Λ de variables aleatorias normales con media

cero, para todo λ ∈ Λ existe una variable aleatoria Xλ normal e independiente de {Zσ}σ ?=λ tal

que

Zλ = E(Zλ|{Zσ}σ ?=λ) +Xλ.
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Además, Z̃λ
.
= E(Zλ|{Zσ}σ ?=λ) es también una variable aleatoria normal que puede escribirse

como una combinación lineal de {Zσ}σ ?=λ. La desigualdad (I) se sigue entonces definiendo Y2

.
=

Aλ, Y1

.
= Aλ + δσjXλ y Y0

.
= Aδ

λ = Aλ + δσjZλ = Aλ + δσj(Z̃λ +Xλ) y utilizando nuevamente

los Lemas 9 y 10 en [14].

El resto de la demostración consiste en probar que (4.66) implica (4.65). Para ello observemos

por un lado que

B(δ,Ξs
p,q,Mc) = sup

{Aλ}∈ Ξsp,q

B(Π, δ)
?
por (4.64a)

?

≥ sup
{Aλ}∈ Ξsp,q

B(Π̄, δ)

≥ sup
{Aλ}∈ Ξsp,q

BD(Π̄,
√
mδ)

?
por (I)

?

= BD(
√
mδ,Ξs

p,q,Mc),
?
por (4.64b)

?

donde la primera desigualdad se sigue trivialmente del hecho que el conjunto de las distribuciones

conjuntas asociadas a una sucesión de variables aleatorias independientes está contenido en el

conjunto de distribuciones conjuntas sin esta restricción. Esto prueba la primera desigualdad

en (4.65).

Para la segunda desigualdad en (4.65), notar que

B(δ,Ξs
p,q,Mc) = sup

{Aλ}∈ Ξsp,q

B(Π, δ)
?
por (4.64a)

?

≤ sup
{Aλ}∈ Ξsp,q

BD(Π̄,
√
Mδ)

?
por (II)

?

= BD(
√
Mδ,Ξs

p,q,Mc).
?
por (4.64b)

?

Esto concluye la demostración del teorema. ?

A los efectos de poder finalmente abordar la demostración del resultado principal de este

caṕıtulo introduciremos previamente tres definiciones y enunciaremos y demostraremos dos

lemas que simplificarán el desarrollo de la demostración de ese teorema principal (Teorema

4.45).

Definición 4.40. Dadas constantes α ∈ R, p, q, δ y C ∈ R+ y s ∈ N, definimos

Pp,q,s,α(δ, C)
.
= sup

{τj}+:
?

j>j0
2jq(s+d/2)τqj ≤Cq

?

j>j0

2jdρ(p, τj, 2
αjδ), y (4.67)

Qp,q,s,α(δ, C)
.
= sup

{τj}+:
?

j∈Z 2jq(s+d/2)τqj ≤Cq

?

j∈Z
2jdρ(p, τj, 2

αjδ), (4.68)
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donde ρ(·, ·, ·) es el riesgo escalar de Bayes (ver Definición 4.30) y {τj}+ denota una sucesión de

números reales no negativos.

Definición 4.41. Sean p, q, s, α, δ y ρ como en la Definición 4.40. Definimos dos funcionales

sobre ?2, Jp,α,δ y Gs,q,α, de la siguiente manera

Jp,α,δ({xj})
.
= δ2

?

j∈Z
2j(d+2α)ρ

?
p,
xj
δ
, 1

?
,

y

Gs,q,α({xj})
.
=

?

j∈Z
2jq(s+d/2+α)xqj .

Definición 4.42. Dados a ∈ R+ y h ∈ Z definimos el operador Ua,h : ?2 → ?2 como Ua,h({xj})
.
=

{axj−h}.

Las siguientes identidades se siguen a partir de las Definiciones 4.40, 4.41 y 4.42:

ID1) Jp,α,δ
?
Uδ,h({xj})

?
= δ22h(d+2α)Jp,α,1({xj}),

ID2) Gs,q,α

?
Uδ,h({xj})

?
= δq2qh(s+d/2+α)Gs,q,α({xj}),

ID3) Qp,q,s,α(δ, C) = sup
{vj}+: Gs,q,α({vj})≤Cq

Jp,α,δ({vj}).

Las demostraciones de estas identidades son inmediatas. En particular ID3) se sigue defi-

niendo vj
.
=
τj
2jα

∀ j ∈ Z.

El siguiente lema establece el orden de Qp,q,s,α(δ, C) para δ → 0+.

Lema 4.43. Sean α, p, q, s, δ como antes y C > 0. Entonces

Qp,q,s,α(δ, C) ≡ δ
4s

2s+d+2α para δ → 0+. (4.69)

Demostración. Observar que

Qp,q,s,α(δ, C) = sup
{uj}+: Gs,q,α({uj})≤Cq

Jp,α,δ({uj})
?
por ID3)

?

= sup
Uδ,h({vj}+): Gs,q,α(Uδ,h({vj}))≤Cq

Jp,α,δ(Uδ,h({vj}))

= sup
{vj}+: Gs,q,α({vj})≤(Cδ−12−h(s+d/2+α))

q
δ22h(d+2α)Jp,α,1({vj})

?
ID1) e ID2)

?

= δ22h(d+2α)Qp,q,s,α(1, C?),
?
por (4.68)

?

(4.70)

donde C? .= Cδ−12−h(s+d/2+α).
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En particular para δ = δh
.
= 2−h(s+d/2+α), con h ∈ Z, se tiene que C? = C y

Qp,q,s,α(δh, C) = δ
4s

2s+d+2α
h Qp,q,s,α(1, C) = O

?
δ

4s
2s+d+2α
h

?
para δh → 0+. (4.71)

Ahora, para todo δ > 0 existe h ∈ Z tal que δh+1 < δ ≤ δh y por lo tanto, de (4.70) se sigue que

Qp,q,s,α(δh+1, C) ≤ Qp,q,s,α(δ, C) ≤ Qp,q,s,α(δh, C). (4.72)

Finalmente, (4.69) se sigue inmediatamente de (4.71) y (4.72). ?

Finalizamos esta sección enunciando y demostrando un resultado que será fundamental para

encontrar órdenes de convergencia para los métodos RWV y RWVU. Este resultado prueba que

Pp,q,s,α(δ, C) y de Qp,q,s,α(δ, C) tienen el mismo orden para δ → 0+.

Lema 4.44. Sean p, q, s, α, C y δ como en la Definición 4.40. Entonces

Pp,q,s,α(δ, C) ≡ Qp,q,s,α(δ, C) para δ → 0+.

Demostración. En primer lugar observemos que para toda sucesión {τj}+

j>j0
que satisface

?

j0<j

2jq(s+d/2)τ qj ≤ Cq, existe otra sucesión {τ̄j}+
j∈Z, donde τ̄j

.
= τjχ{j>j0}(j) la cual satisface

?

j∈Z
2jq(s+d/2)τ̄ qj ≤ Cq y claramente

?

j>j0

2jdρ(p, τj, 2
jαδ) ≤

?

j∈Z
2jdρ(p, τ̄j, 2

jαδ).

Tomando supremo se sigue entonces que

Pp,q,s,α(δ, C) ≤ Qp,q,s,α(δ, C). (4.73)

Para la desigualdad opuesta, supongamos que {τj}+
j∈Z satisface

?

j∈Z
2jq(s+d/2)τ qj ≤ Cq. Definiendo

τ̄j
.
= τj para j > j0 se tiene entonces que

?

j>j0

2jq(s+d/2)τ̄ qj ≤ Cq. Por otro lado, de la definición

del riesgo escalar de Bayes (Definición 4.30) se sigue inmediatamente que ρ(p, τj, 2
jαδ) ≤ (2jαδ)2

para todo j ∈ Z. Entonces

?

j≤j0
2jdρ(p, τj, 2

jαδ) ≤ δ2
?

j≤j0
2j(d+2α) = Cj0δ

2,

donde Cj0 es una constante finita que depende de j0, α y d.

Luego, ∀ {τj}+
j∈Z tal que

?

j∈Z
2jq(s+d/2)τ qj ≤ Cq, se tiene que

?

j∈Z
2jdρ(p, τj, 2

jαδ) ≤
?

j>j0

2jdρ(p, τj, 2
jαδ) + Cj0δ

2.
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Tomando supremo se sigue finalmente que

Qp,q,s,α(δ, C) ≤ Pp,q,s,α(δ, C) + Cj0
δ2. (4.74)

De (4.69) y (4.74) concluimos entonces que existe una constante C ? tal que

Pp,q,s,α(δ, C) ≥ C ?Qp,q,s,α(δ, C) para δ → 0+. (4.75)

El resultado del lema se sigue finalmente de (4.73) y (4.75). ?

4.5.4. Convergencia del método RWV

Probaremos aqúı uno de los resultados principales de este caṕıtulo, según el cuál el método

de regularización wavelet-vaguelet propuesto en la Sección 4.4.3 provee un orden de convergencia

óptimo (ver Teorema 2.21) para el error de estimación total.

Teorema 4.45. Sean Ω ⊂ Rd acotado, {ψλ}λ∈Λ ⊂ L2(Ω) una base wavelet y T : L2(Ω) →
L2(Ω) un operador homogéneo de grado α, que posee una descomposición wavelet vaguelet

{(κλ, uλ, vλ)}λ∈Λ con respecto a la base {ψλ}λ∈Λ, con valores casi-singulares κλ = 2−αj(λ) ∀ j(λ) ≥
j0 y supongamos que f ∈ Bs

p,q(Ω) para algún s ∈ N y 0 < p, q ≤ ∞. Entonces, para todo δ > 0,

el riesgo minimax cuadrático asociado a g = Tf y gδ
.
= g + δ dW satisface

R(δ, Bs
p,q,Mc) = O

?
δ

4s
2s+2α+d

?
para δ → 0+. (4.76)

Demostración. Por simplicidad supondremos que Ω = [0, 1]d. El caso general para Ω aco-

tado se sigue cubriendo Ω con un hipercubo y teniendo en cuenta la correspondiente modificación

en el valor de #Λj. Sean {(2−α j(λ), uλ, vλ)}λ∈Λ la descomposición wavelet-vaguelet del operador

T con respecto a la base wavelet {ψλ}λ∈Λ y dW ruido blanco. Puesto que {uλ}λ∈Λ es una sucesión

de vaguelets, el Teorema 4.36 asegura que la sucesión {Wλ}λ∈Λ, donde Wλ

.
= ?uλ, dW ?, es ruido

gaussiano casi-independiente (RGCI, ver Definición 4.34 y Observación 4.35). Del Teorema 4.39

se sigue entonces que existen constantes positivas C1 y C2 tales que

BD(C1δ,Ξ
s
p,q,Mc) ≤ B(δ,Ξs

p,q,Mc) ≤ BD(C2δ,Ξ
s
p,q,Mc). (4.77)

Probaremos ahora que

BD(δ,Ξs
p,q,Mc) = O(δ

2s
s+α+d/2 ) para δ → 0+.

Recordemos en primer lugar que, por (4.64b) se tiene que

BD(δ,Ξs
p,q,Mc) = sup

{Aλ}∈ Ξsp,q

BD(Π, δ)
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= sup
{Aλ}∈ Ξsp,q

?

λ∈Λ

EΠ

??
E(Aλ|{Aδ

σ}σ∈Λ) − Aλ

?2
?
, (por Def. 4.27) (4.78)

donde Π es la distribución conjunta de las variables aleatorias {Aλ}λ∈Λ.

Ahora, en virtud del Lema 4.32, podemos restringir el supremo en (4.78) a sucesiones de

variables aleatorias {Aλ}λ∈Λ que sean independientes e idénticamente distribuidas para cada

nivel j. Luego,

sup
{Aλ}∈ Ξsp,q

?

λ∈Λ

EΠ

??
E(Aλ|{Aδ

σ}σ∈Λ) − Aλ

?2
?

= sup
{Aλ}∈ Ξsp,q

?

λ∈Λ

EΠV ar(Aλ|Aδ
λ). (4.79)

De (4.78) y (4.79) se tiene entonces que

BD(δ,Ξs
p,q,Mc) = sup

{Aλ}∈ Ξsp,q

?

λ∈Λ

EΠV ar(Aλ|Aδ
λ). (4.80)

Por otro lado, notar que dados {Aλ}λ∈Λ ∈ Ξs
p,q y el modelo estocástico Aδ

λ = Aλ +2αj(λ) δ Zλ,

∀ λ ∈ Λ, descripto en (4.45), se tiene obviamente que

EΠV ar(Aλ|Aδ
λ) ≤ sup

Bλ:E(|Bλ|p)≤E(|Aλ|p)
EΠV ar(Bλ|Bδ

λ), ∀ λ ∈ Λ,

donde Bδ
λ = Bλ + 2αj(λ) δ Zλ, ∀ λ ∈ Λ. Se sigue entonces que

?

λ∈Λ

EΠV ar(Aλ|Aδ
λ) ≤

?

λ∈Λ

sup
Bλ:E(|Bλ|p)≤E(|Aλ|p)

EΠV ar(Bλ|Bδ
λ).

Luego, tomando supremo obtenemos que

sup
{Aλ}∈ Ξsp,q

?

λ∈Λ

EΠV ar(Aλ|Aδ
λ) ≤ sup

{Aλ}∈ Ξsp,q

?

λ∈Λ

sup
Bλ:E(|Bλ|p)≤E(|Aλ|p)

EΠV ar(Bλ|Bδ
λ)

= sup
{τλ}+∈ Θs

p,q :

τλ1=τλ2 si j(λ1)=j(λ2)

?

λ∈Λ

sup
Bλ:E(|Bλ|p)≤τpλ

EΠV ar(Bλ|Bδ
λ), (4.81)

donde la última igualdad se obtiene definiendo τλ
.
=

?
E (|Aλ|p)

?1/p ∀ λ ∈ Λ, y recordando que,

puesto que las variables aleatorias Aλ son i.i.d. para cada nivel j, se tiene que τλ1 = τλ2 si

j(λ1) = j(λ2).

Por lo tanto,

BD(δ,Ξs
p,q,Mc) = sup

{Aλ}∈ Ξsp,q

?

λ∈Λ

EΠV ar(Aλ|Aδ
λ) (por (4.80)

≤ sup
{τλ}+∈ Θs

p,q :

τλ1=τλ2 si j(λ1)=j(λ2)

?

λ∈Λ

sup
Bλ:E(|Bλ|p)≤τpλ

EΠV ar(Bλ|Bδ
λ) (por (4.81)

= sup
{τλ}+∈ Θs

p,q :

τλ1=τλ2 si j(λ1)=j(λ2)

?

λ∈Λ

ρ(p, τλ, 2
α j(λ)δ), (4.82)
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donde la última igualdad se sigue de la definición del riesgo escalar de Bayes (Definición 4.30)

y del hecho que Bδ
λ = Bλ + 2αj(λ) δ Zλ, ∀ λ ∈ Λ.

Ahora, por definición de Θs
p,q, {τλ}λ∈Λ ∈ Θs

p,q si y solo si

∞?

j≥j0

2jq(s+
d
2− d

p)


?

λ∈Λj

|τλ|p



q
p

≤ Cq.

Pero como τλ1 = τλ2 ∀ j(λ1) = j(λ2) ∀ j ≥ j0, se tiene que
?

λ∈Λj

τ pλ = #Λj ·τ pj , y como Ω = [0, 1]d,

#Λj = 2jd para todo j ≥ j0. Luego

sup
{τλ}+∈ Θs

p,q :

τλ1=τλ2 si j(λ1)=j(λ2)

?

λ∈Λ

ρ(p, τλ, 2
α j(λ)δ)

= sup

{τj}+:
?

j≥j0 2jq(s+d/2−d/p)(#Λj)
q
p τqj ≤Cq

?

j≥j0
#Λj ρ(p, τj, 2

αjδ)

= sup
{τj}+:

?
j≥j0 2jq(s+d/2)τqj ≤Cq


2j0 dρ(p, τj0 , 2

αj0δ) +
?

j>j0

2jdρ(p, τj, 2
αjδ)




≤ sup
{τj}+:

?
j≥j0 2jq(s+d/2)τqj ≤Cq


2j0(d+2α)δ2 +

?

j>j0

2jdρ(p, τj, 2
αjδ)




= 2j0(d+2α)δ2 + sup
{τj}+:

?
j>j0

2jq(s+d/2)τqj ≤Cq

?

j>j0

2jdρ(p, τj, 2
αjδ)

= 2j0(d+2α)δ2 + Pp,q,s,α(δ, C)

≤ 2j0(d+2α)δ2 +Qp,q,s,α(δ, C).
?
por (4.73)

?
(4.83)

De (4.82) y (4.83) obtenemos entonces que

BD(δ,Ξs
p,q,Mc) ≤ 2j0(d+2α)δ2 +Qp,q,s,α(δ, C)

= O
?
δ

2s
s+d/2+α

?
, para δ → 0+, (4.84)

donde la última igualdad es consecuencia inmediata del Lema 4.43.

Finalmente,

R(δ, Bs
p,q,Mc) ≤ B(δ,Ξs

p,q,Mc)
?
por (4.50)

?

≤ BD(C2δ,Ξ
s
p,q,Mc)

?
por (4.77)

?

= O
?
δ

2s
s+α+d/2

?
, para δ → 0+.

?
por (4.84)

?

Esto concluye la demostración de este teorema. ?
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Observación 4.46. Notar que el orden de convergencia mejora con la suavidad del dato s y,

en efecto, tiende a O(δ) para s→ ∞. Del mismo modo, el orden empeora con la dimensión d y

con el grado de homogeneidad α del operador T .

4.5.5. Convergencia del método RWVU

En esta sección nos proponemos demostrar un resultado análogo al obtenido en el Teorema

4.45 pero ahora para el método de regularización wavelet-vaguelet con umbralado wavelet fuerte.

En particular probaremos que el método RWVU resulta también en un orden de convergencia

óptimo para el error total.

Como vimos en la Sección 1.4.2, el procedimiento conocido como umbralado wavelet fuer-

te consiste, esencialmente, en anular los coeficientes cuyos valores son menores a un umbral

prefijado. A menudo este procedimiento resulta más adecuado que muchos otros métodos tra-

dicionales de suavizado o de eliminación de ruido, que sólo consiguen reducir ruido a costa de

suavizar también la función original. Recordemos que dado γ ∈ R+ (el umbral) denotamos con

Sγ : Vj → Vj al operador de umbralado sobre el espacio de nivel j definido por

Sγf(x) =
?

k∈Zd

βj,kχ{|βj,k|≥γ}(βj,k)φj,k(x), f ∈ Vj,

dónde βj,k
.
= ?f, φj,k?.

En este caso, a diferencia del umbralado utilizado en el caṕıtulo anterior, suponemos f ∈
L2(R) y utilizamos la descomposición L2(R) = Vj0 ⊕

?

j≥j0

Wj. Consideraremos que el umbral

γ depende de cada nivel j y por lo tanto, ocasionalmente lo denotaremos con γ = γ(j(λ)) o

simplemente γ = γ(λ). Como vimos en las secciones 4.4 y 4.5, las soluciones aproximadas por el

método RWVU, se obtienen a partir del siguiente modelo estocástico que surge de utilizar un

enfoque bayesiano:

Aδ,γ(λ)
λ

.
= Sγ(λ)A

δ
λ = Sγ(λ)(Aλ + δσλZλ). (4.85)

Para probar el resultado fundamental sobre la convergencia del método RWVU, necesitare-

mos introducir previamente el concepto de riesgo escalar de umbralado de Bayes y dos resulta-

dos previos (Teorema 4.48 y Teorema 4.49) que facilitarán el desarrollo de la demostración del

resultado principal (Teorema 4.51).

Definición 4.47 (Riesgo escalar de umbralado de Bayes). Sean τ, δ, γ ∈ R+, p ∈ N, X

una variable aleatoria y Xδ,γ .= SγX
δ = Sγ(X+δZ), con Z ∼ N(0, 1). Se define el riesgo escalar
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de umbralado de Bayes, asociado a p, γ, τ y δ, como

ρU(p, τ, δ)
.
= ı́nf

γ>0
sup

X∈U(p,τ)

EX

?
(Xδ,γ −X)2

?
. (4.86)

El siguiente teorema relaciona el riesgo escalar de umbralado de Bayes que acabamos de

definir con el riesgo escalar de Bayes asociado al método RWV (ver Definición 4.30).

Teorema 4.48. Sean τ, δ, γ ∈ R+, p ∈ N y los riesgos escalares de Bayes ρ y ρU definidos por

(4.52) y (4.86), respectivamente. Entonces, existe una constante C = C(p), tal que

ρU(p, τ, δ) ≤ C(p) ρ(p, τ, δ) ∀ τ > 0 y ∀ δ > 0. (4.87)

Demostración. Utilizando un razonamiento análogo al del Lema 4.31 se puede probar

inmediatamente que la identidad (4.53) vale también para ρU , es decir

ρU(p, τ, δ) = a−2ρU(p, aτ, aδ), ∀ a > 0. (4.88)

Luego, de (4.53) y (4.88) se sigue que

sup
τ>0, δ>0

ρU(p, τ, δ)

ρ(p, τ, δ)
= sup

τ>0, δ>0

ρU(p, τ/δ, 1)

ρ(p, τ/δ, 1)

= sup
ν>0

ρU(p, ν, 1)

ρ(p, ν, 1)

.
= sup

ν>0
hp(ν). (4.89)

En virtud de (4.89), resulta que para probar (4.87) es suficiente con probar que ∃ C = C(p)

tal que sup
ν>0

hp(ν) ≤ C. A partir de las definiciones de ρ y ρU se puede probar, sin mayores

dificultades, que ambas son continuas como función de ν, para ν en (0,∞), y en consecuencia

también lo es hp. Por lo tanto será suficiente con probar que la función hp(ν) se mantiene acotada

tanto para ν → 0+ como para ν → ∞.

Notar que para ν → ∞ la condición X ∈ U(p, ν) que aparece en ambas definiciones de ρ y

ρU se desvanece, al igual que, se desvanece la condición sobre el umbral γ, para γ → 0+. Por lo

tanto ρU(p, ν, 1) ≤ ρ(p, ν, 1) para ν → ∞. Aśı, ĺım sup
ν→∞

hp(ν) ≤ 1. Más aún, con un argumento

similar se puede probar que existe ĺım
ν→∞

hp(ν) = 1.

La demostración de que hp(ν) se mantiene acotada para ν → 0+ es significativamente

más engorrosa, por lo cual omitiremos aqúı mayores detalles limitándonos, a continuación,

a bosquejar los pasos fundamentales que conducen a la misma. En primer lugar, definiendo

γ = γ(ν)
.
=

?
2 log ν−p + a log(2 log ν−p)

?1/2
, para ν < 1, con a > p − 1, se puede probar que
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existe una constante positiva C̃ tal que

sup
X∈U(p,τ)

EX

?
(Xδ,γ(ν) −X)2

?
≤ C̃ νp(γ(ν))2−p para ν → 0+,

y por lo tanto

ρU(p, ν, 1) = ı́nf
γ>0

sup
X∈U(p,τ)

EX

?
(Xδ,γ −X)2

?
≤ C̃ νp(γ(ν))2−p para ν → 0. (4.90)

Por otro lado, se puede probar que para ν → 0+

ρ(p, ν, 1) ≡




ν2 si p ≥ 2

νp(2 log ν−p)
2−p
2 si 0 < p < 2

, (4.91)

donde f ≡ g significa que existen constante C1 y C2 positivas tales que C1g ≤ f ≤ C2g (ver,

por ejemplo, Proposición 18 en [15]).

Luego, de (4.90) y (4.91), para p ≥ 2 existe una constante positiva Ĉ tal que

ρU(p, ν, 1)

ρ(p, ν, 1)
≤ Ĉ

νp(γ(ν))2−p

ν2
= Ĉ

?
ν

γ(ν)

?p−2

≤ Ĉ para ν → 0+, (4.92)

pues γ(ν) → ∞ para ν → 0+.

De igual modo y también como consecuencia de (4.90) y (4.91), para 0 < p < 2 existe otra

constante positiva C̄ tal que

ρU(p, ν, 1)

ρ(p, ν, 1)
≤ C̄

?
(γ(ν))2

2 log ν−p

? 2−p
2

= C̄

?
1 +

a log(2 log ν−p)

2 log ν−p

? 2−p
2

≤ 2 C̄, para ν → 0+,

(4.93)

donde la última desigualdad se sigue del hecho que 2 − p > 0 y log ν−p → ∞ para ν → 0+.

Finalmente, de (4.92) y (4.93) se sigue que ĺım sup
ν→0+

hp(ν) <∞ para todo p > 0. Esto completa

la demostración del teorema. ?

El siguiente teorema es en principio un resultado técnico que esencialmente nos dice que,

bajo ciertas condiciones, un ı́nfimo y un supremo pueden ser intercambiados. El mismo, será

de suma importancia en la demostración del teorema principal. Para simplificar la notación,

denotaremos con V al conjunto de distribuciones de variables aleatorias con p momentos en

Θs
p,q, es decir V (p, q, s)

.
=

?
ΠA ∈ D : {(E|Aλ|p)1/p}λ∈Λ ∈ Θs

p,q

?
.

Teorema 4.49. Sean p, q, s ∈ N y δ ∈ R+
0 . Entonces

ı́nf
γ(λ)≥0

sup
µA∈V (p,q,s)

?

λ∈Λ

EµA(Aδ,γ(λ)
λ − Aλ)

2 = sup
µA∈V (p,q,s)

ı́nf
γ(λ)≥0

?

λ∈Λ

EµA(Aδ,γ(λ)
λ − Aλ)

2, (4.94)

donde {Aλ}λ∈Λ denota una sucesión de variables aleatorias con distribución conjunta µA y

{Aδ,γ(λ)
λ }λ∈Λ es la sucesión de variables aleatorias definida como en (4.85).
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Demostración. Sea µA ∈ V (p, q, s) la distribución asociada a la sucesión de variables

aleatorias {Aλ}λ∈Λ. Para cada λ ∈ Λ definimos hλ : R+
0 × V (p, q, s) → R+

0 y gλ : V (p, q, s) → R+
0

como

hλ(γ(λ), µA)
.
= EµA

?
(A

δ,γ(λ)
λ − Aλ)

2

?
y gλ(µA)

.
= ı́nf

γ(λ)≥0
hλ(γ(λ), µA). (4.95)

Luego, el lado derecho de (4.94) se puede escribir como

sup
µA∈V (p,q,s)

ı́nf
γ(λ)≥0

?

λ∈Λ

hλ(γ(λ), µA) = sup
µA∈V (p,q,s)

?

λ∈Λ

ı́nf
γ(λ)≥0

hλ(γ(λ), µA)

= sup
µA∈V (p,q,s)

?

λ∈Λ

gλ(µA), (4.96)

donde la primera igualdad se sigue del hecho que #Λj < ∞ y los términos de la suma están

desacoplados en {γ(λ)}λ∈Λ para todo λ1 y λ2 tal que j(λ1) ?= j(λ2). La segunda igualdad se sigue

de (4.95).

Usando un argumento de compacidad se puede probar que el supremo en (4.96) se alcanza

para alguna µ∗ ∈ V (p, q, s), la que, por lo tanto, es una medida menos favorable con respecto

al error de umbralado en el sentido de (4.47). De igual modo, se puede probar que para cada

λ ∈ Λ existe γ∗ = γ∗(λ, µ) ≥ 0 tal que

gλ(µ) = hλ(γ
∗
(λ), µ), ∀ µ ∈ V (p, q, s). (4.97)

A continuación definimos H : ?20,+ × V (p, q, s) → R+
0 y G : V (p, q, s) → R+

0 como

H({γ(λ)}, µ)
.
=

?

λ∈Λ

hλ(γ(λ), µ) y G(µ)
.
=

?

λ∈Λ

gλ(µ).

Luego,

H(γ∗(λ, µ∗), µ∗) = G(µ∗) (por def. de γ∗)

= sup
µA∈V (p,q,s)

?

λ∈Λ

ı́nf
γ(λ)≥0

hλ(γ(λ), µA). (por def. de µ∗)

Probaremos ahora que el par ({γ∗(λ, µ∗)}, µ∗) es un punto silla para la función H , lo que

claramente implica (4.94). Para ello, dados µ ∈ V (p, q, s) y t ∈ [0, 1] definimos µt ∈ V (p, q, s)

como µt
.
= (1 − t)µ∗ + tµ. Notar que cualquiera sea µ ∈ V (p, q, s), µ0 = µ∗. De la definición de

µ∗ se sigue que
?

λ∈Λ

gλ(µ
∗) ≥

?

λ∈Λ

gλ(µ) ∀µ ∈ V (p, q, s).

Por lo tanto ∀µ ∈ V (p, q, s) se tiene que

0 ≥
?
d

dt

?

λ∈Λ

gλ(µt)

? ?????
t=0
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=
?

λ∈Λ

?
d

dt
hλ(γ

∗(λ, µt), µt)
? ?????

t=0

(por def. de gλ)

=
?

λ∈Λ

??
∂

∂t
hλ(γ

∗(λ, µt), µ∗)
? ?????

t=0

+

?
∂

∂t
hλ(γ

∗(λ, µ∗), µt)
? ?????

t=0

? ?
pues µt

??
t=0

= µ∗ y por

def. de γ∗(λ, µ∗)

?

≥
?

λ∈Λ

?
∂

∂t
hλ(γ

∗(λ, µ∗), µt)
? ?????

t=0




?
∂
∂thλ(γ

∗(λ, µt), µ∗)
? ???
t=0

≥ 0 pues ∀µ ∈ V (p, q, s)

hλ(γ
∗(λ, µ∗), µ∗) ≤ hλ(γ

∗(λ, µ), µ∗)




=
?

λ∈Λ

?
hλ(γ

∗(λ, µ∗), µ) − hλ(γ∗(λ, µ∗), µ∗)
?
. (4.98)

La última igualdad se sigue inmediatamente de la definición de µt, puesto que hλ(γ(λ), µt) =

(1 − t)hλ(γ(λ), µ∗)) + t hλ(γ(λ), µ).

Luego,
?

λ∈Λ

hλ(γ
∗(λ, µ∗), µ∗) ≤

?

λ∈Λ

hλ(γ
∗(λ, µ), µ) para todo µ ∈ V (p, q, s) y por lo tanto µ∗

es un máximo para G(γ∗(µ), µ). Se sigue entonces que ({γ∗(λ, µ∗)}, µ∗) es un punto silla para

la función H , lo que completa la demostración. ?

Observación 4.50. Con el objetivo de simplificar la demostración del teorema precedente,

hemos intencionalmente omitido justificar la t-diferenciabilidad de todas las funciones que apa-

recen en (4.98). Si bien tal justificación puede hacerse de manera rigurosa, consideramos que

la misma es irrelevante para los objetivos de la demostración del teorema, él que, como ya

mencionamos, es en śı mismo de naturaleza sumamente técnica.

Estamos finalmente en condiciones de probar el resultado principal de este caṕıtulo, según

el cuál, el método de regularización wavelet-vaguelet con umbralado propuesto en la Sección

4.4.3, provee un orden de convergencia óptimo para el error de estimación total.

Teorema 4.51. Sean Ω ⊂ Rd acotado, {ψλ}λ∈Λ ⊂ L2(Ω) una base wavelet y T : L2(Ω) →
L2(Ω) un operador homogéneo de grado α, que posee una descomposición wavelet vaguelet

{(κλ, uλ, vλ)}λ∈Λ con respecto a la base {ψλ}λ∈Λ, con valores casi-singulares κλ = 2−αj(λ) ∀ j(λ) ≥
j0 y supongamos que f ∈ Bs

p,q(Ω) para algún s ∈ N y 0 < p ≤ q ≤ ∞.

Entonces, para todo δ > 0, el riesgo minimax cuadrático wavelet-vaguelet con umbralado

(RMC-WVU) asociado a g = Tf y gδ
.
= g + δ dW satisface

R(δ, Bs
p,q,Mc,γ) = O

?
δ

2s
s+α+d/2

?
, para δ → 0+.

Demostración. Notemos que de la definición del RMC-WVU y RMCB-WVU (ver Defini-

ción 4.26 y Definición 4.29) se tiene que

R(δ, Bs
p,q,Mc,γ) ≤ B(δ,Ξs

p,q,Mc,γ)
?
por (4.51)

?
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= ı́nf
{γ(λ)}+

sup
{Aλ}∈Ξsp,q

E
?
?Aδ,γ

λ − Aλ?2
? ?

por (4.49)
?

= ı́nf
{γ(λ)}+

sup
{Aλ}∈Ξsp,q

?

λ∈Λ

E
??
Aδ,γ
λ − Aλ

?2
?
. (4.99)

Por otro lado, utilizando un argumento análogo a la demostración de (4.81) en la prueba

del Teorema 4.45 obtenemos

sup
{Aλ}∈Ξsp,q

?

λ∈Λ

E
??
Aδ,γ
λ − Aλ

?2
?
≤ sup

{τλ}+∈ Θs
p,q :

τλ1=τλ2 si j(λ1)=j(λ2)

?

λ∈Λ

sup
Aλ:E(|Aλ|p)≤τpλ

E
??
Aδ,γ
λ − Aλ

?2
?
,

(4.100)

para τλ
.
=

?
E (|Aλ|p)

?1/p ∀ λ ∈ Λ.

Luego,

R(δ, Bs
p,q,Mc,γ) ≤ ı́nf

{γ(λ)}+
sup

{Aλ}∈Ξsp,q

?

λ∈Λ

E
??
Aδ,γ
λ − Aλ

?2
? ?

por (4.99)
?

≤ ı́nf
{γ(λ)}+

sup
{τλ}+∈ Θs

p,q :

τλ1=τλ2 si j(λ1)=j(λ2)

?

λ∈Λ

sup
Aλ:E(|Aλ|p)≤τpλ

E
??
Aδ,γ
λ − Aλ

?2
? ?

de (4.100)
?

≤ sup
{τλ}+∈ Θs

p,q :

τλ1=τλ2 si j(λ1)=j(λ2)

ı́nf
{γ(λ)}+

?

λ∈Λ

sup
Aλ:E(|Aλ|p)≤τpλ

E
??
Aδ,γ
λ − Aλ

?2
? ?

por Teor. 4.49
?

= sup
{τλ}+∈ Θs

p,q :

τλ1=τλ2 si j(λ1)=j(λ2)

?

λ∈Λ

ı́nf
γ(λ)>0

sup
Aλ:E(|Aλ|p)≤τpλ

E
??
Aδ,γ
λ − Aλ

?2
?



γ(λ) = γ(j(λ))

y #Λj <∞
∀ j ≥ j0




= sup
{τλ}+∈ Θs

p,q :

τλ1=τλ2 si j(λ1)=j(λ2)

?

λ∈Λ

ρU(p, τλ, 2
αj(λ)δ)


 por Definición 4.47 y

Aδ,γ
λ = Sγ (Aλ + 2αj(λ)δZλ)




≤ C ?(p) sup
{τλ}+∈ Θs

p,q :

τλ1=τλ2 si j(λ1)=j(λ2)

?

λ∈Λ

ρ(p, τλ, 2
αj(λ)δ).

?
por Teor. 4.48

?
(4.101)

Finalmente, puesto que las variables aleatorias Aλ se pueden suponer i.i.d. para cada nivel

j, vale la desigualdad (4.83) de la demostración del Teorema 4.45 y, por lo tanto, se tiene que

R(δ, Bs
p,q,Mc,γ) ≤ C ?(p) sup

{τλ}+∈ Θs
p,q :

τλ1=τλ2 si j(λ1)=j(λ2)

?

λ∈Λ

ρ(p, τλ, 2
αj(λ)δ)

?
por (4.101)

?

≤ C ?(p)
?
2j0(d+2α)δ2 +Qp,q,s,α(δ, C)

? ?
por (4.83)

?

= O
?
δ

2s
s+d/2+α

?
, para δ → 0+. (por Lema 4.43)

Esto concluye la demostración del teorema. ?
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Al igual que para el método RWV, notar que aqúı también el orden de convergencia mejora

con la suavidad del dato s y tiende a O(δ) para s → ∞. Del mismo modo, el orden empeora

con la dimensión d y con el grado de homogeneidad α del operador T .

4.6. Operadores integrales

En esta sección presentamos un tipo particular de operadores que satisfacen las condiciones

necesarias para tener una descomposición wavelet-vaguelet. Este caso particular será retomado

en la sección de aplicaciones numéricas, como ejemplos de aplicación a señales e imágenes. Co-

menzamos la sección definiendo operadores de tipo convolución. Luego, enunciamos y demostra-

mos una serie de proposiciones y lemas, los que son necesarios para construir la descomposición

wavelet-vaguelet. Cerramos la sección y el caṕıtulo con la formalización de la descomposición

wavelet-vaguelet para el caso de operadores integrales de convolución.

Definición 4.52. Decimos que T : L2(Rd;R) → L2(Rd;R) es un operador integral de tipo

convolución asociado al núcleo k : Rd × Rd → R si

(Tf)(s)
.
=

?

Rd
f(t)k(s, t) dt.

Un caso especial de operadores integrales, con los que trabajaremos a lo largo de este

caṕıtulo, lo constituyen los operadores de convolución, en los que el núcleo k(s, t) depende

de s y t solo a través de la diferencia, s− t.

Definición 4.53. Denotamos por Tk : L2(Rd;R) → L2(Rd;R) al operador de convolución aso-

ciado al núcleo k : Rd → R dado por

(Tkf)(s)
.
=

?

Rd
f(t)k(s− t) dt, para f ∈ L2(Rd;R).

La siguiente proposición es un resultado clásico sobre condiciones suficientes para que un

operador integral de tipo convolución sea compacto.

Teorema 4.54. Sean Ω ⊂ Rd compacto y k : Ω × Ω → R una función que satisface al menos

una de las siguientes condiciones:

k ∈ L2(Ω × Ω;R), o

k es débilmente singular, es decir, k es continua sobre {(s, t) ∈ Ω × Ω : s ?= t} y existen
? > 0 y M > 0 tal que, para todo s ?= t ∈ Ω se verifica

|k(s, t)| ≤ M

|s− t|d−? .

Entonces el operador de tipo convolución T : L2(Ω;R) → L2(Ω;R), con núcleo k, es compacto.
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Demostración. La prueba de este teorema puede encontrarse, por ejemplo, en el caṕıtulo

2 (§ 2) en [17]. ?

Proposición 4.55. Sea Tk : L2(Rd;R) → L2(Rd;R) un operador de convolución con núcleo

k : Rd → R, entonces su adjunto está dado por T ∗ = Tk∗ donde k∗ : Rd → R está dado por

k∗(x) = k(−x) ∀ x ∈ D(Tk).

Demostración. La prueba se sigue trivialmente verificando que ?g, Tkf? = ?Tk∗g, f? ∀f, g ∈
D(Tk). ?

Observación 4.56. De la proposición anterior se sigue que un operador de convolución es

autoadjunto si y solo si su núcleo es par. Un ejemplo de operador que satisface esta condición

y será utilizado en la sección siguiente es el operador convolución con núcleo gaussiano.

Lema 4.57. Sea Tk : L2(Rd;R) → L2(Rd;R) un operador de convolución con núcleo k : Rd → R,

entonces:

a) Tk es inyectivo si y solo si k̂ ?= 0 c.t.p. y

b) si k̂ ?= 0 c.t.p. el operador inverso puede escribirse formalmente en términos de k̂ como

(T−1
k g(ω)) (t) = F−1

?
ĝ(ω)

k̂(ω)

?
(t) =

1

(2π)d

?

Rd
eiωt

ĝ(ω)

k̂(ω)
dω. (4.102)

Demostración. a) ⇒) Sea f ∈ L2(Rd;R) tal que Tkf = 0 en c.t.p., esto implica que

F{Tkf} = 0 c.t.p. y por definición del operador esto implica F{f ∗ k} = 0 c.t.p.. Luego,

f̂ .k̂ = 0 c.t.p. y como por hipótesis k̂ ?= 0 c.t.p. entonces debe ser f̂ = 0 c.t.p. y por lo

tanto f = 0. Luego el operador es inyectivo.

⇐) Supongamos por el absurdo que k̂(ω) = 0 para todo ω ∈ A, donde A es un conjunto

de medida positiva, y definamos f̂(ω)
.
= χ

A
(ω) donde χ

A
es la función caracteŕıstica

sobre el conjunto A. Bajo estas condiciones tenemos que 0 = f̂(ω).k̂(ω) = (Tkf)(ω) ∀ω.

Luego, Tkf(t) = 0 para f no nula y por lo tanto el operador no es inyectivo.

b) Del inciso anterior tenemos que si k̂ ?= 0 c.t.p. el operador es inyectivo y por lo tanto

podemos definir su inversa T−1
k : R(Tk) → D(Tk). En tal caso, la identidad (4.102), es

obvia. ?

Observar que la condición k̂ ?= 0 c.t.p. en el lema anterior en principio es una condición

técnica y estrictamente necesaria, y no es claro que condiciones implican sobre k. Sin embargo,

un teorema de Wiener del año 1932 provee una condición necesaria y suficiente para que la

transformada de Fourier de una función sea distinta de cero en casi todo punto. En efecto,
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Teorema 4.58. Sea f ∈ L2(R), entonces f̂ ?= 0 c.t.p. si y solo si el conjunto de todas las

traslaciones de f es denso en L2(R).

Demostración. Ver [51], Caṕıtulo 1, Sección 1. ?

Finalizamos este caṕıtulo con un teorema que provee condiciones suficientes para que un

operador de convolución posea una descomposición wavelet-vaguelet con respecto a una base

wavelet dada.

Teorema 4.59. Sea Tk : L2(Rd) → L2(Rd) un operador de convolución homogéneo de grado

α con núcleo k, tal que k ∈ L1(Rd) ∩ L2(Rd) es Hölder continuo y k̂ ?= 0 c.t.p.. Sea además,

ψ ∈ L2(Rd) una wavelet con promedio nulo que verifica ψ ∈ D(Tk) ∩ R(T ∗
k ) y supongamos que

existen constantes b1, b2 > 0 y ν1, ν2 > 0, tales que ∀ x ∈ Rd

?? [Tkψ(·)] (x)
?? ≤ b1

(1 + |x|)d+ν1 y
???
?
(T−1

k )∗ ψ(·)
?
(x)

??? ≤ b2
(1 + |x|)d+ν2 .

Entonces la familia
?
(2−jdα, 2−jdα(T−1

k )∗ψλ, 2jdαTkψλ)
?
λ∈Λ

es una descomposición wavelet va-

guelet del operador Tk con respecto a la base ortonormal wavelet {ψλ}λ∈Λ y {2−jαd}j≥j0 es la
correspondiente sucesión de valores casi-singulares de dicha descomposición.

Demostración. La prueba de este teorema consiste esencialmente en verificar que el ope-

rador Tk y la wavelet ψ satisfacen las hipótesis del Teorema 4.21. Notemos en primer lugar que

puesto que k̂ ?= 0 c.t.p., por el Lema 4.57 se sigue que Tk es inyectivo.

De la Observación 4.22 se tiene que Tk conmuta con traslaciones, es decir, ∀ a ∈ Rd se verifica

que TkEa = EaTk, y por lo tanto se verifica la hipótesis H2 ) del Teorema 4.21.

Por otro lado, dado que el núcleo k es Hölder continuo, de la Observación 4.24 se sigue que

se satisface la hipótesis H4), es decir, Tkψ y (T−1
k )∗ ψ son Hölder continuas.

Finalmente, puesto que ψ tiene promedio nulo y k ∈ L1(R) de la Observación 4.25 se tiene

que Tkψ y (T−1
k )∗ ψ tienen promedio nulo. Luego, se satisface la hipótesis H5) y esto concluye

la demostración. ?





CAPÍTULO 5

Aplicaciones y resultados numéricos

Los resultados presentados en esta tesis han sido hasta aqúı predominantemente teóricos.

Sin embargo, consideramos importante implementar y evaluar, en aplicaciones concretas, los

diferentes métodos de regularización estudiados en este trabajo. Este caṕıtulo se centra en los

resultados de las implementaciones numéricas obtenidas a partir de la resolución de problemas

inversos particulares. A lo largo del caṕıtulo utilizaremos tanto el método de regularización

wavelet-espectral, desarrollado en el Caṕıtulo 3, como el método de regularización wavelet-

vaguelet, desarrollado en el Caṕıtulo 4, para aproximar soluciones a problemas de deconvolución.

En la Sección 5.1 se utiliza el método wavelet-espectral para resolver problemas de deconvolución

en una dimensión, para restauración de señales, y en dos dimensiones, para restauración de

imágenes. Por otro lado, la Sección 5.2 está dedicada a la implementación del método wavelet-

vaguelet, estudiado en el Caṕıtulo 4, nuevamente para el caso de problemas de deconvolución

en restauración de señales.

5.1. Aplicaciones del método de regularización

wavelet-espectral

En el Caṕıtulo 3 presentamos el método de regularización wavelet-espectral para problemas

inversos mal condicionados. Dicho método, involucra esencialmente dos pasos. Un primer paso

de descomposición y umbralado wavelet y un segundo paso de regularización espectral. Con el

objetivo de mostrar y cuantificar las ventajas del método propuesto, en las siguientes secciones

presentaremos ejemplos numéricos utilizando este método, para problemas inversos de la forma

Tf = g, donde el operador T es un operador integral de convolución.

Recordemos que un operador de convolución Tk : L2(Rd;R) → L2(Rd;R) asociado a un

núcleo k : Rd → R está dado por

?
Tkf

?
(s)

.
=

?

Rd
f(t)k(s− t) dt. (5.1)

Nos proponemos encontrar una solución aproximada a la solución exacta f en

g(s)
.
=

?

Rd
f(t)k(s− t) dt = (Tkf(·))(s).
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Por simplicidad supondremos que sop(f) es compacto y k es un núcleo gaussiano. Supondremos,

que el dato g no se conoce de manera exacta. Más precisamente, y continuando con los linea-

mientos de los caṕıtulos anteriores, consideraremos un modelo de observación con ruido aditivo

de la forma gδ = g + δdW , donde dW es ruido blanco y δ > 0 una constante que cuantifica el

nivel de error.

5.1.1. Deconvolución 1D: restauración de señales

En muchas ocasiones las perturbaciones en ciertas señales pueden modelarse satisfactoria-

mente a través de un proceso de convolución. En tales casos, mediante una correcta “deconvolu-

ción”, seŕıa posible entonces reconstruir la señal original afectada por este proceso. El problema

de deconvolución fue estudiado por primera vez como una herramienta para el análisis de medi-

das śısmicas (ver, por ejemplo [33], [18]). En la actualidad el uso de técnicas de deconvolución

se ha extendido a una amplia gama de aplicaciones, tales como control automático y filtrado

digital de sistemas, entre otros.

Dados el núcleo k y la función real f con soporte contenido en un intervalo I (supondremos

I = [0, 1] por simplicidad) la convolución de f con k define nuestro dato (limpio) g:

g(s)
.
=

? 1

0
f(t)k(s− t) dt. (5.2)

El problema inverso (deconvolución) consiste en determinar f dados el núcleo k y la observación

g. Por lo general el núcleo k es conocido, como lo será en todos los ejemplos numéricos que

abordaremos a continuación. Sin embargo es oportuno mencionar que en ocasiones también el

núcleo es desconocido. Estos problemas son llamados de “deconvolución ciega” y su tratamiento

es considerablemente más complejo. Como caso emblemático de uno de estos, citamos uno

relacionado a la restauración de las imágenes enviadas por el Telescopio espacial Hubble durante

sus primeros tres años en órbita (1990-1993). Debido a problemas con el diseño de uno de

sus espejos, las imágenes iniciales enviadas por el telescopio estaban distorsionadas en grado

extremo. Afortunadamente, al detectar el problema, los cient́ıficos pudieron resolverlo (hasta el

cambio de ese espejo en el año 1993 durante una de las misiones del transbordador espacial)

a través de un problema de deconvolución ciega con casi 800.000 variables. Detalles de este

interesante problema y su solución pueden encontrarse en el art́ıculo [2]. Por otro lado, el dato

g suele estar disponible solo a través de mediciones con ruido, usualmente sobre un conjunto

finito de puntos s1, s2, ..., sm:

gi
.
= g(si) + ei, i = 1, . . . ,m,
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donde ei denota el ruido de medición asociado a la i-ésima observación. El ruido generalmente

se supone con una cierta distribución estad́ıstica, que puede ser conocida o desconocida. En

nuestro caso supondremos ruido blanco gaussiano con varianza δ2.

La implementación numérica de este problema de deconvolución requiere obviamente de

un proceso previo de discretización. Existe una gran variedad de métodos disponibles para

la discretización de ecuaciones integrales, los cuales permiten obtener, a partir de la ecuación

integral, un sistema de ecuaciones lineales que, en principio, se pueden “resolver” numéricamente

para proporcionar una solución discreta aproximada. En este trabajo utilizaremos una regla de

cuadratura, mediante la cual es posible aproximar la integral en (5.2) para el caso unidimensional

que nos proponemos trabajar, mediante una suma finita de términos. De esta manera, la integral

de convolución puede tratarse como una suma finita de convolución entre el núcleo k y la función

f . A partir de una discretización del dominio de integración, definida por tj
.
= j−1/2

n para

j = 1, . . . , n, se tiene entonces la siguiente estimación

g(s) =

? 1

0
k(s− t)f(t) dt ?

n?

j=1

1

n
k(s− tj)f(tj). (5.3)

En este caṕıtulo nos concentramos en analizar aplicaciones a problemas inversos mal condi-

cionados donde el núcleo k es gaussiano. Como veremos en la siguiente sección, los problemas

de deconvolución con este núcleo son muy utilizados en procesamiento de imágenes ([47], [5]).

En particular, estos núcleos modelan satisfactoriamente la distorsión en las imágenes captadas

por telescopios terrestres debido a las diferentes densidades de las capas de la atmósfera. Se lo

conoce como “turbulencia atmosférica”. Suponemos entonces k : R → R definido por

k(s)
.
=

1

σ
√

2π
e−

(s−µ)2
2σ2 , (5.4)

donde µ ∈ Rd y σ > 0. En cada uno de los ejemplos siguientes supondremos µ = 0 y expresare-

mos la desviación estándar σ en términos de un porcentaje ? de la norma ?f?∞, es decir

σ =
?

100
?f?∞. (5.5)

A partir de esta elección del núcleo, de las ecuaciones (5.3) y (5.4) se tiene que la discre-

tización para el problema de deconvolución con núcleo gaussiano en los puntos de colocación

s1, s2, ..., sm está dada por

g(si) =

n?

j=1

1

nσ
√

2π
e−

(si−tj )2

2σ2 f(tj), con i = 1, . . . ,m y j = 1, 2, . . . , n. (5.6)
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Notemos aqúı que m no necesariamente debe ser igual a n. Sin embargo a lo largo de este

trabajo, por simplicidad supondremos m = n y si = ti ∀ i. El problema (5.6) puede escribirse

en notación matricial como

Ax = y, (5.7)

donde A es una matriz de n× n y x, y ∈ Rn definidos por

ai,j
.
=

1

nσ
√

2π
e−

(si−tj )2

2σ2 , yi
.
= g(si) y xj

.
= f(tj),

para i = 1, . . . , n, j = 1, . . . , n. En todos los ejemplos siguientes consideraremos n = 100.

Como vimos en la Sección 4.6, los operadores de convolución asociados a núcleos que sa-

tisfacen las hipótesis del Teorema 4.54 (e.g. núcleos gaussianos) son compactos. Por lo tanto,

el correspondiente problema inverso asociado es mal condicionado en el sentido descripto en

la Sección 2.1. Si bien desde un punto de vista matemático riguroso el mal condicionamiento

de un problema inverso no puede ocurrir nunca en dimensión finita, la discretización de un

problema mal condicionado resulta en un problema de la forma (5.7) en el que la matriz A

posee un número de condición muy grande, lo que torna inestable el proceso de inversión y hace

estrictamente necesaria la utilización de algún tipo de regularización.

A continuación presentaremos una serie de resultados numéricos que tienen como objetivo

mostrar el desempeño del método de regularización wavelet-espectral descripto en el Caṕıtulo 3,

para diferentes tipos de soluciones exactas, con diferentes grados de regularidad, para diferentes

grados de mal condicionamiento y distintos niveles de ruido.

Nos proponemos analizar el desempeño del método wavelet-espectral en el problema Tkf =

gδ, donde Tk es el operador de convolución dado en (5.1), discretizado como en (5.6), y resultante

en (5.7). Utilizaremos las funciones f1, f2 y f3 que se ilustran en la Figura 5.1 consistentes en

funciones suave, constante a trozos y mixta, respectivamente. Asimismo, utilizaremos operadores

con distintos grados de mal condicionamiento. En nuestro caso, para operadores de convolución

con núcleos gaussianos, el grado de mal condicionamiento está determinado por la desviación

estándar del núcleo correspondiente. Por tal motivo consideraremos 4 valores de σi (i = 1, 2, 3, 4)

para la desviación estándar, correspondientes a 4 valores de ? como en (5.5) dados por ?1 = 1,

?2 = 2, ?3 = 3 y ?4 = 4.

En las Figuras 5.2 (a), (b), (c) y (d) se muestran las gráficas de f3 y Tkf3 para estos

4 valores de ?. Por otro lado, en la Figura 5.2 (e) se muestran los autovalores de la matriz

A correspondientes a las discretizaciones de Tk para los 4 valores de σ. Notar que, como es

de esperar para valores de ? grandes los autovalores decaen rápidamente a cero indicando un
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Figura 5.1. Soluciones exactas suave, constante a trozos y “mixta”.

fuerte grado de mal condicionamiento. En todos los ejemplos siguientes consideramos un núcleo

gaussiano con desviación estándar igual al 3 % de ?f?∞, es decir ? = 3.

Puesto que el método wavelet-espectral propuesto en el Caṕıtulo 3 permite utilizar distintos

métodos espectrales, en esta sección compararemos los métodos wavelet-espectrales obtenidos

con Tikhonov Phillips (TP) y Landweber (L) y, además, implementaremos un método de Tik-

honov generalizado: el método de penalización por Variación Total (VT). Denotaremos los

respectivos métodos de dos pasos con W-TP, W-L y W-VT, respectivamente.

En todos los ejemplos de este caṕıtulo utilizaremos como regla de elección de parámetro

el Principio de Discrepancia de Morozov descrito en la Sección 2.5.2, con τ = 1.1. En todos

los casos presentaremos las gráficas de las reconstrucciones obtenidas con cada método junto

con la solución exacta. Además, a los efectos de cuantificar rigurosamente el desempeño de

cada uno de ellos, presentaremos el ı́ndice ISNR (Improvement in Signal-to-Noise Ratio) pro-

medio correspondiente a 100 repeticiones del método (asociado a 100 realizaciones diferentes

del correspondiente vector de ruido blanco aditivo).

El paso de umbralado wavelet en el método wavelet-espectral introduce nuevos parámetros,

que deben ser fijados, previo a la implementación de los mismos. En primer lugar, se debe definir

la wavelet a utilizar y el nivel del umbral λ el que, tal como vimos en el Caṕıtulo 3, depende

del nivel de ruido. Por otro lado, luego de realizar el paso de umbralado wavelet es necesario re-

estimar el nivel de error δ del nuevo dato umbralado. En nuestro caso y a menos que se especifique

otra cosa utilizamos la Wavelet Daubechies con cuatro momentos nulos. Los parámetros λ y δ

se eligieron de forma emṕırica comparando distintos valores posibles del umbral y promediando

el nuevo nivel de error ?g−Sλ gδ? ≤ δλ. Si bien resulta evidente que estos parámetros dependen

no solo del nivel de ruido inicial, sino también de las caracteŕısticas de la función solución y del

operador, para los ejemplos propuestos, utilizamos λ
.
= 2.5 δ y δλ

.
= 0.5 δ. Esta elección de tales
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parámetros ha resultado en reconstrucciones muy satisfactorias, no es claro como elegirlas de

manera óptima. Claramente más investigación es necesaria en esta dirección.
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Figura 5.2. Gráficas de f3 y g = Tkf3 para desviaciones estándar del 1 % (a),

2 % (b), 3 % (c) y 4 % (d) de ?f?∞ y autovalores de la matriz A (e).

A continuación presentamos una serie de ejemplos de restauración de las señales f1, f2 y f3,

previamente descriptas, bajo diferentes condiciones (nivel de ruido, grado de mal condiciona-

miento, nivel de umbralado, etc.). Para cada una de estas condiciones presentaremos un caso,

donde mostraremos varios ejemplos utilizando diferentes funciones solución y modificando los

valores de ciertos parámetros. El objetivo de mostrar los resultados de cada uno de estos ca-

sos será analizar el desempeño del método wavelet-espectral en comparación con otros métodos

clásicos de regularización identificando la influencia de cada uno de los parámetros involucrados.
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CASO I:

En este caso nos proponemos analizar el desempeño de los métodos de dos pasos con um-

bralado wavelet para funciones con diferentes grados de regularidad. Para ello presentamos tres

ejemplos utilizando las funciones f1, f2 y f3 presentadas anteriormente.

Ejemplo I.1. En este ejemplo hemos aplicado el operador Tk (σ = 0.03 ?f?∞) a la función

f1, utilizando un nivel de ruido del 5 %, es decir δ = 0.05 ?g?∞.

En la Figura 5.3 (a) y (b) se muestran las gráficas de gδ = Tkf1 + δdW y Sλg
δ, respectiva-

mente. Observar como el paso de umbralado wavelet reduce significativamente las componentes

de alta frecuencia originadas por el ruido.

La Figura 5.4 (a) - (f) muestra las restauraciones obtenidas con los métodos L, W-L, TP,

W-TP, VT, W-VT, respectivamente, como aśı también la solución exacta a restaurar, f1. El

análisis visual de estas restauraciones permite derivar las siguientes conclusiones:

(i) El paso previo de descomposición wavelet y umbralado, previo a la regularización, en

todos los casos mejora significativamente el desempeño del método.

(ii) La mejora señalada en el ı́tem anterior es mucho más notoria para los métodos L y TP

los que, como es bien sabido, tienen buen desempeño para el caso de soluciones suaves,

como lo es f1.

(iii) El paso de umbralado wavelet previo a la aplicación de la regularización por VT, si bien

mejora el desempeño del método, sigue produciendo restauraciones constantes a trozos,

caracteŕıstica de dicho método (el llamado “efecto escalera”).

Todas las observaciones precedentes se reflejan claramente en los ı́ndices ISNR promedio, cal-

culados para 100 realizaciones (del ruido blanco aditivo) con cada uno de los métodos. Estos se

muestran en la Tabla 1.
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Figura 5.3. Dato gδ (a) y dato umbralado Sλg
δ (b).
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Figura 5.4. Restauraciones de f1 con δ = 0.05 ?g?∞ utilizando los métodos L

(a), W-L (b), TP (c), W-TP (d), VT (e) y W-VT (f).

MÉTODO ISNR Wavelet-MÉTODO ISNR

Landweber 9.7554 Wavelet-Landweber 25.6914

Tikhonov 16.1468 Wavelet-Tikhonov 22.5496

Variación Total 4.9697 Wavelet-Variación Total 6.8548

Tabla 1. Índices ISNR promedio correspondientes a 100 restauraciones de cada

uno de los métodos del Ejemplo I.1.
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Ejemplo I.2. En este ejemplo repetimos el experimento realizado en el Ejemplo I.1 pero

ahora utilizando la función constante a trozos f2.

En la Figura 5.5 se muestran el dato gδ y su descomposición wavelet umbralada Sλg
δ. Ob-

servar nuevamente como este paso reduce significativamente la influencia de las componentes

de alta frecuencia provenientes del ruido aditivo. En la Figura 5.6 se muestran las restauracio-

nes obtenidas con los seis métodos L, W-L, TP, W-TP, VT, W-VT. El análisis visual de las

restauraciones nos permite derivar las siguientes conclusiones:

(i) En todos los casos, el paso de descomposición wavelet seguido de umbralado mejora el

desempeño del método de regularización aplicado en el segundo paso.

(ii) La mejora en el desempeño señalado en el ı́tem anterior es ahora significativamente más

notoria para el método de VT
?
(e) y (f)

?
. Esto es consistente con el hecho que, como es

bien sabido, este método muestra un muy buen desempeño para el caso de soluciones

exactas que son constantes a trozos, como es el caso de la función f2.

(iii) Para el caso de los métodos de L y TP
?
(a), (b), (c) y (d)

?
el paso wavelet-umbralado, si

bien introduce una leve mejora en el desempeño del método, las restauraciones obtenidas

siguen siendo relativamente pobres principalmente cerca de los puntos de discontinui-

dad. Esto se debe a que ambos métodos regularizan el proceso de inversión atenuando

significativamente las componentes de alta frecuencia de la solución exacta, las que,

como es bien sabido, son estrictamente necesarias para capturar razonablemente dis-

continuidades.

Todas las observaciones precedentes realizadas mediante el análisis visual de las restauraciones

están apoyadas, además, por los ı́ndices ISNR promedio correspondientes a 100 restauraciones de

cada uno de los seis métodos (correspondientes a 100 realizaciones del ruido aditivo) presentados

en la Tabla 2.
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Figura 5.5. Dato gδ (a) y dato umbralado Sλg
δ (b).
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Figura 5.6. Restauraciones de f2 con δ = 0.05 ?g?∞ utilizando los métodos L

(a), W-L (b), TP (c), W-TP (d), VT (e) y W-VT (f).

MÉTODO ISNR Wavelet-MÉTODO ISNR

Landweber 1.8568 Wavelet-Landweber 3.0465

Tikhonov 2.9611 Wavelet-Tikhonov 3.8357

Variación Total 3.4614 Wavelet-Variación Total 6.2795

Tabla 2. Índices ISNR promedio correspondientes a 100 restauraciones de cada

uno de los métodos del Ejemplo I.2.
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Ejemplo I.3. En este ejemplo repetimos los experimentos realizados en los Ejemplos I.1 e

I.2 utilizando ahora la solución exacta f3, la cual es suave en un intervalo y constante a trozos

en su complemento.

En la Figura 5.7 se muestran el dato gδ y su correspondiente descomposición wavelet um-

bralada Sλg
δ. En la Figura 5.8 se presentan las restauraciones de f3 obtenidas con los métodos

L, W-L, TP, W-TP, VT y W-VT. Nuevamente el análisis visual de las seis restauraciones nos

permite concluir que:

(i) Al igual que en los ejemplos precedentes la aplicación del paso wavelet seguido de um-

bralado previo a la regularización, siempre mejora el desempeño del método.

(ii) Como puede observarse, la mejora introducida por la descomposición wavelet más um-

bralado es significativamente notoria para los métodos L y TP, en la región donde f3 es

suave.

(iii) Para el método VT la mejora que introduce este paso previo, como es de esperar, es

particularmente significativa en la región en la que f3 es constante a trozos. No obstante

ello también se observa un mejor desempeño del método en la región donde f3 es suave.

Todas las observaciones anteriores están apoyadas por los ı́ndices ISNR promedio correspon-

dientes a 100 restauraciones utilizando de cada uno de los seis métodos (correspondientes a 100

realizaciones del ruido aditivo) presentados en la Tabla 3.
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Figura 5.7. Dato gδ (a) y dato umbralado Sλg
δ (b).
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Figura 5.8. Restauraciones de f3 con δ = 0.05 ?g?∞ utilizando los métodos L

(a), W-L (b), TP (c), W-TP (d), VT (e) y W-VT (f).

MÉTODO ISNR Wavelet-MÉTODO ISNR

Landweber 3.9756 Wavelet-Landweber 5.7425

Tikhonov 5.4711 Wavelet-Tikhonov 6.3784

Variación Total 2.3563 Wavelet-Variación Total 3.5712

Tabla 3. Índices ISNR promedio correspondientes a 100 restauraciones de cada

uno de los métodos del Ejemplo I.3.
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CASO II:

Nos proponemos ahora analizar la influencia del nivel de ruido en el desempeño del método

de dos pasos. Para ello consideraremos dos ejemplos en los que presentamos las restauraciones

del problema Tkf = gδ para σ = 0.03?f?∞ con niveles de ruido δ del 1, 5, 10 y 20 % de ?g?∞.

Ejemplo II.1. En este ejemplo hemos aplicado el operador Tk (con σ = 0.03 ?f?∞) a la

función f1. Con el objetivo de comparar el efecto de los diferentes niveles de ruido utilizamos

solamente el método TP, el que, como es bien sabido, tiene un buen desempeño para el caso de

funciones suaves como lo es f1. La Figura 5.9 muestra el dato gδ para estos cuatro niveles de

ruido y la Figura 5.10 presenta las restauraciones obtenidas con los métodos TP y W-TP para

cada nivel de ruido. El análisis visual de las ocho restauraciones nos permite concluir que:

(i) La aplicación del paso wavelet seguido de umbralado previo a la regularización siempre

mejora el desempeño del método espectral, para todos los niveles de error considerados.

(ii) En particular, la mejora introducida por la descomposición wavelet-umbralado es más

notoria para niveles altos de ruido. Observar que, por ejemplo, para un nivel de ruido

del 1 % esta mejora es solo del 1.19 %, mientras que para un nivel de ruido del 20 %

supera el 38 %.

(iii) Es importante notar que el desempeño del método de dos pasos, para un nivel de ruido

del 20 % es comparable (y aún mejor) con el que se obtiene sin aplicar el paso previo

wavelet-umbralado para un nivel de ruido del 10 %
?
(e) y (h)

?
.
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Figura 5.9. Dato gδ para los cuatro niveles de ruido del Ejemplo II.1.
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Figura 5.10. Restauración de f1, utilizando los métodos TP y W-TP con ni-

veles de ruido del 1, 5, 10 y 20 % de ?g?∞.
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Ejemplo II.2. En este ejemplo repetimos el experimento realizado en el ejemplo anterior

pero ahora para la función f2. En este caso, dado que f2 es una función constante a trozos

realizamos las restauraciones con el método de regularización VT.

En la Figura 5.11 se presentan los correspondientes datos gδ mientras que en la Figura 5.12

se muestran las restauraciones obtenidas con los métodos VT y W-VT para cada uno de los

cuatro niveles de ruido. Nuevamente el análisis visual nos permite confirmar que la aplicación

del paso previo wavelet-umbralado mejora el desempeño del método, en todos los casos. Por

otro lado, esta mejora es significativamente notoria para niveles de ruido altos. Observar en

particular que la aplicación, para un nivel de ruido dado, del paso wavelet-umbralado permite

obtener desempeños similares a los que se obtendŕıan sin la aplicación de dicho paso, con la

mitad de ese ruido
?
comparar las gráficas (c) y (f), (e) y (h) de la Figura 5.12

?
.
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Figura 5.11. Dato gδ para los cuatro niveles de ruido del Ejemplo II.2.



150 Aplicaciones y resultados numéricos

0 0.2 0.4 0.6 0.8 1

-1

-0.5

0

0.5

1

ISNR= 3.6987

0 0.2 0.4 0.6 0.8 1

-1

-0.5

0

0.5

1

ISNR= 5.3452

0 0.2 0.4 0.6 0.8 1

-1

-0.5

0

0.5

1

ISNR= 2.3824

0 0.2 0.4 0.6 0.8 1

-1

-0.5

0

0.5

1

ISNR= 3.1784

0 0.2 0.4 0.6 0.8 1

-1

-0.5

0

0.5

1

ISNR= 1.7485

0 0.2 0.4 0.6 0.8 1

-1

-0.5

0

0.5

1

ISNR= 2.7024

0 0.2 0.4 0.6 0.8 1

-1

-0.5

0

0.5

1

ISNR= 0.5115

0 0.2 0.4 0.6 0.8 1

-1

-0.5

0

0.5

1

ISNR= 2.2056

Figura 5.12. Restauración de f2, utilizando los métodos TP y W-TP con ni-

veles de ruido del 1, 5, 10 y 20 % de ?g?∞.
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Figura 5.13. Restauración de f1, utilizando los métodos de TP y W-TP con

nivel de ruido δ = 0.05?g?∞ y σ del 1, 3 y 5 % de ?f?∞.

CASO III:

En este caso nos proponemos analizar el desempeño del método de dos pasos con umbra-

lado wavelet para problemas inversos con distintos grados de mal condicionamiento. Para ello

presentamos dos ejemplos, correspondientes a restauraciones de las funciones f1 y f2, utilizando

diferentes valores de σ (1, 3 y 5 % de ?f?∞) para el operador Tk, con nivel de ruido fijo del 5 %.

Ejemplo III.1 En este ejemplo hemos aplicado el operador Tk a la función f1. Dadas las

caracteŕısticas de la solución exacta, nuevamente realizamos las restauraciones utilizando el

método TP.

La Figura 5.13 muestra las restauraciones obtenidas con los métodos TP y W-TP para cada

valor de σ considerado. Analizando esta figura podemos ver que, al igual que en todos los ejem-

plos anteriores, la aplicación del paso previo wavelet-umbralado siempre resulta en una mejora
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en el desempeño del método espectral aplicado a continuación. Si bien seŕıa necesario un análi-

sis más profundo y detallado, parece razonable conjeturar que tal mejora es significativamente

superior para valores intermedios de σ correspondientes a operadores con grado de mal condicio-

namiento intermedio. Notar que mientras que para σ = 0.01?f?∞ y σ = 0.05?f?∞ las mejoras

en el ISNR son del 3.9 % y 19, 3 %, respectivamente, para σ = 0.03?f?∞ la correspondiente

mejora es del 34 %.

Ejemplo III.2 Aqúı repetimos el experimento del ejemplo anterior pero ahora para la so-

lución exacta f2 y el método VT. La Figura 5.14 muestra las restauraciones obtenidas con los

métodos VT y W-VT para cada valor de σ utilizado. Aqúı, nuevamente valen todas las obser-

vaciones realizadas en el ejemplo anterior. En particular la mejora resultante de la aplicación

del paso wavelet-umbralado refuerza también la conjetura que realizamos en el Ejemplo III.1.
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Figura 5.14. Restauración de f2, utilizando los métodos de VT y W-VT con

nivel de ruido δ = 0.05?g?∞ y σ del 1, 3 y 5 % de ?f?∞.
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CASO IV:

En este último caso, nos proponemos analizar el efecto que tiene, en el desempeño del método

de dos pasos, el valor del umbral λ. Para ello hemos aplicado al dato gδ, obtenido a partir del

operador Tk con σ = 0.03 ?f?∞ y δ = 0.05 ?g?∞, el paso wavelet-umbralado con tres niveles de

umbral diferentes (λ = δ, λ = 2.5 δ y λ = 5 δ).

Ejemplo IV.1. En este ejemplo consideramos la restauración de la función f1 y el método

de regularización TP.

En la Figura 5.15 (a) y (b) se muestran las gráficas del dato exacto g y el dato con ruido gδ,

respectivamente. Las gráficas restantes en dicha figura presentan, de a pares, el dato umbralado

y la correspondiente restauración con el método W-TP para cada uno de los valores de λ.

Ejemplo IV.2. En este último ejemplo de la sección repetimos el experimento realizado

en el Ejemplo IV.1, ahora considerando como solución exacta a la función f2 y el método de

regularización VT.

En la Figura 5.16 (a) y (b) se presentan las gráficas del dato exacto g y el dato con ruido

gδ, respectivamente. Las gráficas restantes, dispuestas en pares, muestran el dato umbralado y

la restauración con el método W-VT correspondiente para cada valor de λ.

Analizando los dos ejemplos anteriores observamos que la mejora resultante de la aplicación

del paso previo wavelet-umbralado, es más notoria para valores intermedios del umbral. Eso es

bastante razonable puesto que, como puede observarse en las gráficas correspondientes, valores

de λ pequeños dejan pasar componentes de alta frecuencia en el dato gδ provenientes del ruido
?
Figuras 5.15 (c) y 5.16 (c)

?
, mientras que valores de λ altos tienden a despreciar información

importante del dato exacto g
?
Figuras 5.15 (g) y 5.16 (g)

?
.
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Figura 5.15. Dato exacto g (a), dato con ruido gδ (b) y datos umbralados con

la respectiva restauración de f1 utilizando el método de W-TP para los umbrales

λ = δ, λ = 2.5 δ y λ = 5 δ.
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Figura 5.16. Dato exacto g (a), dato con ruido gδ (b) y datos umbralados con

la respectiva restauración de f2 utilizando el método de W-VT para los umbrales

λ = δ, λ = 2.5 δ y λ = 5 δ.
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5.1.2. Deconvolución 2D: restauración de imágenes

En esta sección presentaremos algunos ejemplos de problemas inversos mal condicionados

en restauración de imágenes digitales. A partir de los mismos, estudiaremos el desempeño del

método de dos pasos wavelet-espectral desarrollado en el Caṕıtulo 3, para el caso de problemas

2D.

La restauración de imágenes es un proceso que estudia diversos métodos que permiten

recuperar una imagen original a partir de observaciones degradadas de la misma. Se diferencia

de las técnicas de mejoramiento de imágenes en que estas últimas buscan manipular una imagen

con el único objetivo de producir resultados “más agradables” para el observador y no suponen

la existencia de una imagen original o fuente. Tal como mencionamos en la sección anterior, el

problema originado con el Telescopio Espacial Hubble ([2]) es quizás el caso más conocido de un

ejemplo concreto que señala la necesidad de restaurar imágenes a partir de versiones degradadas

de las mismas.

El proceso de degradación (blurring) de una imagen puede modelarse satisfactoriamente a

través de una ecuación integral de Fredholm de primera clase del tipo

Tkf(x, y)
.
=

? 1

0

? 1

0

k(x, y, x?, y?)f(x?, y?)dx?dy? = g(x, y), (5.8)

donde f y g son las imágenes original y degradada, respectivamente, y el núcleo k recibe el

nombre de función de dispersión puntual (point spread function, PSF). Si bien existen varios

problemas inversos asociados a la ecuación (5.8), el más común consiste en reconstruir o aproxi-

mar la función f a partir del conocimiento de la PSF y de la función g. Es importante señalar,

sin embargo, que en la mayoŕıa de los problemas concretos la función g se conoce solo parcial-

mente, en algún conjunto discreto de puntos y/o contaminada por ruido proveniente de diversas

fuentes. Como lo señalamos en la Sección 5.1.1 en algunos problemas más complejos la PSF es

también desconocida o solo conocida parcialmente, en cuyo caso los problemas asociados reci-

ben el nombre de problemas de deconvolución ciega. Por el Teorema 4.54, sabemos que, bajo

condiciones bastante generales sobre la PSF, el operador integral del lado izquierdo de (5.8) es

compacto y por lo tanto reconstruir f es, en efecto, un problema mal condicionado.

En el problema que abordaremos a continuación, a los efectos de evaluar el desempeño del

método de dos pasos wavelet-espectral desarrollado en el Caṕıtulo 3, nos restringiremos al caso

en que la PSF es conocida. Más precisamente, consideraremos el caso en que el núcleo k es
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“separable” y de tipo convolución, es decir,

k(x, y, x?, y?) = κ(x− x?)ω(y − y?),

donde κ y ω son funciones reales. Esto significa que todos los puntos de la imagen poseen la

misma degradación y que dicha degradación puede “separarse” en componentes vertical y ho-

rizontal. Existen muchas situaciones en las cuales un sistema de captación de imágenes puede

favorecer la degradación de la calidad de las imágenes adquiridas. En general estas situaciones

son el resultado de fuentes externas o internas de perturbación en el sistema de captación, enfo-

que defectuoso o degradaciones introducidas por el mismo medio de captación. A continuación

se introducen algunos de los modelos más simples de degradación con sus correspondientes PSF

asociadas [28]:

? Degradación por movimiento: se genera cuando la cámara se mueve en el momento

de captar la imagen o cuando se mueve el objeto mientras que la cámara está fija. Si el

tiempo en que transcurre el movimiento es pequeño, se puede considerar que el mismo

es lineal. Cuando el movimiento es horizontal, entonces la PSF asociada a este modelo

viene dada por

k(x, y, x?, y?) = hL(x− x?) =





(2L)−1, si |x− x?| ≤ L

0, en otro caso

donde L es un parámetro que cuantifica la degradación de la imagen. De manera similar,

si el movimiento es vertical la PSF está dada por

k(x, y, x?, y?) = hL(y − y?) =





(2L)−1, si |y − y?| ≤ L

0, en otro caso

.

? Degradación por desenfoque uniforme o fuera de foco: esta degradación se genera

cuando la lente de la cámara está fuera de foco. Si la apertura de la cámara es circular,

la imagen generada por cualquier fuente puntual será un pequeño disco llamado “ćırculo

de desenfoque”. En este caso, un modelo razonable para la PSF es el siguiente

k(x, y, x?, y?) =





(πR2)−1, si
?

(x− x?)2 + (y − y?)2 ≤ R

0, en otro caso

donde R es el radio del ćırculo de desenfoque. Es importante notar que esta función no

es separable en las variables x− x? e y − y?.
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? Degradación de tipo turbulencia atmosférica: se genera, por ejemplo, en astro-

nomı́a debido al cambio en las condiciones de refracción de las diferentes capas de la

atmósfera terrestre. La captación de imágenes realizadas por todos los telescopios te-

rrestres son generalmente modeladas con ecuaciones de la forma (5.8) con PSFs de

tipo turbulencia atmosférica. Un modelo comunmente utilizado para la PSF en este

caso consiste en una función de densidad de probabilidad gaussiana bidimensional de la

forma

k(x, y, x?, y?) =
1

2πσhσv
e
− 1

2

?
x−x?
σh

?2
− 1

2

?
y−y?
σv

?2

, (5.9)

donde las desviaciones estándar σh y σv caracterizan las degradaciones en las direcciones

horizontal y vertical, respectivamente. Observar que la PSF de turbulencia atmosférica

es separable.

El proceso de discretización del modelo continuo (5.8) consiste esencialmente en pixelar la

función bidimensional f y a partir de ello discretizar el operador T . La imagen se discretiza

de manera usual definiendo adecuadamente los ṕıxeles, lo que transforma la imagen (continua)

f en una matriz I de orden n × m donde m y n son la cantidad de ṕıxeles en los sentidos

vertical y horizontal, respectivamente. En todos los ejemplos que se presentan en esta sección,

utilizaremos n = m.

En el caso en el que estamos interesados, en los que el operador Tk posee núcleo separable,

en la discretización se utiliza esta propiedad dividiendo el proceso en dos pasos. En primer

lugar, se utiliza un núcleo unidimensional para convolucionar la imagen solo en la dirección

horizontal o vertical y, en un segundo paso, el núcleo unidimensional restante se usa para

realizar la convolución en la otra dirección. El efecto resultante es el mismo que convolucionar

con el núcleo bidimensional en un solo paso, aunque requiere menos esfuerzo computacional.

Para el modelo discretizado, este proceso resulta en una matriz A
.
= Ah ⊗ Av, que discretiza al

operador Tk donde Ah y Av son las matrices resultantes de las discretizaciones correspondientes

a la convolución con cada uno de los núcleos unidimensionales en las que se separa el núcleo de

convolución k y “⊗” es el producto de Kroenecker. De esta forma el modelo continuo (5.8) se

puede representar en dimensión finita como

AI = (Ah ⊗ Av) I = B, (5.10)

donde I y B son las discretizaciones de f y g, respectivamente. Para más detalle ver [20].

En los ejemplos que siguen utilizaremos degradación por turbulencia atmosférica dada en

la ecuación (5.9) con σh = σv
.
= σ.
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En la Figura 5.17 se muestran una imagen original (35×35 ṕıxeles) (a) e imágenes degradadas

de la misma para diferentes valores de σ, σ = 0.02?I?∞ (b), σ = 0.04?I?∞ (c) y σ = 0.06?I?∞

(d).

Figura 5.17. Imágenes original (a) y degradadas, para desviaciones estándar

del 2 (b), 4 (c) y 6 % (d) de ?I?∞.

A continuación presentamos algunos ejemplos de restauración de imágenes, utilizando el

método de dos pasos desarrollado en el Caṕıtulo 3, para diferentes grados de mal condiciona-

miento y niveles de ruido aditivo. Utilizaremos dos imágenes con distinto grado de suavidad y

distinta resolución. El objetivo de mostrar los resultados de cada uno de estos ejemplos, dividi-

dos en dos casos, será estudiar el desempeño del método wavelet-espectral en comparación con

otros métodos clásicos de regularización analizando la influencia de cada uno de los parámetros

considerados.

CASO I:

En este caso nos proponemos analizar el efecto que tiene el nivel de ruido en el desempeño

del método de dos pasos con umbralado wavelet para el problema inverso de deblurring. La

imagen original I será la presentada en la Figura 5.17 (a) y definimos σ = 0.04?I?∞.

Ejemplo I.1. En este ejemplo hemos agregado al dato B = AI , obtenido con σ = 0.04?I?∞,

ruido blanco aditivo de nivel δ = 0.02 ?B?∞.



160 Aplicaciones y resultados numéricos

Figura 5.18. Imagen original (a), dato con ruido (b), dato con ruido + umbra-

lado wavelet (c), imagen obtenida por inversión del dato con ruido (d) e imagen

obtenida por inversión del dato limpio B (e).

En la Figura 5.18 se muestran la imagen original I (a), el dato con ruido (b), el dato con

ruido seguido de umbralado (c), la imagen obtenida por inversión del dato con ruido (d) y

la imagen obtenida por inversión del dato limpio B (e). El análisis visual de dicha figura nos

permite concluir que:

(i) El proceso de umbralado sobre el dato con ruido claramente elimina componentes de

alta frecuencia en la imagen, lo que se manifiesta en bordes más suaves y difuminados
?
Figura 5.18 (c)

?
.
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(ii) La aplicación directa del proceso de inversión sobre el dato (con ruido), negligiendo

regularización, no puede reproducir absolutamente ningún detalle de la imagen original
?
ver Figura 5.18 (d)

?
.

(iii) Es importante señalar además que, en contra de lo que se cree usualmente, la incapacidad

de reconstruir la imagen original por inversión directa que señalamos en el ı́tem anterior

no es consecuencia del ruido sino pura y exclusivamente del mal condicionamiento del

operador involucrado. Esto puede verse claramente en la Figura 5.18 (e), en la que se

presenta la imagen obtenida al aplicar A−1 al dato limpio (sin ruido) B.

Todo lo anterior, una vez más señala claramente la necesidad de introducir regularización

en el proceso de inversión en este tipo de problemas.

Figura 5.19. Restauraciones de I utilizando los métodos L (a), W-L (b), VT

(c) y W-VT (d) para un dato con ruido del 2 %.

Las restauraciones obtenidas con los métodos L, W-L, VT y W-VT se presentan en la

Figura 5.19. Notemos en primer lugar que, para los dos métodos de regularización utilizados,

el paso wavelet seguido de umbralado mejora el desempeño de ambos. Por otro lado, dadas las

caracteŕısticas de la imagen (constante por regiones) no es sorprendente que el método W-VT

produzca la mejor restauración.

Todas las observaciones realizadas para este ejemplo son consistentes con los respectivos

ISNRs que presentamos en la Tabla 4.
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MÉTODO ISNR Wavelet-MÉTODO ISNR

Landweber 1.2332 Wavelet-Landweber 1.8860

Variación Total 2.6548 Wavelet-Variación Total 3.1805

Tabla 4. Índices ISNR correspondientes a las restauraciones de la Figura 5.19.

Figura 5.20. Imagen original (a), dato con ruido (b), dato con ruido + umbra-

lado wavelet (c), imagen obtenida por inversión del dato con ruido (d) e imagen

obtenida por inversión del dato limpio B (e).

Ejemplo I.2. En este ejemplo repetimos el experimento realizado en el ejemplo anterior

pero ahora para un nivel de ruido del 4 %.
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En la Figura 5.20 se presentan la imagen original I (a), el dato con ruido (b), el dato con

ruido seguido de umbralado (c), la imagen obtenida por inversión del dato con ruido (d) y la

imagen obtenida por inversión del dato limpio B (e).

Los resultados de restauración se muestran en la Figura 5.21 y en la Tabla 5. En este

caso valen las mismas observaciones realizadas en el Ejemplo I.1 con el agregado de que la

mejora introducida por la aplicación del paso previo wavelet-umbralado es ahora mejor para

ambos métodos (L y VT). En efecto, mientras que estas mejoras eran de 52 % y 20 % en el

ejemplo anterior, ahora son del 130 % y 28 %, respectivamente. Esto pone de manifiesto una

vez más que en algunos casos la eliminación de componentes de alta frecuencia introducida por

el ruido, previo a la aplicación de un método de regularización, puede resultar en desempeños

significativamente superiores.

Figura 5.21. Restauraciones de I utilizando los métodos L (a), W-L (b), VT

(c) y W-VT (d) para un dato con ruido del 4 %.

MÉTODO ISNR Wavelet-MÉTODO ISNR

Landweber 0.6827 Wavelet-Landweber 1.5721

Variación Total 1.4909 Wavelet-Variación Total 1.9130

Tabla 5. Índices ISNR correspondientes a las restauraciones de la Figura 5.21.
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CASO II: En este caso nos proponemos analizar el desempeño del método de dos pasos

con umbralado wavelet para el problema inverso de deblurring utilizando una imagen original

de mayor resolución (107 × 107) que la imagen del caso anterior y de diferente naturaleza, con

bordes pronunciados pero también con regiones suaves
?
ver Figura 5.22 (a)

?
. Para los ejemplos

de este caso tomamos σ = 0.01?I?∞.

Figura 5.22. Imagen original (a), dato con ruido (b), dato con ruido umbralado

(c), imagen obtenida por inversión del dato con ruido (d) e imagen obtenida por

inversión del dato limpio B (e).
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Ejemplo II.1. En este experimento presentamos el problema inverso de aproximar una

imagen original I , a partir de un dato B obtenido utilizando σ = 0.01?I?∞ y un nivel de ruido

aditivo del 1 %.

En la Figura 5.22 se presentan las gráficas de la imagen original I (a), el dato con ruido (b),

el dato con ruido umbralado (c), la imagen obtenida por inversión del dato con ruido (d) y la

imagen obtenida por inversión del dato limpio B (e).

Las restauraciones y sus correspondientes ISNRs obtenidos con los métodos L, W-L, VT y

W-VT se presentan en la Figura 5.23 y la Tabla 6.

Figura 5.23. Restauraciones de I utilizando los métodos L (a), W-L (b), VT

(c) y W-VT (d) para un dato con ruido del 1 %.

MÉTODO ISNR Wavelet-MÉTODO ISNR

Landweber 2.6622 Wavelet-Landweber 3.0261

Variación Total 2.4041 Wavelet-Variación Total 2.8967

Tabla 6. Índices ISNR correspondientes a las restauraciones de la Figura 5.22.
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Ejemplo II.2. En este ejemplo repetimos el experimento realizado en el ejemplo anterior,

ahora con un nivel de ruido del 2 %.

En la Figura 5.24 se muestran las gráficas de la imagen original I (a), el dato con ruido (b),

el dato con ruido umbralado (c), la imagen obtenida por inversión del dato con ruido (d) y la

imagen obtenida por inversión del dato limpio B (e).

Además, se presentan en la Figura 5.25 y la Tabla 7 las restauraciones y sus correspondientes

ISNRs obtenidos con los métodos L, W-L, VT y W-VT.

Figura 5.24. Imagen original (a), dato con ruido (b), dato con ruido umbralado

(c), imagen obtenida por inversión del dato con ruido (d) y imagen obtenida por

inversión del dato limpio B (e).
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Figura 5.25. Restauraciones de I utilizando los métodos L (a), W-L (b), VT

(c) y W-VT (d) para un dato con ruido del 2 %.

MÉTODO ISNR Wavelet-MÉTODO ISNR

Landweber 1.2228 Wavelet-Landweber 2.1130

Variación Total 0.9777 Wavelet-Variación Total 1.4810

Tabla 7. Índices ISNR correspondientes a las restauraciones de la Figura 5.25.

Los dos ejemplos que acabamos de presentar (Ejemplo II.1 y II.2) ponen nuevamente de

manifiesto que la aplicación del paso wavelet-umbralado resulta en mejoras significativas en el

desempeño del método de regularización que se aplica a posteriori. Valen, aqúı también, todas

las observaciones que presentamos para los Ejemplos I.1 y I.2 de esta subsección.
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5.2. Aplicaciones del método RWV

En el Caṕıtulo 4 presentamos los métodos de regularización wavelet-vaguelet con y sin

umbralado wavelet para problemas inversos mal condicionados. Como vimos, estos métodos,

generan una representación que incorpora de manera eficiente información relevante tanto del

operador asociado al problema como de los supuestos de regularidad de la solución exacta del

mismo.

En esta sección nos proponemos analizar el desempeño del método wavelet-vaguelet con

umbralado (RWVU), propuesto en la Sección 4.4.1, en el problema Tkf = gδ donde Tk es el

operador de convolución dado en (5.1), discretizado como en (5.6) y resultante en el sistema

(5.7). Utilizaremos nuevamente las funciones f1, f2 y f3 que mostramos en la Figura 5.1 y, en

todos los casos, presentaremos las gráficas de las reconstrucciones obtenidas con cada método

junto con el correspondiente ı́ndice ISNR y la solución exacta.

Es importante resaltar que en la implementación del método RWVU el proceso de “regulari-

zación” del problema no se realiza a partir del dato gδ, sino que, como vimos en la Sección 4.4, se

realiza la regularización para cada elemento de la base wavelet elegida. Más precisamente, dado

el operador Tk y la base wavelet {ψλ}λ∈Λ elegida, se debe aproximar (T−1
k )∗ψλ, para todo λ ∈ Λ,

utilizando un método de regularización apropiado. De esta forma se obtiene una aproximación

de la solución exacta f a partir de la identidad
?
ver (4.36)

?

f δc =
?

λ∈Λ

κ−1
λ ?gδ, uλ?ψλ(x), con uλ = κλ(T

−1)∗ψλ. (5.11)

Esta metodoloǵıa requiere, por lo tanto, un proceso de regularización para cada uno de

los elementos de la base {ψλ}λ∈Λ. Esto, en principio, implica un aumento considerable en el

tiempo de cómputo. Sin embargo, el método posee la ventaja de que este proceso se realiza

solo una vez para cada operador y para cada base wavelet. Aśı, luego de este paso, es posible

resolver cualquier problema inverso asociado al operador Tk y a la base {ψλ}λ∈Λ. Esto resulta

particularmente ventajoso en el caso en que una misma ecuación deba ser resuelta para varios

datos disponibles, en cuyo caso el tiempo total de cómputo puede reducirse significativamente.

En esta sección, a menos que se especifique otra elección, utilizaremos la wavelet de Daube-

chies (‘db4’) y regularizaremos (T−1
k )∗ψλ utilizando el método de Tikhonov-Phillips (TP) con

n = 85. Además, para la implementación del umbralado posterior a la regularización propuesta

por el método, se utilizará el mismo nivel de umbral que en la sección anterior λ = 2.5 δ.

Con el objetivo de mostrar y cuantificar las ventajas del método propuesto, en esta sección

presentaremos algunos casos similares a los desarrollados en la Sección 5.1.1, para problemas

inversos de la forma Tkf = g, con Tk el operador integral de convolución con núcleo gaussiano.
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CASO I:

En este caso nos proponemos analizar el desempeño del método RWVU para funciones con

diferentes grados de regularidad. Para ello presentamos tres ejemplos utilizando las funciones

f1, f2 y f3 con σ = 0.04 ?f?∞ y δ = 0.05 ?g?∞.
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Figura 5.26. Solución exacta f1 (a), dato con ruido gδ (b), inversa del dato con

ruido (c) y restauraciones de f1 con δ = 0.05 ?g?∞ utilizando los métodos TP

(d), W-TP (e) y RWVU (f).

Ejemplo I.1. En este ejemplo hemos aplicado el operador Tk a la función f1. Dadas las

caracteŕısticas de la función, comparamos el método RWVU con los métodos TP y W-TP, ya

utilizados en la sección anterior.

En la Figura 5.26 se muestran las gráficas de f1 (a), gδ (b), la señal obtenida al aplicar

la inversa del operador discretizado directamente al dato con ruido gδ (c) y las restauraciones
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obtenidas con los métodos TP (d), W-TP (e) y RWVU (f). En las Figuras 5.26 (d), (e) y (f) la

gráfica en ĺınea discontinua representa la solución exacta f1.

Ejemplo I.2. En este ejemplo repetimos el experimento realizado en el ejemplo anterior

pero ahora para la función f2.

La Figura 5.27 presenta las gráficas de f2 (a), gδ (b), la señal obtenida al aplicar la inversa

del operador discretizado directamente al dato con ruido gδ (c) y las restauraciones obtenidas

con los métodos VT (d), W-VT (e) y RWVU (f).
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Figura 5.27. Dato gδ (a), dato umbralado Sλg
δ (b), inversa del dato con ruido

(c) y restauraciones de f2 con δ = 0.07 ?g?∞ utilizando los métodos VT (d),

W-VT (e), RWVU (f).
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Ejemplo I.3. En este ejemplo repetimos los experimentos realizados en los Ejemplos I.1 e

I.2, ahora para la solución exacta f3.

La Figura 5.28 presenta las gráficas de f3 (a), gδ (b), la señal obtenida al aplicar la inversa

del operador discretizado directamente al dato con ruido gδ (c) y las restauraciones obtenidas

con los métodos TP (d), W-TP (e) y RWVU (f).
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Figura 5.28. Dato gδ (a), dato umbralado Sλg
δ (b), inversa del dato con ruido

(c) y restauraciones de f1 con δ = 0.05 ?g?∞ utilizando los métodos TP (d),

W-TP (e), RWVU (f).

En los tres ejemplos anteriores (I.1, I.2 e I.3) podemos observar como el método de regu-

larización wavelet-vaguelet con umbralado (RWVU) no solamente mejora significativamente el

desempeño del correspondiente método tradicional (TP o VT) sino que además mejora el desem-

peño de su correspondiente versión wavelet-umbralada (W-TP o W-VT). Esta última mejora,
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como lo mencionamos al inicio del Caṕıtulo 4, se debe a que el método RWVU incorpora adi-

cionalmente las ventajas de la descomposición en valores singulares del operador.

CASO II:

Nos proponemos ahora analizar el desempeño del método RWVU utilizando dos wavelets

de naturaleza muy diferente: Daubechies y Haar. En principio, pareceŕıa razonable esperar que

la utilización de las wavelets de Haar mejoren el desempeño del método RWVU, especialmente

en la reconstrucción de funciones contantes a trozos o con discontinuidades. Para dicho análisis

consideramos dos ejemplos en los que presentamos las restauraciones de f2 y f3 comparando

el desempeño del método RWVU al utilizar ambas wavelets, con los métodos de dos pasos

utilizados en la sección anterior. Para realizar los experimentos definimos σ = 0.06?f?∞ y

δ = 0.05?g?∞ y denotamos con zλ a la regularización de (T−1
k )∗ψλ obtenida con el método de

TP.

Ejemplo II.1. En este ejemplo hemos aplicado el operador Tk a la función f2.

En la Figura 5.29 se presentan las restauraciones obtenidas con los métodos RWVU (Dau-

bechies) (a), RWVU (Haar) (b), W-TP (c) y W-VT (d). Las imágenes muestran también los

respectivos ISNR como cuantificadores del desempeño de cada método.
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Figura 5.29. Restauración de f2 utilizando los métodos de RWVU (Daube-

chies) (a), RWVU (Haar) (b), W-TP (c) y W-VT (d).
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Ejemplo II.2. En este ejemplo repetimos el experimento realizado en el ejemplo anterior,

ahora para la función f3. En la Figura 5.30 se presentan las restauraciones obtenidas con los

métodos RWVU (Daubechies) (a), RWVU (Haar) (b), W-TP (c) y W-VT (d) junto con los

respectivos ISNR.
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Figura 5.30. Restauración de f3 utilizando los métodos de RWVU (Daube-

chies) (a), RWVU (Haar) (b), W-TP (c) y W-VT (d).

Un análisis de los resultados obtenidos en los últimos dos ejemplos muestra que la utilización

de las wavelets de Haar en el método RWVU, si bien mejora significativamente el desempeño

de los dos métodos con el paso previo wavelet-umbralado W-TP y W-VT, en ningún caso

mejora el desempeño del correspondiente método RWVU utilizando wavelets de Daubechies,

contrariamente a lo que mencionamos al principio y podŕıamos haber esperado. Un análisis

cuidadoso de la ecuación (5.11) que resume el método RWVU revela inmediatamente la causa

de esto. En efecto, observar que en (5.11) la utilización de las wavelets está asociada a un

proceso de regularización con el operador T ∗ (el que, como es bien sabido imprime las mismas

condiciones de suavidad que T ), en el problema de aproximar zλ en la ecuación T ∗zλ = ψλ, o

sea zλ = (T ∗
k )−1ψλ. Es precisamente por esta razón (las caracteŕısticas de suavidad que induce

la aplicación de T ∗) que la ecuación T ∗zλ = ψλ puede resolverse mejor para wavelets suaves que

para wavelets de tipo Haar. Las Figuras 5.31 y 5.32 muestran cuatro de estas aproximaciones
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(para cuatro valores de λ) para las wavelets de Daubechies y Haar, respectivamente. Alĺı se

observa claramente que, en todos los casos, las aproximaciones para el caso de las wavelets

de Daubechies son significativamente mejores que las respectivas obtenidas con las wavelets de

Haar.
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Figura 5.31. Wavelet Daubechies y T ∗
k zλ para λ = (1, 1) (a) y (b), λ = (2, 1)

(c) y (d), λ = (3, 1) (e) y (f) y λ = (4, 1) (g) y (h), respectivamente.



176 Aplicaciones y resultados numéricos

0 0.5 1
-0.2

-0.1

0

0.1

0.2

0 0.5 1
-0.2

-0.1

0

0.1

0.2

0 0.5 1
-0.2

-0.1

0

0.1

0.2

0 0.5 1
-0.2

-0.1

0

0.1

0.2

0 0.5 1

-0.2

-0.1

0

0.1

0.2

0 0.5 1

-0.2

-0.1

0

0.1

0.2

0 0.5 1
-0.3

-0.2

-0.1

0

0.1

0.2

0 0.5 1
-0.3

-0.2

-0.1

0

0.1

0.2

Figura 5.32. Wavelet Haar y T ∗
k zλ para λ = (1, 1) (a) y (b), λ = (2, 1) (c) y

(d), λ = (3, 1) (e) y (f) y λ = (4, 1) (g) y (h), respectivamente.



Conclusiones y trabajos futuros

En los dos primeros caṕıtulos de esta tesis se presentaron los principales resultados sobre

el estado del arte sobre el tema incluyendo varias herramientas matemáticas necesarias que nos

permitieron abordar adecuadamente los problemas que se trataron en los caṕıtulos posteriores.

En el Caṕıtulo 3 se presentó el método de regularización wavelet-espectral. Se realizó un

análisis detallado de la convergencia para los errores de proyección, umbralado y regularización

del método wavelet-Landweber que concluyó en tres resultados que brindan cotas para cada

cada uno de estos errores (ver Teoremas 3.5, 3.6 y Lema 3.11). Posteriormente, se probó el

teorema fundamental de convergencia de orden casi-óptimo para el método combinado wavelet-

Landweber, en el Teorema 3.16. Luego, se generalizaron estos resultados de convergencia para

el caso de métodos wavelet-espectrales en los que la familia espectral posee ciertas propiedades

asociadas a su calificación clásica (ver Lemas 3.17 y 3.18). En particular, en el Teorema 3.22 se

probó que, bajo ciertas condiciones, el método de dos pasos converge de forma casi-óptima.

En el Caṕıtulo 4 se presentó el método de regularización wavelet-vaguelet. En primer lugar

se definieron dos tipos de operadores especiales, operadores débilmente invertibles y operadores

homogéneos y se probaron algunos resultados importantes relacionados a tales operadores, los

que resultaron de utilidad en demostraciones posteriores relacionadas con la convergencia del

método propuesto. Luego, se introdujo el concepto de vaguelet y se demostraron varias propie-

dades fundamentales de estas funciones. Además, se definieron una serie de errores y riesgos

correspondientes al desempeño de los métodos RWV y RWVU vinculados a los modelos conti-

nuo y discreto, y los enfoques determińıstico y bayesiano. A continuación se realizó un análisis

detallado de la convergencia del error correspondiente al método propuesto considerando dos

versiones del mismo: con y sin umbralado wavelet fuerte. En particular, en los Teoremas 4.45 y

4.51, se probó que, bajo ciertas condiciones, el método de regularización wavelet-vaguelet y el

método wavelet-vaguelet con umbralado wavelet convergen de manera óptima. Por último, en

lo que respecta al método RWV, se presentó y analizó una aplicación concreta del método para

el caso de operadores integrales que poseen descomposición wavelet vaguelet.



178 Conclusiones y trabajos futuros

Finalmente, se presentaron varias aplicaciones a problemas inversos mal condicionados en

restauración de señales e imágenes, cuyas implementaciones numéricas permitieron una mejor

visualización de los resultados teóricos obtenidos y mostraron claramente la potencialidad de

los métodos desarrollados. Estos resultados probaron que los métodos desarrollados mejoran, en

algunos casos significativamente, el desempeño de los métodos de regularización tradicionales.

Trabajos futuros

Para dar continuidad al trabajo desarrollado en esta tesis, nos proponemos avanzar en los

siguientes problemas, los que, como vimos a lo largo del desarrollo de esta tesis, requieren de

más investigación.

a) Generalización de los resultados de convergencia correspondientes al método wavelet-espectral

para el caso de operadores no compactos;

b) Estimación óptima de los parámetros λ y δλ correspondientes al umbralado previo a la

aplicación del método de regularización wavelet-espectral;

c) Estudio de condiciones suficientes que aseguren convergencia y estimación de órdenes de

convergencia para el método de dos pasos, con el paso wavelet-umbralado previo a métodos

de regularización no espectrales, tales como el método de regularización por variación total

VT;

d) Estudio del desempeño del método RWVU para otro tipo de wavelets teniendo en cuenta el

grado de regularidad de la solución exacta del problema;

e) Estimación óptima del parámetro λ correspondiente al umbralado posterior a la aplicación

del método de regularización wavelet-vaguelet.



Anexos

En este anexo incluimos una serie de resultados que se utilizan a lo largo de los Caṕıtulos

3 y 4. Se trata de resultados importantes, pero que consideramos de tipo auxiliar, tangenciales

al desarrollo de esta tesis. En el Anexo A se encuentran resultados utilizados en el Caṕıtulo 3

y en el Anexo B resultados utilizados durante el desarrollo del Caṕıtulo 4.

Anexo A

Proposición 5.1. Sea Z una variable aleatoria con distribución N(0, 1). Entonces para todo

ω ≥ 0 se sigue que

P (|Z| > ω) ≤ 3 e−
ω2

2 .

Demostración. Dividiremos la prueba en dos casos.

El caso ω ≥ 1√
2π

se sigue inmediatamente de observar que

P (|X | > ω) = 2

? ∞

ω
e

−t2
2

dt√
2π

= 2

? ∞

ω2

2

e−u
du√

2π
√

2u
(donde u =

t2

2
)

≤ 2

? ∞

ω2

2

e−u dt (pues
1

2
√
πu

≤ 1)

= 2 e
−ω2

2 .

El caso 0 ≤ ω < 1√
2π

en cambio, lo trabajamos como suma de dos integrales. Escribimos

P (|X | > ω) =
2√
2π

? 1√
2π

ω
e

−t2
2 dt+

2√
2π

? ∞

1√
2π

e
−t2
2 dt

.
= (1) + (2).

Para acotar (1) utilizamos que e−t
2/2 ≤ 1 y podemos acotar la integral con el área del

rectángulo de altura 1 y lado 1√
2π

. Aśı pues

2√
2π

? 1√
2π

ω
e

−t2
2 dt ≤ 2√

2π

? 1√
2π

0
dt =

2√
2π

1√
2π

=
1

π
≤ e

−ω2

2 ,

donde la última desigualdad se sigue del hecho que ω2 ≤ 1

2π
< 2 ln π.
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Para acotar (2) calculamos la integral utilizando un razonamiento similar al empleado en

el caso ω ≥ 1√
2π

. Aśı se tiene que

2

? ∞

1√
2π

e
−t2
2

dt√
2π

= 2

? ∞

1
4π

e−u
du√

2π
√

2u
=

? ∞

1
4π

e−u√
πu
du ≤ 2

? ∞

1
4π

e−u du = 2 e−
1
4π ≤ 2 e

−ω2

2 .

De esta forma, hemos demostrado el caso 0 ≤ ω < 1√
2π

pues

P (|X | > ω) = (1) + (2) ≤ e
−ω2

2 + 2 e
−ω2

2 = 3 e
−ω2

2 . ?

Anexo B

Lema 5.2. Sean X, Y espacios de Hilbert y K : X → Y un operador lineal, invertible con

dominio D(K) denso en X. Entonces son equivalentes

1) w ∈ R(K∗);

2) existe un funcional lineal y acotado c(·) : Y → R que satisface c(Kf) = ?w, f? para todo
f ∈ D(K);

3) la desigualdad |?w, f?| ≤ C?Kf?Y , donde C es una constante, vale para toda f ∈ D(K).

Demostración. La demostración de este lema es relativamente sencilla. Se sigue de la

definición de operador adjunto y del teorema de representación de Riesz.

Consideramos las siguiente implicaciones que prueban la equivalencia de los enunciados.

1)⇔2) Se sigue de la definición de operador adjunto; es posible definir este operador puesto

que D(K) es denso.

1)⇒3) Si w ∈ R(K∗), entonces por el Teorema de representación de Riesz, ∃ c ∈ Y tal que

?w, f? = ?K∗c, f? = [c,Kf ] ≤ ?c?Y ?Kf?Y .

3)⇒2) Consideremos el funcional c(·) : R(K) ⊂ Y → R dado por c(Kf) = ?w, f?. Este

funcional está bien definido puesto que el operador K es invertible y es claramente

lineal. Luego de la desigualdad |?w, f?| ≤ C?Kf?Y para toda f ∈ D(K) se sigue que el

funcional es lineal y acotado para todo f ∈ D(K). ?

Lema 5.3. Sean b ∈ (0, 1], α > 0, d ∈ N y fb(x)
.
=

1

(1 + b|x|)d+α , ∀x ∈ Rd.

Entonces ∀z ∈ Rd se satisface

(f1 ∗ fb)(z) ≤ C(d, α)fb(z) dónde C(d, α) =
2πd/2

αΓ(d/2)
(2d+2+α + 1) ,

y donde Γ es la función Gamma definida por Γ(z) =

? ∞

0
tz−1e−t dt.
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Demostración. Con el objetivo de acotar la integral correspondiente a la convolución

descompondremos la integral en otras dos, de la siguiente manera:

(f1 ∗ fb)(z) =

?

|y−z|≥|z|
f1(y)fb(z − y) dy +

?

|y−z|≤|z|
f1(y)fb(z − y) dy .= I1 + I2.

Para realizar la acotación de I1 utilizamos que fb(z) ≥ fb(z − y) para |y − z| ≥ |z|. Aśı,

I1 =

?

|y−z|≥|z|
f1(y)fb(z − y) dy ≤ fb(z)

?

|y−z|≥|z|
f1(y) dy

≤ fb(z)

?

Rd

1

(1 + |y|)d+α dy =
2πd/2

αΓ(d/2)
fb(z).

Para acotar I2 necesitaremos de algunos pasos previos. En primer lugar, notemos que |y−z| ≤ |z|
implica que 0 ≤ |y| ≤ |2z|. Luego,

I2 ≤
? 2|z|

0
f1(y)fb(z − y) dy. (5.12)

Supongamos, sin pérdida de generalidad que z ≥ 0 (una demostración análoga vale para

z < 0). Entonces

? 2z

z
f1(y)fb(z − y) dy =

? 2z

z

dy

(1 + y)d+α(1 + b|z − y|)d+α

≤ 1

(1 + z)d+α

? 2z

z

dy

(1 + b|z − y|)d+α

=
1

(1 + z)d+α

? z

0

dy

(1 + b|z − y|)d+α


 pues el integrando es

simétrico alrededor de y = z




≤
? z

0

dy

(1 + y)d+α(1 + b|z − y|)d+α

=

? z

0
f1(y)fb(z − y) dy. (5.13)

De (5.12) y (5.13) se sigue que

I2 ≤ 2

? z

0
f1(y)fb(z − y) dy

= 2 fb(z)

? z

0

?
1 + bz

(1 + y)(1 + b|z − y|)

?d+α
dy

= 2 fb(z)

?
1 + bz

1 + b+ bz

?d+α ? z

0

?
1

1 + y
+

b

1 + b|z − y|

?d+α
dy

≤ 2 fb(z)

? z

0

?
1

1 + y
+

1

1 + |z − y|

?d+α
dy

= 22fb(z)

? z/2

0

?
1

1 + y
+

1

1 + |z − y|

?d+α
dy
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≤ 22fb(z)

? z/2

0

?
2

1 + y

?d+α
dy

≤ 2d+2+αfb(z)

? z/2

0

?
1

1 + y

?d+α
dy

≤ 2d+2+α 2 πd/2

αΓ(d/2)
fb(z).

Finalmente, de las acotaciones anteriores obtenemos

I1 + I2 ≤ 2πd/2

αΓ(d/2)
(2d+2+α + 1) fb(z) ?

Lema 5.4. Dados b > 0, γ > 0 y d ∈ N se tiene que

?

k∈Zd

?
1

1 + b|k|

?d+γ

≤ 2γ−1b−d + 1.

Demostración. Por simplicidad lo probaremos para k ∈ Z, el caso k ∈ Zd se demuestra de

forma similar.

En primer lugar notemos que

?

k∈Z

?
1

1 + b|k|

?1+γ

= 2
?

k∈N0

?
1

1 + bk

?1+γ

− 1

= 2

?

R+
0

?
1

1 + b?x?

?1+γ

dx + 1

≤ 2

?

R+
0

?
1

1 + bx

?1+γ

dx+ 1. (5.14)

Por otro lado,

?

R+
0

?
1

1 + bx

?1+γ

dx =
1

b

? ∞

1

?
1

u

?1+γ

du (para u = 1 + bx)

= − 1

bγ
(u)−γ

?????

∞

1

= − 1

bγ
(1 + bx)−γ

?????

∞

0

= (γ b)−1. (5.15)

Luego, de (5.14) y (5.15) se obtiene la desigualdad buscada para el caso d = 1. ?

Proposición 5.5. Sean α ∈ R+, j, k ∈ Z. Entonces
?

Rd

2jd

(1 + |2jx− k|)d+α dx ≤ 2π
d
2

αΓ(d/2)
.
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Demostración. La prueba se sigue trivialmente con un cambio de variables utilizando

coordenadas polares. En efecto,

?

Rd

2jd

(1 + |2jx− k|)d+α dx =

?

Rd

1

(1 + |u|)d+α du (haciendo u = 2jx− k)

=

? ∞

0

rd−1

(1 + r)d+α

?

Sd−1

dσ dr (usando coordenas polares)

=
2π

d
2

Γ(d/2)

? ∞

0

rd−1

(1 + r)d+α
dr

=
2π

d
2

Γ(d/2)

? ∞

0

rd−1

(1 + r)d−1

1

(1 + r)1+α
dr

≤ 2π
d
2

Γ(d/2)

? ∞

0

1

(1 + r)1+α
dr

=
2π

d
2

Γ(d/2)

(1 + r)−α

−α

?????

∞

0

=
2π

d
2

Γ(d/2)

1

α
. ?

Proposición 5.6. Si T : L2(Rd) → L2(Rd) es un operador homogéneo densamente definido,

entonces R(T ∗) es cerrado por traslaciones.

Demostración. Dada f ∈ R(T ∗), existe g ∈ D(T ∗) tal que f = T ∗g. Probaremos esta

proposición demostrando que dado a > 0 existe ga ∈ D(T ∗) tal que Daf = T ∗ga.

Supongamos que T es homogéneo de grado β. Entonces

?aβdDag, Tf? = ?g, aβda−dD 1
a
Tf?

= ?g, a−dTD 1
a
f? (T es homogéneo de grado β)

= a−d?T ∗g,D 1
a
f? (g ∈ D(T ∗))

= ?DaT
∗g, f?.

De lo anterior se sigue que aβdDag ∈ D(T ) y además T ∗aβdDag = DaT
∗g = Daf . Definiendo

ga
.
= aβdDag, se completa la demostración. ?

Proposición 5.7. Si T : L2(Rd) → L2(Rd) es un operador densamente definido que conmuta

con traslaciones, entonces D(T ∗) es cerrado por traslaciones y también T ∗ conmuta con ellas.

Demostración. Sea f ∈ Rd. Entonces existe g ∈ D(T ∗) tal que f = T ∗g. Sea a ∈ R.

Queremos ver que Eaf(·) .= f(· − a) ∈ R(T ∗). Para ello, debemos ver que existe ga ∈ D(T ∗) tal
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que Eaf = T ∗ga. Para ello, notar que

?Dag, Tf? = ?g,D−aTf?

= ?g, TD−af? (puesto que T conmuta con traslaciones)

= ?T ∗g,D−af?

= ?DaT
∗g, f? .

Por lo tanto,Dag ∈ D(T ) y además T ∗Dag = DaT
∗g = Daf . Esto completa la prueba definiendo

ga
.
= aβdDag. ?

Lema 5.8. Si T : L2(Rd) → L2(Rd) es un operador inyectivo que conmuta con traslaciones,

entonces R(T ) es cerrado por traslaciones y también T−1 conmuta con ellas.

Demostración. Dado que el operador T conmuta con traslaciones tenemos que ∀ a ∈ R

se satisface que TEa = EaT . Por otro lado, al ser T inyectivo existe T−1 : R(T ) ⊂ L2(Rd) →
L2(Rd). Luego, sobre R(T ) se tiene que

EaT
−1 = T−1TEaT

−1 = T−1(EaT )T−1 = T−1Da

y, por lo tanto, T−1 conmuta con traslaciones. ?

Proposición 5.9. Sea T : L2(Rd) → L2(Rd) un operador integral con núcleo k : Rd × Rd →
R, Hölder continuo en la primera variable. Es decir, existen ν > 0 y c : Rd → R+ tal que

|k(x, t) − k(x?, t)| ≤ c(t)|x − x?|ν. Si ψ ∈ ?L2(Rd) satisface que c|ψ| ∈ L1(Rd) entonces Tψ es

Hölder continua con el mismo orden.

Demostración. La prueba se sigue trivialmente de la definición del operador T y de la

condición Hölder que satisface el núcleo. En efecto,

?? [Tψ] (x) − [Tψ] (x?)
?? =

????
?

Rd
(k(x, t) − k(x?, t))ψ(t) dt

???? (por T lineal)

≤
?

Rd
|k(x, t) − k(x?, t)| |ψ(t)| dt

≤ |x− x?|ν
?

Rd
c(t)|ψ(t)| dt (puesto que k es Hölder de orden ν)

≤ C|x− x?|ν .
?

para C
.
=

?

Rd
c(t)|ψ(t)| dt

?
?

Lema 5.10. Dados a ?= 0, X e Y variables aleatorias se verifica que

E(X |aY ) = E(X |Y ). (5.16)
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Demostración. Supondremos sin pérdida de generalidad que X e Y son variables aleatorias

continuas. Una demostración análoga sirve para los casos en que alguna de las dos variables

aleatorias sea discreta. Supongamos primero que a > 0 y sea Z
.
= aY . Entonces por definición

de función de distribución acumulativa conjunta se tiene que ∀ x, z ∈ R

FX,Z(x, z) = P (X ≤ x, Z ≤ z)

= P (X ≤ x, aY ≤ z)

= P
?
X ≤ x, Y ≤ z

a

?
(5.17)

= FX,Y

?
x,
z

a

?
.

Entonces

fX,Z(x, z) =
∂2FX,Z(x, z)

∂x∂z
=
∂2FX,Y

?
x, za

?

∂x∂z
=

1

a
fX,Y

?
x,
z

a

?
.

De igual modo, se puede probar que fZ(z) =
1

a
fY

?z
a

?
. Luego, para z = ay

fX|Z(x|z) =
fX,Z(x, z)

fZ(z)
=

1
afX,Y

?
x, za

?
1
afY

?
z
a

? =
fX,Y (x, y)

fY (y)
= fX|Y (x|y),

y, por lo tanto

E(X |aY ) = E(X |Z) =

?

R
x dFX|Z(x|z) =

?

R
x dFX|Y (x|y) = E(X |Y ).

El caso a < 0 se obtiene de manera similar teniendo en cuenta el cambio en las desigualdades

en (5.17). ?

Lema 5.11. Sea D un conjunto discreto y {Xn}n∈D una familia de variables aleatorias normales
con media cero. Entonces ∀ n ∈ D

E V ar(Xn|(Xk) k∈D
k ?=n

) = ı́nf
ak∈R+

V ar


Xn −

?

k∈D
k ?=n

akXk


 .

Demostración. Probaremos este resultado para el caso #D = 2. Una demostración análo-

ga se sigue para el caso general de D numerable arbitrario teniendo en cuenta que:

i) V arXn = E V ar(Xn|(Xk)k ?=n) + V ar E(Xn|(Xk)k ?=n), y

ii) dado que {Xn}n∈D es una familia de variables aleatorias normales, existe una sucesión

{αk}k∈D tal que E(Xn|(Xk)k ?=n) =
?

k ?=n
αkXk.

Sean X e Y variables aleatorias normales con media cero, denotaremos a V ar(X) = σ2
X y

ρXY = Cov(X,Y )
σXσY

. Por definición de varianza condicional sabemos que V ar(X |Y ) = σ2
X(1− ρ2XY ).
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Por otro lado,

V ar(X − aY ) = σ2
X + a2σ2

Y − 2aCov(X, Y )

= σ2
X + a2σ2

Y − 2a ρXY σXσY

= σ2
X + a2σ2

Y − 2a ρXY σXσY + σ2
Xρ

2
XY − σ2

Xρ
2
XY

= σ2
X − σ2

Xρ
2
XY + (aσY − σXρXY )2. (5.18)

Luego, de (5.18) y de la definición de varianza condicional tenemos que

ı́nf
a∈R+

V ar(X − aY ) = σ2
X − σ2

Xρ
2
XY = σ2

X(1 − ρ2XY ) = V ar(X |Y ). ?
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