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2.1. Modelo del sistema . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 10
2.1.1. Modelos lineales invariantes en el tiempo . . . . . . . . . . . 11
2.1.2. Modelos afines invariantes en el tiempo . . . . . . . . . . . . 12
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Resumen

Los sistemas industriales modernos, basados en proveer una mejor calidad y
uniformidad de sus productos aprovechando mejor los recursos disponibles y favo-
reciendo el cuidado del medioambiente, incorporan sistemas de control cada vez
más complejos. La industria de procesos qúımicos, cada vez más sofisticada, tiene
un gran y continuo desarrollo que ha sido acompañado de avances en problemas de
computación, control y optimización. Entre ellos, las técnicas de control avanzadas
se fueron estableciendo para mejorar el desempeño y garantizar la estabilidad del
sistema controlado.

En consecuencia, los controladores basados en problemas de optimización se
implementan en una amplia gama de aplicaciones industriales. Los controladores
óptimos u optimizantes toman en cuenta, mediante una función, los objetivos re-
queridos e incorporan las restricciones operativas del sistema. En este sentido, el
control predictivo basado en modelos utiliza un modelo matemático de predicción
para obtener las respuestas futuras y aplicar aquella que mejor satisfaga los ob-
jetivos propuestos. Por lo tanto, para diseñar esquemas de control de este tipo,
se deben tener en cuenta varios aspectos. Siendo éstos los objetivos requeridos, el
modelo de la planta para predicción, las restricciones impuestas, la ley de control,
el tamaño del horizonte de predicción, entre otros.

Tomando en cuenta estos aspectos, esta tesis aborda el diseño, desarrollo y eva-
luación de estrategias de control predictivo basado en modelos aplicado a procesos
t́ıpicos de la industria de procesos, que aseguren estabilidad del sistema controlado,
el cumplimiento de las restricciones operativas y que contemplen incertidumbre en
el modelo de predicción, ya sea por las que surgen de la naturaleza no lineal del
sistema o porque no se conocen con exactitud los parámetros del modelo.

Para ello, en primer lugar, se introduce el estado del arte y se abordan los
principales conceptos y herramientas matemáticas en las que se sustenta esta te-
sis. Luego, se presentan dos estrategias de control predictivo basado en modelos
adaptativo para regulación. Por un lado, un controlador que realiza la adaptación
del modelo y obtiene la secuencia de controles en una única etapa y por otro la-
do, un esquema de dos etapas en que la primera obtiene el modelo de predicción
adaptado y la segunda calcula la secuencia de controles aplicando dicho modelo. A
continuación se ampĺıan dichas técnicas para seguimiento de referencia. Las con-
diciones de estabilidad del controlador se establecen en términos de problemas de
desigualdades matriciales lineales.

Por último, las estrategias de control propuestas se evalúan en procesos in-
dustriales qúımicos no lineales t́ıpicos, un intercambiador de calor y un reactor
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continuo de tanque agitado. Para ello, se realizaron simulaciones numéricas realis-
tas que permiten abordar discusiones sobre el desempeño y la efectividad de cada
una de las técnicas. Los resultados de la simulación se analizan en detalle y se
discuten las ventajas y desventajas de cada estrategia de control.



Abstract

Modern industrial systems, based on providing better quality and uniformity of
their products while making better use of available resources and favoring care for
the environment, incorporate increasingly complex control systems. In particular,
the chemical process industry has a significant development, accompanied by ad-
vances in computing, control and optimization problems. Among these advances,
advanced control techniques have been established to improve the performance
and ensure the stability of the controlled system.

Consequently, optimization-based controllers are implemented in a wide ran-
ge of industrial applications. Optimal or optimizing controllers take into account,
through a functional, the required objectives and incorporate the system opera-
ting constraints. In this sense, model-based predictive control uses a mathematical
prediction model to predict future system responses and to apply the control stra-
tegy that best satisfies the desired objectives. Therefore, to design these control
schemes, several aspects must be considered, including the required objectives,
process model for prediction, imposed constraints, control law, length of the pre-
diction horizon, among others.

On the basis of the aspects mentioned above, this thesis focuses on the design,
development and evaluation of model-based predictive control strategies applied
to typical industrial processes. The proposed techniques aim to ensure the stability
of the controlled system, compliance with operating constraints, and contemplate
uncertainty in the prediction model. Uncertainty can be arise from the non-linear
nature of the system or due to the lack of exact knowledge of the model parameters.

To do this, firstly, the current state-of-art is introduced together with the main
mathematical concepts and necessary tools on which this thesis is based. Then,
two adaptive model-based predictive control strategies for regulation purposes are
presented. The first approach is a controller that adapts the model and obtains the
control sequence in a single stage, and on the other hand. The second approach
involves a two-stage scheme, where the first stage obtains the adapted prediction
model and the second stage calculates the control sequence applying the model
from the first stage. Subsequently, these techniques are extended for reference
tracking purposes. The controller stability conditions are stated in terms of linear
matrix inequality problems.

Finally, the proposed control strategies are evaluated on two typical non-linear
chemical industrial processes, a heat exchanger and a continuous stirred tank reac-
tor. For this, realistic numerical simulations are carried out to assess the perfor-
mance and effectiveness of each technique. The simulation results are thoroughly

xv



analyzed, and the advantages and disadvantages of each strategy are discussed.





Caṕıtulo 1

Introducción

Los avances tecnológicos experimentados en las últimas décadas, sumado a
la necesidad de satisfacer las necesidades de un mercado cada vez más exigente
en cuanto a calidad, uniformidad, seguridad y cuidado del medioambiente, han
llevado a que los sistemas de control estén presentes en casi todos los aspectos de la
vida cotidiana, desde simples elementos de uso diario hasta en grandes industrias,
donde la industria de procesos no es ajena.

La industria de procesos se ha vuelto cada vez más compleja, expandiéndose
junto a los desarrollos recientes y continuos en áreas como la computación, el
control avanzado y la optimización. Entre los métodos de control más establecidos,
el Control Predictivo basado en Modelos (MPC1, por sus siglas en inglés) aparece
en gran parte de estas aplicaciones industriales [1].

Básicamente, el diseño de controladores para la industria de procesos tiene por
objetivo lograr que el sistema controlado funcione en forma óptima (o próximo a
ésta), garantizando caracteŕısticas dinámicas adecuadas ante los diversos escena-
rios que puedan presentarse, entre los que pueden mencionarse:

Cambio de consigna, muchos procesos a lo largo de su funcionamiento normal
se ven sometidos a frecuentes cambios en su punto de operación, de forma que
para éstos no existe un punto de funcionamiento, sino más bien un rango
de puntos de funcionamiento en cualquiera de los cuales el proceso puede
operar durante un periodo de tiempo [2]. Ante esta situación, el sistema de
control debe reducir o eliminar el error de seguimiento y acotar el tiempo de
respuesta a valores razonables.

Incertidumbre de modelado, el desempeño del sistema de control depende en
gran medida del modelo matemático que representa la planta a controlar, sin
embargo, este modelo es una aproximación de la dinámica real y la diferencia
entre ambos se conoce como error o incertidumbre de modelado. Por lo tanto,
el sistema de control debe lograr cierta robustez ante las incertidumbres
propias del modelado al usar aproximaciones para representar al sistema.

Presencia de perturbaciones, una planta en funcionamiento puede verse afec-
tada por perturbaciones externas que cambian su punto de operación, mo-

1Model-based Predictive Control
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2 CAPÍTULO 1. INTRODUCCIÓN

dificando ya sea entradas y/o salidas. Por ello, el sistema de control debe
presentar un buen rechazo de perturbaciones, es decir, reducir al mı́nimo la
variabilidad que se produce en las variables controladas ante entradas no
deseadas y reducir la sensibilidad al ruido de proceso o al producido en los
sensores de las variables medidas.

En MPC se utiliza un modelo para predecir la salida del proceso. De esta
manera, se evalúan los posibles comportamientos futuros y se calcula una secuencia
de acciones de control futuras que logren el comportamiento deseado. Luego, sólo la
primera acción es implementada y la situación se reevalúa, para tener en cuenta los
cambios recientes, esta técnica es conocida como estrategia de horizonte deslizante
(RHC2, por sus siglas en inglés).

Si bien la técnica RHC, utilizada por MPC, dota de realimentación al siste-
ma y por lo tanto de cierta robustez, la presencia de perturbaciones externas o
significativos errores de modelado pueden apartar la planta del comportamiento
deseado, incluso pueden hacer que su evolución viole las restricciones operativas o
de seguridad, que el controlador deje de ser factible o que se pierda la convergencia
del sistema en bucle cerrado.

Lo planteado tiene especial relevancia en la industria de procesos, donde los
sistemas t́ıpicos se caracterizan por presentar, como principales dificultades, com-
portamientos no lineales, variantes en el tiempo, tiempos muertos, ĺımites en sus
estados y en las variables manipuladas, ĺımites de seguridad operativa, entre otras
[3]. Los modelos que describen estos sistemas provienen, mayoritariamente, de la
formulación matemática de sus principios f́ısico-qúımicos, en general de ecuacio-
nes de balances adecuadamente simplificadas o bien, del tratamiento numérico de
datos experimentales y de la elección de una forma anaĺıtica simplificada para
expresar la dinámica y posterior ajuste de sus parámetros.

Sin embargo, determinar los valores de los parámetros no implica que se co-
nozcan con exactitud sino que va a existir una tolerancia o incertidumbre en los
mismos, y aunque los valores nominales de los parámetros sean muy precisos, los
puntos de operación de la planta cambian, debido a la inevitable desviación con
respecto al punto de equilibrio del sistema cuando está en funcionamiento, o bien
se ven afectados por perturbaciones externas, o simplemente vaŕıan con el tiempo.
Por tanto, los parámetros del modelo cambian y necesitan ser contemplados y,
en algunos casos, corregidos. Si no se toman los recaudos necesarios, estos facto-
res pueden causar un pobre desempeño, y más aún, inestabilidad en el sistema
controlado.

Por otro lado, en las formulaciones originales de MPC, los sistemas controla-
dos generalmente se representan a través de modelos Lineales e Invariantes en el
Tiempo (LTI3, por sus siglas en inglés), donde la inclusión de modelos no lineales
no es una tarea trivial y aumenta considerablemente la complejidad de la capa de
optimización resultante [4], dificultando su aplicación en tiempo real. Incluso la
función (normalmente no lineal) que describe el sistema puede no estar disponi-
ble, no ser identificada o no ser utilizada para el control (por ejemplo, debido a

2Receding Horizon Control
3Linear Time Invariant
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su complejidad). Por estas razones, usualmente se utilizan modelos lineales para
la predicción, los cuales son generalmente linealizados o identificados en un punto
de operación espećıfico de la planta.

Sin embargo, el modelo lineal utilizado para la predicción representa el com-
portamiento de la planta alrededor de un solo punto de operación determinado.
Si el punto de operación del sistema cambia, el modelo lineal utilizado para la
predicción puede no describir el comportamiento de la planta en este nuevo punto
y la estrategia de control puede no cumplir eficazmente con su tarea.

El objetivo de esta tesis es lograr que el sistema de control sea capaz de lo-
grar un desempeño óptimo o muy cercano a éste, cumpliendo con las condiciones
dinámicas especificadas, respetando restricciones operativas, y asegurando, las con-
diciones de robustez necesarias de manera que se garantice estabilidad asintótica
de la referencia para el sistema controlado considerando incertidumbre de mode-
lado, presencia de perturbaciones externas y restricciones del proceso real.

1.1. Análisis de la principal bibliograf́ıa relacio-

nada con el tema propuesto

1.1.1. Control predictivo basado en modelos

En la industria de procesos, donde se utilizan sistemas tales como columnas
de destilación, intercambiadores de calor, reactores batch y continuos, tanques,
etc., las principales problemáticas son las no linealidades, las restricciones en las
variables de salida y manipuladas, los tiempos muertos y requerimientos de segu-
ridad. Esto ha llevado a que los sistemas de control tradicionales tengan un bajo
desempeño y, por ello, al momento de mejorar el desempeño de procesos indus-
triales, usualmente en la literatura de control de procesos ([5], [6], [7]) se recurre
a lo que se conoce como estrategias de control avanzadas tradicionales, que in-
cluyen fundamentalmente al control feedforward, control en cascada, predictor de
Smith, control de relación, control selectivo y control de rango dividido. Si bien,
estas estrategias han mostrado ser más exitosas que el control por realimentación
tradicional, muchos esquemas de control avanzados se han ido radicando como
estrategias ya tradicionales en la ingenieŕıa de control de procesos, como es el caso
del control óptimo, control predictivo, control adaptativo, y otras más modernas
como el diagnóstico, la detección y el control tolerante a fallas, los sistemas de
control con aprendizaje, entre otras.

Sin embargo, el control PID tradicional y algunas opciones de diseño como
por ejemplo, el diseño fuera de ĺınea mediante el uso de Desigualdades Matri-
ciales Lineales LMIs4 siguen siendo utilizadas en aplicaciones industriales. Estos
controladores posibilitan mantener la planta en el punto de operación deseado (re-
gulador) como control de bajo nivel en una estructura de control jerárquica como
la que se muestra en la Figura 1.1 [8].

4Linear Matrix Inequalities
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CONDICIONES
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Figura 1.1: Estructura de control jerárquica

En lo que respecta al control de alto nivel, MPC aparece en gran parte de estas
aplicaciones industriales siendo de los métodos de control más establecidos.

El control predictivo fue introducido por Richalet et al. en 1978 ([9]), con el
controlador Model Predictive Heuristic Control. Posteriormente, Cutler y Ramaker
en 1980 ([10]) presentaron el Control con Matriz Dinámica (DMC5, por sus siglas
en inglés) y Clarke, Mohtadi y Tuffs (1987) ([11] y [12]) presentan el Controlador
Predictivo Generalizado (GPC6, por sus siglas en inglés). Tanto el DMC como el
GPC en su formulación utilizan matrices de funciones de transferencia entrada-
salida obtenidas en base a una respuesta al escalón. Posteriormente muchas formas
de MPC lineales que utilizan un modelo bajo la representación de estados han
sido presentadas en los diferentes medios de publicación académica, entre las más
populares se pueden citar a los trabajos [13], [14], [15], [16], entre muchos otros.

Además se debe tener en cuenta que el control de una planta real no lineal me-
diante herramientas desarrolladas para el control de sistemas lineales, dif́ıcilmente
puedan ser exitosas si no se dispone de un buen modelo nominal lineal de la plan-
ta. Las fuertes no linealidades de las plantas qúımicas hacen de esto último algo
sumamente dif́ıcil. Los inconvenientes relacionados con la identificación de funcio-
nes de transferencia o ecuaciones de estados de los sistemas tienen su impacto al
momento de reajustar el controlador a fin de lograr un aceptable desempeño del
lazo de control y en algunos casos puede restringir su aplicabilidad en los siste-
mas industriales. Por tal motivo, usualmente se siguen metodoloǵıas de trabajo
bien definidas. Una de ellas busca diseñar un controlador para que un conjunto
de plantas satisfagan condiciones de estabilidad y desempeño robusto ([17], [18],
[19], [20], entre muchos otros).

Toda formulación de control predictivo se destaca por su funcionamiento sen-

5Dynamic Matrix Control
6Generalized Predictive Controller
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cillo e intuitivo, que lo llevó a ser popular tanto en el ámbito académico como
en el industrial. La posibilidad de incorporar restricciones tanto en las variables
manipuladas como en los estados y las salidas, aśı como de trabajar con sistemas
multivariables son razones que impulsan su utilización [21],[13].

En términos generales, los algoritmos de MPC presentan elementos comunes
en el planteo:

Utilizan un modelo del proceso para predecir su comportamiento a lo largo
de un horizonte temporal preestablecido.

Definen una función de costo a minimizar mediante un algoritmo de opti-
mización. Generalmente esta función de costo depende al menos del error
cuadrático entre la referencia y los estados/salida controlada en el horizonte
de control.

Calculan la secuencia de acciones de control futuras para hacer que en ese
horizonte las variables controladas alcancen sus valores de referencia y mi-
nimicen la función de costo definida.

Finalmente, sólo la primera acción es implementada y la operación de cálculo
de las variables manipuladas se repite en cada instante de muestreo, técnica
de horizonte deslizante RHC.

Si bien el control predictivo es una estrategia de control muy potente que per-
mite formular controladores para sistemas complejos que incluyen restricciones,
esta potencia tiene un precio asociado al costo computacional y la sintonización
del controlador, que en algunos casos puede ser elevado. Los avance producidos en
las últimas décadas en el campo del MPC proveen un conocimiento más profundo
de estos controladores, obteniéndose resultados que permiten relajar estos requeri-
mientos. Aśı por ejemplo, se han establecido condiciones generales para garantizar
la estabilidad [22], condiciones bajo las cuales se puede relajar la optimalidad del
controlador garantizando su estabilidad [23].

Aunque existen formulaciones de control predictivo no lineal que utilizan un
modelo no lineal del proceso para predecir el comportamiento dinámico futuro
de la planta ([24], [25], [4], entre otros), es habitual la utilización de modelos
lineales que representen el proceso en un punto de operación óptimo o punto de
funcionamiento en el cual debeŕıa permanecer con el fin de maximizar su eficiencia.
Sin embargo, en la industria de procesos, muchas plantas a lo largo de su normal
funcionamiento se ven sometidos a frecuentes cambios en su punto de operación, de
forma que para éstos no existe un punto de funcionamiento definido, sino más bien
un rango o conjunto de puntos de funcionamiento en los cuales el proceso puede
operar durante un peŕıodo de tiempo. La selección del punto de operación dentro
de este rango se hará conforme a la diversidad de productos, lotes o situaciones
en las que la planta se pueda encontrar [2].

En trabajos como [16], [26], [8], [27], [28], [2] se propone la utilización de
variables de decisión auxiliares con el objetivo de permitir que el sistema pueda
ser llevado a cualquier punto de funcionamiento respetando las restricciones dadas
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sin necesidad de ampliar el horizonte de control. Una caracteŕıstica significativa de
estos controladores es que si la referencia a seguir es infactible, pueden estabilizar
la planta en el punto factible más cercano a la referencia evitando relajar las
restricciones propias del sistema.

1.1.2. Control con desigualdades matriciales

A finales del siglo XX, se advirtió que un conjunto de especificaciones robustas
bajo la representación de estados encontraban un marco común de formulación,
llamada LMI y uno de los primeros trabajos que realiza un gran aporte a la teoŕıa
de control es el de Boyd et al. publicado en 1994 ([29]). La ventaja radica en
que un conjunto de especificaciones de diseño, es transformado en una intersec-
ción de regiones convexas, y por lo tanto el conjunto resultante es convexo [30].
Planteadas las especificaciones antes mencionadas, como restricciones en formato
LMI, la solución de encontrar un controlador que las satisfaga se resume a resolver
un problema de optimización convexo, para el cual hay algoritmos de búsqueda
especializados como son los métodos de punto interior [31]. Una vez planteado el
problema de control como uno de optimización, al ser éste convexo, se tiene la
certeza de que si existe solución, ésta es única.

En función de lo establecido, resulta conveniente el planteo de especificaciones
de diseño para diferentes modelos que representen el sistema bajo cambios en
parámetros o puntos de operación. De esta manera, es posible obtener un único
problema de optimización convexo que contemple los requerimientos establecidos
para todos los modelos simultáneamente [32].

Una tendencia actual consiste en diseñar a priori un controlador óptimo (pre-
dictivo o no) resolviendo un problema de optimización fuera de ĺınea que permite
satisfacer una condición de estabilidad asintótica con restricciones en la variable
manipulada, la variable de estados y la variable de salida. Luego, un problema de
optimización en ĺınea es resuelto reajustando el controlador óptimo y verificando
que las condiciones de diseño y las restricciones sean satisfecha sin pérdida de
factibilidad en el problema de optimización [33]. Esto último, como se comentó
anteriormente, surge debido a las fuertes no linealidades de los sistemas qúımicos
que obliga a un muestreo en ĺınea de las variables principales del proceso.

También es de remarcar que, se intensificó el esfuerzo de muchos académicos en
utilizar herramientas de optimización para el diseño de sistemas de control predic-
tivo que permitan satisfacer restricciones en la variable de control, la manipulada,
etc. Un claro ejemplo son los trabajos de Kothare et al., 1996 ([34]); Mayne et al.,
2000 ([22]), Maciejowski, 2002 ([13]); Rossiter, 2003 ([35]); González, 2006 ([36]).
Aśı, la utilización de LMI se ha empezado a tomar en cuenta como una poderosa
herramienta para el diseño de sistemas de control con restricciones ([34], [37], [38],
[33], entre otros).
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1.2. Aspectos que lo hacen diferente de lo ya

existente y conocido en el área

En los últimos años, tanto las formulaciones de MPC como las basadas en
desigualdades matriciales han experimentado un gran avance dentro del ámbito
académico y en particular en la comunidad de la ingenieŕıa en control de proce-
sos, como aśı también han alcanzado un nivel muy significativo de aceptabilidad
industrial en aplicaciones prácticas en esta área.

En consecuencia, es claro que la formulación de control predictivo conjunta-
mente con la inclusión de desigualdades matriciales puede sacar provecho de las
ventajas de ambos campos de investigación.

De acuerdo a lo analizado, el problema de MPC consiste en minimizar un
funcional costo sujeto al modelo, a los conjuntos de restricciones (tanto de estados,
salidas como de manipuladas) y a una restricción terminal, donde el vector de
decisión es la secuencia de control para cada paso de tiempo. Este problema de
optimización de horizonte finito se resuelve recursivamente. Solo el primer elemento
de la secuencia de control óptimo es aplicado para controlar la planta (RHC) [39].
Esta formulación resulta ser intuitiva, puede ser utilizada para controlar una gran
variedad de procesos, el tratamiento de las restricciones es conceptualmente simple,
éstas pueden ser sistemáticamente incluidas durante el proceso de diseño, y permite
operaciones en las proximidades de las restricciones [21] [13]. Sin embargo, por
tratarse de un algoritmo recursivo numérico conlleva un alto costo computacional
y, en diversas ocasiones, puede complicarse la sintonización del controlador.

Por otra parte, las formulaciones basadas en desigualdades matriciales calculan
una ley de control óptima que puede ser recalculada en tiempos que no necesa-
riamente coinciden con el peŕıodo de muestreo. Este enfoque posee una mayor
rigurosidad en el planteo del problema permitiendo especificar los parámetros de
sintonización, incluir múltiples modelos lineales, como en los casos de modelos
Lineales de Parámetros Variables (LPV7, por sus siglas en inglés), y trabajar con
el concepto de horizonte infinito, lo que implica que el control obtenido determina
operaciones más redituables. No obstante, la inclusión de restricciones no resulta
natural.

Por tal motivo, en este trabajo de tesis se busca conocer, dominar, desarrollar y
utilizar técnicas de control predictivo basado en modelos utilizando desigualdades
matriciales, para aśı implementarlas en operaciones unitarias t́ıpicas de la industria
de procesos qúımicos, como por ejemplo, un Intercambiador de Calor (HE8, por
sus siglas en inglés) o un Reactor Continuo de Tanque Agitado (CSTR9, por sus
siglas en inglés).

7Linear Parameter Varying
8Heat Exchanger
9Continuous-Stirred Tank Reactor
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1.3. Objetivos de la investigación

1.3.1. Objetivo general

Diseñar sistemas de control predictivo basado en modelos aplicados a la in-
dustria de procesos, en base a modelos lineales de parámetros variables utilizando
desigualdades matriciales lineales.

1.3.2. Objetivos espećıficos

Analizar y diseñar herramientas y algoritmos de control predictivo basado
en modelos lineales y no lineales.

Modelar sistemas no lineales, propios de la industria de procesos, mediante
modelos LPV.

Diseñar herramientas y algoritmos de control predictivo basado en modelos
con garant́ıa de estabilidad para modelos LPV.

Evaluar y validar mediante simulaciones numéricas los sistemas de control
propuestos.

1.4. Organización de la tesis

Esta tesis está organizada como se detalla a continuación.
En el Caṕıtulo 2 se presentan conceptos fundamentales acerca del control ópti-

mo de sistemas dinámicos con restricciones, se abordan las principales caracteŕısti-
cas y condiciones de estabilidad de MPC y del control óptimo con LMI, necesarios
para tratar apropiadamente las propuestas desarrolladas en los caṕıtulos posterio-
res.

El Caṕıtulo 3 presenta el desarrollo de dos formulaciones de MPC adaptativo
con fines de regulación. Se realiza un análisis, mediante el enfoque de LMI, de las
condiciones de estabilidad robusta para sistemas bajo la representación de modelos
LPV y se plantea una primera formulación que en una única etapa obtiene una
secuencia de modelos de predicción LTI y la secuencia de controles que minimiza el
funcional objetivo. Posteriormente, se propone una formulación en dos etapas, la
primera de ellas se encarga de la adaptación del modelo de predicción y la segunda
etapa se encarga de la obtención de la secuencia de señales de control, este enfoque
busca reducir los tiempos de cómputo.

En el Caṕıtulo 4 se extienden las técnicas indicadas a propósitos de seguimiento
de referencias, para ello se aborda el cálculo de los ingredientes terminales que
determinan las condiciones de estabilidad y factibilidad recursiva. Se destaca que
todos los caṕıtulos se complementan con simulaciones numéricas y conclusiones
de lo tratado.

Finalmente, en el Caṕıtulo 5 se discuten las observaciones finales y las suge-
rencias para futuras investigaciones.



Caṕıtulo 2

Control Óptimo de Sistemas

Dinámicos

A mediados del siglo XX, motivado principalmente por la industria aeroespa-
cial, se advierte la necesidad de controlar un sistema gobernado por un conjunto de
ecuaciones diferenciales, minimizando (o maximizando) un ı́ndice de desempeño
pretendido [40].

De esta manera, las dinámicas de los sistemas pueden expresarse como:

ẋ(t) = f(x(t), u(t)) ,
x(0) = x0 , (2.1)

donde f(⋅) ∶ Rnx ×Rnu → Rnx es una función vectorial suficientemente diferenciable
para que las trayectorias de estados ǫ(t) existan y sean únicas para cada ley de
control γ(t).

Por su parte, en cada problema de control óptimo existe un “costo” a optimizar
que refleja el ı́ndice de desempeño. Esta función (o funcional) objetivo incluye una
evaluación de la ley de control utilizada (γ(t)) y de la trayectoria de estados
resultante (ǫ(t)) a lo largo del tiempo t0 ≤ t ≤ t1, junto a una penalización final
para el estado que alcance el sistema al tiempo final del intervalo (t1), es decir:

V (t0, t1, x0;γ) = VL(t0, t1, x0;γ) + Vf(ǫ(t1)) , (2.2)

donde usualmente VL(⋅) viene dado por:

VL(t0, t1, x0;γ) = ∫ t1

t0

L (ǫ(s), γ(s))ds , (2.3)

donde a la función L(⋅) se la suele llamar el Lagrangiano por su similaridad con
el problema de Cálculo de Variaciones.

Aśı, el problema de control óptimo consiste en encontrar una ley de control
que minimiza la función objetivo, si es que ésta existe.

Probablemente el resultado más utilizado en la teoŕıa del control óptimo es el
que se obtiene de la solución al problema lineal-cuadrático, donde las ecuaciones
dinámicas y las restricciones terminales son lineales y el criterio de desempeño es
una función cuadrática de las variables de estados y de control. La solución a este

9
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problema produce una ley de control como función lineal de las variables de estado
[41].

De esta manera, para sistemas lineales con matrices constantes con espacio de
estados X = Rnx y de valores de control U = Rnu , es decir, que se asume que no
existen restricciones en las variables del sistema, la Ec. (2.1) resulta:

ẋ(t) = f(x(t), u(t)) = Ax(t) +Bu(t) ,
x(0) = x0 ,

con un costo cuadrático:

L(x, u) = xTQx + uTRu ,
de horizonte infinito, o sea t1 =∞ y Vf(⋅) = 0 en la Ec. (2.2).

Por lo tanto, el problema a minimizar es:

V (x0;γ) = ∫ ∞

0

(x(t)TQx(t) + u(t)TRu(t))dt ,
para el cual, si el sistema es controlable, el resultado es un feedback lineal con
ganancia constante [42]:

u⋆(t) = −Kx(t) , conK = R−1BTP ,

donde P es la solución algebraica de Riccati:

Q + PA +ATP − PBR−1BTP = 0 .

Observación 2.1. De manera similar, para un sistema lineal invariante en el
tiempo discreto se obtiene un feedback lineal de ganancia constante aplicando la
ecuación algebraica de Riccati para tiempo discreto [43].

Este resultado es el que se conoce como Regulador Cuadrático-Lineal (LQR1,
por sus siglas en inglés).

Sin embargo, dado que los sistemas f́ısicos presentan limitaciones en sus varia-
bles, en muchas ocasiones la aplicación de los controladores LQR se ve comprome-
tida. Por ello, surgieron formas efectivas de implementar la solución al problema
de control óptimo ante presencia de restricciones. Entre ellas se destacan MPC
que se analiza en la Sección 2.2 y el enfoque basado en LMI que se desarrolla en
la Sección 2.3.

Dada la relevancia de representar el sistema dinámico mediante las ecuaciones
que lo describen, en la sección Sección 2.1 se realiza un análisis de diversos modelos.

2.1. Modelo del sistema

El modelo constituye la piedra angular de los controladores óptimos. Por ello,
los sistemas que se van a controlar se suelen describir o aproximar mediante ecua-
ciones diferenciales ordinarias que constituyen el modelo de predicción, el cual

1Linear-Quadratic Regulator
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frecuentemente es no lineal:

ẋ(t) = f(x(t), u(t))
y(t) = g(x(t), u(t))
x(0) = x0

(2.4)

donde x(t) ∈ Rnx es la variable de estado del sistema en un instante de tiempo
dado, x0 es el estado inicial del sistema, u(t) ∈ Rnu es la variable de control o
manipulada en el instante analizado, y(t) ∈ Rny es la variable de salida o controlada
del sistema en dicho instante, f(⋅) ∶ Rnx ×Rnu → Rnx es una función continua no
lineal que determina la variación de la variable de estados del sistemas en el tiempo
y g(⋅) ∶ Rnx ×Rnu → Rny es una función continua no lineal que permite obtener la
variable de salida del sistema.

2.1.1. Modelos lineales invariantes en el tiempo

En general, los procesos f́ısicos son no lineales y a lo largo de su normal funcio-
namiento puede ocurrir que los parámetros que describen al sistema se modifiquen
por la misma dinámica, por condiciones externas o por deterioro de los componen-
tes, lo que convierte al proceso en sistemas de naturaleza variable en el tiempo. En
la ingenieŕıa de control, las no linealidades suelen presentarse por comportamien-
tos intŕınsecamente ligados a la naturaleza del sistema aunque también pueden
producirse restricciones f́ısicas en las variables de control, estados y/o salidas, aśı
como el tasa de cambio de las mismas.

Sin embargo, siempre que el sistema no se desv́ıe demasiado del punto de
operación nominal, es posible describir su comportamiento a través de un modelo
LTI. De esta manera, es viable su análisis mediante la utilización de herramientas
de control lineal, las cuales están rigurosamente establecidas y son ampliamente
conocidas [44].

En este sentido, el modelo LTI en espacio de estados para tiempo continuo
queda descripto por:

ẋ(t) = Acx(t) +Bcu(t)
y(t) = Ccx(t) +Dcu(t)
x(0) = x0

(2.5)

donde las matrices Ac ∈ R
nx×nx , Bc ∈ R

nx×nu , Cc ∈ R
ny×nx y Dc ∈ R

ny×nu describen
o aproximan el comportamiento del sistema alrededor del punto de operación
nominal, son constantes y quedan definidas impĺıcitamente por las ecuaciones no
lineales expresadas en la Ec. (2.4).

No obstante, dado que el control predictivo es normalmente discreto, se suele
modelar, en la literatura, mediante una ecuación en diferencias [22]:

x(k + 1) = Ax(k) +Bu(k)
y(k) = Cx(k) +Du(k)
x(0) = x0

(2.6)
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donde las matrices A ∈ Rnx×nx , B ∈ Rnx×nu , C ∈ Rny×nx y D ∈ Rny×nu son constantes
y provienen de la discretización del modelo en la Ec. (2.5), x(k) ∈ Rnx , u(k) ∈
Rnu e y(k) ∈ Rny son las variable de estado, de control y de salida del sistema,
respectivamente, en el instante actual y x(k + 1) ∈ Rnx es la variable de estado del
sistema en el instante siguiente, es decir, luego de un peŕıodo de muestreo.

2.1.2. Modelos afines invariantes en el tiempo

Tal como se hizo mención anteriormente, un proceso no lineal puede apro-
ximarse mediante un modelo LTI cuando el sistema no se desv́ıe demasiado del
punto de operación nominal. Entonces, si las funciones no lineales f(x(t), u(t))
y g(x(t), u(t)) son continuamente diferenciables con respecto a x y u, se puede
aplicar la expansión de la serie Taylor de primer orden para obtener un modelo
lineal en torno al punto sobre el cual se pretende linealizar. Aunque si el punto de
linealización no coincide con el punto de operación nominal, lo cual resulta lógico
al utilizar múltiples modelos, el modelo obtenido es af́ın. Luego, a través de la
discretización, las ecuaciones del modelo son las siguientes:

x(k + 1) = Ax(k) +Bu(k) +∆x
y(k) = Cx(k) +Du(k)
x(0) = x0

(2.7)

donde ∆x ∈ Rnx es un vector constante, tal como se define en el Apéndice C.1.
Sin embargo, siguiendo lo establecido en trabajos tales como [45], el modelo

af́ın de la Ec. (2.7) puede plantearse como un modelo LTI como el indicado en la
Ec. (2.6) donde se considera un estado incrementado y se ampĺıan las matrices del
modelo. De esta manera, los nuevos elementos del modelo se definen como:

Ã = [A ∆x
0 1

]
B̃ = [B

0
]

C̃ = [C 0]
D̃ =D

x̃(⋅) = [x(⋅)
1
] .

(2.8)

De este modo, utilizando las definiciones dadas en la Ec. (2.8), se arriba a un
modelo LTI equivalente al modelo de la Ec. (2.7):

x̃(k + 1) = Ãx̃(k) + B̃u(k)
y(k) = C̃x̃(k) + D̃u(k)
x̃(0) = x̃0

(2.9)

Lo que tiene particular relevancia dado que permite contemplar los modelos
afines mediantes las formulaciones lineales presentadas en la Sección 2.1.1.
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2.1.3. Modelos lineales de parámetros variables

A menudo, por razones de mercado, medioambientales, de seguridad, entre
otras, resulta necesario cambiar el punto de operación o trabajar en amplios rangos
de operación donde el modelo LTI no describe correctamente al sistema, es decir,
es inadecuado o inexacto. Es por ello, que a los sistemas no lineales se los suele
representar mediante el enfoque de modelos LPV.

Un modelo LPV depende expĺıcitamente de un parámetro, o de un vector de
parámetros ρ(k). Este tipo de modelos se representan en espacio de estados en
tiempo discreto mediante las siguientes ecuaciones:

x(k + 1) = A(ρ(k))x(k) +B(ρ(k))u(k) ,
y(k) = C(ρ(k))x(k) +D(ρ(k))u(k) ,
x(0) = x0 ,
ρ(k) = fρ(x(k)) ∈ P ,

(2.10)

donde fρ(⋅) representa la función no lineal endógena para la evolución del paráme-
tro de ajuste y el conjunto P ⊂ Rnρ es convexo y compacto. De modo que el vector
de parámetros:

ρ(k) = [ρ1(k), . . . , ρnρ
(k)]T

contempla los valores mı́nimos y máximos que pueden tomar cada uno de los
parámetros en el rango de operación considerado, con el objetivo de incluir la
máxima incertidumbre de los mismos.

De esta manera, tal como se presenta en el Apéndice C, es posible incorporar
la dinámica del sistema no lineal dentro de un politopo convexo de nm vértices2,
con una dependencia af́ın al parámetro ρ(k):

[A(ρ(k)),B(ρ(k)), C(ρ(k)),D(ρ(k))] ∈ Ω (2.11)

donde Ω es un politopo con modelos LTI en sus nm vértices, el cual es representado
como:

Ω = Co{[A1,B1, C1,D1], [A2,B2, C2,D2], . . . , [Anm
,Bnm

, Cnm
,Dnm

]} , (2.12)

donde Co{⋅} denota un casco convexo y [Aj,Bj, Cj,Dj] son las matrices de cada
modelo LTI en los vértices del casco.

En base a la interpolación de los modelos LTI vértices, es posible construir
una representación del sistema no lineal, no solo sobre el conjunto de puntos de
linealización, sino también sobre aquellos contenidos en Ω (Fig. 2.1):

A(ρ(k)) = nm

∑
j=1

µj(ρ(k))Aj , B(ρ(k)) = nm

∑
j=1

µj(ρ(k))Bj

C(ρ(k)) = nm

∑
j=1

µj(ρ(k))Cj , D(ρ(k)) = nm

∑
j=1

µj(ρ(k))Dj

(2.13)

2En virtud de lo establecido en el Apéndice C, el número de modelos vértices viene dado por
nm = n

np

l
, donde np representa el número de parámetros de ajuste y nl el número de puntos de

linealización por parámetro.
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restricciones deben ser tomadas en cuenta por cualquier método de control que
tenga como objetivo mantener una operación admisible del sistema.

Adicionalmente, en ciertas ocasiones, se considera un costo terminal Vf [x(N)]
y restricciones de salida, aśı como el uso de restricciones terminales (x(N) ∈ Xf )
y en la velocidad de respuesta (δu(k + 1) = u(k + 1) − u(k)).

La base teórica de MPC hoy en d́ıa es bien conocida y la estabilidad asintóti-
ca está garantizada por medio de una apropiada penalización del estado final y
añadiendo una restricción final con las siguientes condiciones [22]:

La región terminal Xf debe ser un conjunto invariante positivo admisible del
sistema (ver Apéndice A).

El costo terminal Vf(x) debe ser una función de Lyapunov asociada al sis-
tema regulado por un controlador local para todo x ∈ Xf .

2.2.1. Análisis de estabilidad

El análisis de estabilidad y convergencia que se presenta en esta sección está ba-
sado en la Teoŕıa de Estabilidad de Lyapunov. Para ello, resulta necesario presentar
las siguientes definiciones, teoremas y demostraciones, las cuales están basadas en
[46]:

Definición 2.1. Un conjunto invariante cerrado Xs que contiene el origen (o
simplemente el origen) es localmente estable en el sentido de Lyapunov (estabilidad
ǫ − δ) para un sistema, x(k + 1) = f(x), si para un ǫ > 0 arbitrario, existe un
δ = δ(ǫ) > 0 tal que, si ∥x0∥Xs

< δ, entonces ∥x(k)∥Xs
< ǫ para todo k ∈ Z≥06.

Definición 2.2. Un conjunto invariante cerrado Xs que contiene el origen (o
simplemente el origen) es localmente atractivo para un sistema, x(k + 1) = f(x),
si ∥x(k)∥Xs

→ 0 para k → ∞ con k ∈ Z≥0 para todo x0 ∈ Ad∞(X )7. Es decir, la
evolución de estados del sistema converge a Xs.

A partir de aqúı se denomina estabilidad asintótica local si se verifica que Xs

es localmente estable y localmente atractivo, o sea, que existe un entorno para el
cual Xs satisface simultáneamente las condiciones de estabilidad y convergencia.
La utilización de definiciones locales y no globales, se encuentra fundada en que a
lo largo del análisis se va a suponer la existencia de restricciones tanto en variables
de control como en variables de estados.

Observación 2.4. Notar que de acuerdo a las definiciones dadas, estabilidad no
implica convergencia. Aśı, por ejemplo, se puede tener un sistema masa-resorte
ideal en régimen libre (como el presentado en el Apéndice D.1, con b = 0), el
cual oscila con amplitud constante alrededor del punto de equilibrio del resorte sin
poder detenerse en el mismo, de modo que este punto cumple con la condición de
estabilidad pero el sistema no converge a este punto (Fig. 2.3a).

6
Z≥0 hace referencia al conjunto numérico que incluye el cero y los enteros positivos.

7Ad∞(X ) es el máximo conjunto admisibleAd∞(X ) ⊆ X , aunque puede pensarse en conjuntos
invariantes menores para horizontes de predicción finitos.
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Demostración. Considerando un ǫ > 0, δ =∶ α−1
2
(α1(ǫ)) y un estado inicial x de

forma que ∥x∥Xs
< δ entonces por la definición de función de Lyapunov se tiene

que:

De la tercera condición, V (f(x)) − V (x) ≤ −α3(∥x∥Xs
), por la definición de

α3(⋅), se observa que V (x(k)) ≤ V (x) para todo k ∈ Z≥0, donde x(k) es la
secuencia de los estados y x es el estado inicial.

De la segunda condición se observa que:

V (x) ≤ α2(∥x∥Xs
) < α2(δ) = α2(α−12 (α1(ǫ))) = α1(ǫ),

V (x) ≤ α1(ǫ).
De la primera condición se observa que:

α1(∥x(k)∥Xs
) ≤ V (x(k)) ≤ V (x) Ô⇒ ∥x(k)∥Xs

≤ α−11 (V (x)) ≤ α−11 (α1(ǫ)) = ǫ,∥x(k)∥Xs
≤ ǫ para todo k ∈ Z≥0.

De esta manera, se verifica la Definición 2.1.
Por otro lado, por ser V (⋅) una función de Lyapunov, se sabe que la misma está

acotada por encima, o sea es finita, está acotada por debajo por cero y además
no es creciente. Esta última consideración se debe a la tercera condición aunque
también se deduce de la demostración de estabilidad dada anteriormente.

De lo anterior se observa que V (x(k)) converge a un valor V̂ ≥ 0 para k →∞.
De igual manera, si se analiza un estado posterior dado por x(k + 1) = f(x(k)),
V (x(k + 1)) converge a V̂ cuando k →∞. De este modo, se tiene que:

V (x(k + 1)) − V (x(k))→ 0 cuando k →∞

lo cual implica, por la tercera condición, que:

α3(∥x(k)∥Xs
)→ 0, k →∞

Por último, al aplicar la inversa de la función α3 se tiene que ∥x(k)∥Xs
=

α−1
3
(α3(∥x(k)∥Xs

)) y tomando en cuenta que α3(0) = 0 (dado que es una función
K∞), entonces:

∥x(k)∥Xs
→ 0, k →∞

lo cual verifica la Definición 2.2.

Hasta el momento, el análisis se centró en sistemas autónomos. Sin embargo,
al considerar un sistema controlado, x(k + 1) = f(x, u), se puede elegir una ley de
control u = κ(x) ∈ U de modo que el conjunto Xs sea asintóticamente estable para
el sistema de lazo cerrado x(k+1) = f(x,κ(x)) si V (⋅) es una función de Lyapunov
de control.
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Definición 2.4. Una función V (⋅) ∶ Rnx → R es una función de Lyapunov de
control para el sistema de control como el que surge de discretizar el modelo en la
Ec. (2.4) y para un conjunto invariante Xs si existen funciones α1, α2 y α3, donde
las dos primeras son K∞ y la tercera es localmente definida positiva, tal que para
x ∈ Ad∞(X ),

V (x) ≥ α1(∥x∥Xs
),

V (x) ≤ α2(∥x∥Xs
),

minu∈U{V (f(x, u)) ∶ f(x, u) ∈ Ad∞(X )} − V (x) ≤ −α3(∥x∥Xs
).

De esta forma, de acuerdo con el Teorema 2.1 se puede garantizar la estabilidad
asintótica para un sistema controlado a horizonte infinito. Sin embargo, MPC
resuelve un problema de optimización de horizonte finito de N pasos. Por ello,
se deben seleccionar adecuadamente los ingredientes del problema de MPC dado
en la Ec. (2.15), es decir, ℓ(⋅), Vf(⋅) y Xf de manera de garantizar que la función
objetivo óptima de horizonte finito V ⋆N(⋅) sea una función de Lyapunov para el
sistema de lazo cerrado para el problema planteado y para todo x ∈ CN(X ,Xf)10.
Suposición 1. Las funciones f(⋅), ℓ(⋅) y Vf(⋅) son continuas y nulas en el origen.

Suposición 2. Los conjuntos X y Xf ⊆ X son cerrados y U es compacto. Todos
ellos, contienen al origen en su interior.

Estas suposiciones son fundamentales para asegurar la existencia de solución
del problema de MPC de acuerdo con lo que establece el teorema de Weierstrass
[48].

Luego, como se busca que la función V ⋆N(⋅) sea una función de Lyapunov, se
debe verificar que:

V ⋆N(x,κN(x)) − V ⋆N(x) ≤ −ℓ(x,κN(x)) (2.17)

para todo x ∈ CN(X ,Xf). De esta manera, se debe tener en cuenta que ℓ(⋅) debe
ser localmente definida positiva, con lo cual se satisfacen las condiciones dadas en
la Suposición 1 y necesaria en la tercera condición de la Definición 2.3.

En una primera instancia, se va a suponer que no existen restricciones en las
variables de estados, o sea que X = Rnx . De esta manera, para un tiempo k se
tiene un estado inicial x(k) y la función objetivo óptima es:

V ⋆N(x(k)) = VN(x(k),u⋆(x(k))
donde u⋆(x(k)) = {u⋆(0;x(k)), u⋆(1;x(k)), . . . , u⋆(N − 1;x(k))} es la secuencia
óptima de controles correspondiente al estado x(k). Esta secuencia, al ser aplicada
al sistema, produce una secuencia de estados:

x⋆(x(k)) = {x⋆(0;x(k)), x⋆(1;x(k)), . . . , x⋆(N ;x(k))}
10CN(X ,Xf) es el conjunto controlable en N pasos del conjunto Xf (Ver Apéndice A).
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donde el estado x⋆(0;x(k)) es el estado actual x(k) y x⋆(1;x(k)) es el estado
sucesor, es decir, x(k + 1) = f(x(k), κN(x(k))) con κN(x(k)) = u⋆(0;x(k)).

Luego, puede plantearse la función objetivo de horizonte finito para el estado
sucesor:

V ⋆N(x(k + 1)) = VN(x(k + 1),u⋆(x(k + 1))
con similares caracteŕısticas a las descriptas anteriormente.

Sin embargo, a los fines de poder realizar una comparación entre la función
objetivo para estos estados sucesivos, se va a considerar una secuencia de controles,
para el instante k + 1, factibles aunque no necesariamente óptimos, de la forma:

ũ = {u⋆(1;x(k)), u⋆(2;x(k)), . . . , u⋆(N − 1;x(k)), u}
donde u ∈ U es una acción de control factible, que al ser aplicada al sistema produce
una secuencia de estados factibles (no se consideran restricciones de estados):

x̃ = {x⋆(1;x(k)), x⋆(2;x(k)), . . . , x⋆(N ;x(k)), f(x⋆(N ;x(k)), u)}.
De esta manera, el valor de la función objetivo factible es mayor o a lo sumo

igual al valor óptimo:

VN(x(k + 1),u⋆(x(k + 1)) ≤ VN(x(k + 1), ũ). (2.18)

De acuerdo a lo establecido, la función objetivo para el instante k es:

V ⋆N(x(k)) = N−1

∑
j=0

ℓ (x⋆(j;x(k)), u⋆(j;x(k))) + Vf(x⋆(N ;x(k))
V ⋆N(x(k)) = ℓ (x(k), κN(x(k)) + N−1

∑
j=1

ℓ (x⋆(j;x(k)), u⋆(j;x(k))) + Vf(x⋆(N ;x(k))
(2.19)

mientras que para el instante k + 1 resulta:

VN(x(k + 1), ũ) =V ⋆N(x(k)) − ℓ (x(k), κN(x(k)) − Vf(x⋆(N ;x(k))
+ ℓ (x⋆(N ;x(k), u) + Vf(f(x⋆(N ;x(k)), u)). (2.20)

Considerando la Ec. (2.18), entonces se satisface la Ec. (2.17) para todo x ∈ Rnx

si existe u ∈ U tal que:

Vf(f(x, u)) − Vf(x) + ℓ (x, u) ≤ 0 (2.21)

es decir, que Vf(⋅) sea una función de Lyapunov de control como la presentada en
la Definición 2.4, aunque global dado que no se consideran restricciones de estados.

Si además de las restricciones en la variable de control se consideran restriccio-
nes en los estados, se torna complejo obtener una función de Lyapunov de control
global. Por ello, al formular el problema de MPC con frecuencia se exige que Vf(⋅)
sea una función de Lyapunov de control local, es decir, que esté definida en un
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conjunto Xf ⊆ X que determina la vecindad del origen. Luego, el estado terminal
debe ser forzado a alcanzar el conjunto Xf , o sea, x(N) ∈ Xf .

De esta manera, para asegurar la estabilidad asintótica local del origen, de
acuerdo con el Teorema 2.1, se debe definir Vf(⋅) tal que satisfaga:

minu∈U{Vf(f(x, u)) + ℓ(x, u) ∶ f(x, u) ∈ Xf} ≤ V (x) (2.22)

para todo x ∈ Xf . Para ello, el conjunto Xf debe ser un conjunto invariante de
control para el sistema controlado, f(x, u). Es decir, que para cada x ∈ Xf existe
una u ∈ U tal que f(x, u) ∈ Xf .

Luego, si Vf(⋅) ≤ α2(∣x∣), tal como en la Definición 2.4, para todo x ∈ Xf

entonces el origen es asintóticamente estable para el sistema controlado con una
región de atracción CN(X ,Xf).
Observación 2.5. Notar que para una referencia distinta de cero, es posible rea-
lizar un cambio de coordenadas, para el cual el único punto de equilibrio es el
origen.

Observación 2.6. De acuerdo con lo indicado en el Apéndice A, un conjunto
invariante Xf tiene la propiedad que el conjunto a un paso de este conjunto incluye
al conjunto Xf . Dicha propiedad más las condiciones establecidas para garantizar
estabilidad asintótica posibilitan tener factibilidad recursiva al aplicar la estrategia
de horizonte deslizante.

2.2.2. Control predictivo basado en modelos con modelo

lineal invariante en el tiempo para regulación

Una de las formulaciones más básica y difundida de MPC es aquella que utiliza
un modelo de predicción LTI como el presentado en la Ec. (2.6) para regular el
sistema en una referencia dada, respetando las limitaciones f́ısicas tal como se
expresa en la Ec. (2.16) ([13], [14], [15], entre otros).

El problema MPC se formula con un costo de etapa cuadrático en x y u:

ℓ (x(k), u(k)) = x(k)T Qx(k) + u(k)T Ru(k)
donde las matrices de peso, Q ∈ Rnx×nx y R ∈ Rnu×nu son definidas positivas.

Además, se considera una ganancia arbitraria que estabiliza el control de re-
troalimentación de estados, κf ∈ Rnu×nx , aśı Aκf

= A+Bκf es Schur estable11 para
todo x ∈ Xf , un conjunto invariante positivo cerrado de control que contiene el
origen en su interior.

De esta manera, existe una matriz definida positiva P ∈ Rnx×nx y se considera
un costo terminal Vf [x(N)] = x(N)TPx(N) que determina una compensación que
penaliza la desviación del estado final con el origen.

11Una matriz es Schur si es cuadrada con valores reales y con valores propios de valor absoluto
menor que uno, es decir, que se encuentran en el interior del ćırculo unitario en el plano complejo.
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Por lo tanto, la función de costo del problema MPC resulta:

VN(x0;u) = N−1

∑
k=0

(x(k)T Qx(k) + u(k)T Ru(k)) + x(N)TPx(N) (2.23)

donde se deja en evidencia que esta función es continua, cumple con las condiciones
de función de Lyapunov y tiene un único mı́nimo en (x, u) = (0,0). Aśı, verifica
las condiciones establecidas en la Sección 2.2.1.

Finalmente, el controlador se obtiene mediante la solución del siguiente pro-
blema de optimización:

mı́n
u

VN(x0;u)
s.a. x(k + 1) = Ax(k) +Bu(k) , k ∈ Z0∶N−1 ,

x(0) = x0 ,
x(k) ∈ X ∀k ∈ Z0∶N−1 ,

u(k) ∈ U ∀k ∈ Z0∶N−1 ,

x(N) ∈ Xf .

(2.24)

Aśı, al considerar un horizonte deslizante, la poĺıtica de control propuesta para
regulación está dada por:

κ(x0) = u⋆(0;x0) ,
siendo u⋆ la solución del problema indicado en la Ec. (2.24), que representa la
secuencia óptima de acciones de control calculadas.

Costo y restricción terminales

La ec. (2.22) puede interpretarse como un control local que regula al sistema
más allá del horizonte N del MPC, es decir, el costo de la cola infinita de guiar
los estados al origen con ese control.

Para el controlador bajo análisis, es posible establecer los ingredientes termi-
nales como los que surgen de aplicar un LQR como control local. De esta manera,
la matriz P indicada en el costo terminal se obtiene resolviendo la ecuación alge-
braica de Riccati en tiempo discreto:

ATPA − P − (ATPB)(BTPB +R)−1(BTPA) +Q = 0 (2.25)

y con ello se obtiene una ganancia de realimentación:

κf = (BTPB +R)−1BTPA , (2.26)

que permite obtener el conjunto invariante Xf :

Xf = {x ∈ X ∶ Ak
κf
x ∈ X , κfA

k
κf
x ∈ U , k ∈ Z≥0} , (2.27)

donde Aκf
= A −Bκf y u = −κfx. En el Apéndice A.2.1 se presenta un algoritmo

para obtener Xf .
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infactible o incluso comprometer la estabilidad del sistema controlado.
Además, tal como se vio en la Sección 2.2.2, la elección del costo terminal y

de las restricciones depende del estado de equilibrio deseado. Aśı un cambio de
referencia necesita un nuevo diseño del controlador.

Por ello, en [16], [27], [28], [2] se propone un diseño de MPC para el seguimiento
de una secuencia admisible de referencias utilizando un modelo LTI. En el mismo se
considera una región terminal ampliada de manera que tome en cuenta los posibles
cambios de referencia sin necesidad de formular nuevamente el controlador.

Las principales especificaciones son:

Se utiliza un estado estacionario (xa ∈ Rnx) y una entrada (ua ∈ Rnu), ambos
artificiales. (xa, ua) definen un punto de equilibrio que se optimiza en ĺınea,
ya que se consideran como variables de decisión del problema de optimización
del MPC.

La función objetivo penaliza la desviación entre el estado estacionario arti-
ficial (xa) y el deseado (xs).

Las condiciones terminales de estabilización ampliadas consisten en agregar
un término de penalización de error de seguimiento en la función objetivo y
añadir una restricción terminal tanto en el estado terminal como en el estado
estacionario y la entrada artificiales.

De esta manera, se cuenta con un punto de operación cambiante (xs, us) =(xs(r), us(r)) y con punto de equilibrio artificial (xa, ua) que no depende de la
referencia r.

Por lo tanto, la función objetivo del problema MPC para seguimiento de refe-
rencia se considera como:

VN(x0, r;u, xa, ua) =
N−1

∑
k=0

((x(k) − xa)T Q (x(k) − xa) + (u(k) − ua)T R (u(k) − ua))

+ (x(N) − xa)TP (x(N) − xa) + Vt (xa − xs(r), ua − us(r)) ,
(2.28)

donde el término Vt (xa − xs(r), ua − us(r)) asegura que la variable artificial con-
verja a la referencia establecida. Además, se debe tener en cuenta que una adecuada
penalización del estado terminal x(N) puede conducir a la estabilidad asintótica
con buenos rendimientos, como se evidencia en [27].

Luego, el problema de optimización PN(x) para el MPC analizado se define
como:

mı́n
u,xa,ua

VN(x0, r;u, xa, ua)
s.a. x(k + 1) = Ax(k) +Bu(k), k ∈ Z0∶N−1

x(0) = x0 ,
x(k) ∈ X ∀k ∈ Z0∶N−1 ,

u(k) ∈ U ∀k ∈ Z0∶N−1 ,

x(N) ∈ X t
f ,

xa = Axa +Bua .

(2.29)
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siendo X t
f un conjunto invariante para seguimiento admisible para el modelo

(Ec. (2.6)) sujeto a las restricciones (2.16), y para una ganancia κf ∈ Rnu×nx de
modo que A +Bκf es Schur estable para todo x ∈ X t

f .

Observación 2.7. El conjunto invariante X t
f no depende de r sino de xa y, por

lo tanto depende del conjunto de equilibrios de control del sistema, dado que xa
representa los estados de equilibrio.

Aśı, al considerar la estrategia de horizonte deslizante, la poĺıtica de control
propuesta para seguimiento de referencia está dada por:

κ(x0) = u⋆(0;x0) ,
siendo u⋆ la solución del problema Ec. (2.29), que representa la secuencia óptima
de acciones de control.

Algunas de las propiedades de este controlador son [8]:

Puede utilizarse para el seguimiento de puntos de operación cambiantes o
incluso trayectorias de referencia, conservando la factibilidad y la admisibi-
lidad.

Permite obtener un mayor dominio de atracción.

En el caso en que el punto de operación a seguir no es admisible, el contro-
lador lleva el sistema a un punto de equilibrio admisible tal que la distancia
entre este punto y el punto de operación deseado sea mı́nima.

Debido a la presencia del costo de offset, se puede obtener un costo más
cercano del óptimo por medio de una adecuada penalización del mismo.

Dado que este controlador provee un dominio de atracción mayor que el que
provee el MPC para regulación, entonces el horizonte de predicción necesario
para estabilizar un conjunto de estados iniciales dado es más pequeño.

Costo y restricción terminales

Al igual que en el caso de regulación, es posible obtener los ingredientes ter-
minales como los que surgen de aplicar un regulador LQR como control local. De
esta manera, la matriz P en la función objetivo se obtiene resolviendo la ecuación
algebraica de Riccati en tiempo discreto (Ec. (2.25)) y con ello se obtiene una
ganancia de realimentación κf por medio de la Ec. (2.26).

Para el costo Vt (xa − xs(r), ua − us(r)) es posible considerar

Vt (xa − xs(r), ua − us(r)) = (xa − xs(r))TT (xa − xs(r))
donde T ∈ Rnx×nx , en muchas ocasiones, se obtiene como T = αP con α ≥ 10. De
esta manera, xa tiene una mayor tasa de convergencia a xs que x(N) a xa.
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Observación 2.8. Notar que si xa = xs(r) entonces la función objetivo del pro-
blema de MPC para seguimiento indicada en Ec. (2.28) es equivalente a la co-
rrespondiente a un MPC para regulación, mencionada en la Ec. (2.23), para una
referencia diferente de cero.

El conjunto invariante terminal X t
f puede interpretarse como la unión de los

conjuntos invariantes terminales Xf introducidos para el caso de regulación. De
esta manera, en trabajos tales como [16] y [8] para la obtención del conjunto X t

f

se define un sistema de lazo cerrado de estado extendido w = (x, θ) con un ley de
control dada por u = κfx +Lθ:

w(k + 1) = [A +BK BL

0 I
]

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
Aw

w(k)

donde el vector θ ∈ Rnθ es un parámetro que permite caracterizar el estado y la
entrada de equilibrio de forma compacta, L = [−K I]M y M es una matriz de
transformación de modo que:

(xs(r)
us(r)) =Mθ.

Por lo tanto, el conjunto de estados admisibles resulta:

Wλ = {w ∈Rnx+nθ ∶ x ∈ X , u ∈ U , xs(r) ∈ λX , us(r) ∈ λU}
donde λ ∈ (0,1] es un parámetro arbitrariamente cercano a 1. Esto se debe a que
Aw puede contener autovalores iguales a 1.

Mientras que el conjunto invariante W t
f para el sistema de estado extendido es

tal que:

W
t
f = {w ∈Wλ ∶ A

k
ww ∈Wλ, k ∈ Z≥0}. (2.30)

De esta manera, el conjunto invariante terminal X t
f se obtiene como la pro-

yección del conjunto definido en la Ec. (2.30) sobre el conjunto de estados del
sistema:

X
t
f = ProjX (W t

f). (2.31)

Con las consideraciones planteadas se cumple que las funciones f(⋅) y ℓ(⋅) son
continuas, f(xs(r), us(r)) = xs(r), f(xa, ua) = xa y ℓ(0,0) = 0. Además, que X y
Xf ⊆ X son cerrados y U es compacto.

Por otro lado, el costo de etapa está acotado por debajo, es decir, cumple que
ℓ (x − xa, u − ua) ≥ αℓ(∣x−xa∣) para todo x ∈ CN(X ,X t

f) con u ∈ U y donde αℓ(⋅) es
K∞.

De esta manera, en función de lo establecido en la Sección 2.2.1, se puede
concluir que xa es asintóticamente estable para el sistema controlado. Sin embargo,
aún queda determinar que xa → xs(r).
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Demostración. De la Ec. (2.34) se obtiene, mediante el complemento de Schur
(Ver Apéndice B.2), que:

1 − xT0 Y
−1x0 > 0 ,

xT0 Px0 < γ ,

de forma que determina el elipsoide:

ǫ(P, γ) = {x0 ∈ Rnx ∶ xT0 Px0 < γ} .
Por otro lado, la Ec. (2.35) indica que la función objetivo es decreciente, es

decir:

V (x(k + 1)) − V (x(k)) < 0 , ∀x(k) ∈ ǫ(P, γ) , ∀k ∈ Z≥0 .
Para ello, se considera el sistema de lazo cerrado x(k + 1) = Aκx(k) con Aκ =

A +Bκ. De esta manera, la Ec. (2.35) puede reescribirse como:

⎛⎜⎜⎜⎝
Y Y AT

κ Y Q1/2 LTR1/2

AκY Y 0 0
Q1/2Y 0 γI 0
R1/2L 0 0 γI

⎞⎟⎟⎟⎠
≻ 0 .

Luego, es posible dividir dicha matriz en submatrices o bloques, tal como se
muestra a continuación:

⎛⎜⎜⎜⎜⎝
( Y Y AT

κ

AκY Y
) (Y Q1/2 LTR1/2

0 0
)

(Q1/2Y 0
R1/2L 0

) (γI 0
0 γI

)
⎞⎟⎟⎟⎟⎠
≻ 0 ,

que mediante el complemento de Schur puede escribirse como:

( Y Y AT
κ

AκY Y
) − (Y Q1/2 LTR1/2

0 0
)(γ−1I 0

0 γ−1I
)(Q1/2Y 0

R1/2L 0
) ≻ 0 ,

operando algebraicamente, se tiene:

(Y − (Y γ−1QY +LTγ−1RL) Y AT
κ

AκY Y
) ≻ 0 ,

y aplicando nuevamente el complemento de Schur, se obtiene:

Y − γ−1 (Y QY +LTRL) − Y AT
κY

−1AκY ≻ 0 .

Luego, pre y posmultiplicando por Y −1 y multiplicando por γ, la ecuación
anterior puede escribirse como:

γY −1 − (Q + Y −1LTRLY −1) −AT
κγY

−1Aκ ≻ 0 .
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Dado que Y = P −1γ ≻ 0 y L = κY , se llega a:

P − (Q + κTRκ) −AT
κPAκ ≻ 0 ,

entonces, pre y posmultiplicando por x(k)T y x(k), respectivamente, se obtiene:

x(k)TAT
κPAκx(k) − x(k)TPx(k) < − (x(k)TQx(k) + x(k)TκTRκx(k)) ,

y finalmente se arriba a:

V (x(k + 1)) − V (x(k)) < − (x(k)TQx(k) + u(k)TRu(k)) .
De manera similar a lo planteado en la Ec. (2.17), siendo Q ≻ 0 y R ≻ 0, es claro

que para todo x(k) ≠ 0 el lado derecho de la desigualdad anterior es un escalar
positivo, lo que demuestra que la función V (x(k)) es una función de Lyapunov
decreciente.

Por último, se debe demostrar que la función objetivo tiene una cota superior
dada por γ.

Tomando en cuenta que:

V (x(k + 1)) − V (x(k)) < −x(k)T (Q + κTRκ)x(k) , k ∈ Z≥0 ,

expandiendo y sumando los términos de la ecuación previa se obtiene:

V (x(1)) − V (x(0)) < −x(0)T (Q + κTRκ)x(0)
+ +

V (x(2)) − V (x(1)) < −x(1)T (Q + κTRκ)x(1)
+ +

V (x(3)) − V (x(2)) < −x(2)T (Q + κTRκ)x(2)
+ +

⋮ ⋮ ⋮

+ +

V (x(m + 1)) − V (x(m)) < −x(m)T (Q + κTRκ)x(m)
⋯⋯⋯⋯⋯⋯ ⋯⋯⋯⋯⋯⋯

V (x(m + 1)) − V (x(0)) < − m

∑
k=0

x(k)T (Q + κTRκ)x(k) .
Dado que el origen es asintóticamente estable para el sistema de lazo cerrado,

entonces x(∞) = 0 y, por lo tanto, V (x(∞)) = 0. De esta manera, cuando m→∞,
la sumatoria resulta:

V (x(0)) > ∞∑
k=0

x(k)T (Q + κTRκ)x(k) ,
V (x(0)) > V∞(x0) ,

y de acuerdo con la Ec. (2.34), V (x(0)) = x(0)TPx(0) < γ, entonces:
V∞(x0) < γ .
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Definiendo:

z(k) = Y −1/2x(k) ,
y

H = LY −1/2 ,

entonces la ecuación anterior puede reescribirse:

∥u(k)∥22 = z(k)THTHz(k) ,
donde HTH es una matriz simétrica y diagonalizable ortogonalmente, de modo
que existe una matriz ortogonal T y una matriz diagonal Λ tal que:

HTH = T TΛT .

Considerando v(k) = Tz(k), entonces:
∥u(k)∥22 = v(k)TΛv(k) = nx

∑
n=1

λnv
2

n(k) ,
donde nx es el número de estados y λn son los autovalores de la matriz HTH. De
esta manera, se cumple que:

∥u(k)∥22 ≤ λmax(HTH)∥v(k)∥22 ,
siendo λmax(HTH) el máximo autovalor de HTH.

Dado que la matriz ortonormal T produce una rotación del vector z preser-
vando su módulo [30], es decir, ∥v(k)∥2

2
= z(k)TT TTz(k) = z(k)T Iz(k) = ∥z(k)∥2

2
,

por lo tanto:

∥u(k)∥22 ≤ λmax(HTH)∥z(k)∥22 ,
Tomando en cuenta que ∥z(k)∥2

2
= x(k)TY −1x(k) y que, de acuerdo con la

Ec. (2.35), V (x(k)) es decreciente. Sumado a que, en función de lo que establece
la Ec. (2.34), V (x(0)) < γ, entonces:

∥z(k)∥22 = x(k)TY −1x(k) ≤ x(0)TY −1x(0) < 1 .
Por lo tanto:

∥u(k)∥22 ≤ λmax(LTY −1L) ,
donde si se satisface que λmax(LTY −1L) < u2max, se garantiza la desigualdad de la
Ec. (2.37).

Luego, aplicando el complemento de Schur, se obtiene:

(u2maxI L

LT Y
) ≻ 0 , (2.38)
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donde esta LMI evita que la variable de control supere una cota máxima, y deter-
mina una región convexa que intersecta a la región dada por las LMIs presentadas
en la Ec. (2.34) y en la Ec. (2.35).

De igual manera podŕıa operarse al considerar un cota por cada una de las
nu variables de control, es decir, si cada componente se encuentra restringida de
forma que:

∣us(k)∣ < usmax
, k ∈ Z≥0

donde s ∈ Z1∶nu
indica cada componente del vector u(k), entonces se arriba a:

(u2smax
ls

lTs Y
) ≻ 0 , con s ∈ Z1∶nu

, (2.39)

donde ls son las filas de la matriz L.

Restricciones en las variables de estados y salida

A continuación se muestra cómo incorporar una restricción en la amplitud de
la variable de estados x(k) por medio de una LMI.

Para ello, se considera una restricción en la norma Euclidiana, tanto del estado
actual como en los estados sucesores:

∥x(k)∥2 < xmax , k ∈ Z≥0 . (2.40)

Como el estado x0 está contemplado en la Ec. (2.34), entonces se debe garan-
tizar que:

∥x(k + 1)∥2 < xmax , k ∈ Z≥0 .

Dado que se considera una ley de control lineal, tal como se indica en la
Ec. (2.32), con κ = LY −1, entonces:

∥x(k + 1)∥22 = x(k)TAT
κAκx(k) ≥ 0 .

Luego considerando z(k) tal como en la sección anterior y procediendo de
manera similar, se obtiene:

z(k)TY 1/2AT
κAκY

1/2z(k) ≥ 0 .
donde:

Y 1/2AT
κAκY

1/2
≤ x2maxI .

Luego pre y posmultiplicando por Y 1/2 y usando el complemento de Schur se
arriba a:

( Y Y AT +LTBT

AY +BL x2maxI
) ≻ 0 , (2.41)
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de manera que se garantiza la Ec. (2.40).
Del mismo modo puede plantearse para una restricción de salida, ymax. Si se

considera el modelo presentado por la Ec. (2.6) con D = 0, lo cual sucede en una
gran variedad de procesos, entonces y(k) = Cx(k). Por lo tanto, una restricción
en la salida implica que [34]:

( Y (Y AT +LTBT )CT

C(AY +BL) y2maxI
) ≻ 0 , (2.42)

De igual manera que para la variable de control, en las variables de estado y
salida es posible pensar que se encuentre restringida cada componente, es decir,
que exista una cota por cada una de las nx variables de estados y de las ny variables
de salida.

En cuyo caso, al considerar:

∣xr(k + 1)∣ < xrmax
, k ∈ Z≥0 ,

donde r ∈ Z1∶nx
indica cada componente del vector x(k + 1), entonces se arriba a:

( Y Y AT
r +L

TBT
r

ArY +BrL x2rmax

) ≻ 0 , (2.43)

donde Ar y Br son las filas de las matrices del sistema.
Por otro lado, tomando en consideración que:

∣yq(k + 1)∣ < yqmax
, k ∈ Z≥0 ,

donde q ∈ Z1∶ny
indica cada componente del vector y(k + 1), se alcanza:

( Y (Y AT +LTBT )CT
q

Cq(AY +BL) y2qmax

) ≻ 0 , (2.44)

donde Cq son las filas de la matriz de salida.

Observación 2.10. Es de destacar que las restricciones dadas por las Ecs. (2.38),
(2.39) y (2.41) a (2.44) determinan restricciones simétricas respecto del cero.

De este modo, las LMIs establecidas en las Ecs. (2.41) y (2.42) (o las Ecs. (2.43)
y (2.44) si se plantea en términos de componentes) determinan que la trayectoria
de estados y salida sean factibles para todo k ∈ Z≥1. Sin embargo, el uso de es-
tas restricciones no implica que el elipsoide de estados controlables, ǫ(P, γ), esté
contenido en el espacio determinado por las restricciones impuestas.

Dado que el elipsoide ǫ(P, γ) queda caracterizado por la matriz simétrica Y ,
de manera que:

ǫ(P, γ) = {x ∈ Rnx ∶ xTY x < 1} ,
con Y = P −1γ. Entonces, una restricción dura que permite que todos los estados
controlables estén contenidos dentro de las restricciones impuestas, o sea que el
elipsoide se encuentre inscripto en la región factible, viene dada por:

xTY x ≤ xTXmaxx , (2.45)
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donde Xmax caracteriza el máximo el elipsoide dado por la restricción indicada en
la Ec. (2.40).

Finalmente el problema LQR en tiempo discreto con restricciones en las varia-
bles de estados y de control surge de aplicar las Ecs. (2.38) y (2.41) al problema
sin restricciones (Ec. (2.36)), es decir:

mı́n
L,Y ≻0

γ

s.a. ( 1 xT
0

x0 Y
) ≻ 0 ,

⎛⎜⎜⎜⎝
Y Y AT +LTBT Y Q1/2 LTR1/2

AY +BL Y 0 0
Q1/2Y 0 γI 0
R1/2L 0 0 γI

⎞⎟⎟⎟⎠
≻ 0 ,

(u2maxI L

LT Y
) ≻ 0 ,

( Y Y AT +LTBT

AY +BL x2maxI
) ≻ 0 ó Y ≤ Xmax .

(2.46)

Ejemplo de aplicación

En la presente sección se analizan las propiedades del controlador presenta-
do mediante una simulación numérica. A modo de realizar comparaciones con el
controlador presentado en la Sección 2.2.2, se considera nuevamente el sistema
masa-resorte-amortiguador mostrado en el Apéndice D.1.

Para este ejemplo, los valores de los parámetros del modelo se corresponden
con los fijados en la Sección 2.2.2.

De esta manera, se presentan los resultados obtenidos al simular el sistema sin
restricciones y con la inclusión de las mismas. En función de ello, en la Fig. 2.17a
se presenta la evolución de los estados del sistema controlado sin restricciones aśı
como el elipsoide invariante dado por la Ec. (2.34). En la misma se observa que la
trayectoria converge al origen, que resulta el punto de operación deseado. Además,
el conjunto ǫ(P, γ) muestra todos los estados que son controlables con la ley de
control obtenida mediante el problema Ec. (2.36).

Por otro lado, en la Fig. 2.17b se observa que, si bien la evolución alcanza el
estado deseado, la presencia de restricciones provoca que el sistema oscile alrededor
del origen y, por lo tanto, que la convergencia sea más lenta. Asimismo, el conjunto
ǫ(P, γ) resulta más pequeño en tamaño aunque no logra satisfacer las restricciones
impuestas. En tanto que en la Fig. 2.17c se puede ver que el elipsoide ǫ(P, γ)
respeta las restricciones establecidas, no obstante la evolución la convergencia
hacia el punto objetivo es más lenta aún.

De igual modo, en la Fig. 2.18 se presenta la evolución temporal de las variables
del sistema controlado para las dos situación planteadas. En la Fig. 2.18a se destaca
que los estados del sistema (en ĺınea sólida de color azul), alcanzan el estado
deseado (en ĺınea de trazos negra), mediante la aplicación de los controles obtenidos
(Fig. 2.18b), si bien para el caso analizado no se toman en cuenta las restricciones,
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incorporar dicha variabilidad mediante la utilización de modelos LPV garantizan-
do la estabilidad asintótica [34].

Considerando un modelo LPV como el indicado en la Ec. (2.10), contenido
en un conjunto Ω tal como se especifica en la Ec. (2.12) y fijando una ley de
control lineal como la presentada en la Ec. (2.32), el sistema de lazo cerrado es
x(k + 1) = Aκ(ρ(k))x(k) con Aκ(ρ(k)) = A(ρ(k)) +B(ρ(k))κ.

Tomando además una función objetivo cuadrática:

V∞(x0) = ∞∑
k=0

(x(k)T Qx(k) + u(k)T Ru(k)) ,
con Q ∈ Rnx×nx semidefinida positiva y R ∈ Rnu×nu definida positiva, entonces el
problema de optimización robusto se resuelve de modo de asegurar que el origen
sea asintóticamente estable aún para el “peor” modelo LTI comprendido en Ω,
es decir, se pretende hallar una ley de control factible que minimice la función
objetivo para el modelo LTI perteneciente a Ω que la maximice:

mı́n
u(k)∈U

máx
[A(ρ(k)),B(ρ(k)),C(ρ(k)),D(ρ(k))]∈Ω

V∞(x0) . (2.47)

Claramente, este es un problema mı́n-máx que, si bien es convexo, es compu-
tacionalmente costoso [34]. Sin embargo, siguiendo el análisis correspondiente a
un modelo LTI presentado en la sección previa, es posible introducir una cota
superior γ a la función objetivo V∞(⋅) y luego minimizar esa cota en un problema
de optimización cuyas restricciones sean LMIs.

De acuerdo con la Ec. (2.14), cualquier modelo contenido en Ω puede ser ex-
presado como una suma convexa de los vértices del conjunto. De esta manera, el
análisis se concentra en cada modelo LTI en los vértices de Ω, los cuales están
representados por:

x(k + 1) = Ajx(k) +Bju(k) con j ∈ Z1∶nm
,

y(k) = Cx(k) ,
x(0) = x0 ,

para el cual se considera que la matriz C no tiene incertidumbre y se considera
que D es una matriz nula con las dimensiones apropiadas.

Sea P ≻ 0, V (x(k)) = x(k)TPx(k) y ǫ(P, γ), este último es un elipsoide inva-
riante robusto de modo que:

V (x(k + 1)) − V (x(k)) < 0 , ∀x(k) ∈ ǫ(P, γ) , ∀k ∈ Z≥0 .
Teorema 2.3. Bajo las consideraciones planteadas, si se satisfacen simultánea-
mente las siguientes LMIs:

( 1 xT
0

x0 Y
) ≻ 0 , (2.48)
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⎛⎜⎜⎜⎝
Y Y AT

j +L
TBT

j Y Q1/2 LTR1/2

AjY +BjL Y 0 0
Q1/2Y 0 γI 0
R1/2L 0 0 γI

⎞⎟⎟⎟⎠
≻ 0 , con j ∈ Z1∶nm

, (2.49)

donde Y = P −1γ ≻ 0, L = κY y γ > 0. Entonces, el origen es asintóticamente estable
para cualquier sistema de lazo cerrado en Ω con una matriz de realimentación
κ = LY −1. Además, se garantiza que la función objetivo está acotada por γ:

∞

∑
k=0

(x(k)T Qx(k) + u(k)T Ru(k)) < γ .
Demostración. Siguiendo un razonamiento similar al realizado para el caso basado
en un modelo LTI, resulta claro que la Ec. (2.48) determina el elipsoide:

ǫ(P, γ) = {x0 ∈ Rnx ∶ xT0 Px0 < γ} .
Además, si se aplica la suma convexa planteada en la Ec. (2.14) a las LMIs

introducidas en la Ec. (2.49) resulta:

nm

∑
j=1

µj(ρ)
⎛⎜⎜⎜⎝

Y Y AT
j +L

TBT
j Y Q1/2 LTR1/2

AjY +BjL Y 0 0
Q1/2Y 0 γI 0
R1/2L 0 0 γI

⎞⎟⎟⎟⎠
≻ 0 ,

de donde se obtiene que:

⎛⎜⎜⎜⎝
Y Y A(ρ)T +LTB(ρ)T Y Q1/2 LTR1/2

A(ρ)Y +B(ρ)L Y 0 0
Q1/2Y 0 γI 0
R1/2L 0 0 γI

⎞⎟⎟⎟⎠
≻ 0 ,

procediendo como en el Teorema 2.2, se arriba a:

x(k)TAT
κ (ρ)PAκ(ρ)x(k) − x(k)TPx(k) < − (x(k)TQx(k) + x(k)TκTRκx(k)) ,

y finalmente se llega a:

V (x(k + 1)) − V (x(k)) < − (x(k)TQx(k) + u(k)TRu(k)) .
Por lo tanto, si satisfacen simultáneamente las LMIs presentadas en la Ec. (2.49),

entonces V (x(k)) es una función de Lyapunov decreciente para todo modelo[A(ρ(k)),B(ρ(k)), C(ρ(k)),D(ρ(k))] ∈ Ω.
Por último, siguiendo los pasos dados para el caso de un sistema LTI, se tiene

que:

V∞(x0) < V (x(0)) ,
y de acuerdo con la Ec. (2.48), V (x(0)) = x(0)TPx(0) < γ, entonces:

V∞(x0) < γ .
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Aśı, el controlador LQR en tiempo discreto contemplando un modelo LPV
queda determinado mediante el siguiente problema de optimización:

mı́n
L,Y ≻0

γ

s.a. ( 1 xT
0

x0 Y
) ≻ 0 ,

⎛⎜⎜⎜⎝
Y Y AT

j +L
TBT

j Y Q1/2 LTR1/2

AjY +BjL Y 0 0
Q1/2Y 0 γI 0
R1/2L 0 0 γI

⎞⎟⎟⎟⎠
≻ 0 , con j ∈ Z1∶nm

.

(2.50)

Observación 2.11. La ley de control óptima obtenida por medio de la resolución
de dicho problema contempla, mediante las restricciones LMIs, todos los modelos
que pertenecen a Ω. Por ello, minimizar γ implica hallar la ley de control que
minimice el funcional aún para el “peor” modelo LTI en Ω, es decir, equivale a
resolver el problema mı́n-máx de la Ec. (2.47).

Restricciones en las variables de control, estados y salida

Tal como se hizo mención anteriormente, la intersección de las regiones conve-
xas, determinadas por las LMIs, delimita una región convexa. De esta manera, el
agregado de restricciones en las diferentes variables del sistema se reduce a sumar
nuevas restricciones por medio de LMIs.

Para el caso de restricciones en la variable de control, es claro que las Ecs. (2.38)
y (2.39) no dependen expĺıcitamente del modelo. Por lo tanto, siguiendo el razo-
namiento indicado en la sección anterior se arriba a dichas ecuaciones indepen-
dientemente del modelo.

Diferente es la situación de las Ecs. (2.41) y (2.42) (o las Ecs. (2.43) y (2.44))
donde las matrices del modelo se incluyen dentro de las LMIs. Por ello, las restric-
ciones se aplican a todos los modelos, resultando una LMI por cada restricción y
por cada modelo vértice contemplado:

( Y Y AT
j +L

TBT
j

AjY +BjL x2maxI
) ≻ 0 , (2.51)

( Y (Y AT
j +L

TBT
j )CT

C(AjY +BjL) y2maxI
) ≻ 0 , (2.52)

( Y Y AT
jr
+LTBT

jr

AjrY +BjrL x2rmax

) ≻ 0 , (2.53)

( Y (Y AT
j +L

TBT
j )CT

q

Cq(AjY +BjL) y2qmax

) ≻ 0 , (2.54)

con j ∈ Z1∶nm
.
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Teorema 2.4. Si se satisfacen simultáneamente las LMIs indicadas en la Ec. (2.51),
entonces para todo modelo LTI contenido en Ω se cumple que ∥x(k)∥2 < xmax para
k ∈ Z≥0.

Demostración. Al aplicar la suma conexa planteada en la Ec. (2.14) a las LMIs
introducidas en la Ec. (2.51) resulta:

nm

∑
j=1

µj(ρ)( Y Y AT
j +L

TBT
j

AjY +BjL x2maxI
) ≻ 0 ,

de donde se obtiene que:

( Y Y A(ρ)T +LTB(ρ)T
A(ρ)Y +B(ρ)L x2maxI

) ≻ 0 ,
y retomando el análisis realizado para un modelo LTI, se garantiza que la trayec-
toria obtenida con un modelo x(k + 1) = A(ρ(k))x(k) +B(ρ(k))u(k) satisface las
restricciones en las variables de estados.

Observación 2.12. Notar que si se realiza estudio similar para las LMIs pre-
sentadas en la Ec. (2.52) se observa que todos los modelos en Ω satisfacen las
restricciones en las variables de salida.

Observación 2.13. Al igual que lo indicado en la sección previa, las restriccio-
nes mencionadas no garantizan la factibilidad del elipsoide de estados controlables
ǫ(P, γ). Por ello, es posible aplicar una restricción que asegure que el elipsoide se
encuentre circunscripto por el conjunto de restricciones, es decir, que la restricción
dada en la Ec. (2.45).

Finalmente el problema LQR en tiempo discreto para modelos LPV con res-
tricciones en las variables de estados y de control surge de aplicar las ecuaciones
Ec. (2.38) y Ec. (2.51) al problema sin restricciones (Ec. (2.50)), o sea:

mı́n
L,Y ≻0

γ

s.a. ( 1 xT
0

x0 Y
) ≻ 0 ,

⎛⎜⎜⎜⎝
Y Y AT

j +L
TBT

j Y Q1/2 LTR1/2

AjY +BjL Y 0 0
Q1/2Y 0 γI 0
R1/2L 0 0 γI

⎞⎟⎟⎟⎠
≻ 0 ,

(u2maxI L

LT Y
) ≻ 0 ,

( Y Y AT
j +L

TBT
j

AjY +BjL x2maxI
) ≻ 0 ó Y ≤ Xmax ,

(2.55)

con j ∈ Z1∶nm
.
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Ejemplo de aplicación

En esta sección se presentan resultados de simulación con el objetivo de vi-
sualizar las propiedades del controlador analizado. Para ello, se utiliza el sistema
masa-resorte-amortiguador presentado en el Apéndice D.1 de manera de realizar
comparaciones con los controladores analizados en las secciones previas.

Para este ejemplo, los valores de los parámetros del modelo se corresponden
con los fijados en la Sección 2.2.2, aunque se contempla una incertidumbre en
el parámetro k. A los fines de analizar el comportamiento, se establece que el
sistema real es conocido y el parámetro correspondiente es k = 1 y se especifica
una variación del 14%, considerando un primer modelo con k = 0,86 y un segundo
modelo con k = 1,14, siendo éstos los valores máximos de la incertidumbre.

De esta manera, en la Fig. 2.19a se muestra la evolución de los estados del
sistema para el sistema controlado sin restricciones donde se observa que la tra-
yectoria converge a la referencia establecida. Asimismo, se muestra el elipsoide
invariante robusto. Por otro lado, similarmente a lo ocurrido para caso LTI, en
la Fig. 2.19b se observa que, si bien la evolución alcanza el estado deseado, la
presencia de restricciones provoca que el sistema oscile alrededor del origen y, por
lo tanto, que la convergencia sea más lenta. Sumado a ello, aunque el conjunto
ǫ(P, γ) resulta más pequeño en tamaño, no satisface las restricciones impuestas.
En la Fig. 2.19c se muestra la evolución de los estados y el conjunto ǫ(P, γ) si
se considera la restricción que obliga al elipsoide a pertenecer al conjunto de res-
tricciones de estados. Para esta última situación se observa que tanto el elipsoide
controlable como la trayectoria son factibles.

En tanto que en la Fig. 2.20 puede observarse la evolución temporal de las
variables del sistema controlado. En la Fig. 2.20a se percibe como los estados del
sistema (en ĺınea sólida de color azul), alcanzan la referencia establecida en ĺınea
de trazos negra. La ley de control obtenida determina los controles mostrados en
la Fig. 2.20b, si bien para el caso analizado no se toman en cuenta las restricciones,
en ĺıneas de trazos en color rojo se marcan los ĺımites que se analizan en el caso
siguiente con el único objetivo de visualizar que excede estos valores.

Además, la Fig. 2.20c muestra la evolución de los estados del sistema contro-
lado al tomar en cuenta las restricciones impuestas. En esta situación, los estados
alcanzan el estado deseado con un tiempo de establecimiento alto. Por su parte,
en la Fig. 2.20d se visualiza la evolución de la variable de control obtenida median-
te la resolución del problema planteado en la Ec. (2.55). En la misma se observa
además, que dicha variable no supera las restricciones indicadas en ĺıneas de trazos
en color rojo.

Para finalizar se destaca que la carga computacional promedio en términos
del porcentaje del periodo de muestreo es ligeramente mayor que para el caso
presentado en la Sección 2.3.1, encontrándose en el mismo orden de magnitud.
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bos controladores, aśı como la posibilidad de operar sobre los ĺımites de dichas
restricciones, resulta natural e intuitiva.

En la Sección 2.3.1 se presentó un regulador LQR para modelos LTI bajo el
enfoque de LMI y se mostró cómo se incorporan las restricciones en las variables del
sistema al problema de optimización. Para este caso, la factibilidad del problema
garantiza la estabilidad asintótica local del origen para el sistema de lazo cerrado,
partiendo de los estados que se encuentran en el interior del elipsoide invariante
ǫ(P, γ).

Bajo este enfoque, la inclusión de restricciones requiere un desarrollo previo por
lo cual no resulta intuitivo como para los controladores MPC analizados. Además,
dichas restricciones se trabajan en variables de desviación, son simétricas respecto
del valor dado por el punto de operación, y se opera en el interior del conjunto de
restricciones sin alcanzar los ĺımites impuestos. Se destaca que trabajos recientes
proveen mecanismos para evitar estos inconvenientes, sin embargo aumentan con-
siderablemente la complejidad del problema de control y no aportan al alcance de
esta tesis.

Por otro lado, los algoritmos utilizados para la resolución del problema de op-
timización son eficientes y permiten encontrar resultados con baja carga compu-
tacional. Este punto se pone de manifiesto en las simulaciones numéricas presen-
tadas.

Por último, en la Sección 2.3.2 se exhibió un regulador LQR para modelos
LPV bajo el enfoque de LMI. De esta manera, se visualiza que ante presencia
de incertidumbre de modelado acotada, es posible garantizar que el origen sea
asintóticamente estable para cualquier modelo incluido en un casco convexo defi-
nido por modelos LTI y contemplando la variabilidad de los parámetros. Se destaca
que las caracteŕısticas de este controlador son similares a las mencionadas para el
caso analizado en la Sección 2.3.1.
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Caṕıtulo 3

Control Predictivo basado en

Modelos Adaptativo para

Regulación

En este caṕıtulo, tomando en consideración los conceptos desarrollados en el
Caṕıtulo 2, se aborda el diseño y análisis de métodos de control MPC para regu-
lación que contemplen incertidumbre paramétrica en el modelo del sistema.

El problema de control para sistemas con incertidumbre paramétrica ha sido
considerado en muchos trabajos en la literatura especializada. En [34], [50], [32],
entre otros, se presenta un control predictivo usando un horizonte de predicción
infinito y fijando una ley de control lineal respecto de la variable de estados, para
ello LMIs son utilizadas para resolver el problema de optimización. Mientras que,
en [51], [52], [53], entre otros, se propone un MPC expĺıcito basado en programa-
ción paramétrica con el mismo propósito. En estos trabajos, las entradas óptimas
son calculadas off-line como una función af́ın a trozos de los estados y son almace-
nadas en una tabla de consulta. Luego, solamente se debe evaluar la tabla lo que
permite la aplicación del MPC al sistema.

Sin embargo, en este caṕıtulo se presentan métodos de control MPC que con-
templen las propiedades y caracteŕısticas del MPC para regulación presentado en
la Sección 2.2.2 y que tome en cuenta un modelo de predicción con incertidumbre
paramétrica o bien un sistema no lineal representado mediante el enfoque LPV
presentado en la Sección 2.1.3.

La adaptabilidad del esquema de control propuesto se realiza mediante una
variable de decisión que optimiza en ĺınea el modelo de predicción a emplear. De
esta manera, las principales caracteŕısticas del controlador propuesto son:

Un parámetro de ponderación µ ∈ Rnm se considera como una variable de
decisión que adapta el modelo de predicción.

Las condiciones impuestas sobre el parámetro de ponderación se incluyen
como restricciones del problema de optimización.

El costo final se obtiene de forma de garantizar que sea una función de
Lyapunov de control para todos los modelos que pertenecen a Ω.
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El conjunto terminal es tal que cumple con la condición de invarianza para
todos los modelos pertenecientes a Ω.

Finalmente, cabe señalar que los principales resultados de este caṕıtulo están
publicados y se pueden encontrar en los trabajos [54, 55, 56, 57, 58].

3.1. Descripción del problema

La dinámica incierta del sistema puede ser descripta por un modelo discre-
to en espacio de estado con incertidumbre politópica mediante el enfoque LPV
(Sección 2.1.3):

x(k + 1) = A(ρ(k))x(k) +B(ρ(k))u(k) ,
y(k) = C(ρ(k))x(k) +D(ρ(k))u(k) ,
x(0) = x0 ,

(3.1)

donde el parámetro ρ(k) es un parámetro de ajuste que, tal como se menciona
en la Sección 2.1.3, queda determinado por una función no lineal. Es importante
resaltar que la incertidumbre considerada está siempre contenida en un conjunto
acotado y cerrado, es decir, compacto.

Luego, es posible incorporar la dinámica del sistema incierto o de un sistema
no lineal (ver Apéndice C) dentro de un politopo convexo de nm vértices, donde
los vértices se obtienen en base a la máxima incertidumbre aunque, para un mejor
desempeño, se pueden considerar valores intermedios en los parámetros del siste-
ma. De esta manera, el sistema queda contenido en un conjunto con modelos LTI
en sus nm vértices:

[A(ρ(k)),B(ρ(k)), C(ρ(k)),D(ρ(k))] ∈ Ω,

el cual es representado como:

Ω = Co{[A1,B1, C1,D1], [A2,B2, C2,D2], . . . , [Anm
,Bnm

, Cnm
,Dnm

]} ,
donde Co{⋅} denota un casco convexo y [Aj,Bj, Cj,Dj] son las matrices de cada
modelo LTI en los vértices del casco. El número de modelos vértices viene dado
por nm = n

np

l , donde np representa el número de parámetros de ajuste y nl el
número de puntos de linealización por parámetro.

En base a la interpolación de los modelos LTI vértices, es posible obtener
un modelo de predicción, no solo sobre los vértices sino también sobre aquellos
contenidos en Ω:

A(ρ(k)) = nm

∑
j=1

µj(ρ(k))Aj , B(ρ(k)) = nm

∑
j=1

µj(ρ(k))Bj

C(ρ(k)) = nm

∑
j=1

µj(ρ(k))Cj , D(ρ(k)) = nm

∑
j=1

µj(ρ(k))Dj

(3.2)
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donde se debe cumplir que:

nm

∑
j=1

µj(ρ(k)) = 1

0 ≤µj(ρ(k)) ≤ 1 , j ∈ Z1∶nm
.

(3.3)

La variable de ponderación µ(ρ(k)) ∈ Rnm representa el peso de cada modelo
LTI vértice con el modelo incierto. De forma que si se conoce esta variable en cada
instante, realizando la suma convexa dada por las Ecs. (3.2) y (3.3), es posible
determinar el modelo LTI que representa al sistema en ese instante.

Sin embargo, µ(⋅) depende de ρ(k), el cual presenta una evolución no lineal y
desconocida en muchas ocasiones. De esta manera, existen dos alternativas prin-
cipales para el diseño de un controlador MPC bajo el enfoque LPV [59]. Una
de ellas constituye un diseño robusto, asumiendo que los parámetros de ajuste
son desconocidos a lo largo del horizonte de predicción. Por lo tanto, estos méto-
dos son mucho más conservadores y generalmente se basan en procedimientos de
mı́n-máx o en formulaciones fuera de ĺınea. Como es el caso de los controladores
mencionados en la introducción de este caṕıtulo.

Otra alternativa es aquella que determina una posible trayectoria de ρ(k) a
lo largo de los pasos futuros. En el caso de sistemas no lineales, se debe tener en
cuenta que la solución resultante puede ser ligeramente diferente de los óptimos
no lineales, pero se obtienen buenos rendimientos, bajo esfuerzo computacional y
en muchas ocasiones se pueden lograr resultados comparables, es decir, cercanos
al óptimo.

Siguiendo el segundo método, cuando el problema MPC dado en Ec. (2.15)
se aplica a un sistema incierto o un proceso no lineal bajo una representación
de modelo LPV, la evolución del parámetro de ajuste a lo largo del horizonte de
predicción N se hace necesaria para describir los valores futuros de los estados.

En el caso de un MPC no lineal convencional, seŕıa imperioso conocer el
comportamiento exacto del modelo de proceso f(⋅) a lo largo del horizonte de
predicción. La ventaja que presenta la configuración LPV radica en que el mo-
delo se puede describir, para todos los instantes futuros, por un modelo lineal[A(ρ(k)),B(ρ(k)), C(ρ(k)),D(ρ(k))] que pertenece al politopo Ω.

Por lo tanto, debido a esta caracteŕıstica de la representación LPV, el modelo
de predicción del sistema incierto o del proceso no lineal se puede establecer en
el problema de la Ec. (2.15) con la respectiva suma convexa de los nm modelos
vértices LTI, siempre conocidos, dada por las Ecs. (3.2) y (3.3).

De esta manera, las nm variables de ponderación µj(⋅) adaptan el modelo
de predicción al sistema a lo largo del horizonte de predicción. Por tal motivo, al
conjunto de métodos analizados en este caṕıtulo se lo denomina Control Predictivo
basado en Modelos Adaptativo (AMPC1, por sus siglas en inglés).

1Adaptive Model-based Predictive Control
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3.2. Condiciones de estabilidad

Esta sección muestra las condiciones necesarias para que el origen sea asintóti-
camente estable de acuerdo con los conceptos desarrollados en la Sección 2.2.1.

De esta manera, el costo terminal Vf(⋅) debe ser una función de Lyapunov de
control local para el modelo descripto en la Ec. (3.1), es decir, que cumpla con las
condiciones de la Definición 2.4 y que esté definida en un conjunto Xf ⊆ X que
determina la vecindad del origen. Aśı, tal como se plantea para el caso lineal, el
estado terminal debe ser forzado a alcanzar el conjunto Xf , o sea, x(N) ∈ Xf .

Por lo tanto, se debe definir Vf(⋅) tal que satisfaga:

mı́n
u∈U
{Vf(A(ρ)x +B(ρ)u) + ℓ(x, u) ∶ A(ρ)x +B(ρ)u ∈ Xf} ≤ V (x) (3.4)

para todo x ∈ Xf . Para ello, el conjunto Xf debe ser un conjunto invariante de
control para el sistema controlado. Es decir, que para cada x ∈ Xf existe una u ∈ U
tal que A(ρ)x +B(ρ)u ∈ Xf .

Se considera el costo de etapa ℓ(x(k), u(k)) = x(k)T Qx(k) + u(k)T Ru(k),
con Q semidefinida positiva y R definida positiva, y el costo terminal Vf (x(k)) =
x(k)T P x(k) donde P ≻ 0. De esta manera, la matriz P debe ser tal que el costo sea
una función de Lyapunov estrictamente decreciente. Para ello, se deben satisfacer
los siguientes supuestos de estabilidad:

1. ℓ(x(k), u(k)) ≤ α1(∥x∥) ,
2. Vf(x(k)) ≤ α2(∥x∥) ,
3. Vf(x(k + 1)) + ℓ(x(k), u(k)) − Vf(x(k)) ≤ 0 ,

donde α1(⋅) y α2(⋅) son funciones K∞. La verificación de los supuestos 1 y 2 resulta
trivial, tanto el costo de etapa ℓ(⋅) como el costo terminal Vf(⋅), se definen como
funciones convexas definidas positivas, son nulas cuando sus argumentos son cero
y tienden a infinito cuando sus argumentos tienden a infinito. Sin embargo, las
condiciones para que el supuesto 3 se satisfaga son las que se establecen en la
siguiente proposición:

Proposición 1. Al analizar modelos LPV, el supuesto 3 es válido, para todo
modelo contenido en Ω, si existen una P ≻ 0 y una κ tal que se satisface la
siguiente inecuación:

[A(ρ(k)) −B(ρ(k))κ]T P [A(ρ(k)) −B(ρ(k))κ] +Q + κT Rκ − P ≤ 0 . (3.5)

Demostración. Substituyendo el costo terminal Vf(⋅) y el costo de etapa ℓ(⋅) en
el supuesto 3, se obtiene:

x(k + 1)T P x(k + 1) + x(k)T Qx(k) + u(k)T Ru(k) − x(k)T P x(k) ≤ 0 .
Luego, considerando una ley de control u(k) = κx(k) dentro de Xf , el esta-

do siguiente está dado por x(k + 1) = [A(ρ(k)) − B(ρ(k))κ]x(k). Entonces, la
ecuación previa resulta:

x(k)T{[A(ρ(k)) −B(ρ(k))κ]T P [A(ρ(k)) −B(ρ(k))κ] +Q + κT Rκ − P}x(k) ≤ 0 .
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De esta manera se verifica la Ec. (3.5) para todo x(k) ∈ Xf .

Tomando en cuenta estas consideraciones y contemplando que el sistema puede
ser representado por la suma convexa de los nm modelos LTI vértices conocidos,
entonces los ingredientes terminales se obtienen para los vértices de Ω.

Teorema 3.1. Considerando el costo terminal Vf (x(k)) = x(k)T P x(k) y toman-
do P ≻ 0, entonces el costo terminal es una función de Lyapunov decreciente:

Vf (x(k + 1)) − Vf (x(k)) ≤ 0 ∀x(k) ∈ Xf ,

si se satisfacen simultáneamente las siguientes LMIs:

⎛⎜⎜⎜⎝
Y Y AT

j +L
TBT

j Y Q1/2 LTR1/2

AjY +BjL Y 0 0
Q1/2Y 0 γI 0
R1/2L 0 0 γI

⎞⎟⎟⎟⎠
≻ 0 (3.6)

donde Q es semidefinida positiva, R es definida positiva, Y = P −1γ ≻ 0, L = κY ,
γ > 0 y j ∈ Z1∶nm

.

Demostración. Basado en el razonamiento realizado en la Sección 2.3.2, se observa
que si se aplica la suma convexa planteada en la Ec. (3.3) a las LMIs introducidas
en la Ec. (3.6) resulta:

nm

∑
j=1

µj(ρ)
⎛⎜⎜⎜⎝

Y Y AT
j +L

TBT
j Y Q1/2 LTR1/2

AjY +BjL Y 0 0
Q1/2Y 0 γI 0
R1/2L 0 0 γI

⎞⎟⎟⎟⎠
≻ 0 ,

de donde se obtiene que:

⎛⎜⎜⎜⎝
Y Y A(ρ)T +LTB(ρ)T Y Q1/2 LTR1/2

A(ρ)Y +B(ρ)L Y 0 0
Q1/2Y 0 γI 0
R1/2L 0 0 γI

⎞⎟⎟⎟⎠
≻ 0 ,

procediendo como en el Teorema 2.2, se arriba a:

x(k)TAT
κ (ρ)PAκ(ρ)x(k) − x(k)TPx(k) < − (x(k)TQx(k) + x(k)TκTRκx(k)) ,

y finalmente se llega a:

V (x(k + 1)) − V (x(k)) < − (x(k)TQx(k) + u(k)TRu(k)) .
Por lo tanto, si satisfacen simultáneamente las LMIs presentadas en la Ec. (3.6)

se cumple el supuesto 3, entonces V (x(k)) es una función de Lyapunov decreciente
para todo modelo [A(ρ(k)),B(ρ(k)), C(ρ(k)),D(ρ(k))] ∈ Ω y para todo x(k) ∈
Xf .
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Tal como se especifica anteriormente, el estado terminal debe ser forzado a
alcanzar el conjunto Xf y este conjunto debe ser un invariante de control para
todo modelo contenido en Ω.

Teorema 3.2. Si Xf es un conjunto invariante de control para los nm modelos LTI
vértices, entonces Xf es un conjunto invariante de control para todos los modelos
contenidos en el politopo Ω.

Demostración. Si Xf es un conjunto invariante de control para los nm modelos
vértices se debe cumplir que2:

AjXf ⊕Bju ⊆ Xf para alguna u ∈ U y para todo j ∈ Z1∶nm
. (3.7)

Si se considera un modelo en el interior de Ω, entonces se debe verificar que:

A(ρ)Xf ⊕B(ρ)u ⊆ Xf para alguna u ∈ U .

Luego, de acuerdo con la Ec. (3.2) se tiene que:

A(ρ)Xf ⊕B(ρ)u = nm

∑
j=1

µjAjXf ⊕

nm

∑
j=1

µjBju

=

nm

∑
j=1

µj(AjXf ⊕Bju)
donde, de acuerdo con la Ec. (3.3):

nm

∑
j=1

µj = 1 ,

y en función de la Ec. (3.7) se verifica que Xf es una conjunto invariante para
cualquier modelo contenido en Ω.

De esta manera, si se satisfacen las condiciones de estabilidad asintótica del
origen para los nm modelos LTI vértices, entonces también se verifica utilizando
cualquier modelo perteneciente a Ω.

3.3. Métodos de control predictivo basado en

modelos adaptativo para regulación

En función de lo establecido en las secciones precedentes, en los métodos de
control AMPC mediante el enfoque LPV resulta necesario conocer, calcular o
aproximar el parámetro de ponderación µ ∈ Rnm . Por ello, a lo largo de esta
sección se considera a µ como una variable de decisión del problema MPC y las
condiciones dadas en las Ecs. (3.2) y (3.3) se tornan restricciones del problema de
optimización.

De esta manera, según sea la manera en que se determine µ, da lugar a dife-
rentes formulaciones.

2
⊕ denota la suma de Minkowski (ver Apéndice A)
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3.3.1. MPC adaptativo en una etapa

En primer lugar se considera un único problema de optimización a lo largo de
un horizonte de N pasos hacia adelante, donde se utiliza un modelo de predicción
como el indicado en la Ec. (3.1) y se contemplan las restricciones f́ısicas dadas en
la Ec. (2.16). Además, se establece la función objetivo expresada en la Ec. (3.8):

VN(x;u, µ) = N−1

∑
k=0

∥x(k)∥2Q + ∥u(k)∥2R + ∥x(N)∥2P , (3.8)

con Q ∈ Rnx×nx semidefinida positiva y R ∈ Rnu×nu definida positiva. Las variables
de decisión se corresponden con la secuencia de controles u y la secuencia de
modelos, obtenida por medio de µ. De esta manera, en cada instante de muestreo,
esta técnica busca la mejor secuencias de modelos de predicción LTI para los
siguientes N pasos.

De esta manera, el controlador se deriva de la solución del problema de opti-
mización:

mı́n
u,µ

VN(x0;u, µ)
s.a. x(k + 1) = A(ρ(k))x(k) +B(ρ(k))u(k) , k ∈ Z0∶N−1 ,

x(0) = x0
A(ρ(k)) = nm

∑
j=1

µj(k)Aj , k ∈ Z0∶N−1 ,

B(ρ(k)) = nm

∑
j=1

µj(k)Bj , k ∈ Z0∶N−1 ,

nm

∑
j=1

µj(k) = 1 ∀k ∈ Z0∶N−1 ,

0 ≤ µj(k) ≤ 1 ∀k ∈ Z0∶N−1 ,

x(k) ∈ X ∀k ∈ Z0∶N−1 ,

u(k) ∈ U ∀k ∈ Z0∶N−1 ,

x(N) ∈ X a
f .

(3.9)

donde el conjunto X a
f es un conjunto invariante robusto para el modelo LPV, es

decir, que satisface la condición de invarianza para todo modelo perteneciente a
Ω.

Aśı, al considerar la estrategia de horizonte deslizante, la poĺıtica de control
está dada por:

κ(x0) = u⋆(0;x0) ,
siendo u⋆ la solución del problema Ec. (3.9), que representa la secuencia óptima
de acciones de control.

Sin embargo, si el controlador se aplica a una referencia (xs, us) distinta de
cero con sistemas no lineales, debe ser incorporado un término de penalización a
la función objetivo de la Ec. (3.8) que asegure que la secuencia de modelos converja
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al modelo LTI que describe el sistema en dicho punto. De esta manera, se agrega
el término ∥µ(N)−µs∥2Qµ

, donde Qµ ∈ R
nm×nm es una matriz semidefinida positiva

y µs es tal que xs = (Asxs +Bsus) con:
As =

nm

∑
j=1

µsjAj ,

Bs =

nm

∑
j=1

µsjBj ,

nm

∑
j=1

µsj = 1 ,

0 ≤µsj ≤ 1 ,

las cuales se incorporan como restricciones al problema de optimización.

Observación 3.1. Debido a la simplificación de utilizar una secuencia de modelos
lineales para la predicción, lo que provoca un error entre el proceso a controlar
y el modelo utilizado, y el hecho de utilizar un único costo terminal para todos
los modelos contenidos en Ω, este método es, en principio, subóptimo. Aunque,
dependiendo del proceso a controlar y de los puntos de referencia, puede ser muy
próximo a la condición de optimalidad.

Observación 3.2. Al considerar µ variable a lo largo del horizonte de predicción,
se obtienen resultados próximos al óptimo, sin embargo, el problema de optimiza-
ción es no lineal. Si se desea reducir la carga computacional, entonces se puede
considerar µ constante dentro del horizonte, lo que claramente conduce a resultados
subóptimos. Para este caso, se puede obtener una variable de ponderación cons-
tante optimizando el modelo en la etapa de control o en una etapa de estimación
previa y luego ser utilizada para el control como se analiza en la Sección 3.3.2.

Costo y restricción terminales

Para definir los ingredientes terminales, P y X a
f , se considera un regulador

LQR politópico sin restricciones de horizonte infinito como controlador local con
el modelo dado en la Ec. (3.1). De esta manera, se debe encontrar una P ≻ 0 y una
ley de control u(k) = κx(k) para el LQR que satisfagan la Ec. (3.5). Por lo tanto,
de acuerdo con el Teorema 3.1, P se determina resolviendo el siguiente problema:

mı́n
γ,L,Y

γ

s.a. Y ≻ 0 ,

⎛⎜⎜⎜⎝
Y Y AT

j +L
TBT

j Y Q1/2 LTR1/2

AjY +BjL Y 0 0
Q1/2Y 0 γI 0
R1/2L 0 0 γI

⎞⎟⎟⎟⎠
≻ 0 ,

(3.10)
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para todo j ∈ Z1∶nm
. Luego, se garantiza que el costo terminal sea decreciente

para todo x ∈ X a
f y que además tenga una cota superior dada por VN(x(k0)) =

x(N)TPx(N), la cual es minimizada en ĺınea a través del problema del MPC
planteado.

De esta manera, se debe definir una región determinada por un conjunto in-
variante robusto X a

f donde se satisface el decrecimiento del costo terminal. Notar
que en el problema dado en la Ec. (3.9) se exige que el estado terminal pertenezca
a dicho conjunto.

En primera instancia, basado en trabajos tales como [60, 61], para el propósito
de regulación se considera como la restricción terminal el mayor conjunto inva-
riante elipsoidal.

Un elipsoide invariante asintóticamente estable ξ es un subconjunto de Rn,
asociado a un sistema dinámico discreto (Ec. (3.1)), si tiene la propiedad que,
siempre que x(k0) ∈ ξ, entonces todas las trayectorias x(k) ∈ ξ para todo k ≥ k0 y
x(k)→ 0 cuando k →∞.

De esta manera, es posible determinar un elipsoide invariante terminal para el
estado terminal x(N), centrado en el origen, siendo el mismo:

X
a
f = {x(N) ∶ x(N)TWx(N) ≤ 1} . (3.11)

donde este conjunto terminal es un subconjunto del costo terminal x(N)TPx(N).
Por lo tanto, para encontrar el máximo conjunto invariante terminal X a

f bajo la
ley de control u(k) = κx(k) para todo k con entrada admisible (es decir u(k) ∈ U),
es posible plantear un segundo problema LMI de maximización como el indicado
en el Teorema 3.3.

Teorema 3.3. Bajo las consideraciones planteadas, si se satisfacen simultánea-
mente las siguientes LMIs:

máx
Z

log det(Z)
s.a. Z ≻ 0 ,

( Z Z(Aj +Bjκ)T(Aj +Bjκ)Z Z
) ≻ 0 , para todo j ∈ Z1∶nm

,

κsZκ
T
s ≤ u

2

smax
,

(3.12)

donde W = Z−1, s ∈ Z1∶nu
indica cada componente del vector u(k) y κs son las

filas de la matriz κ = LY −1 determinada por el problema LMI presentado en la
Ec. (3.10). Entonces, al obtener W , se obtiene la región terminal X a

f de acuerdo
con la Ec. (3.11) y este elipsoide es, además, invariante.

Demostración. Dado que se supone que el conjunto terminal es un elipsoide como
en la Ec. (3.11), al aplicar la realimentación de estados u(k) = κx(k) a cualquier
estado x(k) ∈ X a

f , si X
a
f es invariante, entonces se obtiene:

x(k + 1)TWx(k + 1) ≤ x(k)TWx(k) .
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Por lo tanto, considerando el modelo dado en la Ec. (3.1) se arriba a:

x(k)T ((A(ρ) +B(ρ)κ)T W (A(ρ) +B(ρ)κ) −W)x(k) ≤ 0 ,
lo cual implica que:

(A(ρ) +B(ρ)κ)T W (A(ρ) +B(ρ)κ) −W ≤ 0 ,
Luego, estableciendo que W = Z−1 y pre y posmultiplicando por Z se llega a:

Z −Z (A(ρ) +B(ρ)κ)T Z−1 (A(ρ) +B(ρ)κ)Z ≻ 0 .
En consecuencia, aplicando el complemento de Schur, se obtiene:

( Z Z(A(ρ) +B(ρ)κ)T(A(ρ) +B(ρ)κ)Z Z
) ≻ 0 .

Finalmente, tomando en cuenta las condiciones dadas en la Ec. (3.3) resulta:

nm

∑
j=1

µj(ρ)( Z Z(Aj +Bjκ)T(Aj +Bjκ)Z Z
) ≻ 0 ,

la cual se verifica si:

( Z Z(Aj +Bjκ)T(Aj +Bjκ)Z Z
) ≻ 0 ,

asegurando que X a
f es un elipsoide invariante.

Por otro lado, mediante la norma máxima de la proyección κx(k) de cualquier
estado x(k) que pertenezca a algún elipsoide x(k)TWx(k) ≤ 1, que viene dado por√
κW −1κT [62], se verifica que se mantiene una entrada admisible. Por lo tanto,

reemplazando W = Z−1, da como resultado:

κZκT ≤ u2max . (3.13)

Por último, al considerar un cota por cada una de las nu variables de control,
lo cual significa que la proyección κsx(k) (es decir, la s-ésima señal de control)
está limitada, en norma, por usmax

. Es decir,

κsZκ
T
s ≤ u

2

smax
. (3.14)

Observación 3.3. Notar que la variable de decisión del problema dado en la
Ec. (3.12) es Z. Por lo tanto, las Ecs. (3.13) y (3.14) constituyen LMIs.

Observación 3.4. La matriz simétrica Z caracteriza el elipsoide terminal. Ante
restricciones de estado es posible restringir este conjunto a un elipsoide dado por
los ĺımites impuestos de manera de garantizar que todo x ∈ X a

f sea factible. Este
análisis se realiza en las Secciones 2.3.1 y 2.3.2.
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De esta manera, los ingredientes terminales se obtienen resolviendo dos pro-
blemas LMIs consecutivos. El primero de ellos es tal que asegura que el costo
terminal es una función de Lyapunov de control, es decir, que existe una ley de
control que produce que el costo terminal sea decreciente para todos los modelos
contenidos en Ω. En tanto que el segundo problema tiene por objetivo encontrar
el mayor conjunto terminal invariante X a

f donde se garantiza el decrecimiento del
costo terminal dado por el primer problema. Sin embargo, este enfoque puede
resultar conservador.

Por lo tanto, es posible determinar un conjunto invariante terminal mayor si
se supone que el mismo no necesariamente debe ser un elipsoide, resultando en un
politopo. Para ello, basado en el Teorema 3.2, al obtener un conjunto invariante
politópico para los modelos LTI vértices se asegura la invarianza para todo modelo
perteneciente a Ω.

Por consiguiente, se propone obtener el conjunto terminal X a
f como la inter-

sección de los máximos conjuntos invariantes terminales Xfj para regulación de
cada modelo vértice LTI. Cada conjunto Xfj es obtenido como se presenta en la
Sección 2.2.2, con una ganancia de realimentación dada por la Ec. (2.26) donde P
es la obtenida por el problema dado en la Ec. (3.10). Es decir, el conjunto terminal
viene dado por:

X
a
f = ε

nm

⋂
j=1

Xfj (3.15)

donde ε ∈ (0,1] es un parámetro de diseño arbitrariamente cercano a 1, de modo
de garantizar que el conjunto X a

f sea invariante para los nm vértices de Ω.

Observación 3.5. Dado que para todos los modelos pertenecientes a Ω, el costo
terminal es una función de Lyapunov de control y el conjunto terminal es inva-
riante entonces la factibilidad recursiva está garantizada. Esto quiere decir, que
para un instante k0 se obtiene una secuencia de modelos de predicción dada por
µ⋆(k) que estabiliza el sistema. Para un instante siguiente, la secuencia obtenida
previamente es, al menos, factible.

Ejemplo de aplicación

Si bien los resultados más importantes de este caṕıtulo se dan en sistemas no
lineales como se muestra en la Sección 3.4. En esta sección se presentan resultados
de simulación con el objetivo de visualizar las propiedades del controlador anali-
zado ante un sistema lineal con incertidumbre paramétrica. Para ello, se utiliza el
sistema masa-resorte-amortiguador presentado en el Apéndice D.1 de manera de
realizar comparaciones con los controladores analizados en el Caṕıtulo 2.

Para este ejemplo, los valores de los parámetros del modelo se corresponden
con los fijados en la Sección 2.3.2. En tanto que, en la presente sección se establece
el horizonte de predicción N = 8 pasos.

En primera instancia, en la Fig. 3.1 se pueden observar los conjuntos invariantes
terminales en el centro y la secuencia de conjuntos controlables en función del
número de pasos. En las Figs. 3.1a y 3.1b se muestra el conjunto terminal obtenido
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en el Caṕıtulo 2, que se pueden resolver en ĺınea con herramientas de optimización
rápidas.

QP hacia atrás - MHE

Este problema se usa para encontrar un vector constante µ ∈ Rnm que ajusta
de manera óptima el modelo LPV con el conjunto de datos reales pasados. De
hecho, este procedimiento minimiza la discrepancia entre el modelo y los datos
con respecto a µ y la varianza de µ (νµ) a lo largo del horizonte hacia atrás, en
cada tiempo de muestra.

Esta variable de ajuste virtual se encuentra con la solución del siguiente pro-
blema de optimización, considerando x y u como datos medidos y µ(k0 − 1) como
resultado de la iteración anterior:

mı́n
µ

k0

∑
k=k0+Ne−1

e(k)TQee(k) + νTµQννµ

s.a. e(k + 1) = x(k + 1) − (Ax(k) +Bu(k)) ,
A =

nm

∑
j=1

µjAj y B =
nm

∑
j=1

µjBj ,

nm

∑
j=1

µj = 1 ,

0 ≤ µj ≤ 1 ,

µ = µ(k0 − 1) + νµ ,

(3.16)

con k ∈ Zk0−Ne∶k0−1 y j ∈ Z1∶nm
. Además, Ne es el horizonte de estimación y las

matrices Qe y Qν son pesos de ajuste del procedimiento de optimización con las
dimensiones apropiadas. Por simplicidad, se pueden considerar como matrices de
identidad ponderadas.

QP hacia adelante - MPC

Por otro lado, el QP hacia adelante se usa para obtener una ley de control con-
siderando las restricciones en los estados, entradas y salidas. Para lograr esto, para
propósitos de regulación, se adecúa el controlador presentado en la Sección 2.2.2.

De esta manera, el problema de MPC se formula con la siguiente función de
costo, considerando que µ representa el valor obtenido con el esquema MHE hacia
atrás, esto es:

VN(x0, µ;u) = N−1

∑
k=0

∥x(k)∥2Q + ∥u(k)∥2R + ∥x(N)∥2P , (3.17)

donde N es el horizonte de predicción.

Finalmente, en cada paso de tiempo k = k0, el controlador se encuentra con la
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solución del siguiente problema de optimización:

mı́n
u

VN(x0, µ;u)
s.a. x(k + 1) = Ax(k) +Bu(k) ,∀k ∈ Z0∶N−1 ,

x(0) = x0 ,
A =

nm

∑
j=1

µjAj ,

B =
nm

∑
j=1

µjBj ,

x(k) ∈ X ,∀k ∈ Z0∶N−1 ,

u(k) ∈ U ,∀k ∈ Z0∶N−1 ,

x(N) ∈ X a
f ,

(3.18)

donde X a
f es un conjunto invariante terminal robusto que contiene el origen en

su interior. Para determinar los ingredientes terminales, se procede como en la
Sección 3.3.1.

Luego, al considerar una estrategia de horizonte deslizante, la poĺıtica de con-
trol para regulación propuesta viene dada por κ(x0) = u⋆(0;x0).
Observación 3.6. Debido a que los problemas de optimización son independientes
uno del otro, los horizontes de estimación y predicción no necesariamente deben
tener la misma longitud.

Observación 3.7. Debido a que tanto el costo como el conjunto terminal cumplen
las condiciones de estabilidad asintótica descriptas para todo modelo perteneciente
a Ω, entonces las condiciones de estabilidad están garantizadas al utiliza los ingre-
dientes terminales de la Sección 3.3.1. Además, siempre que el sistema real pueda
ser representado por un modelo perteneciente a Ω, se tiene factibilidad recursiva.

Ejemplo de aplicación

De igual manera que para el controlador AMPC de una etapa, los resulta-
dos más importantes de este caṕıtulo se corresponden con sistemas no lineales
(Sección 3.4). En esta sección se presentan resultados de simulación con el ob-
jetivo de visualizar las propiedades del controlador analizado ante un sistema
lineal con incertidumbre paramétrica. Para ello, se utiliza el sistema masa-resorte-
amortiguador presentado en el Apéndice D.1 de manera de realizar comparaciones
con los controladores analizados en el Caṕıtulo 2.

Para este ejemplo, los valores de los parámetros del modelo se corresponden
con los fijados en la Sección 3.3.1.

Tal como se indica anteriormente, para el controlador que está bajo análi-
sis los conjuntos terminales considerados son los mismos que los obtenidos en la
Sección 3.3.1 y son los que se muestran en la Fig. 3.1.

Por su parte, en la Fig. 3.6 se visualiza la evolución de los estados del sistema
controlado, la cual converge al estado deseado (origen), tanto si se considera un
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Tabla 3.2: Índices de rendimiento de los métodos de control con propósito de
regulación en un HE.

IAE trans. ITAE trans. IAE estac. ITAE estac. TV
AMPC +2,534% +5,862% 0,22433 0,64506 +0,390%

MHE-MPC (Elipsoide) +2,956% +6,101% +1,306% +2,845% +0,353%
MHE-MPC (Politopo) +4,589% +3,187% +1,137% +2,772% +0,382%

LTI-MPC 0,6831 0,33452 +29,786% +30,735% 38,0155

Tabla 3.3: Tiempos de esfuerzo de cálculo de las estrategias de control con respecto
al tiempo de muestreo en un HE.

mı́nimo promedio máximo
AMPC (Elipsoide) 14,4744% 24,428% 55,3617%
AMPC (Politopo) 14,2296% 17,0425% 24,4702%

MHE-MPC (Elipsoide) 0,6338% 0,7092% 3,1255%
MHE-MPC (Politopo) 0,49427% 0,58789% 3,3253%
LTI-MPC (Elipsoide) 0,4183% 0,45863% 0,51357%
LTI-MPC (Politopo) 0,30673% 0,32133% 0,43003%

puede dificultar su implementación en sistemas con un tiempo de muestreo pe-
queño, aunque resulta razonable su utilización en aplicaciones en tiempo real que
tengan un tiempo de muestreo en el rango de unos pocos segundos.

3.4.2. Ejemplo de aplicación II - Reactor continuo de tan-

que agitado

Un Reactor Continuo de Tanque Agitado (CSTR) es un reactor de flujo con-
tinuo equipado con un dispositivo de mezcla que permite alcanzar una mezcla
eficiente y, a los propósitos de la ingenieŕıa, en ocasiones se considera ideal. Cons-
tituye una operación muy utilizada en procesos qúımicos. En el Apéndice D.2.2
se establecen las ecuaciones que describen la dinámica del sistema, aśı como las
simplificaciones de modelado contempladas.

Para este ejemplo, los valores de los parámetros del modelo se resumen en
la Tabla D.2. En tanto que se consideran restricciones para los estados x1(t) =
V (t) ∈ [90,110] l, x2(t) = CA(t) ∈ [0,03,0,35] mol l−1 y x3(t) = T (t) ∈ [400,480] K;
y para las variables de control u1(t) = qs(t) ∈ [90,110] lmin−1 y u2(t) = qc(t) ∈[90,110] lmin−1.

Para el modelo LPV del sistema (obtenido empleando PJL con nl = 2) se
definen dos parámetros de ajuste, ρ(t) ∶= [V (t) CA(t)]. Por lo tanto, se dispone
de cuatro modelos vértices LTI. Los puntos de linealización para estos modelos
se establecen de modo de cubrir el posible rango de trabajo y se obtienen de la
combinación de los valores mostrados en la Tabla 3.4.

En tanto que se fija el periodo de muestreo T = 0,1 min, el horizonte de pre-
dicción N = 8 pasos, el estado inicial x0 = [95 l; 0,04 mol l−1; 459,33 K]. Asimismo,
se adoptan las matrices de peso del controlador MPC como Q = diag{1; 500; 0} y
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controlador MPC tradicional que aplica el modelo LTI calculado.
El costo terminal de ambas formulaciones se puede obtener contemplando los

conceptos introducidos en la Sección 2.3.2. De esta manera, se planteó un problema
LMI que permite encontrar una única matriz de peso que garantiza que el costo
terminal sea una función de Lyapunov de control para los modelos vértices. Luego,
con dicho costo es posible determinar un conjunto terminal invariante de control
para los modelos vértices. Para el mismo se propusieron dos alternativas, una que
considera un elipsoide terminal obtenido por el problema LMI dado en la Ec. (3.12)
y otra que considera un conjunto politópico dado por la Ec. (3.15).

En sistemas lineales con incertidumbre paramétrica, se observó que los conjun-
tos obtenidos son más pequeños que los analizados para el sistema sin incertidum-
bre (Sección 2.2.2). En tanto que el conjunto politópico resulta menos conservador
que el conjunto elipsoidal. Para estos sistemas, ambas formulaciones permitieron
que el sistema alcance la referencia aún con una incertidumbre del 14% en uno
de sus parámetros. Sin embargo, se produce un aumento en el tiempo de cómputo
que en aplicaciones reales puede resultar un factor cŕıtico, en especial para el con-
trolador AMPC en una etapa donde el costo computacional es considerablemente
mayor.

Finalmente, en la Sección 3.4 se abordó el problema de control en la industria
de procesos. Para ello, se realizaron simulaciones numéricas sobre dos operaciones
unitarias, un intercambiador de calor y un reactor continuo de tanque agitado. En
la primera de ellas, se consideró un rango de trabajo acotado donde un controla-
dor MPC con un modelo de predicción LTI fue capaz de controlar al sistema no
lineal. Bajo estas condiciones, se observó que las tres técnicas analizadas presen-
taron desempeño similar durante el régimen transitorio, sin embargo las técnicas
adaptativas mostraron mejoŕıas en el rechazo de perturbaciones y en reducción
del offset. A su vez, se destaca que la posibilidad de adaptación presenta como
ventaja que ante un cambio de punto de operación no resulta necesario obtener
nuevos modelos al reformular el controlador, lo cual en muchas ocasiones no es
una tarea trivial para sistemas industriales no lineales.

Por su parte, en la simulación del sistema CSTR, el amplio rango de trabajo
considerado y las fuertes no linealidades no permiten el control por medio de un
controlador MPC con un modelo de predicción LTI, dado que el modelo lineal no
resulta efectivo para representar el comportamiento del sistema a lo largo de toda
la trayectoria. En este caso, los controladores adaptativos presentan gran impor-
tancia. El desempeño de ambos métodos resultó aceptable aunque la diferencia de
tiempo de cálculo puede resultar determinante en aplicaciones industriales.

De este modo, los métodos AMPC propuestos permitieron garantizar la re-
gulación de los sistemas no lineales representados bajo un modelo politópico que
se utiliza para la predicción, sin la necesidad de evaluar en ĺınea las ecuaciones
diferenciales no lineales que describen la dinámica de cada sistema.



86 CAPÍTULO 3. AMPC PARA REGULACIÓN



Caṕıtulo 4

Control Predictivo basado en

Modelo Adaptativo para

Seguimiento de Referencia

Tal como se menciona en la Sección 2.2.3, en distintos momentos un sistema
es posible que necesite operar en puntos de operación diferentes debido a que se
encuentra afectado por factores externos, es decir, el punto de operación puede no
ser único.

Sin embargo, el diseño de los ingredientes terminales de los métodos de con-
trol propuestos en el Caṕıtulo 3 depende del estado de equilibrio considerado, o
sea, ante un cambio del punto de operación resulta necesario recalcular tanto el
costo como las restricciones terminales. Esto hace que sea dificultoso aplicar dicho
controlador para sistemas que operen en puntos de operación que cambian en el
tiempo, situación que suele ser frecuente en la industria de procesos.

En este caṕıtulo se extienden los resultados mostrados en el Caṕıtulo 3, to-
mando en consideración los conceptos desarrollados en la Sección 2.2.3. De este
modo, se aborda el diseño y análisis de métodos de control AMPC para puntos de
operación cambiantes, contemplando un modelo de predicción con incertidumbre
paramétrica o bien un sistema no lineal representado mediante el enfoque LPV
presentado en la Sección 2.1.3.

De esta manera, la adaptabilidad del esquema de control se realiza mediante
una variable de decisión para determinar el modelo de predicción a emplear y se
contempla un estado estacionario artificial, que se optimizan en ĺınea. Con ello,
las principales caracteŕısticas del controlador propuesto son:

El parámetro de ponderación µ ∈ Rnm se considera como una variable de
decisión que adapta el modelo de predicción.

Las condiciones impuestas sobre el parámetro de ponderación se incluyen
como restricciones del problema de optimización.

El costo final se obtiene de forma de garantizar que sea una función de
Lyapunov de control para todos los modelos que pertenecen a Ω.

87
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El conjunto terminal es tal que cumple con la condición de invarianza para
todos los modelos pertenecientes a Ω.

Se utiliza un estado estacionario (xa ∈ Rnx) y una entrada (ua ∈ Rnu), ambos
artificiales. (xa, ua) definen un punto de equilibrio que se optimiza en ĺınea.

La función objetivo penaliza la desviación entre el estado estacionario arti-
ficial (xa) y el deseado (xs).

Se agrega un término de penalización de error de seguimiento en la función
objetivo.

Finalmente, cabe señalar que los principales resultados de este caṕıtulo se
pueden encontrar publicados en los trabajos [56, 57] o están en proceso de escritura.

4.1. Definición del costo y restricción terminales

Con el objetivo de definir los ingredientes terminales, el problema considera-
do es el descripto en la Sección 3.1. Por ello, se considera un modelo politópico
(Sección 2.1.3):

x(k + 1) = A(ρ(k))x(k) +B(ρ(k))u(k) ,
y(k) = C(ρ(k))x(k) +D(ρ(k))u(k) ,
x(0) = x0 ,

(4.1)

el cual puede ser incorporado dentro de un politopo convexo de nm vértices, donde
cada vértice se corresponde con un modelo LTI:

[A(ρ(k)),B(ρ(k)), C(ρ(k)),D(ρ(k))] ∈ Ω.

De esta manera, un modelo en el interior del conjunto Ω puede ser obtenido
realizando la interpolación de los modelos vértices LTI:

A(ρ(k)) = nm

∑
j=1

µj(ρ(k))Aj , B(ρ(k)) = nm

∑
j=1

µj(ρ(k))Bj

C(ρ(k)) = nm

∑
j=1

µj(ρ(k))Cj , D(ρ(k)) = nm

∑
j=1

µj(ρ(k))Dj

(4.2)

donde se debe cumplir que:

nm

∑
j=1

µj(ρ(k)) = 1

0 ≤µj(ρ(k)) ≤ 1 , j ∈ Z1∶nm
.

(4.3)

Por lo tanto, siguiendo los desarrollos presentados en el Caṕıtulo 3, las nm

variables de ponderación µj(⋅) ajustan el modelo de predicción al sistema a lo
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largo del horizonte de predicción. De este modo, los métodos de control propues-
tos adaptan en ĺınea el modelo de predicción y, en consecuencia, se mantiene la
denominación AMPC.

Por otro lado, se deben satisfacer las condiciones impuestas en la Sección 3.2
para garantizar la estabilidad asintótica del conjunto de estados de equilibrio para
el sistema controlado. Esto implica que los ingredientes terminales sean una fun-
ción de Lyapunov de control decreciente y un conjunto invariante de control para
todos los modelos vértices LTI.

Por ese motivo, se considera un regulador LQR politópico sin restricciones de
horizonte infinito como controlador local con el modelo dado en la Ec. (4.1). De
esta manera, se debe encontrar una P ≻ 0 y una ley de control u(k) = κx(k) para
el LQR que satisfagan la Ec. (3.5). Por lo tanto, de acuerdo con el Teorema 3.1,
P se determina resolviendo el siguiente problema:

mı́n
γ,L,Y

γ

s.a. Y ≻ 0 ,

⎛⎜⎜⎜⎝
Y Y AT

j +L
TBT

j Y Q1/2 LTR1/2

AjY +BjL Y 0 0
Q1/2Y 0 γI 0
R1/2L 0 0 γI

⎞⎟⎟⎟⎠
≻ 0 ,

(4.4)

para todo j ∈ Z1∶nm
. Luego, se garantiza que el costo terminal sea decreciente

para todo x ∈ X at
f y que además tenga una cota superior dada por VN(x(k0)) =

x(N)TPx(N), la cual es minimizada en ĺınea a través del problema del MPC
planteado.

Mientras que el conjunto invariante de control para seguimiento de referencia
X at

f se define empleando un sistema de lazo cerrado de estado extendido w = (x, θ)
con un ley de control dada por u = κx+Kθ1 [16, 8], aśı para un modelo LTI resulta:

w(k + 1) = [A +Bκ BK

0 I
]

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
Aw

w(k) (4.5)

donde el vector θ ∈ Rnθ es un parámetro que permite caracterizar el estado y la
entrada de equilibrio de forma compacta, K = [−κ I]M y M es una matriz de
transformación de modo que:

(xs(r)
us(r)) =Mθ.

Por lo tanto, el conjunto de estados admisibles resulta:

Wλ = {w ∈Rnx+nθ ∶ x ∈ X , u ∈ U , xs(r) ∈ λX , us(r) ∈ λU}
1Se realizó un cambio de notación respecto de lo establecido en la Sección 2.2.3 para evitar

repetición de nombres entre variables.
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donde λ ∈ (0,1] es un parámetro arbitrariamente cercano a 1. Esto se debe a que
Aw puede contener autovalores iguales a 1.

Mientras que el conjunto invariante politópico W t
f para el sistema de estado

extendido es tal que:

W
t
f = {w ∈Wλ ∶ A

k
ww ∈Wλ, k ∈ Z≥0}. (4.6)

Luego, para obtener el conjunto invariante terminal Wat
f se propone la inter-

sección de los conjuntos invariantes terminales W t
fj

(Ec. (4.6)) para cada modelo
vértice LTI. Es decir, el conjunto terminal para seguimiento de referencia viene
dado por:

W
at
f = ε

nm

⋂
j=1

W
t
fj

(4.7)

donde ε ∈ (0,1] es un parámetro de diseño, de modo de garantizar que el con-
junto Wat

f sea invariante para los nm vértices de Ω, de manera de satisfacer el
Teorema 3.2.

Por otro lado, es posible determinar un elipsoide invariante terminal para el
estado ampliado w(N), centrado en el origen, siendo el mismo:

W
at
f = {w(N) ∶ w(N)TWw(N) ≤ 1} . (4.8)

Por lo tanto, para obtener el máximo elipsoide invariante terminal Wat
f bajo

la ley de control u(k) = κx(k) +Kθ (r(k)) para todo k con entrada admisible,
o sea u(k) ∈ U , se plantea un segundo problema LMI que contempla los resulta-
dos del primer problema LMI, planteado en la Ec. (4.4). Este problema LMI de
maximización es el que se indica en el Teorema 4.1.

Teorema 4.1. Bajo las consideraciones planteadas, si se satisfacen simultánea-
mente las siguientes LMIs:

máx
Z

log det(Z)
s.a. Z ≻ 0 ,

( Z ZAT
wj

Awj
Z Z

) ≻ 0 , para todo j ∈ Z1∶nm
,

[κs Ks]Z[κs Ks]T ≤ u2smax
,

(4.9)

donde W = Z−1, s ∈ Z1∶nu
indica cada componente del vector u(k), κs son las filas

de la matriz κ = LY −1 determinada por el problema LMI presentado en la Ec. (4.4)
y Ks son las filas de la matriz K = [−κ I]M . Entonces, al obtener W , se obtiene
la región terminal Wat

f de acuerdo con la Ec. (4.8) y este elipsoide es, además,
invariante.

Demostración. Procediendo de manera similar al abordaje realizado para el Teo-
rema 3.3 y tomando en cuenta que se supone que el conjunto terminal es un
elipsoide como en la Ec. (4.8), al aplicar la realimentación de estados u(k) =
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κx(k) +Kθ (r(k)) a cualquier estado w(k) ∈ Wat
f , si Wat

f es invariante, entonces
se obtiene:

w(k + 1)TWw(k + 1) ≤ w(k)TWw(k) .
Por lo tanto, considerando el modelo dado en la Ec. (4.5) se arriba a:

w(k)T (Aw(ρ)TWAw(ρ) −W)w(k) ≤ 0 ,
lo cual implica que:

Aw(ρ)TWAw(ρ) −W ≤ 0 ,
Luego, estableciendo que W = Z−1 y pre y posmultiplicando por Z se llega a:

Z −Z Aw(ρ)TZ−1Aw(ρ) Z ≻ 0 .
Entonces al aplicar el complemento de Schur, se obtiene:

( Z Z Aw(ρ)T
Aw(ρ) Z Z

) ≻ 0 .
Por último, al considerar las condiciones dadas en la Ec. (4.3) resulta:

nm

∑
j=1

µj(ρ)( Z Z AT
wj

Awj
Z Z

) ≻ 0 ,
la cual se verifica si:

( Z Z AT
wj

Awj
Z Z

) ≻ 0 , para todo j ∈ Z1∶nm
,

asegurando que Wat
f es un elipsoide invariante.

En tanto que, la variable de control puede expresarse como u(k) = ψw(k),
donde ψ = [κ K]. De esta manera, tal como se plantea en el Teorema 3.3, se
verifica que se mantiene una entrada admisible mediante la norma máxima de
la proyección ψw(k) de cualquier estado w(k) que pertenezca a algún elipsoide

w(k)TWw(k) ≤ 1, que viene dado por
√
ψW −1ψT . Por lo tanto, reemplazando

W = Z−1, da como resultado:

ψZψT
≤ u2max . (4.10)

Finalmente, al considerar una cota para cada una de las nu componentes de
la variable de control, la s-ésima proyección ψsw(k) está limitada, en norma, por
usmax

. Es decir,

ψsZψ
T
s ≤ u

2

smax
. (4.11)
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De esta manera, los ingredientes terminales para seguimiento de referencia
pueden obtenerse resolviendo dos problemas de optimización LMIs consecutivos.
El primero de ellos (Ec. (4.4)), asegura que el costo terminal sea una función de
Lyapunov de control robusta, obteniéndose la matriz P y una realimentación κ

utilizada para calcular el conjunto invariante terminal. En tanto que el segundo
problema (Ec. (4.9)), determina el máximo elipsoide invariante terminal para se-
guimiento de referencia considerando el sistema de estado extendido, Wat

f , dentro
de este conjunto se garantiza el decrecimiento del costo terminal determinado en
el primer problema.

Por último, el conjunto invariante terminal X at
f se obtiene como la proyección

del conjunto definido en la Ec. (4.8) o el obtenido como solución del problema
dado en la Ec. (4.9), sobre el conjunto de estados del sistema:

X
at
f = ProjX (Wat

f ). (4.12)

4.2. Métodos de control predictivo basado en

modelos adaptativo para seguimiento de re-

ferencia

Tomando en cuenta los conceptos de las secciones precedentes, los métodos de
control AMPC se basan en una aproximación multi-modelo del sistema. De esta
manera, es fundamental conocer, calcular o aproximar el parámetro de ponderación
µ ∈ Rnm a lo largo del horizonte de predicción.

Por ello, en esta sección µ se considera como una variable de decisión del
problema de optimización MPC y de acuerdo a la manera en que se determina la
misma, se corresponde a diferentes formulaciones de AMPC, las cuales están en
consonancia con las metodoloǵıas presentadas en el Caṕıtulo 3.

4.2.1. AMPC en una etapa para seguimiento de referencia

En primer lugar se considera un único problema de optimización a lo largo de
un horizonte de N pasos hacia adelante, donde se utiliza un modelo de predicción
como el indicado en la Ec. (4.1) y se contemplan las restricciones f́ısicas dadas en
la Ec. (2.16) y se incorporan las restricciones de la Ec. (4.3).

El controlador se plantea siguiendo el método de MPC para seguimiento [16],
presentado en la Sección 2.2.3. Este diseño de control permite garantizar que el
controlador conduzca asintóticamente al sistema hacia una referencia de estado
estacionario xs, en una trayectoria admisible desde cualquier estado inicial factible
x0.

El enfoque incorpora una referencia artificial pa = (xa, ua) al problema de
optimización y establece los estados del sistema para seguir esta variable artificial.
Además, determina que este punto de equilibrio artificial debe estar lo más cerca
posible de la referencia de estado real xs, resultando en un dominio de atracción
ampliado [2].
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El problema de MPC se formula con una función de costo tradicional como
la presentada en la Ec. (2.28) (VN(⋅)), agregando un término de penalización de
modelos, de manera que la misma queda expresada como:

VN(x, xs;u, µ, xa, ua) = N−1

∑
k=0

∥x(k) − xa∥2Q + ∥u(k) − ua∥2R + ∥x(N) − xa∥2P
+ ∥xa − xs∥2T + ∥µ − µs∥2Qµ

(4.13)

El costo de etapa es cuadrático en x y u, con las matrices de peso, Q ∈ Rnx×nx y
R ∈ Rnu×nu , definidas positivas y una ganancia arbitraria que estabiliza el control
de retroalimentación de estados, κ ∈ Rnu×nx , aśı Aκ(ρ(k)) = A(ρ(k)) +B(ρ(k))κ
es Schur estable. Además, existe otra matriz definida positiva P ∈ Rnx×nx tal que,

Aκ(ρ(k))TPAκ(ρ(k)) − P = −(Q + κTRκ)
se mantiene para todo ρ(k) ∈ P . Por su parte, se considera el término ∥x(N)−xa∥2P
que especifica una compensación para penalizar la desviación del estado final con
el objetivo pa y otro término ∥xa − xs∥2Tx

para garantizar que la variable artificial
siga al objetivo real, xs [27]. Por último, se utiliza el término ∥µ − µs∥2Qµ

para
asegurar que el modelo de predicción converja al modelo que representa al sistema
en el punto de operación. Qµ ∈ R

nm×nm es una matriz semidefinida positiva y µs

es tal que xs = (Asxs +Bsus) con:

As =

nm

∑
j=1

µsjAj ,

Bs =

nm

∑
j=1

µsjBj ,

nm

∑
j=1

µsj = 1 ,

0 ≤µsj ≤ 1 ,

las que se incorporan como restricciones al problema de optimización.

Observación 4.1. Se debe considerar que si µ no permanece constante durante el
horizonte de predicción N , se generan una gran cantidad de variables de decisión
para el problema de optimización y, produce un alto costo computacional. Por ello,
siguiendo trabajos como [68], se considera a µ constante a lo largo del horizonte.
Debido a esta simplificación, la solución es subóptima.

Finalmente, el controlador se obtiene mediante solución del siguiente problema
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de optimización:

mı́n
u,µ

VN(x0, xs;u, µ, xa, ua)
s.a. x(k + 1) = A(ρ)x(k) +B(ρ)u(k) , k ∈ Z0∶N−1 ,

x(0) = x0
A(ρ) = nm

∑
j=1

µjAj ,

B(ρ) = nm

∑
j=1

µjBj ,

nm

∑
j=1

µj = 1 ,

0 ≤ µj ≤ 1 , ∀j ∈ Z1∶nm
,

x(k) ∈ X ∀k ∈ Z0∶N−1 ,

u(k) ∈ U ∀k ∈ Z0∶N−1 ,

x(N) ∈ X at
f ,

xa = Asxa +Bsua ,

As =

nm

∑
j=1

µsjAj ,

Bs =

nm

∑
j=1

µsjBj ,

nm

∑
j=1

µsj = 1 ,

0 ≤ µsj ≤ 1 .

(4.14)

Aśı, al considerar la estrategia de horizonte deslizante, la poĺıtica de control
está dada por:

κ(x0) = u⋆(0;x0) ,
siendo u⋆ la solución del problema Ec. (4.14), que representa la secuencia óptima
de acciones de control.

Ejemplo de aplicación

En la presente sección se analizan las propiedades del controlador mediante una
simulación numérica. Además, con el objetivo de realizar comparaciones con los
controladores presentados en las Secciones 2.2.3 y 3.3.1, se considera nuevamente
el sistema masa-resorte-amortiguador mostrado en el Apéndice D.1.

Para este ejemplo, los valores de los parámetros del modelo se corresponden con
los fijados en la Sección 3.3.1. De esta manera, se considera un politopo limitado
por dos modelos LTI que contemplan la incertidumbre máxima. En tanto que,
para la presente simulación se establece el horizonte de predicción N = 7 pasos.
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deseado xs, en una trayectoria admisible desde cualquier estado inicial factible x0.
Para ello, este enfoque utiliza una referencia artificial pa = (xa, ua) de manera
que los estados del sistema evolucionen tomando como referencia esta variable
artificial. Además, determina que este punto de equilibrio artificial debe estar lo
más cerca posible de la referencia de estado real xs, lo que asegura un dominio de
atracción ampliado.

El problema QP hacia adelante se formula con una función de costo tradicional
como la presentada en la Ec. (2.28) (VN(⋅)), considerando el valor de µ obtenido
mediante el esquema MHE (Ec. (3.16)), es decir:

VN(x, xs, µ;u, xa, ua) =N−1

∑
k=0

∥x(k) − xa∥2Q + ∥u(k) − ua∥2R
+ ∥x(N) − xa∥2P + ∥xa − xs∥2T

(4.15)

Al igual que en el caso de MPC para seguimiento utilizando sistemas LTI, el
funcional de costo considera el término ∥x(N)−xa∥2P que especifica una compensa-
ción para penalizar la desviación del estado final con el objetivo pa y otro término
de offset ∥xa − xs∥2Tx

para garantizar que la variable artificial siga al objetivo real,
xs [27]. Sin embargo, para el controlador AMPC, las matrices de peso P ∈ Rnx×nx

y T ∈ Rnx×nx son las obtenidas considerando el modelo LPV, esto es, siguiendo lo
establecido en la Sección 4.1.

Finalmente, el controlador se encuentra con la solución del siguiente problema
de optimización:

mı́n
u

VN(x0, xs, µ;u, xa, ua)
s.a. x(k + 1) = Ax(k) +Bu(k) ,∀k ∈ Z0∶N−1 ,

x(0) = x0 ,
A =

nm

∑
j=1

µjAj ,

B =
nm

∑
j=1

µjBj ,

x(k) ∈ X ,∀k ∈ Z0∶N−1 ,

u(k) ∈ U ,∀k ∈ Z0∶N−1 ,

x(N) ∈ X at
f ,

xa = Axa +Bua ,

(4.16)

donde X at
f es un conjunto invariante terminal robusto para seguimiento de re-

ferencia que contiene el origen en su interior definido como se establece en la
Sección 4.1.

Luego, al considerar una estrategia de horizonte deslizante, la poĺıtica de con-
trol para seguimiento de referencia propuesta viene dada por κ(x0) = u⋆(0;x0).
Ejemplo de aplicación

De igual manera que para el controlador AMPC para seguimiento de referencia
de una etapa y con el fin de comparar con los controladores analizados previamen-
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Realizando un análisis más detallado, en la Fig. 4.11 se presenta la evolución
temporal de las variables del sistema controlado. De este modo, en la Fig. 4.11a
se puede ver el comportamiento de los estados cuando se aplican las señales de
control (Fig. 4.11b) obtenidos por cada uno de los controladores bajo análisis. Se
destaca que si bien el controlador AMPC alcanza los puntos de operación deseados,
el cálculo de las variables de control se ve afectado por el ruido introducido en las
variables de salida del sistema como aśı también por los cambios de modelo que se
describen más abajo. En esta figura se advierte que durante los primeros 1,25 min
el sistema evoluciona hasta alcanzar el primer punto de operación, sin embargo
tanto cuando se aplica el controlador AMPC como el LTI-MPC se observa error de
estado estacionario, en tanto que el mismo se ve reducido al aplicar el controlador
MHE-MPC. Al alcanzar los 5 min se introduce un cambio en la temperatura del
fluido de proceso, se observa que cuando se aplica el AMPC la pendiente es mayor
aunque se conservan los errores indicados anteriormente. Finalmente, a los 10 min
se ingresa un cambio en la temperatura del fluido calefactor, donde se obtienen
las mismas conclusiones.

En tanto que en la Fig. 4.12a se visualiza la evolución de las variables µj ob-
tenidas por la etapa MHE del controlador MHE-MPC, encargadas de adaptar
el modelo de predicción ponderando el mismo con los modelos LTI vértices. Ini-
cialmente, donde los cambios de estados son mayores, se presentan los grandes
cambios de modelo de predicción alcanzando un modelo en las proximidades del
modelo vértice 2 hasta los 5 min. Luego, al introducirse cambios en el punto de
operación se alcanza un modelo de predicción cercano al modelo vértice 1.

Por otro lado, en Fig. 4.12b se exponen las variables de ponderación obtenidas
por el controlador AMPC de una etapa. En la misma se observa que inicialmente se
adapta el modelo hasta obtener un modelo que combina aproximadamente un 95%
del modelo 4 y un 5% del modelo vértice 2. Sin embargo, al reducir la temperatura
del fluido de proceso, la similitud de los modelos lineales produce que las variables
de ponderación modifiquen su valor sin alcanzar un modelo espećıfico, lo cual
provoca que se generen variaciones en las variables de control. Este efecto podŕıa
ser atenuado si introduce una penalización en la varianza de µ. Aśı, introduciendo
el término νTµQννµ, donde νµ es la varianza de µ y Qν = 5×10−2I, en la Ec. (4.13) y
la restricción µ(k0) = µ(k0 −1)+ νµ, donde µ(k0 −1) es el vector de pertenencia en
el tiempo de muestreo anterior, en el problema de optimización (4.14), se obtienen
las variables de control y de ponderación mostradas en las Figs. 4.13a y 4.13b,
respectivamente. Alĺı se observa una reducción notable en las fluctuaciones de las
variables presentadas.

Finalmente, en la Tabla 4.1 se resumen los ı́ndices de rendimiento de los méto-
dos empleados. Claramente el controlador MHE-MPC provee los mejores resulta-
dos en términos de IAE e ITAE evaluados en la totalidad del tiempo de simulación
y desde los 1,25 min (indicados como seguimiento) donde el sistema se establece
en la primera referencia y contempla los diferentes cambios en los puntos de opera-
ción. En tanto que el controlador LTI-MPC es el que aplica menos cambios en las
variables de control y actuadores. En caso del controlador AMPC, se destaca que
la aplicación de un único modelo a lo largo del horizonte de predicción provoca un
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Tabla 4.1: Índices de rendimiento de los métodos de control con propósito de
seguimiento de referencia en un HE.

IAE total ITAE total IAE seguimiento ITAE seguimiento TV
AMPC +40,728% +81,230% +62,653% +84,685% +126,214%

MHE-MPC 2,8592 15,5858 2,0786 15,1638 +10,879%
LTI-MPC +57,558% +126,968% +80,871% +130,761% 68,6527

Tabla 4.2: Tiempos de esfuerzo de cálculo de las estrategias de control con respecto
al tiempo de muestreo en un HE.

mı́nimo promedio máximo
AMPC 9,3012% 18,2433% 55,1253%

MHE-MPC 0,5160% 0,59671% 3,7842%
LTI-MPC 0,3263% 0,36581% 0,5755%

delo predicción permite mejorar el desempeño del sistema controlado, y la conside-
ración de los conceptos seguimiento de referencia permite que no deba modificarse
la formulación ante un cambio de referencia, incluso para sistemas no lineales.

4.3.2. Ejemplo de aplicación II - Reactor continuo de tan-

que agitado

En este ejemplo se analiza un CSTR como el estudiado en la Sección 3.4.2 y cu-
yo modelo dinámico aśı como sus parámetros, se encuentran en el Apéndice D.2.2.
Adicionalmente, se consideran el modelo politópico dado en la Tabla 3.4, el tiempo
de muestreo, las matrices de peso de las etapas MPC y MHE y las restricciones
detallados en la Sección 3.4.2. Sin embargo, el horizonte de predicción se reduce
a N = 6 pasos, se considera un estado inicial x0 = [95 l; 0,04 mol l−1; 459,3354 K]
y se fijan los puntos de operación xs1 = [105 l; 0,12 mol l−1; 433,7211 K], xs2 =[95 l; 0,12 mol l−1; 435,6120 K] y xs3 = [95 l; 0,07 mol l−1; 447,1882 K], los cuales
se aplican en intervalos de 9 min. Tal como se establece en las simulaciones pre-
vias, para el controlador denominado MHE-MPC se utilizan la misma cantidad de
pasos para el horizonte de predicción que para el de estimación. Asimismo se in-
corpora una señal de ruido blanco de medición en las variables de salida de 0,003 l,
0,001 mol l−1 y 0,01 K, respectivamente.

En la Fig. 4.15 se observan el elipsoide terminal (en color verde), el conjunto
de restricciones de estados (en color rojo) y las trayectorias de estados del sistema
controlado al aplicar cada uno de los controladores analizados, donde se observa
que las mismas evolucionan hacia los puntos de operación fijados sin reformular los
controladores. Se destaca que, tal como sucede en el caso de regulación, el amplio
rango de trabajo y las fuertes no linealidades que presenta el sistema no permiten
realizar el control por medio de un controlador LTI-MPC y por ello no se observa
la curva correspondiente.

En la Fig. 4.16 se muestra en detalle la evolución de las variables del sistema
controlado en función del tiempo. En la Fig. 4.16a se observa el comportamiento
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El costo terminal para ambas formulaciones se obtuvo siguiendo el procedi-
miento indicado en la Sección 4.1 y es equivalente al presentado en el Caṕıtulo 3.
De esta manera, mediante la resolución de un problema LMI se obtiene una única
matriz de peso que asegura que el costo terminal sea una función de Lyapunov
de control para los modelos vértices y, por convexidad, para cualquier modelo del
interior del politopo.

Por otra parte, el conjunto terminal se calculó tomando en cuenta todos los
puntos de operación posibles. Para ello, se utilizó un sistema de estado extendido
que permite caracterizar por medio de un parámetro el estado y la entrada de
equilibrio de forma compacta. Se observó que los conjuntos terminales obtenidos
para seguimiento de referencia contienen los conjuntos calculados con propósito
de regulación presentados en el Caṕıtulo 3, lo que permitió el uso de horizonte de
predicción más cortos.

Finalmente, en la Sección 4.3 se encaró el problema de control de dos operacio-
nes unitarias comunes de la industria de procesos. En este sentido, se realizaron
simulaciones numéricas de un intercambiador de calor y de un reactor continuo de
tanque agitado. En el HE, bajo las condiciones planteadas, las tres técnicas mos-
traron un rendimiento aceptable y la capacidad de realizar el control del sistema
no lineal ante los cambios de referencia introducidos. Sin embargo, la técnica de
MPC adaptativo en dos etapas mostró un desempeño superior, donde se destaca
un buen rechazo a las perturbaciones externas, introducidas como ruido blanco en
las salidas, y reducción del error de estado estable. En el caso del método de MPC
adaptativo en una etapa, se observó que diferentes modelos LTI pod́ıan reducir
el funcional costo en ante una reducción de la temperatura del fluido de proceso,
ante esta situación se planteó que introducir una penalización en la varianza de
las variables de ponderación otorga un mejor desempeño y reduce la influencia de
las perturbaciones externas. Para esta última técnica y este sistema, el esfuerzo
computacional en ĺınea resultó elevado y puede dificultar su implementación en
procesos reales.

A su vez, en la simulación del sistema CSTR, no fue posible realizar el con-
trol por medio del controlador LTI-MPC resaltando la importancia de las técnicas
adaptativas, las cuales mostraron un desempaño aceptable para el control del sis-
tema con puntos de operación cambiantes. A lo largo del análisis, se observó que la
técnica de MPC adaptativo en dos etapas mostró un mejor rechazo de las pertur-
baciones aunque al introducir la tercera referencia se produjo un error de estado
estable mayor que para la otra técnica adaptativa. Por el contrario, el método de
MPC adaptativo de una etapa mostró un pobre rechazo a perturbaciones, princi-
palmente en el segundo punto de operación fijado, pero una mejor obtención del
modelo de predicción en el intervalo de la tercera referencia que permitió reducir
el error de estado estable. En este caso, los tiempos de cálculo resultaron menores
que para el sistema HE, permitiendo su implementación en aplicaciones reales en
función de las necesidades requeridas.
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Caṕıtulo 5

Conclusiones

Este caṕıtulo contiene un resumen de las contribuciones principales de la tesis,
una discusión detallada de los resultados obtenidos y una idea de posibles ĺıneas
de investigación futuras.

5.1. Resumen y contribuciones de la tesis

En esta tesis se abordó el análisis y el diseño de controladores MPC para
sistemas no lineales, representados mediante una familia finita de modelos lineales,
sujetos a restricciones. Dada la importancia de garantizar la estabilidad del sistema
controlado, se profundizó en los conceptos de estabilidad y factibilidad de los
controladores predictivos. Para ello, la base teórica abordada se corresponde con
la teoŕıa de Lyapunov y la teoŕıa de conjuntos invariantes, empleadas a lo largo de
la tesis para verificar los requisitos de estabilidad de los controladores propuestos.

Por su parte, el marco que ofrecen las Desigualdades Matriciales Lineales (LMI)
permitió incorporar múltiples modelos en los problemas de optimización, por lo
tanto la utilización de esta herramienta ha permitido el cálculo de los ingredientes
terminales para el modelo LPV que representa al sistema.

El enfoque abordado a lo largo de la tesis posibilitó la utilización de multi-
modelos lineales para incorporar incertidumbres paramétricas y/o para contemplar
las no linealidades del sistema. Sin embargo, para su aplicación en el control se
realizó la adaptación en ĺınea del modelo permitiendo reducir el conservadurismo
de las técnicas propuestas.

En consecuencia, los temas tratados en los diferentes caṕıtulos son: en el
Caṕıtulo 1 se introdujo la temática abordada, se analizó la literatura existen-
te, y se propusieron objetivos puntuales para el trabajo de tesis. En el Caṕıtulo 2
se presentaron las definiciones propias del área, se describió brevemente la repre-
sentación de los sistemas mediante modelos LPV y se presentaron dos enfoques
diferentes para aplicar el control óptimo en sistemas dinámicos con restricciones,
el Control Predictivo basado en Modelos (MPC) y el Control Óptimo mediante
LMI.

Además, en el Caṕıtulo 3 se propuso el diseño de controladores predictivos
basado en modelos con la posibilidad de adaptar el modelo en ĺınea con fines de
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regulación. Para ello, se planteó un algoritmo de control predictivo adaptativo
en una etapa donde se obtienen simultáneamente una secuencia de modelos y
una secuencia de señales de control. Dada la naturaleza no lineal del problema
de optimización resultante y el alto costo computacional, a seguir se formuló un
algoritmo de control predictivo adaptativo en dos etapas, donde la primera etapa
se encarga de obtener el modelo que describe al sistema en función de los datos
medidos y la segunda etapa obtiene la secuencia de señales de controles empleando
el modelo lineal obtenido como modelo de predicción. Este enfoque aportó mayor
velocidad de cálculo.

En tanto que en el Caṕıtulo 4, los controladores presentados en el Caṕıtulo 3
se ampliaron para seguimiento de referencia, esto implica que los controladores
propuestos no deben ser reformulados ante cambios en los puntos de operación
que surjan durante el normal funcionamiento del sistema. Para ello, se planteó un
algoritmo de control predictivo adaptativo en una etapa que obtiene simultánea-
mente un modelo de predicción, minimizando las diferencias con el modelo que
describe al sistema en el punto de operación, y la secuencia de señales de control.
Además, se formuló un algoritmo de control predictivo adaptativo en dos etapas,
donde la etapa de control contempla un punto de operación artificial para el segui-
miento de la referencia. En el Caṕıtulo 4, se analizó y desarrolló los ingredientes
terminales para garantizar estabilidad y factibilidad del sistema de control.

Por último, cabe destacar que para cada método estudiado se expusieron los
resultados de simulaciones numéricas, permitiendo evaluar y generar discusiones
cualitativas y cuantitativas sobre su desempeño, utilizando gráficos e ı́ndices de
rendimiento.

5.2. Trabajos futuros

Las alternativas que ofrece el control predictivo basado en modelos y el gran
avance que presentó en las últimas décadas, hacen que siga siendo un área de in-
vestigación abierta e interesante con un futuro prometedor. En base a esta ĺınea de
investigación, el desarrollo y la aplicación de los métodos de control MPC adap-
tativo propuestos, tiene continuidad a través de las siguientes áreas de trabajo:

Extensión de las técnicas propuestas a estrategias de MPC económico, de
manera de incluir objetivos económicos en el diseño del controlador.

Extensión de las técnicas propuestas a estrategias de MPC robusto, si bien
se mostró que las técnicas de AMPC presentan un buen rechazo a perturba-
ciones aditivas, las mismas no se contemplaron en el procedimiento de diseño
tal como lo realizan las técnicas de MPC robusto.

Empleo funciones de Lyapunov dependiente de parámetros para el cálculo
del costo y el conjunto terminal en el procedimiento de diseño del MPC,
para obtener un mayor dominio de atracción.

Inclusión de restricciones estocásticas, para reducir el conservadurismo y
ampliar el alcance de sus aplicaciones.
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Apéndice A

Conjuntos Aplicados al Control

Un conjunto es una colección de elementos con caracteŕısticas similares consi-
derada en śı misma como un objeto. Un conjunto puede definirse por extensión,
cuando se detallan todos los elementos que forman parte del mismo, o por com-
prensión, cuando se enuncia la propiedad que caracteriza a sus elementos. Un
ejemplo de definición por compresión es A = {x ∶ x > 0}.

Un subconjunto es un conjunto que cumple con la propiedad de inclusión, se
dice que el conjunto B está contenido en A (o que B es un subconjunto de A),
B ⊆ A, si todos los elementos de B son elementos de A. Simbólicamente se expresa:
B = {x ∈ B ∶ x ∈ A}

Aśı, por ejemplo, se podŕıa definir el conjunto vecindad a un punto x̄ situado
en un conjunto Rn como Bǫ(x̄) = {x ∈ Rn ∶ ∥x − x̄∥ < ǫ}, para todo ǫ > 0.

En función del conjunto vecindad, se puede definir la frontera de un conjunto
A. Un elemento x está en la frontera (δA) del conjunto A, si Bǫ(x) contiene al
menos un punto en A y punto fuera de A para cada ǫ > 0.

De este modo, un conjunto A es cerrado si y sólo si contiene todos los puntos
de su frontera. Por el contrario, un conjunto A es abierto si y sólo si no contiene
ningún punto de su frontera. Notar que un conjunto puede no ser abierto ni cerrado
si contiene sólo algunos puntos de su frontera. Por su parte, un conjunto puede
ser abierto y cerrado, tal es el caso del conjunto vaćıo y el espacio total.

Un conjunto es acotado si está contenido en una vecindad de radio suficien-
temente grande, pero acotado. Si el conjunto es acotado y cerrado, se dice que es
compacto.

Un conjunto A se dice convexo si para todo x, y ∈ A, {λx + (1 − λ)y ∶ 0 ≤ λ ≤
1} ⊂ A.

Los politopos convexos, casco convexo o envoltura convexa de un conjunto fini-
to de puntos, también pueden representarse como la intersección de hemiespacios.
Esta intersección puede escribirse como la desigualdad matricial Ax ≤ b, donde A
es una matriz de n por m, con n el número de hemiespacios y m el número de
dimensiones del politopo, y b un vector columna de n elementos.

Los poliedros se conciben como cuerpos tridimensionales, pero hay semejantes
topológicos del concepto en cualquier dimensión. Aśı, el punto o vértice es el se-
mejante topológico del poliedro en cero dimensiones, una arista o segmento lo es
en 1 dimensión y el poĺıgono para 2 dimensiones. Todas estas formas son cono-
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cidas como politopos, por lo que podemos definir un poliedro como un politopo
tridimensional.

A.1. Operaciones con conjuntos

A continuación se definen algunas de las operaciones que se pueden llevar a
cabo con conjuntos.

Unión: Sean A ⊂ Rn y B ⊂ Rn dos conjuntos, se define la unión entre A y B,
A∪B, al conjunto cuyos elementos pertenecen a A o a B o a ambos. Simbólicamente
se expresa: A ∪ B = {x ∶ x ∈ A o x ∈ B}. En la Fig. A.1a se representa la unión de
dos conjuntos, donde en azul se observa el resultado de la operación.

Intersección: Sean A ⊂ Rn y B ⊂ Rn dos conjuntos, se define la intersección
entre A y B, A ∩ B, al conjunto cuyos elementos pertenecen a A y a B. Simbóli-
camente se expresa: A ∩ B = {x ∶ x ∈ A y x ∈ B}. En la Fig. A.1b se representa la
intersección de dos conjuntos, donde en azul se observa el resultado de la opera-
ción. Se destaca que la intersección de conjuntos convexos determina un conjunto
convexo.

Suma de Minkowski: Sean A ⊂ Rn y B ⊂ Rn dos conjuntos, se define la suma
de Minkowski entre A y B, A ⊕ B, como A ⊕ B = {(a + b) ∶ a ∈ A y b ∈ B}. En la
Fig. A.1c se representa la suma de Minkowski de dos conjuntos, donde en azul se
observa el resultado de la operación.

Diferencia de Pontryagin o Conjunto Erosión: Sean A ⊂ Rn y B ⊂ Rn

dos conjuntos, se define la diferencia de Pontryagin entre A y B, A ⊖ B, como
A ⊖ B = {a ∶ (a + b) ∈ A,∀b ∈ B}. En la Fig. A.1d se representa la diferencia de
Pontryagin de dos conjuntos, donde en azul se observa el resultado de la operación.

Escalado de conjuntos: Sea A ⊂ Rn un conjunto y sea λ ∈ R un escalar, se
define el escalado del conjunto A, λA, como λA = {λa ∶ a ∈ A}. En la Fig. A.1e se
representa el escalado de un conjunto, donde en azul se observa el resultado de la
operación.

Proyección de un conjunto: Sea A ⊂ Rna+nb un conjunto, se define la pro-
yección de A sobre un subespacio Xa ⊆ R

na, ProjXa
(A), como ProjXa

(A) = {a ∈
Xa ∶ ∃b ∈ Xb ⊂ R

nb ∶ (a, b) ∈ A}. En la Fig. A.1f se representa la proyección de
un conjunto sobre el eje horizontal, donde en azul se observa el resultado de la
operación.

A.2. Conjuntos aplicados al control

Para un sistema que presente restricciones en sus estados, entradas, velocidad
de variación de entrada y/o salidas, se puede considerar que estas variables se
encuentran dentro de un politopo como los definidos en esta tesis. Por ejemplo,
x ∈ X ⊆ Rnx y u ∈ U ⊆ Rnu .

Considerando un sistema dinámico descripto o aproximado por:

ẋ(t) = f(x(t))
y(t) = g(x(t)), (A.1)
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(a) Unión de conjuntos. (b) Intersección de conjuntos.

(c) Suma de Minkowski. (d) Diferencia de Pontryagin.

(e) Escalado de conjuntos. (f) Proyección de conjuntos.

Figura A.1: Operaciones con conjuntos.
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un conjunto A ⊆ Rnx se dice invariante positivo para el sistema (A.1), si para todo
x(0) ∈ A la solución x(t) ∈ A para t > 0. Si x(0) ∈ A implica que x(t) ∈ A para
todo t ∈ R≥0, luego A es invariante [69].

De la misma manera, se puede considerar un sistema dinámico discreto dado
por:

x(k + 1) = fd(x(k))
y(k) = gd(x(k)). (A.2)

Un conjunto B ⊆ Rnx se dice invariante positivo para el sistema (A.2) si para
todo x(0) ∈ B la solución x(k) ∈ B para k > 0. Si x(0) ∈ B implica que x(k) ∈ B
para todo k ∈ Z≥0, luego B es invariante.

Considerando un sistema discreto, el conjunto invariante tiene la propiedad
que BN−1 ⊆ BN , donde N es el número de pasos, y por lo tanto BN es un conjunto
invariante positivo del sistema. Esta propiedad se muestra en la Fig. A.2.

(a) Conjunto Invariante. (b) Conjunto No Invariante.

Figura A.2: Inclusión de conjuntos.

Aśı, se puede pensar a un punto de equilibrio (o conjunto de equilibrios) del
sistema dinámico como un conjunto invariante positivo para el sistema. De esta
forma, un conjunto invariante es una generalización de un punto de equilibrio.

Si se considera un sistema dinámico perturbado descripto o aproximado por:

ẋ(t) = f(x(t), w(t))
y(t) = g(x(t)) (A.3)

Un conjunto A ⊆ Rnx se dice invariante positivo robusto para el sistema (A.3)
si para todo x(0) ∈ A y para todo w(t) ∈W , la solución x(t) ∈ A para t > 0 [69].

Si se considera un sistema dinámico controlado descripto o aproximado por:

ẋ(t) = f(x(t), u(t))
y(t) = g(x(t)) (A.4)
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Un conjunto A ⊆ Rnx se dice invariante de control para el sistema (A.4) si existe
una ley de control admisible que asegura la existencia y unicidad de la solución y
es tal que A es un invariante positivo para el sistema de lazo cerrado [69].

Al igual que para el sistema dinámico autónomo, el conjunto de equilibrios
de control dado por x = f(x, u), para alguna u ∈ U , puede entenderse como un
conjunto invariante de control.

Un conjunto invariante B ⊆ X será además contractivo si para x ∈ B implica
que f(x) ∈ λB para algún λ ∈ [0,1). Un conjunto se dice λ-invariante de control
(contractivo) si para x ∈ B implica que fd(x, u) ∈ λB para para alguna u ∈ U y para
algún λ ∈ [0,1).

El conjunto a un paso del conjunto B, Q(B), es el conjunto de estados x para
los cuales existe una acción de control admisible u ∈ U tal que el sistema alcanza
el conjunto B en un solo paso fd(x, u) ∈ B. Simbólicamente, Q(B) = {x ∈ X ∶ ∃u ∈
U tal que fd(x, u) ∈ B}. El opuesto al conjunto a un paso es el conjunto de alcance.

El conjunto controlable en i pasos Ci(X ,B) es el conjunto de estados para los
cuales existe una secuencia de acciones de control admisibles tal que conduce el
sistema hasta el conjunto B ⊆ X en i pasos con una trayectoria admisible. Simbóli-
camente, Ci(X ,B) = {x(0) ∈ X ∶ para todo k = 0, . . . , i−1,∃u(k) ∈ U tal que x(k) ∈
X ,y x(i) ∈ B }.

El cálculo de la secuencia se puede obtener haciendo Ci+1(X ,B) = Q(Ci(X ,B))∩
X , con C0(X ,B) = B.

En oposición a los conjuntos controlables, están los conjuntos alcanzables.
El conjunto alcanzable en i pasos Ai(B) es el conjunto de estados a los cuales

puede evolucionar el sistema partiendo de B ⊆ X , ante una secuencia de actuaciones
admisibles en i pasos. Simbólicamente, Ai(B) = {z ∈ Rnx ∶ para todo k = 0, . . . , i −
1,∃u(k) ∈ U tal que x(i) = z}.

El conjunto admisible en i pasos Adi(X ) es el conjunto de estados para los cua-
les existe una secuencia de actuaciones admisibles tal que la evolución del sistema
permanece en el conjunto X durante los i instantes siguientes. Simbólicamente,
Adi(X ) = {x(0) ∈ X ∶ para todo k = 0, . . . , i − 1,∃u(k) ∈ U tal que x(k + 1) ∈ X }.

Cuando i→∞, si Ad∞(X ) es el máximo invariante de control contenido en X ,
entonces los conjuntos Ad∞(X ) y C∞(X ,B) tienden a ser iguales.

A.2.1. Cálculo de un conjunto invariante con modelo LTI

Los conjuntos invariantes presentan un rol fundamental en las condiciones de
estabilidad y, mientras mayor sean éstos, permiten ampliar los conjuntos alcanza-
bles si se mantiene constante el horizonte de predicción. Por ello, en esta sección
se presenta un algoritmo para hallar el máximo conjunto invariante de regulación
basado en un modelo LTI con restricciones tanto en las variables de estados como
en las variables de control o manipuladas.

En este sentido, se considera un modelo descripto por:

x(k + 1) = Ax(k) +Bu(k)
y(k) = Cx(k) +Du(k)
x(0) = x0

(A.5)
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donde las matrices A ∈ Rnx×nx , B ∈ Rnx×nu , C ∈ Rny×nx yD ∈ Rny×nu son constantes,
x(k) ∈ Rnx , u(k) ∈ Rnu e y(k) ∈ Rny son las variables de estado, de control y de
salida del sistema, respectivamente, en el instante actual y x(k + 1) ∈ Rnx es la
variable de estado del sistema en el instante siguiente, es decir, luego de un peŕıodo
de muestreo.

Tanto los estados y la variable de control se encuentran restringidos mediante:

x(k) ∈ X ,

u(k) ∈ U , (A.6)

siendo éstos subconjuntos convexos y compactos de Rnx y Rnu , respectivamente,
que contienen el origen en su interior.

En función de lo expresado en este apéndice, los politopos convexos de la
Ec. (A.6) pueden escribirse como una desigualdad matricial, es decir:

Axx(k) ≤ bx ,
Auu(k) ≤ bu . (A.7)

Se contemplan además ingredientes terminales como los que surgen de aplicar
un LQR como control local. De esta manera, se obtiene una matriz de ganancias
de realimentación:

κf = (BTPB +R)−1BTPA , (A.8)

que determina una matriz de lazo cerrado Aκf
= A − Bκf , considerando u(k) =

−κfx(k). P surge de la solución a la ecuación algebraica de Riccati en tiempo
discreto.

Luego, la Ec. (A.7) queda expresada en términos de los estados:

[ Ax

Auκf
]

´¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¶
AZ

x ≤ [bx
bu
]

±
bZ

. (A.9)

Con los conceptos introducidos, es posible presentar el algoritmo correspon-
diente para obtener el máximo conjunto invariante terminal:

Algoritmo A.2.1.

1. Definir el conjunto de restricciones (Ec. (A.9)).

2. Inicializar i = 1.

3. Almacenar el conjunto de restricciones como Oi.

4. Generar el conjunto AZAi
κf
x ≤ bZ.

5. Realizar la intersección con Oi, para obtener el conjunto Oi+1.

6. Verificar si Oi ⊆ Oi+1. Si se cumple la condición, Oi+1 es el máximo conjunto
invariante y finaliza el algoritmo. Si no se verifica, se incrementa i, se asigna
Oi = Oi+1 y se retorna al paso 4.



Apéndice B

Desigualdades Matriciales

Lineales

Una LMI, tal como su nombre lo indica, es una desigualdad en la que las varia-
bles son matrices. Las LMIs determinan regiones convexas, por ejemplo, elipsoides
o politopos (como se plantea en Apéndice A), que en los problemas de control se
traducen en restricciones convexas [70]. Diferentes aspectos del controlador pue-
den expresarse mediante LMIs, entre los que pueden destacarse restricciones en
las variables, ubicación de polos e incluso condiciones para la estabilidad.

B.1. Estabilidad de sistemas lineales

Aleksandr Lyapunov mediante su tesis doctoral introdujo lo que usualmente
llamamos teoŕıa de la estabilidad de Lyapunov [29, 71]. Donde se establece que un
sistema autónomo lineal (sólo depende del estado inicial y no se puede modificar
externamente la evolución):

ẋ(t) = Ax(t) (B.1)

es asintóticamente estable, si y sólo si, existe una matriz definida positiva (P ≻ 0)
tal que:

ATP + PA < 0 , (B.2)

lo que se denomina desigualdad de Lyapunov en P , que constituye una LMI, la
cual puede resolverse expĺıcitamente. Aśı, es posible elegir una Q = QT

≻ 0 y luego
resolver la ecuación lineal ATP +PA = −Q para la matriz P , que está garantizada
como definida positiva si el sistema (B.1) es estable. En resumen, la primer LMI
utilizada para analizar la estabilidad de un sistema dinámico fue la desigualdad
de Lyapunov (B.2), que se resuelve anaĺıticamente a través de un conjunto de
ecuaciones lineales.

Por su parte, si se considera un sistema de control lineal (se puede aplicar una
acción externa arbitraria que modifica la evolución del sistema):

ẋ(t) = Ax(t) +Bu(t) (B.3)
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el cual se pretende controlar mediante un controlador óptimo. La construcción del
controlador puede calcularse mediante la desigualdad de Riccati:

ATP + PA + PBR−1BTP +Q < 0 , (B.4)

donde Q, una matriz simétrica fija semidefinida positiva, y R, una matriz simétri-
ca fija definida positiva, constituyen los parámetros del controlador. Si bien la
Ec. (B.4) garantiza la estabilidad, no constituye una LMI debido a que es cuadráti-
ca en P . Sin embargo, esta desigualdad puede transformarse en una LMI mediante
el complemento de Schur.

B.2. Complemento de Schur

La definición de “Complemento de Schur” fue introducida por Haynsworth [72]
y está basada en la fórmula planteada por Issai Schur. Dicha definición establece
que para una matriz A, conformada por submatrices, de la forma:

A = (B C

D E
) ,

el complemento de Schur de E en A es B −CE−1D.
La desigualdad de Riccatti indicada en Ec. (B.4), puede escribirse:

−Q −ATP − PA − PBR−1BTP > 0 ,

la cual mediante la aplicación del complemento de Schur puede expresarse como

(−Q −ATP − PA PB

BTP R
) > 0 . (B.5)

Notar que la Ec. (B.5) es una desigualdad matricial lineal en P , por lo que es
una LMI y puede utilizarse como una restricción convexa en problemas de control.



Apéndice C

Linealización Jacobiana

Parametrizada

Un proceso no lineal arbitrario puede modelarse a través de la siguiente repre-
sentación general en espacio de estados:

ẋ(t) = f(x(t), u(t))
y(t) = g(x(t), u(t))
x(0) = x0

(C.1)

donde x(t) ∈ Rnx , u(t) ∈ Rnu , y(t) ∈ Rny son los vectores de estados, entradas y
salidas, respectivamente. Además, x0 es el vector de estados iniciales del sistema.

Entonces, si las funciones no lineales f(x(t), u(t)) y g(x(t), u(t)) son continua-
mente diferenciables con respecto a x y u, el modelo puede linealizarse siguiendo
la técnica de Linealización Jacobiana Parametrizada (PJL). Esta técnica se utiliza
para crear un sistema LPV compuesto por una familia de modelos lineales de la
planta y es una de las más utilizadas para la obtención de modelos LPV [73, 74].

El método PJL está basado en la expansión de la serie Taylor (Ec. (C.2)) de
primer orden, es decir n = 0, 1, en torno a un punto a:

f(x) = ∞

∑
n=0

f (n)(a)
n!

(x − a)n con n ∈ Z (C.2)

De esta manera, es posible aproximar el comportamiento dinámico del sistema
(C.1) en diferentes puntos de operación (x̄j, ūj) a través de una familia de modelos
LTI (ver Apéndice C.1):

ẋ(t) = Ajx(t) +Bju(t) +∆xj
y(t) = Cjx(t) +Dju(t) +∆yj (C.3)

donde Aj, Bj, Cj, Dj, ∆xj y ∆yj son matrices constantes de dimensiones apro-
piadas. Al hacerlo, es posible incorporar la dinámica del sistema (C.1) dentro de
un politopo convexo de nm vértices (modelos LTI), con una dependencia af́ın a un
parámetro de ajuste ρ [75].

[A(ρ(t)),B(ρ(t)), C(ρ(t)),D(ρ(t))] ∈ Ω, (C.4)

127
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donde Ω es un politopo que representa la Ec. (C.1) con modelos LTI en sus nm

vértices, el cual es representado como:

Ω = Co{[A1,B1, C1,D1], [A2,B2, C2,D2], . . . , [Anm
,Bnm

, Cnm
,Dnm

]} , (C.5)

donde Co{⋅} denota un casco convexo y [Aj,Bj, Cj,Dj] son las matrices de cada
modelo LTI en los vértices del casco.

En base a la interpolación de los modelos LTI obtenidos, es posible construir
una representación de la planta no lineal, no solo sobre el conjunto de puntos de
linealización, sino también sobre aquellos contenidos en el interior de Ω:

A(ρ(t)) = nm

∑
j=1

µj(ρ(t))Aj , B(ρ(t)) = nm

∑
j=1

µj(ρ(t))Bj ,

C(ρ(t)) = nm

∑
j=1

µj(ρ(t))Cj y D(ρ(t)) = nm

∑
j=1

µj(ρ(t))Dj ,

(C.6)

donde se debe cumplir que:

nm

∑
j=1

µj(ρ(t)) = 1 y 0 ≤ µj(ρ(t)) ≤ 1 , j ∈ Z1∶nm
. (C.7)

En las Ecs. (C.6) y (C.7), µ es un vector de nm componentes, donde cada µj

representa el peso o pertenencia del modelo vértice j con el modelo que representa
la planta no lineal.

Aśı, cada vértice se corresponde a un modelo LTI, mientras que el modelo
LPV es una combinación de estos nm modelos. El número de modelos vértices
viene dado por nm = n

np

l , donde np representa el número de parámetros de ajuste
y nl el número de puntos de linealización por parámetro.

C.1. Obtención de modelos lineales

En base a la expansión en Series de Taylor de primer orden, y siendo (x̄, ū) el
punto donde se desea linealizar el modelo presentado en la Ec. (C.1). Entonces,
las matrices A ∈ Rnx×nx , B ∈ Rnx×nu , C ∈ Rny×nx y D ∈ Rny×nu están dadas por:

A =
∂f(x(t), u(t))

∂x
∣(x̄,ū), B =

∂f(x(t), u(t))
∂u

∣(x̄,ū),
C =

∂g(x(t), u(t))
∂x

∣(x̄,ū), D =
∂g(x(t), u(t))

∂u
∣(x̄,ū).

Resultando en el modelo lineal af́ın:

ẋ(t) = Ax(t) +Bu(t) +∆x
y(t) = Cx(t) +Du(t) +∆y

donde ∆x = f(x̄, ū)− (Ax̄+Bū) y ∆y = g(x̄, ū)− (Cx̄+Dū). Es de destacar que si
el punto de interés (x̄, ū) se corresponde con un equilibrio, el sistema resultante
es lineal, esto es, ∆x = 0 y ∆y = 0.
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F (t) es una fuerza externa que se aplica al sistema (entrada manipulada
u(t)).

La acción del resorte y el amortiguamiento hace que aparezcan fuerzas propor-
cionales al desplazamiento, kx(t), y a la velocidad, bẋ(t), respectivamente.

La ecuación anterior puede ser escrita como:

ẍ(t) = 1

m
F (t) − b

m
ẋ(t) − k

m
x(t)

Definiendo el vector de estados x como [x ẋ]T , se tiene la siguiente ecuación
de estado:

ẋ(t) = [ 0 1
−

k
m
−

b
m

]x(t) + [ 01
m

]u(t) (D.1)

De esta manera quedan definidas las matrices del modelo lineal (Ec. (D.2)) que
describe al sistema, en función de los parámetros m, b y k, los cuales se analizan
y valorizan a lo largo de las simulaciones correspondientes.

A = [ 0 1
−

k
m
−

b
m

] , B = [ 01
m

] ,
C = [1 0

0 1
] , D = [0

0
] .

(D.2)

D.2. Operaciones unitarias

En la industria de procesos, una operación unitaria es un equipo o unidad
básica de proceso. Una planta t́ıpica de la industria de procesos frecuentemente
incluye los siguientes elementos:

Intercambiador de Calor

Reactor Continuo de Tanque Agitado

Separador

Columna de Destilación

Tanque

En la presente tesis se plantea únicamente el análisis y control de dos de las
unidades planteadas, el intercambiador de calor y el reactor continuo de tanque
agitado, los cuales se detallan se detallan a continuación.
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No existe reacción qúımica (r = 0).

Los cambio de enerǵıa potencial son despreciables.

En base a estas suposiciones y teniendo en cuenta el modelo no lineal del
proceso de un intercambiador de calor, presentado por Adam [5], las ecuaciones
de balance que describen la dinámica son:

dθ1s(t)
dt

=
q1ρ1Cp1(θ1e − θ1s(t)) −Ah1(θ1s(t) − θp(t))

ρ1Cp1V1

dθ2s(t)
dt

=
q2ρ2Cp2(θ2e − θ2s(t)) +Ah2(θp(t) − θ2s(t))

ρ2Cp2V2

dθp(t)
dt

=
Ah1(θ1s(t) − θp(t)) −Ah2(θp(t) − θ2s(t))

ρpCppVp

(D.3)

donde θ1s (temperatura de salida del fluido 1), θ2s (temperatura de salida del fluido
2) y θp (temperatura de la pared) se corresponden con los estados del sistema, y q1
(caudal del fluido de proceso) y q2 (caudal del fluido calefactor) son las variables
de control.

Los parámetros f́ısicos y operativos correspondientes se encuentran resumidos
en la Tabla D.1.

Tabla D.1: Parámetros del modelo de un intercambiador de calor.

Parámetro Descripción Valor

ρ1 Densidad del fluido 1 1 kg l−1

ρ2 Densidad del fluido 2 1 kg l−1

ρp Densidad de la pared 7,874 kg l−1

Cp1 Calor espećıfico del fluido 1 1000 cal kg−1K−1

Cp2 Calor espećıfico del fluido 2 1000 cal kg−1K−1

Cpp Calor espećıfico de la pared 1075,53 cal kg−1K−1

A Área de intercambio 0,881m2

h1 Transferencia de calor 1 32 374 calmin−1K−1m−2

h2 Transferencia de calor 2 14 716,6667 calmin−1K−1m−2

V1 Volumen de tubos 16 l
V2 Volumen de carcasa 2,11 l
Vp Volumen de pared 1,19 l
θ1e Temperatura entrada 1 450K
θ2e Temperatura entrada 2 900K

Siguiendo el enfoque de esta tesis, mediante la aplicación de la técnica de PJL
(ver Apéndice C), es posible reescribir el sistema (D.3) como un modelo LTI en
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La transferencia de calor del tanque de reacción a la chaqueta es ideal, lo
que indica que los efectos energéticos que ocurren entre la pared del tanque
y la chaqueta se suponen despreciables.

La resistencia al ĺıquido a la salida del tanque no es despreciable, por tanto el
volumen del ĺıquido en el reactor no puede ser considerado constante frente
a cambios en el caudal de entrada (qe).

La sección transversal (A) del tanque de reacción es constante y por tanto
se puede asumir que V = Ah.

En base a estas suposiciones, las ecuaciones de balance que describen la dinámi-
ca son:

dV (t)
dt

= qe − qs(t)
dCA(t)
dt

=
qe

V (t)(CAe −CA(t)) − k0e −E
RT (t)CA(t)

dT (t)
dt
=

qe

V (t)(Te − T (t)) − k1e
−E

RT (t)CA(t) + qc(t)
V (t)k2(1 − e

−k3
qc(t) )(Tce − T (t))

(D.5)

donde:

k1 =
∆Hk0
ρCp

, k2 =
ρCpc

ρcCp

, k3 =
hA

ρcCpc

.

En este modelo, V (volumen de reacción), CA (concentración del reactivo A) y
T (temperatura de reacción) son los estados del sistema, mientras que qs (caudal
de proceso) y qc (caudal refrigerante) son las variables de control. Por su parte,
es importante destacar que las variables CA y T tienen una fuerte relación de
dependencia y al controlar una de ellas puede controlarse de forma indirecta la
variable restante, usualmente CA es controlada indirectamente por medio de T .

Los parámetros f́ısicos y operativos del modelo se encuentran detallados en la
Tabla D.2.

Tabla D.2: Parámetros del modelo de un reactor continuo de tanque agitado.

Parámetro Descripción Valor

qe Caudal de entrada 100 lmin−1

Te Temperatura de entrada 350K
CAe Concentración de entrada 1mol l−1

Tce Temperatura del refrigerante 350K
E/R Enerǵıa de activación 1 × 104K
∆H Calor de reacción −2 × 105 calmol−1

Cp, Cpc Calor espećıfico de los ĺıquidos 1 cal g−1K−1

ρ, ρc Densidad de los ĺıquidos 1 × 103 g l−1

hA Coeficiente de transferencia de calor 7 × 105 calmin−1K−1

k0 Constante de velocidad de reacción 7,2 × 1010 lmin−1
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Siguiendo el enfoque de esta tesis, mediante la aplicación de la técnica de PJL
(ver Apéndice C), es posible reescribir el sistema (D.5) como un modelo LTI en
torno al j-ésimo punto de operación xj = {Vj, CAj

, Tj},

Aj =

⎡⎢⎢⎢⎢⎢⎢⎢⎢⎣

0 0 0

qe(CAj
−CAe)

V 2

j

−
qe
Vj
− k0e

−E
RTj −

ECAj
k0e

−E
RTj

RT 2

j

A31 −k1e
−E
RTj A33

⎤⎥⎥⎥⎥⎥⎥⎥⎥⎦
,

Bj =

⎡⎢⎢⎢⎢⎢⎣
−1 0
0 0
0 B32

⎤⎥⎥⎥⎥⎥⎦
, Cj =

⎡⎢⎢⎢⎢⎢⎣
1 0 0
0 1 0
0 0 1

⎤⎥⎥⎥⎥⎥⎦
, Dj =

⎡⎢⎢⎢⎢⎢⎣
0 0
0 0
0 0

⎤⎥⎥⎥⎥⎥⎦
.

(D.6)

donde:

A31 =
qe(Tj − Te)

V 2

j

−
k2qcj(e−k3qcj − 1)(Tj − Tce)

V 2

j

A33 =

k2qcj(e−k3qcj − 1)
Vj

−
qe

Vj
−
ECAj

k1e
−E
RTj

RT 2

j

B32 =

k2(Tj − Tce)(e−k3qcj − 1)
Vj

+
k2k3(Tj − Tce)e−k3qcj

Vj
.
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[36] Alejandro H. González. ✭✭Control Predictivo de Procesos Industriales con
Restricciones. Análisis de Estabilidad y Robustez✮✮. Tesis doct. Facultad de
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