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en los cuales parećıa que no pod́ıa cumplir el objetivo, siempre estuvo a mi lado

para apoyarme y alentarme, y si no fuera por ella esta tesis no seŕıa una realidad.

3



Agradecimientos 4

Gracias a todos.
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6.5.1. Selección de caracteŕısticas mediante eliminación recursiva
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sentan patrones formados utilizando diferente cantidad de prome-

diaciones (1 a 5). . . . . . . . . . . . . . . . . . . . . . . . . . . . 85

5.19. Resultados obtenidos con distintas combinaciones de estrategias

de ensambles. Vot S: votación simple, Vot P: votación ponderada,

Reg P; regla del producto, Reg S: regla de la suma, Reg SP: regla

de suma ponderada, Reg Ma: regla de máximo, Reg Mi: regla del

mı́nimo, Reg Me: regla de mediana. . . . . . . . . . . . . . . . . . 86

6.1. Resumen de los experimentos realizados: x son los patrones tem-

porales, a son los patrones DDWT o WPT, aK son los patrones

DDWT con suavizado, aL y xM son los patrones resultantes de la
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de la población. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 100
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Resumen

Las v́ıas naturales de comunicación del cerebro con el exterior eventualmente

pueden resultar dañadas de manera irreversible como secuela de accidentes o

enfermedades, la consecuencia de esto es la disminución de la capacidad de una

persona para comunicarse con el exterior y controlar su entorno.

Actualmente existen dispositivos que posibilitan restituir artificialmente las

funciones de las v́ıas de comunicación dañadas y de esta manera permitir a una

persona enviar mensajes y comandos a una computadora y desde ésta conectarse

o interactuar con el mundo exterior, estos dispositivos se denominan interfaces

cerebro computadoras (ICC).

Uno de los paradigmas o modelos mas utilizados para implementar una inter-

faz cerebro computadora es el basado en electroencefalograma, dentro del cual se

encuentran las basadas en potenciales evocados relacionados a eventos (ERP, del

inglés Event Related Potentials).

Este paradigma, también llamado paradigma P300, consiste en utilizar una

matriz de caracteres alfanuméricos arreglados en filas y columnas que se van ilu-

minando aleatoriamente; de manera sincronizada con el inicio de las iluminaciones

se registra en el cuero cabelludo la actividad eléctrica conformada por la señal de

electroencefalograma y la de ERP. Esta última se encuentra presente solo si se

ilumina la fila o la columna en la que está el caracter al cual se le está prestando

atención, por lo que el problema principal a resolver es la detección de la señal de

ERP y de esta manera identificar que caracter es al que está prestando atención

la persona y aśı lograr la comunicación.

Esto en si mismo representa un problema de clasificación de 2 clases (registros

de EEG sin ERP y registos de EEG con ERP), que tiene el inconveniente de que

la señal de ERP posee una amplitud mucho menor que la señal de electroencefa-

lograma y en consecuencia una pobre relación señal a ruido.

Habitualmente se utilizan técnicas para mejorar la relación señal a ruido que
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necesitan sucesivas estimulaciones y por lo tanto insumen tiempo, lo que repre-

senta una desventaja a la hora de utilizar una ICC debido a que es deseable poder

transmitir la mayor cantidad de información por unidad de tiempo para permitir

una comunicación mas fluida de la persona con el entorno. Por este motivo se tra-

bajará con registros únicos, o single trial, lo cual dificulta aún mas el problema

de detección del ERP.

El objetivo de esta tesis es el desarrollo, evaluación y selección de una meto-

doloǵıa de descomposición óptima de señales para favorecer la detección de poten-

ciales evocados relacionados con eventos, en registros de single trial, utilizando la

menor cantidad de dimensiones de la señal.

Para esto se propone buscar una representación alternativa de la señal de

electroencefalograma de manera de resaltar las caracteŕısticas significantes de

la señal de ERP y de esta manera mejorar su detección y consecuentemente el

desempeño de la ICC. En el contexto de espacios de señales, una señal discreta

impĺıcitamente está representada en una base canónica, por lo que mediante un

cambio de base apropiado es posible resaltar las caracteŕısticas deseables de la

señal de ERP.

Mas allá que el cambio de base produzca una mejora en el desempeño de la

ICC, es posible que no todas las caracteŕısticas aporten a la potencia de discri-

minación de señales con ERP y sin ERP. Esto permite pensar en disminuir la

dimensión de la señal manteniendo, o inclusive mejorando, el desempeño y a la

vez propiciar su implementación en hardware.

Se probaron distintas estrategias combinando representación mediante bases

ortogonales derivadas de la Transformada Wavelet Diádica Discreta (DDWT)

y de la Transformada Wavelet Packet (WPT), métodos de mejoramiento de la

relación señal a ruido en el dominio Wavelet y estrategias de reducción de dimen-

sionalidad basadas en algoritmos selección de caracteŕısticas utilizando algoritmos

genéticos y eliminación recursiva.

Se utilizó una base de datos con registros de 18 sujetos saludables, como

clasificador un discriminante lineal de Fisher y como ı́ndices de desempeño la

tasa de aciertos, sensibilidad, especificidad y cantidad de caracteŕısticas. Como

referencia para comparar el desempeño de las estrategias propuestas se tomaron

los ı́ndices de desempeño correspondientes a los registros temporales disponibles

en la base de datos.

Los resultados obtenidos indican que el mejor desempeño en la detección de
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ERP se logra representado la señal en una base ortogonal generada a partir de

la WPT utilizando el algoritmo Local Discriminant Basis (LDB) logrando una

tasa de aciertos del 78,5%, lo que representa una mejora de aproximadamente

12,9% con respecto a los ı́ndices de referencia. Con la mayoŕıa de las estrategias

se obtuvieron ı́ndices de desempeños superiores al 70%, lo cual es adecuado para

lograr una comunicación con una ICC, inclusive aquellas que combinaban solo

señales temporales y algoritmos de reducción de dimensionalidad, lo cual los hace

atractivos para implementación en hardware de una interfaz cerebro computado-

ra.

A futuro se propone evaluar estrategias de selección de canales de registros

para disminuir aún mas la dimensionalidad, otros clasificadores y estrategias de

combinación mediante ensambles, y sobre todo representaciones de la señal ba-

sadas en bases no ortogonales.



Abstract

The natural pathways of communication between the brain and the outside

world may eventually be damaged irreversibly in the aftermath of accidents or

illness, thereby reducing the ability of a person to communicate and control their

environment. Brain Computer Intrerfaces (BCIs) are devices that attempt to

artificially restore functions to damaged communication pathways and thus allow

a person to send messages and commands to a computer and from there to connect

or interact with the outside world.

One of the most used paradigms to implement a BCI is based on recording

and analyzing the electroencephalogram (EEG), within which are those based on

event-related evoked potentials (ERP). This paradigm, also called P300 paradigm,

uses an array of alphanumeric characters arranged in rows and columns that

are illuminated randomly, while the EEG is recorded synchronously with the

illumination onset. The subject is then asked to pay attention to the row or

column in which the next character or command they want to communicate is

present. In this context, an ERP is present on the EEG only if the attended row

or column is illuminated. Thus, the main problem to be solved is the ERP signal

detection in order to identify which character or command the person is trying

to communicate. This in itself represents a 2-class classification problem (EEG

recordings without ERP and EEG recordings with ERP), which is challenging

because the ERP signal has much smaller amplitude than the EEG it is immersed

in, resulting in a poor signal to noise ratio.

The techniques that are used to improve the signal to noise ratio require a

large number of repetitions or trials and therefore are time-consuming. This is

a disadvantage when using a BCI because it is desirable to transmit as much

information per time unit as possible to allow faster and better communication

of the person with the environment. For this reason, the present work is mainly

based on the analysis of unique records or single trials, which complicate the ERP

18
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problem detection.

The aim of this thesis is to develop, evaluate and select a methodology for opti-

mal signal decomposition to improve the detection of ERPs in single trial records,

using the smallest possible signal dimension. To this end, an alternative EEG sig-

nal representation is proposed in order to highlight the significant features of the

ERP signal and thus improve their detection and consequently the performance

of the BCI. In the context of signal spaces, a discrete signal implicitly is displa-

yed in a canonical basis, and by changing to an appropriate base is possible to

highlight the desirable characteristics of the ERP signal.

Even though changing the base may result in an improvement in the perfor-

mance of the BCI, it is possible that not all features in the new base contribute

to the discriminative power of signals with and without ERP. This implies that

reducing the dimension of the base might maintain or even improve the perfor-

mance of the BCI and simultaneously facilitate their implementation in hardware

signal.

In this work, a database with records of 18 healthy subjects was used to

test different representation strategies based on orthogonal bases derived of dis-

crete dyadic wavelet transform (DDWT) and wavelet packet transform (WPT).

Furthermore, several methods to improve the signal to noise ratio in the wavelet

domain were evaluated and a number of strategies for dimensionality reduction

based on feature selection algorithms using genetic algorithms and recursive fea-

tures elimination were tested as well. Fisher’s linear discriminant analysis was

chosen as classifier, and sensitivity, specificity, correct hit rate and number of

features used were considered as performance indexes. Classification performance

rates for unprocessed single trials in the time domain were used as a reference for

comparison.

Results showed that the best performance in detecting ERP was achieved by

representing the EEG signal on an orthogonal basis from the WPT algorithm

using local discriminant basis (LDB) achieving a success rate of 78.5%, which

was an improvement of about 12.9% compared to the reference indexes. Furt-

hermore, most of the strategies resulted in performance indexes over 70%, which

is suitable to achieve communication with the BCI, including those that com-

bined only single trial signals in the time domain and dimensionality reduction

algorithms, which makes them attractive for implementation in hardware BCI.

Future work intends to evaluate channel selection to further reduce the dimensio-
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nality, alternative classifiers and combination strategies through assemblies, and

especially representations of the signal based on non-orthogonal bases.



Introducción

Las v́ıas naturales de comunicación del cerebro con el exterior, tales como ner-

vios periféricos y músculos, eventualmente pueden resultar dañadas de manera

irreversible como secuela de accidentes, traumas o enfermedades tales como escle-

rosis lateral amiotrófica, esclerosis múltiple, distrofia muscular, accidentes cerebro

vasculares, o tumores entre otras; lo cual disminuye la capacidad de una persona

para comunicarse con el exterior y controlar su entorno. En casos extremos, la

pérdida del control de toda el sistema muscular es total, incluidos el control ocu-

lar; este estado se denomina śındrome de enclaustramiento (locked-in en inglés)

en el cual la persona pierde toda capacidad de comunicación o interacción con el

medio a pesar de tener sus capacidades cognitivas inalteradas.

Actualmente existen dispositivos que tienen por objetivo restituir artificial-

mente las funciones de las v́ıas de comunicación dañadas, y permitir a las personas

enviar mensajes y comandos a una computadora y desde ésta conectarse o inter-

actuar con el mundo exterior, estos se denominan interfaces cerebro computadoras

(ICC).

Para registrar o detectar la actividad cerebral con el objetivo de implementar

una ICC se pueden utilizar distintos tipos de tecnoloǵıa que incluyen la magne-

toencefalograf́ıa, tomograf́ıa por emisión de positrones, imágenes de resonancia

magnética funcional, electrocorticograf́ıa y la electroencefalograf́ıa. De estas, sólo

la última se basa en equipos relativamente simples y económicos y permite tra-

bajar sin instalaciones especiales, por este motivo es la técnica que más se utiliza

en investigación y desarrollo de nuevos sistemas de comunicación y control no

muscular.

Las ICC basadas en señales de electroencefalograma representan un grupo de

modelos o paradigmas, dentro de los cuales se encuentra el basado en potenciales

evocados relacionados a eventos (ERP, del inglés Event Related Potentials) que

se utilizará en esta tesis. Independientemente de los distintos paradigmas, la es-
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tructura de una ICC se puede representar mediante bloques interconectados tal

como se muestra en la Figura 1, entre los cuales se encuentra el de instrumen-

tación o adquisición del electroencefalograma, el de extracción de caracteŕısticas

y el de clasificación. Se puede mejorar el desempeño de una ICC mejorando el

desempeño de cualquiera de estos bloques, en particular en esta tesis se trabajará

en el de extracción de caracteŕısticas y en menor medida en el de clasificación.

Adquisición Procesamiento de señales

  Extración de
características

Comunicación Locomoción

   Algoritmo 
de traducción

Digitalización

Clasificación

EEG

Pulsos

Feedback

ECoG

Figura 1: Esquema de relación de los bloques que conforman una interfaz cerebro
computadora. Modificado de [1]

El paradigma basado en ERP, también llamado paradigma P300, consiste en

utilizar una matriz de caracteres alfanuméricos arreglados en filas y columnas,

las cuales se van iluminando aleatoriamente. Simultáneamente, y de manera sin-

cronizada con el inicio de las iluminaciones, se registra en el cuero cabelludo la

actividad eléctrica conformada por la señal de electroencefalograma (EEG) y la

de ERP. Esta última se encuentra presente solo si se ilumina la fila o la columna

en la que está el caracter al cual se le está prestando atención, por lo que el

problema principal a resolver es la detección de la señal de ERP y de esta ma-

nera identificar que caracter es al que está prestando atención la persona y aśı

lograr la comunicación. En este contexto, la detección de los ERP se convierte en

un problema de clasificación con 2 clases posibles: registros de EEG sin ERP y

registros de EEG con ERP.
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La señal de ERP presenta la particularidad de tener una amplitud mucho

menor que la señal de EEG, dado que se registran simultánemente esto provoca

que tenga una relación señal a ruido muy baja. Habitualmente se utilizan técni-

cas para mejorarla, como por ejemplo la promediación coherente, que presentan

como ventaja poder tener una mejor estimación de la señal de ERP pero por otro

lado requiere de tiempo para su aplicación. Esto representa una desventaja a la

hora de utilizar una ICC, ya que es deseable poder transmitir la mayor cantidad

de instrucciones o información por unidad de tiempo para permitir una comuni-

cación mas fluida de la persona con el entorno. Por este motivo, en esta tesis se

trabajará con registros únicos, denominados de una sola época o single trial lo

cual dificulta el problema de detección mencionado previamente.

En esta tesis se propone buscar una representación alternativa de la señal de

EEG registrada, de manera de resaltar las caracteŕısticas significativas la señal

de ERP y en consecuencia mejorar su detección. En el contexto de espacios de

señales, una señal discreta impĺıcitamente está representada en una base canóni-

ca conformada por señales delta de Dirac desplazadas. Por lo tanto, mediante

un cambio de base apropiado se pueden resaltar las caracteŕısticas deseables de

la señal de ERP; en este sentido se propone utilizar bases generadas mediante

Transformada Wavelet Diádica Discreta y Transformada Wavelets Packets.

A esta altura, se puede considerar a la señal registrada (o su versión trans-

formada) como un patrón de entrada en un sistema de clasificación o de recono-

cimiento de patrones. Mas allá que una representación en función de otra base

produzca una mejora en el desempeño de la ICC, es probable que no todas las

caracteŕısticas aporten a la potencia de discriminación de señales con ERP y sin

ERP. En consecuencia es posible disminuir la dimensión del patrón de entrada

manteniendo (o inclusive mejorando) el desempeño de la ICC, lo que propicia la

implementación de una ICC en hardware, por lo que se propone utilizar métodos

de selección de caracteŕısticas para este fin.

Considerando lo mencionado previamente, se propone como objetivo de esta

tesis el Desarrollo, evaluación y selección de una metodoloǵıa de descomposición

óptima de señales para favorecer la detección de potenciales evocados relacionados

con eventos, en registros de época única, utilizando la menor cantidad de dimen-

siones de la señal. Para esto se propone desarrollar procedimientos y/o algoritmos

basados en la teoŕıa de Wavelets que favorezcan la extracción de caracteŕısticas

significativas de la actividad eléctrica registrada para proceder a la detección de
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la señal de ERP de manera robusta y eficiente; aśı como también algoritmos de

selección de caracteŕısticas para reducir su dimensionalidad.

Este documento está organizado de la siguiente manera: en el Caṕıtulo 1 se

describe que es una ICC, el problema abordado en esta tesis aśı como también el

planteo conceptual de la solución propuesta. En los Caṕıtulos 2, 3 y 4 se presen-

tan los fundamentos teóricos relacionados con los distintos bloques que forman

una ICC, es decir, extracción de caracteŕısticas mediante representación en ba-

ses ortogonales, selección de caracteŕısticas y clasificación respectivamente. En el

Caṕıtulo 5 se describen los materiales y métodos aśı como también algunos ex-

perimentos preliminares que permiten definir la metodoloǵıa de los experimentos

definitivos que se describen en el Caṕıtulo 6 junto con los resultados obtenidos.

Finalmente en los Caṕıtulos 7 y 8 se exponen la discusión de los resultados y las

conclusiones a las que se arribó.



Caṕıtulo 1

Descripción del problema

Este caṕıtulo tiene como propósito dar a conocer la motivación para realizar

esta tesis y el contexto en el cual se encuadra el desarrollo de la misma. Para

esto se exponen algunos conceptos básicos de electrofisioloǵıa, se define que es

una interfaz cerebro computadora y finalmente se presenta el planteo conceptual

de la solución propuesta a problema abordado.

1.1. Conceptos de electrofisioloǵıa

1.1.1. Electroencefalograma

En el año 1848 el fisiólogo Du Bois Rédmond fue la primera persona en obser-

var la aparición de actividad eléctrica al paso de un impulso nervioso en nervios

periféricos. Luego, en 1875, R. Caton describió el mismo fenómeno a nivel cerebral

efectuando registros en animales. Finalmente en 1929 Hans Berger fue el primero

en registrar actividad eléctrica cerebral en seres humanos, y fue quien en realidad

acuñó el término electroencefalograma. Además describió sus caracteŕısticas tal

como se interpretan actualmente, en especial las variaciones ŕıtmicas asociadas a

diferentes estados de atención.

En la actualidad el EEG es una técnica no invasiva de registro de la actividad

eléctrica generada en la corteza cerebral, y particularmente el EEG de superficie

es la técnica cĺınica mas empleada en la valoración del funcionamiento cerebral.

La corteza cerebral está organizada en seis láminas horizontales que se orien-

tan de manera paralela a la superficie y se indican con números romanos del I

al VI. Sin embargo, las unidades de procesamiento de la información básicas de
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Figura 1.2: Señal de electroencefalograma de 1 seg. de duración.

los electrodos en posiciones normalizadas tal como se muestra en la Figura 1.3. Se

observa que los nombres de las posiciones dependen del hemisferio cerebral sobre

el cual están posicionados, además los sub́ındices del lado izquierdo son impares

mientras que los del lado derecho son pares y la numeración aumenta a medida

que se alejan de la ĺınea media central.

Figura 1.3: Sistema internacional 10-20 para posicionamiento de electrodos en el cuero
cabelludo.

1.1.2. Potenciales evocados relacionados con eventos

Los potenciales evocados(PE) son señales eléctricas, registradas mediante elec-

trodos en el cuero cabelludo, que se producen como respuesta de los sistemas sen-

soriales a la aplicación de un est́ımulo adecuado. Este puede ser acústico, visual

o eléctrico y producirá la respuesta del sistema sensorial correspondiente y en

función de esto será la modalidad del potencial evocado que se produzca [7].
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La actividad eléctrica registrada simultáneamente a la aplicación del est́ımulo

se denomina época y está conformada por la señal de interés (PE) y actividad

eléctrica no correlacionada con el est́ımulo denominado ruido. Este último tiene

distintas componentes, las cuales se resumen en la Tabla 1.1.

Tabla 1.1: Fuentes de actividad eléctrica registrada en el cuero cabelludo

Fisiológicas No fisiológicas
PE (señal de interés) Potenciales electromagnéticos

EEG señales de radio
EMG tensión de ĺınea (50 Hz)
ECG artefacto de est́ımulo
EOG Ruido de instrumentación

El registro de la señal de PE presenta el inconveniente de tener una relación

señal a ruido (RSR) muy baja; dado que el ruido tiene una amplitud aproximada-

mente 20 veces mayor que el PE. Se podŕıa pensar que este inconveniente puede

ser resuelto con un proceso de filtrado tradicional lineal, sin embargo, el hecho

que los espectros de frecuencias del ruido y del PE están superpuestos hacen esto

imposible [8].

La técnica mas usada para separar ambas señales es la promediación coherente,

la cual consiste en registrar la actividad eléctrica en el cuero cabelludo en forma

sincronizada con el est́ımulo aplicado. Para llevar adelante este proceso se asumen

3 premisas básicas como válidas:

a) la señal de PE y el ruido se suman linealmente.

b) la señal de PE es estable.

c) el ruido se supone del tipo blanco, estacionario y con valor medio cero.

Considerando esto, durante el proceso de promediación la señal de PE per-

manece constante mientras que el ruido va disminuyendo su varianza dado que

su morfoloǵıa es diferente en cada época [8].

La promediación mejora la RSR inicial de acuerdo a la siguiente ecuación:

RSRp = RSRi.N
1

2 (1.1)

donde RSRp es la relación señal a ruido después de la promediación, RSRi es

la relación señal a ruido inicial y N es la cantidad de épocas promediadas. En

la Figura 1.4 se muestra como mejora la RSR de un registro de potenciales evo-

cados mediante promediación coherente, en la primera fila se presenta el caso
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de un registro de época única o single trial que consiste en la actividad regis-

trada aplicando un solo est́ımulo. En las filas de abajo se presentan los caso de

promediaciones de 4 y 16 épocas respectivamente, se muestra claramente que la

amplitud de la señal de PE se mantiene constante mientras que el ruido disminuye

su varianza en forma proporcional a la cantidad de épocas promediadas.

Figura 1.4: Efectos de la promediación coherente sobre la RSR en registros de poten-
ciales evocados.

Mas allá de la modalidad (visuales, auditivos o somatosensoriales) los po-

tenciales evocados se clasifican en función del tiempo de aparición después de

aplicado un est́ımulo; aquellos que aparecen dentro de los primeros 10 ms se de-

nominan de latencia corta, los que aparecen entre los 10 ms y 60 ms se denominan

de latencia media y los que están mas allá de los 60 ms se denominan de latencia

larga. Estos últimos también se denominan potenciales evocados relacionados a

eventos (ERP, del inglés event related potentials), dado que la aparición de las

ondas que lo conforman depende fuertemente del estado de atención de la persona

[7].

En la Figura 1.5 se muestra la morfoloǵıa de ERP, se puede observar la va-

riabilidad entre registros según la posición en la cual se registre. La onda mas

importante de los ERP es la denominada P300, generalmente aparece alrededor

de los 300mseg luego de aplicado el est́ımulo habiendo realizado alguna actividad

cognitiva. Esta es de oŕıgen endógeno y se caracteriza por tener polaridad positiva

en la mayoŕıa de las posiciones de registro, esta situación se muestra claramente

en la figura donde la polaridad es negativa solo en la posición Oz. La amplitud de

la onda P300 puede llegar a los 5 µV, siendo la misma inversamente proporcional

a la frecuencia de aplicación del est́ımulo. Las caracteŕısticas principales de esta
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onda son la amplitud, latencia y duración; los cuales son influenciados por diver-

sas causas tales como la frecuencia de estimulación, el estado de atención de la

persona, entre las mas importantes [9].
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Figura 1.5: Registros de ERP en distintas posiciones del sistema 10-20. La onda P300
se manifiesta mejor en los electrodos centrales Fz, Cz y Oz, observándose un cambio
de la polaridad en esta última posición.

1.2. Interfaces cerebro computadoras

En la actualidad, la definición internacionalmente aceptada de ICC es la si-

guiente: ”Una interfaz cerebro computadora es un sistema de comunicación que

no depende de las v́ıas de salida normales del cerebro, como nervios periféricos

y músculos” [10]. Al tratarse de una tecnoloǵıa reciente y compleja son eviden-

tes los avances realizados y el aumento en el número de grupos de investigación

dedicados a este tema durante las últimas décadas. Sin embargo, hasta hoy per-

sisten algunas limitaciones que se intentan superar, la cantidad de información

transmitida por unidad de tiempo es una de ellas.

Independientemente del paradigma de ICC, hay dos instancias claramente

definidas en el funcionamiento de la misma: una es la etapa de entrenamiento,

el cual es un proceso fuera de ĺınea en el que se le enseña a la ICC a resolver el

problema; y la otra es la etapa de funcionamiento propiamente dicha en la cual

se requiere la interpretación de las señales en tiempo real.
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En la actualidad hay varias taxonomı́as o tipos de ICCs, según como se in-

ducen las señales cerebrales pueden ser dependientes o independientes, según la

naturaleza de las señales cerebrales pueden ser endógenas o exógenas, según el

modo de procesamiento de los datos pueden ser śıncrona o aśıncrona y según

la modalidad de adquisición de las señales cerebrales pueden ser invasivas o no

invasivas [11, 12].

En el caso de las ICC invasivas se utilizan registros de electrocorticograma

utilizando electrodos implantables, la colocación de estos requiere una interven-

ción quirúrgica y además poseen vida útil limitada. Entre las ventajas que ofrecen

este tipo de ICCs es que mejoran la relación señal a ruido obtieniéndose señales

del orden de los milivolts [13, 14].

Entre las ICC no invasivas se encuentran las basadas en EEG, estas funcio-

nalmente se conforman por una etapa de codificación de la acción o comando

de control, una de decodificación del comando mediante algoritmos adecuados y

una de realimentación en tiempo real del resultado de la acción tomada [15]. A

continuación se describen cada una de estas.

a) Codificación: en el contexto de una ICC, la idea de control voluntario a través

de señales de EEG es posible. Por ejemplo, si un individuo realiza un movi-

miento voluntario se generan en el EEG los mismos patrones que si el indi-

viduo sólo piensa en realizar ese movimiento [16]; sin embargo, estas señales

no son útiles porque la información presente no es suficiente para realizar la

decodificación. Otra alternativa es intentar asignar un estado mental a una

determinada tarea, en este caso el usuario de la ICC debe realizar la tarea

mental correspondiente a codificar el comando de control deseado, ya sea por

regulación del EEG (por ejemplo en una ICC basada en ritmos µ o β) o por

variación voluntaria de la atención (como en el caso de una ICC basada en

ERP). La codificación es un proceso que depende del entrenamiento o atención

del usuario, según corresponda, los usuarios más entrenados generan señales

más fuertes lo cual ayuda al mejor desempeño del sistema.

b) Decodificación: para traducir las señales de EEG en comandos de control es

necesario la adquisición y su posterior procesamiento digital con el fin de

mejorar la RSR de las señales registradas y extraer caracteŕısticas significativas

para la etapa de clasificación.

En general, la etapa de clasificación de una ICC se implementa mediante un
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clasificador adecuado y optimizado (entrenado) para que realice la separación

de señales (patrones) de la mejor manera posible en las clases correspondientes.

Este clasificador debe ser entrenado con un grupo de patrones y luego eva-

luado con otros que no se utilizaron en el entrenamiento. Varios clasificadores

han sido estudiados para esta aplicación [17], los más destacados son el discri-

minante lineal (ver sección 4.2) y las máquinas de soporte vectorial. Algunos

autores sugieren que como el cerebro es un sistema adaptativo y dinámico, por

esta razón un clasificador lineal con baja complejidad es probable que tenga

mejor capacidad de generalización y sea más estable que los no lineales como

por ejemplo una red neuronal multicapa [18]. Al emplear clasificadores de es-

te tipo se está suponiendo que las clases son linealmente separables en algún

espacio n-dimensional de representación.

c) Realimentación: puede pensarse que existen dos enlaces entre el usuario y el

dispositivo externo a controlar: uno está determinado por el bloque menciona-

do anteriormente y es un v́ınculo f́ısico, y el otro lo constituye la realimenta-

ción, que es percibida por una v́ıa sensorial del usuario, ya sea visual, auditiva

o táctil. Esta realimentación ayuda a ajustar la actividad cerebral del usua-

rio para mejorar la salida de la ICC, como sucede en la actividad voluntaria

realizada naturalmente.

Se pueden clasificar las ICC basadas en EEG en base a las causas que generan

los patrones de actividad eléctrica neuronal. Existe un tipo de ICC que no requiere

estimulación externa (aśıncrona) para generar los patrones eléctricos, tal es el

caso de las ICC basadas en modulación voluntaria por parte de la persona de la

enerǵıa en la banda α o la imaginación motora basado en bandas µ y β, estas son

ejemplos de las ICC endógenas. Las ICC exógenas son aquellos que necesitan de

estimulación externa para producir una serie de respuestas fisiológicas que pueden

ser moduladas de forma voluntaria por la persona mediante tareas cognitivas. Un

ejemplo es la ICC basada en ERP [19], en el cual la persona puede modular

voluntariamente la aparición de una onda de la señal de ERP denominada P300

[12], este modelo es de particular interés ya que es el utilizado en esta tesis y se

describe en detalle a continuación.
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1.2.1. Interfaces cerebro computadoras basadas en ERP

Anteriormente se describió el proceso de promediación coherente como técnica

habitual para estimar la señal de PE, sin embargo hay situaciones en las que no se

necesita estimar la morfoloǵıa de la señal y solo basta detectar la señal de PE en

la actividad eléctrica registrada; este es el caso de las ICC basadas en ERP [20].

En este caso es deseable realizar la detección de la señal de ERP utilizando una

cantidad reducida de épocas, de ser posible a partir de una época única (single

trial de ahora en adelante), lo que actualmente es uno de los focos principales

en investigación de potenciales evocados; ya que esto incide directamente en la

tasa de transferencia de información que se logra entre la persona y la compu-

tadora. Cuanto menos épocas se utilicen se podrán tomar decisiones más rápidas

y en consecuencia enviar mas comandos por unidad de tiempo. En este sentido

diversas técnicas modernas de procesamiento de señales han sido evaluadas, in-

cluyendo limpieza de ruido con wavelets [21, 22], filtrado Kalman [23], análisis

de componentes independientes [24], descomposición modal emṕırica [25] y redes

neuronales [26] entre otras.

La primera ICC basada en ERP fue el denominado deletreador de Donchin

[20], este utilizaba el paradigma oddball que consiste en la presentación aleatoria

de un evento o est́ımulo frecuente y otro infrecuente; cuando aparece un est́ımulo

infrecuente se genera una onda P300. En este contexto un est́ımulo consiste en

la iluminación aleatoria de las filas o columnas de una matriz en la que se re-

presentan las letras del abecedario. En la Figura 1.6 se muestra la matriz de 6x6

caracteres alfanuméricos utilizada por este tipo de ICC, cuenta con 36 caracteres

representando las 26 letras del abecedario y comandos espećıficos de una sola

palabra arreglados en filas y columnas. El objetivo es que el usuario comunique

la selección de un caracter, para esto debe prestar atención al mismo, cuando

el caracter elegido es iluminado (la fila o la columna en la que se encuentra), y

suponiendo que el usuario de la ICC se encuentra concentrado adecuadamente,

se genera un ERP. Existen doce eventos posibles en un barrido completo de la

matriz, la intensificación luminosa de las 6 columnas y las 6 filas, de los cuales

diez son frecuentes y dos infrecuentes, estos últimos corresponden a la fila y la

columna del caracter escogido. En cada est́ımulo se registran simultáneamente

señales de EEG en distintas posiciones del cuero cabelludo, aśı se obtiene un con-

junto de registros formados por dos épocas con ERP y diez épocas sin ERP. El

objetivo de la ICC es identificar cual fue la fila y la columna que generaron ERP
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Sea x ∈ R
N una señal de dimensión N a la cual se la quiere representar

mediante una combinación lineal de señales que conforman una baseΦ, de tamaño

N×M , y un conjunto de coeficientes a ∈ R
M . Entonces, la expresión que describe

a la señal es la siguiente:

x =
∑

γ∈Γ

~φγaγ + ε = Φa+ ε, (1.2)

donde ε ∈ R
N constituye el término de ruido aditivo. La base Φ consiste en

una colección de formas de onda o funciones parametrizadas (~φγ)γ∈Γ, donde cada

forma de onda ~φγ constituye un átomo. Aunque la apariencia de la Ecuación (1.2)

resulta sencilla, el principal problema consiste en que para el caso más general Φ,

a y ε son desconocidos, existiendo infinitas soluciones. Aún en el caso sin ruido

(ε = 0) y conociendo Φ de antemano, si los átomos son más que la cantidad de

muestras de x o si no forman una base, ésto produce representaciones no únicas

de la señal. Por lo tanto se debe encontrar un criterio que permita seleccionar

alguna de ellas; en este caso, y a pesar de que la ecuación de śıntesis es lineal, los

coeficientes que se eligen para formar parte de la solución resultan en general de

una función no lineal de los datos x.

Para el caso completo (N = M) y sin ruido, la relación entre los datos y los

coeficientes resulta lineal y está dada por Φ−1; en el caso de transformaciones

unitarias, como por ejemplo la Transformada Discreta de Fourier, esta inversión

se simplifica debido a que Φ−1 = ΦT .

En base a lo mencionado hasta aqúı, un criterio de interés para seleccionar una

representación, de entre todas las posibles, consiste en que ésta sea lo más rala

posible; esto significa que se espera que unos pocos coeficientes aγ en la Ecuación

(1.2), sean diferentes de cero [2].

Definition 1 Sea C(a,Φ|x) una función criterio con valores escalares que da

cuenta de la capacidad de aproximación, de la dispersión de los coeficientes a y

de la discriminación entre clases Ci . Entonces, a partir de la Ecuación (1.2),

es posible definir el problema de la representación de x con respecto a C(a,Φ|x)

como:
[

â, Φ̂
]

= argmáx
a,Φ

C(a,Φ|x) sujeto a Φa+ ε = x. (1.3)

El problema planteado en la Definición 1 en lenguaje cotidiano podŕıa plan-
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tearse de la siguiente forma: Dado un diccionario ¿cómo encontrar la menor

cantidad de coeficientes que representen mejor a la señal original, destacando

caracteŕısticas que favorezcan la clasificación de las señales?.

A este problema se lo denomina de inferencia [27], y es posible también incluir

restricciones adicionales a fin de disminuir la cantidad de soluciones posibles del

problema, que resulten a su vez útiles para en la aplicación final. Esto implica

concebir un método que permita encontrar una solución adecuada considerando

la formulación original y a las nuevas restricciones planteadas.

Formalmente el problema de inferencia, siempre a partir de la Ecuación (1.2),

se puede expresar como una maximización (o minimización según corresponda)

de una función objetivo I que incluya el o los criterios considerados:

â = argmı́n
a

{I (a|x,Φ)} , (1.4)

donde x y Φ están dados de antemano.

Existen diferentes enfoques para plantear la función I de manera de obtener

una solución a la Ecuación (1.4). Desde el punto de vista determińıstico las res-

tricciones aparecen en forma de la minimización de ciertas medidas, distancias

o funciones de costo y la solución en forma de un problema de optimización o

mediante teoŕıa de regularización [2]. Con el enfoque estad́ıstico las restricciones

aparecen sobre el tipo de funciones de densidad de probabilidad de los coeficientes

y el ruido, y la solución se obtiene nuevamente como un problema de optimiza-

ción, maximizando alguna verosimilitud o probabilidad posterior. Para un análisis

más detallado de las conexiones entre el enfoque probabilista y el determinista

puede consultarse [28].

Las mismas medidas empleadas en la búsqueda de una solución permiten

también valorar la eficacia de la representación lograda, es decir la bondad de la

codificación de los datos x en términos de los coeficientes a, mediante la Ecua-

ción 1.2. Para esta tesis Φ se restringirá al caso de colecciones de funciones que,

o bien constituyan una base ortogonal, o correspondan a una familia de bases

ortogonales, particularmente bases basadas en Wavelets.

1.3.2. Selección de caracteŕısticas

Si bien la generación de caracteŕısticas podŕıa verse como una etapa de pro-

cesamiento de la señal, y en ocasiones es suficiente para resolver determinadas
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aplicaciones, hay otras en las cuales se hace necesario seleccionar un subconjunto

relevante de las mismas [29]. Tal es el caso del problema abordado en esta tesis, en

la cual mas allá del desempeño obtenido por la estrategia propuesta es deseable

que la cantidad de información (caracteŕısticas relevantes) sea la mı́nima posible.

Los métodos de selección de caracteŕısticas se pueden clasificar de la siguiente

manera: filtros (filters), envolventes (wrappers) e integrados (embedded) [29], los

cuales serán descriptos en detalle en el Caṕıtulo 3.

1.3.3. Clasificación

En una ICC el clasificador es el encargado de detectar la presencia de potencia-

les evocados relacionados a eventos (P300) y aśı poder tomar una decisión sobre

la intención de la persona de ejecutar una acción en función del caracter selec-

cionado. Los clasificadores pueden agruparse según su modo de entrenamiento en

supervisados o no supervisados, según su capacidad de discriminación en lineales

y no lineales, según el paradigma de implementación en clásicos o bioinspirados,

entre otras formas.

El clasificador propuesto en esta tesis se enmarca en el contexto del Análisis

Discriminante, se lo puede enmarcar dentro de los clasificadores de aprendizaje

supervisado y cuyo objetivo es encontrar reglas de asignación de patrones a una de

las clases Ci presentes en el problema a resolver. Si bien es posible utilizar distintos

tipos de funciones discriminantes, aqúı se utilizó un función discriminante de

Fisher [30], la cual se describirá en el Caṕıtulo 4.

1.4. Comentarios de cierre de caṕıtulo

En este caṕıtulo se describió una interfaz cerebro computadora, su arquitectu-

ra y se expuso la dificultad que representa detectar la señal de ERP en registros

single trial en el contexto de una ICC basada en ERP. Además, y como punto a

destacar, se presentó el planteo conceptual de la solución propuesta para abordar

el problema mencionado, la cual básicamente consiste en implementar la etapa de

extracción de caracteŕısticas de una ICC mediante transformaciones ortogonales

combinada con técnicas de selección de caracteŕısticas, y la etapa de clasificación

mediante un discriminante lineal. Cada una de estas estrategias se abordarán en

detalle en los Caṕıtulos 2, 3 y 4.



Caṕıtulo 2

Generación de caracteŕısticas

mediante bases ortogonales

En este caṕıtulo se presentan los conceptos teóricos relacionados con la Trans-

formada Wavelet Diádica Discreta y la Transformada Wavelet Packet, a partir de

las cuales se generarán caracteŕısticas mediante proyección de la señal registrada

en las bases ortogonales obtenidas para cada transformación.

2.1. Conceptos generales

Las caracteŕısticas importantes de una señal, tales como bordes, espigas, tran-

sitorios u oscilaciones; en general son caracterizadas por información en el dominio

del tiempo, en el de la frecuencia o en ambos como en el caso de los ERP.

En el ámbito de las ICC basadas en ERP, para determinar la respuesta de

una persona es necesario detectar la presencia de la señal de ERP, en particular

la de la onda P300 que es la caracteŕıstica mas importante de esta señal. En la

Figura 2.1 se muestra la morfoloǵıa t́ıpica de la señal de ERP donde se puede

observar la onda P300, nótese que es un evento de muy corta duración (menos

de 200 ms).

Desde el enfoque de espacios de señales, se puede considerar a una señal dis-

creta x = x(n), con 1 ≤ n ≤ N , como un elemento perteneciente a R
N , la cual

impĺıcitamente está representada en la base canónica mediante una combinación

lineal de señales deltas de Dirac desplazadas de acuerdo a la Ecuación 2.1:

40
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Figura 2.1: Señal de potencial evocado relacionado con eventos obtenida mediante pro-
mediación coherente de 100 épocas y posterior filtrado pasa bajos para suavizar la
morfoloǵıa.

x(n) =
N
∑

k=1

x(k).δ(n− k) (2.1)

Recordando que x = Φa + ε y asumiendo que ε = 0, es posible representar

la señal x en otra base que permita resaltar determinadas caracteŕısticas de esta,

puntualmente de la onda P300 que se encuentra inmersa en el ruido conformado

básicamente por el EEG. La operación de cambio de base se realiza mediante una

matriz de cambio de base o transformación representada por Φ−1, mediante la

Ecuación 2.2:

a = Φ−1.x (2.2)

y ai =
<x,φi>

‖φi‖
2 son las proyecciones de x en la nueva base formada por las columnas

φi de Φ. Los coeficientes que conforman a se obtienen mediante el producto

interno entre x y los elementos φi de la nueva base; en consecuencia indican que

tanto hay de cada elemento de la base en la señal x [31].

A continuación se describirá a manera introductoria la base generada median-

te la Transformada Discreta de Fourier y posteriormente las bases ortogonales

generadas por las Trasformada Wavelet Diádica Discreta y por la Transformada

Wavelet Packets, las cuales serán utilizadas en esta tesis.
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2.2. Transformada Discreta de Fourier

La Transformada Discreta de Fourier (TDF) se utiliza habitualmente en el

ámbito del procesamiento digital de señales, conceptualmente consiste en la repre-

sentación de una señal discreta en una base formada por exponenciales complejas

discretas. En este caso la Ecuación 2.2 se define de la siguiente manera:

X = Φ−1.x (2.3)

donde Φ = {φ[k, n]}, las columnas φ[k, n] conforman la base de la transformada

discreta de Fourier y están dadas por la Ecuación 2.4:

φ[k, n] = ej
2πkn

N (2.4)

con 0 ≤ n ≤ N y Φ−1 se define como la conjugada de su transpuesta de manera

que Φ−1 = Φ∗T lo que define a la TDF como una transformación unitaria.

En la Figura 2.2 se muestran 4 elementos de la base de TDF para señales en

R
64 dados por φ[k, n] donde k=1..4 y N=64.

−1
−0.5

0
0.5

1

−1
−0.5

0
0.5

1
0

0.5

1

Imag

k=1

Re

S
eg

−1
−0.5

0
0.5

1

−1
−0.5

0
0.5

1
0

0.5

1

Imag

k=2

Re

S
eg

−1
−0.5

0
0.5

1

−1
−0.5

0
0.5

1
0

0.5

1

Imag

k=3

Re

S
eg

−1
−0.5

0
0.5

1

−1
−0.5

0
0.5

1
0

0.5

1

Imag

k=4

Re

S
eg

Figura 2.2: Elementos de la base para la TDF de Fourier en R
64 para k = 1, k = 2, k =

3, k = 4. Los valores discretos se representan con ćırculos, y si bien se han unido con
ĺıneas punteadas, recuérdese que las muestras de las señales de la base son solamente
los valores de los ćırculos marcados.

Si bien la TDF es ampliamente utilizada, su aplicación en el problema abor-

dado en esta tesis no resulta adecuada, ya que es muy dif́ıcil detectar un evento

transitorio de corta duración (onda P300) utilizando una base cuyos elementos
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morfológicamente no son similares a esta y además no tienen una buena locali-

zación temporal. En el desarrollo de esta tesis se realizaron experimentos para

evaluar el desempeño de la TDF, los cuales como era de esperar generaron re-

sultados que no fueron satisfactorios por lo que no se la considerará como una

alternativa válida.

2.3. Transformada Wavelet Diádica Discreta

Se define como wavelet a una función que debe cumplir las siguientes condi-

ciones:

a) debe tener valor medio cero y derivadas continuas hasta cierto orden

b) debe tener enerǵıa acotada en un rango de tiempo

c) no poseer componentes frecuenciales nulos.

Estas brindan información del dominio temporal y frecuencial simultánea-

mente, y es por esto que son particularmente útiles para el análisis de señales

transitorias, aperiódicas o no estacionarias. Además existe una gran cantidad de

funciones o familias wavelet con diferentes propiedades, lo que permite la elección

de una wavelet madre en función de la señal a analizar.

La Transformada Wavelet Continua (CWT, del inglés Continuous Wavelet

Transform) es una herramienta de análisis tiempo-frecuencia que, a diferencia

de la Transformada de Fourier, permite una buena localización en el tiempo en

señales de alta frecuencia.

Sea x(t) una señal ǫ L2(R) y ψ(t) una función wavelet madre también ǫ L2(R),

entonces se define la CWT de x(t) como:

ca,b =

∫ ∞

−∞

x(t)
1

√

|a|
ψ∗

(

t− b

a

)

dt. (2.5)

donde cada elemento del diccionario es una versión escalada de la wavelet madre

mediante un factor de escala a, dado la Ecuación 2.6, y trasladada mediante un

factor b.

ψa(t) =
1

√

|a|
ψ

(

t

a

)

, (2.6)

En la Ecuación 2.6 se observa que factores de escala grandes generan versiones

comprimidas de ψ(t) y factores de escala chicos generan versiones dilatadas de

ψ(t) [32], esto se muestra en la Figura 2.3. De ahora en adelante se utilizará el
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término escala en lugar de factor de escala.

�

✁
✂

Figura 2.3: Ejemplo de la wavelet de Morlet para distintas escalas y localizaciones.
Adaptado de [2]

En la Ecuación 2.5, ca,b denota los coeficientes wavelets que son el resultado

de comparar la señal x(t) con cada una de las versiones de ψ(t) escaladas y

trasladadas en el tiempo. El valor de ca,b indica el parecido de x(t) con cada

elemento del diccionario, por lo tanto si se define una wavelet madre con una

morfoloǵıa similar al P300 se podŕıa caracterizar esta con muy pocos coeficientes.

Esta aproximación permite que cualquier señal pueda ser representada como una

descomposición en wavelets, con lo cual ψa,b(t)a,b ǫ Z
podŕıa conformar una base

ortogonal. Este no es siempre el caso, ya que el conjunto es redundante [2].

Una manera de pensar la CWT es que los escalamientos y traslaciones de

la wavelet madre generan un diccionario de átomos tiempo-frecuencia, lo cual

permite disponer de una cantidad muy grande de elementos para formar una

base, utilizando un criterio adecuado es posible definir una que sea ortogonal

para representar la señal de ERP.

La justificación de la utilización de wavelets en esta tesis es que, como se

mencionó previamente, estas presentan un soporte compacto que permite cap-

turar caracteŕısticas locales de la onda P300 en el plano tiempo-frecuencia; que

a su vez resulten discriminativas de una manera computacionalmente eficiente

[2]. Entre los distintos criterios más usuales que podŕıan resultar útiles en esta

aplicación se pueden mencionar el de la entroṕıa de los coeficientes wavelets [33],
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el de máxima discriminación entre clases [34] y el de mejor dispersión [35].

En los casos de aplicación de la CWT, su implementación es costosa des-

de el punto de vista computacional, mediante la discretización adecuada de los

parámetros a y b se obtiene una implementación eficiente y en algunos casos una

representación mediante una base ortonormal, por este motivo se propone utilizar

la transformada Wavelet discreta introducida por Mallat [32] que se describe a

continuación.

La Transformada Wavelet Diádica Discreta (DDWT, del inglés Diadyc Dis-

crete Wavelet Transform) genera una base ortonormal, la cual se obtiene como

consecuencia de una discretización diádica de los parámetros de escala a y de

traslación b de la Ecuación 2.5.

Una Wavelet diádica es una función ψ(t) ∈ L2(R) que tiene la propiedad de

que la familia de funciones ψk,n(t) = 2k/2ψ(2kt− n) para k, n ∈ Z conforma una

base ortonormal en L2(R). Esto implica la existencia de una sola función cuyas

traslaciones y dilataciones apropiadas forman una base ortonormal [2].

La DDWT permite realizar un análisis multirresolución, en el que cada escala

pertenece a una determinada resolución y la señal queda representada en un

conjunto de subespacios de L2(R).

El análisis multiresolución (MRA, del inglés Multi Resolution Analysis) es

una secuencia (Vk)k∈Z de subespacios de L2(R) tales que:

Vk ⊂ Vk+1 para cualquier k ∈ Z,

⋃

k∈Z

Vk es denso en L2(R) y
⋂

k∈Z

Vk = {0},

x(t) ∈ V0 ⇔ x(2−kt) ∈ Vk para cualquier k ∈ Z,

∃ una función φ(t) ∈ V0, llamada la función de escala, tal que la familia

{φ(t− n)}n∈Z es una base ortonormal para V0.

Considerando la definición de MRA es posible aproximar cualquier función o

señal en L2(R) por una función en alguno de los Vk, se dice que ésto constituye

una aproximación a la resolución o escala k.

Dado que {2k/2φ(2kt − n)}n∈Z es una base ortonormal para Vk, ésto da la

posibilidad de analizar una señal con “ventanas” de diferentes tamaños, a dife-

rencia del análisis basado en la TDF. Las condiciones sobre los subespacios Vk

implican que por estar en el espacio de Hilbert L2(R) existen subespacios (Wk)n∈Z
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tal que cada Vk+1 es la suma directa de Vk con Wk. Las Wk tienen la interpre-

tación de que representan la información de detalle que se requiere cuando se

pasa de una aproximación a la resolución k, a una aproximación a la resolu-

ción k + 1. En este caso Vk+1 = Vk ⊕Wk, y continuando el proceso se obtiene

Vk+1 = Vl ⊕Wl ⊕Wl+1 ⊕ . . . . . .⊕Wk−1 ⊕Wk. Entonces una aproximación a una

resolución más alta puede ser representada en términos de una resolución más

baja con los detalles adicionales, además L2(R) es la suma directa de los Wk [32].

En otras palabras, las frecuencias más altas se analizan utilizando ventanas

estrechas para obtener buena resolución temporal, mientras que las bajas frecuen-

cias se analizan utilizando ventanas anchas para obtener una buena resolución

frecuencial. A diferencia del caso de la TDF en la cual se tiene una resolución

frecuencial fija, en el MRA se analiza la señal de manera tal que cada componente

de frecuencia se estudia con una resolución diferente.

En su implementación, la familia de Wavelets puede ser vista como un banco

de filtros en octavas. Un filtro pasa-altos con respuesta al impulso h[n], el cual

genera los coeficientes de detalles y un filtro pasa-bajos con respuesta al impulso

g[n], que genera los coeficientes de aproximación. Estos filtros, llamados filtros

espejos de cuadratura, se aplican de forma iterativa sobre cada aproximación

generada en cada nivel de descomposición [36].

En cada nivel se realiza un submuestreo del nivel anterior, este proceso se

muestra en la Figura 2.4, en la cual se tiene una señal x(t) muestreada con

una frecuencia de muestreo fm, obteniéndose una secuencia x[n], con N igual al

número total de muestras tomadas.

Figura 2.4: Esquema del funcionamiento de algoritmo de la DDWT. Los coeficientes de
aproximación son filtrados nuevamente y se produce un submuestreo del nivel anterior.
Extráıdo de [2].

Este análisis resulta en la descomposición de una señal x[n] en sus diferen-
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tes componentes de escalas (o frecuencias), donde en cada nivel se produce una

reducción de la cantidad de muestras a la mitad de las del nivel anterior [32].

2.4. Transformada Wavelet Packet

La Transformada Paquete de Onditas (WPT, del inglés Wavelet Packet Trans-

form) es una versión generalizada de la DDWT, la cual puede pensarse como la

aplicación de los filtros h[n] y g[n] tanto a las aproximaciones como a los detalles,

tal como se muestra en la Figura 2.5.

Figura 2.5: Esquema del funcionamiento de algoritmo de la WPT. Los coeficientes de
aproximación y de detalle se filtran en cada nivel generado. Extráıdo de [2].

Tanto en el caso de la Figura 2.4 como en el de la Figura 2.5 se realiza la

descomposición de la señal x[n] hasta un nivel J=3, se observa que la WPT

presenta mayor cantidad de nodos y por ende descompone en mayores bandas

frecuenciales a la señal.

En general, cuando se realiza la descomposición hasta un cierto nivel J se

obtiene un diccionario de funciones con el que se pueden formar 22(J−1) bases or-

togonales para conformar la matriz de transformación Φ [34]; por lo que se tiene

a disposición una cantidad finita de posibles bases ortogonales para representar

a la señal de interés en función de cómo se vaya recorriendo el árbol. La elección

de la base adecuada se realiza normalmente utilizando métodos que tienen co-
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mo objetivo retener la mayor cantidad de información en la menor cantidad de

coeficientes [37].

Estos métodos se basan en el paradigma denominado best-basis, el cual puede

describirse mediante una secuencia de pasos:

1. Seleccionar la mejor base para un problema particular a partir de un dic-

cionario de posibles bases.

2. Ordenar los elementos de la base (vectores base) según la importancia para

el problema analizado y descartar el resto.

3. Utilizar los vectores bases sobrevivientes para resolver el problema.

Dentro de los posibles algoritmos para seleccionar la mejor base se pueden

mencionar el Best Orthogonal Basis desarrollado por Coifman et al y el Local

Discriminant Basis desarrollado por Saito et al, los cuales se describen a conti-

nuación.

2.4.1. Algoritmo Best Orthogonal Basis

El algoritmo Best Orthogonal Basis (BOB) es uno de los mas utilizados, per-

mite seleccionar una base ortogonal a partir de un diccionario de funciones wa-

velet obtenido mediante WPT, minimizando una función de costo determinada.

La principal aplicación de este algoritmo es la compresión eficiente de señales o

imágenes, es decir, cuando se busca una representación en unos pocos compo-

nentes de gran importancia sin degradar significativamente a la señal o imagen

analizada [38].

La función de costo en este algoritmo es la entroṕıa de Shannon, esta mide la

concentración de enerǵıa de una señal y da idea del grado de aleatoriedad presente

en la misma. Considerando una secuencia p = {pi}, donde Σipi = 1, entonces se

define esta entroṕıa de la siguiente manera:

H(p) = −Σipi log pi, (2.7)

con la convención de que 0. log 0 = 0.

Considerando una señal x y haciendo pi =
|xi|
‖x‖r

r
, donde ‖.‖r es la norma lr y

1 ≤ r ≤ ∞, la entroṕıa de dicha señal se define como:



Caṕıtulo 2. Generación de caracteŕısticas mediante bases ortogonales 49

Hr(x) = −
∑

i

|xi|
r

‖x‖rr
log

|xi|
r

‖x‖rr
(2.8)

en general r = 1 o r = 2 [39]. Esta función de costo mide la bondad de

cada nodo rama del árbol binario, en cada subespacio, para la compresión de la

señal. El siguiente algoritmo esencialmente “poda” este árbol binario mediante

la comparación de la eficiencia de cada nodo padre en función de sus nodos hijos

[38].

Para una señal x, el algoritmo BOB puede describirse en los siguientes pasos:

1. Elegir un diccionario de bases ortogonales, en el caso de la WPT comprende

seleccionar la wavelet madre y especificar un máximo nivel de descomposi-

ción J .

2. Calcular la entroṕıa presente en cada nodo de árbol binario.

3. Podar el árbol binario mediante la eliminación de aquellos nodos hijos si la

suma de su entroṕıa es menor o igual a la de los nodos padres.

Si bien inicialmente se consideró este algoritmo como alternativa para obten-

ción de una base ortogonal y se hicieron pruebas preliminares que se presentan

en la Sección 5.5.4, los resultados obtenidos no fueron satisfactorios por lo que

no se lo considerará como una alternativa para generar una base.

2.4.2. Algoritmo Local Discriminant Basis

A diferencia de BOB, el algoritmo Local Discriminant Basis (LDB) fue desa-

rrollado para aplicarse a problemas de clasificación [34], permite seleccionar una

base ortogonal a partir de un diccionario WPT con el objetivo de maximizar la

separación entre las clases posibles de un problema, lo cual lo hace adecuado para

resolver el problema planteado en esta tesis. El algoritmo LDB propone que pa-

ra problemas de clasificación es más eficiente evaluar el poder de discriminación

entre la clases en cada subespacio del árbol binario (cada nodo rama), a partir

de alguna función de costo aditiva, antes que evaluar la eficiencia en la represen-

tación de la señal como lo hace el algoritmo BOB. Para determinar el poder de

discriminación se utilizan distintas alternativas, todas ellas básicamente miden

distancias a lo largo de las clases involucradas en el problema en cuestión [39].
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Sean p = (pi)
n
i=1, q = (qi)

n
i=1 dos secuencias no negativas con

∑

pi =
∑

qi = 1,

que pueden pensarse como la distribución de enerǵıa normalizada de señales per-

tenecientes a la clase 1 y a la clase 2 de un problema de clasificación. La poten-

cia de discriminación está dada por una función de discriminación de información

D(p,q) entre estas dos secuencias; a continuación se describen 3 alternativas para

medir la potencia de discriminación:

a) Asimétrica: también denominada distancia Kullback-Leibler o Divergencia-I,

esta dada por la siguiente ecuación:

I(p,q) =
n

∑

i=1

pi log
pi
qi

(2.9)

donde log(0) = −∞, log(x/0) = +∞ para x > 0. Esta no es estrictamente

una distancia ya que no es simétrica y no satisface la igualdad del triángulo.

b) Divergencia-J: es una alternativa de distancia simétrica entre p y q, la cual se

define de la siguiente manera:

J(p,q) = I(p,q) + I(q,p) (2.10)

c) Suma de cuadrados: esta medida se define de la siguiente manera:

W (p,q) = ‖p− q‖2 =
n

∑

i=1

(pi − qi)
2 (2.11)

En resumen, a partir de la WPT se dispone de un diccionario constituido por

una familia de posibles bases ortogonales. El algoritmo LDB, mediante alguna

de las medidas de discriminación descriptas, permite obtener una base ortogonal

que maximice la separación entre las clases.

Con el fin de utilizar plenamente la localización tiempo-frecuencia de las carac-

teŕısticas del diccionario de bases, se calcula un mapa de enerǵıa tiempo-frecuencia

Γc para cada clase para ser suministrado a D. Este mapa de enerǵıa Γc se calcula

mediante la acumulación de los cuadrados de los coeficientes de expansión de

las señales en cada posición del árbol binario seguido por la normalización de la

enerǵıa total de las señales que pertenecen a la clase Ci. La normalización puede

ser importante, especialmente si hay diferencias significativas en el número de

muestras entre las clases [39].
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La implementación del algoritmo LDB se realiza mediante una secuencia de

6 pasos [40]:

1. Elegir un diccionario de bases ortogonales, en el caso de la WPT comprende

seleccionar la wavelet madre y especificar un máximo nivel de descomposi-

ción J . Además se debe seleccionar la medida de discriminación D.

2. Construir el mapa de enerǵıa Γ para cada clase.

3. Calcular la medida de discriminación D a lo largo de los mapas de enerǵıa

en cada nodo rama.

4. Podar el árbol binario: eliminar aquellos nodos hijos si la suma de su medida

de discriminación es menor o igual a la de los nodos padres.

5. Ordenar los vectores bases de mayor a menor según su poder de discrimi-

nación

6. Utilizar los p vectores bases más discriminativos para generar los patrones

para la clasificación mediante la expansión de la señal en esta base.

A partir del paso 4 se dispone de una base ortogonal, pudiéndose utilizar todos

los coeficientes de expansión de la señal en esta base como caracteŕısticas para la

clasificación, los pasos 5 y 6 son necesarios si se desea reducir la dimensionalidad

del problema.

2.5. Comentarios de cierre de caṕıtulo

En este caṕıtulo se presentaron conceptos relacionados con transformaciones

unitarias como herramienta para obtener nuevas bases ortogonales en las cuales

proyectar una señal para destacar rasgos de interés de esta, en particular se des-

cribieron la Transformada Wavelet Diádica Discreta y la Transformada Wavelet

Packets. En la DDWT se mostró como se genera la base ortogonal a través de la

descomposición multiresolución a partir de un diccionario Wavelet, mientras que

en el caso de la WPT se describieron los algoritmos BOB y LDB para este fin.



Caṕıtulo 3

Selección de caracteŕısticas

En este caṕıtulo se describe la motivación para utilizar métodos de selección

de caracteŕısticas, los conceptos generales y descripción de los métodos imple-

mentados.

3.1. Conceptos generales

El proceso de selección de caracteŕısticas permite reducir la dimensión de

un conjunto de datos o patrón, cuyo objetivo es remover aquellas que resultan

irrelevantes o aquellas que resultan redundantes para modelar un determinado

comportamiento o resolver un problema. El número de caracteŕısticas influye en

la complejidad del modelo, al reducirlo permite disminuir la cantidad de tiempo

de cómputo, construir modelos más generales y simples de comprender, pero por

sobre toda las cosas reducir la dimensionalidad del problema favoreciendo su

resolución [41].

En la Figura 3.1 se presenta un esquema con los pasos involucrados en el

proceso de selección de caracteŕısticas, los que se describen a continuación:

a) Procedimiento de generación: es un proceso que tiene como objetivo gene-

rar subconjuntos de caracteŕısticas que serán ponderados por una función de

evaluación. Este primer paso puede iniciarse con un conjunto vaćıo, con el

conjunto total de caracteŕısticas o con un conjunto de caracteŕısticas aleato-

rio que sea subconjunto del conjunto completo. En los primeros dos casos, la

generación de subconjuntos se realiza agregando o quitando respectivamente

caracteŕısticas en forma iterativa y determinista, mientras que en el tercer caso

52
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pueden tanto agregarse como quitarse caracteŕısticas y las mismas se pueden

seleccionar de manera aleatoria.

b) Función de evaluación: esta determina la calidad del subconjunto de carac-

teŕısticas seleccionado por el proceso de generación, lo cual permite realizar la

comparación de dicho subconjunto de caracteŕısticas con otros subconjuntos

a fin de determinar cuál de ellos es mejor para una determinada aplicación.

c) Criterio de detención: dado que el proceso de selección de caracteŕısticas (ge-

neración, evaluación y comparación) es un proceso iterativo, es necesario un

criterio de detención del mismo. Un criterio de detención basado en el procedi-

miento de generación puede contemplar, por ejemplo, si se alcanzó un número

de caracteŕısticas seleccionadas predefinido o si se alcanzó cierto número de

generaciones. Por otra parte, un criterio de detención basado en la función de

evaluación puede contemplar, por ejemplo, si luego de cierto número de itera-

ciones no se logró una mejora en la calidad de los subsecuentes subconjuntos

de caracteŕısticas o si se alcanzó algún subconjunto que sea óptimo de acuerdo

con alguna de las funciones de evaluación. Una vez que el criterio de deten-

ción se cumple, el proceso entrega como resultado uno o varios subconjuntos

candidatos.

d) Procedimiento de validación: no se considera que forma parte del proceso de

selección de caracteŕısticas en si mismo, sino que es un paso posterior que

permite validar el método. En este último paso se realizan distintos análisis,

pruebas y comparaciones con resultados previos o con resultados obtenidos

por otros métodos de selección de caracteŕısticas.

Los métodos de selección de caracteŕısticas se pueden encuadrar dentro de

alguno de los siguientes modelos: filtros (filters), envolventes (wrappers) e inte-

grados (embedded) [29].

Los métodos filtros realizan la selección de un subconjunto de las caracteŕısti-

cas originales aplicando algún criterio que resulte independiente del desempeño

del clasificador, es decir que no incorporan el aprendizaje en la selección de las

caracteŕısticas. Los componentes básicos de este tipo de algoritmos son un méto-

do de búsqueda de caracteŕısticas y un criterio de selección [29], algunos ejemplos

utilizados en el caso de señales temporales son:

a) submuestreo o diezmado: mediante este procedimiento se genera una nueva
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aprendizaje [42], en este caso las partes constitutivas del método no pueden ser

separadas. Los algoritmos integrados, realizan la selección de las caracteŕısticas

durante el entrenamiento del clasificador y generalmente son espećıficos para cada

tipo de máquina de aprendizaje. Estos se pueden clasificar de la siguiente manera:

a) selección hacia adelante: comienzan con una o pocas caracteŕısticas y en forma

iterativa agregan caracteŕısticas hasta que se alcanza el criterio de parada.

b) eliminación hacia atrás : comienzan incluyendo todas las caracteŕısticas y en

forma iterativa remueven una o varias caracteŕısticas

c) anidados : durante las iteraciones se pueden agregar aśı como remover carac-

teŕısticas [29, 42].

En esta tesis se utilizó el algoritmo denominado eliminación recursiva de ca-

racteŕısticas, el cual se enmarca dentro de los métodos integrados de eliminación

hacia atrás y su implementación se describirá en la Sección 6.5.

A continuación se presentan los fundamentos teóricos de los algoritmos genéti-

cos y del método de eliminación recursiva de caracteŕısticas.

3.2. Algoritmos genéticos

Los algoritmos genéticos (AGs) pueden ser usados en el esquema envolvente

junto a distintos tipos de clasificadores; estos son una herramienta de optimización

en los que hay que considerar cuatro aspectos en su utilización: codificación,

población, operadores y aptitud (o fitness) [43].

El paradigma de implementación de un AG se muestra a continuación:

1. Inicialización de población

2. Evaluación de la población

3. Mientras MejorF itness ≤ FitnessDeseado Hacer

Selección

Cruzas o recombinaciones

Mutaciones

Evaluación de la población

4.Fin mientras

1. Inicialización de población: los AGs manipulan una población de posibles

soluciones de un problema codificadas en cadenas binarias, estas se denominan

individuos y representan el material genético de una población de individuos [31].
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2. Evaluación de la población: cada potencial solución se asocia con un valor

de fitness o aptitud que mide que tan buena es comparada con otras soluciones

(individuos) de la población. De esta manera el fitness simula el papel qué juega

el ambiente en la evolución natural darwiniana, esta debe ser monótonamente

creciente con la bondad de la solución que un individuo representa. Śı esta de-

pendiera de varios factores, de la forma en que estos son pesados en la función

de fitness dependerá la optimización que realice el AG [31].

3. Operadores de variación: utilizando operadores artificiales de selección, cru-

zas y mutación se genera una nueva población en la cual se buscan los mejores

individuos que a su vez implican mejores soluciones a través de la simulación del

proceso evolutivo natural. Estos operadores se describen a continuación:

a) Operador de selección: permite elegir los individuos que oficiarán como pro-

genitores o padres de una nueva población. Hay varias alternativas que se

utilizan para este fin, los mas usados son el método de la ruleta, el método de

ventanas, el método de competencia y el elitismo [31]. En esta tesis se utilizó

el de competencias y será descripto en el Caṕıtulo 4.

b) Operador de cruza o recombinación: permite el intercambio de parte del ma-

terial genético entre dos individuos progenitores elegidos al azar. Puede ser de

un punto (cruza simple) o de dos puntos, en el caso de la cruza simple se elige

al azar un punto de intercambio en el individuo y a partir de ese punto se in-

tercambian todos los bits hasta el final de los dos individuos seleccionados; en

el caso de la cruza de dos puntos se eligen al azar dos puntos y se intercambian

los bits definidos por estos. En la Figura 3.2 se esquematiza el procedimiento

de cruza simple de 2 individuos de 8 bits de longitud.

c) Operador de mutación: produce el cambio de estado de un bit seleccionado

al azar, y a diferencia de la cruza se dan con una probabilidad baja, si esta

es demasiado baja la exploración en mı́nima y las generaciones sucesivas van

eliminando la variedad de la población y una vez que la población converge

en un genotipo toda otra exploración cesa. Por otro lado, si la probabilidad

es alta a lo largo de las generaciones el proceso de búsqueda se degenera

convirtiéndose en una búsqueda aleatoria sin explotación de la información

adquirida en las generaciones anteriores. En la Figura 3.3 se esquematiza el

procedimiento de mutación en un individuo de 8 bits de longitud.
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Figura 3.2: Cruza simple de 2 individuos de 8 bits, el intercambio de material genético

se produce en la posición 5.

Figura 3.3: Mutación de un bit en la posición 3 en un individuo de 8 bits.

3.3. Eliminación recursiva de caracteŕısticas

El algoritmo de eliminación recursiva de caracteŕısticas (ERC) es un proceso

simple y relativamente eficiente, la idea es utilizar un clasificador y utilizar infor-

mación del mismo para ordenar las caracteŕısticas de acuerdo a su importancia.

Una vez ordenadas, se elimina el subconjunto de menor importancia (en algunos

casos se elimina una variable a la vez, en otros un número mayor) y se repite

el proceso. La iteración, que agrega una carga computacional, es necesaria para

poder enfrentar el problema de la correlación entre caracteŕısticas. Cuando dos

caracteŕısticas determinantes tienen una alta correlación, el clasificador tiende

a repartir la importancia entre ambas, recién cuando el algoritmo remueve una

de ellas la otra toma toda la importancia y pasa a ocupar lugares más altos en

el ranking [29]. Este algoritmo se puede combinar con cualquier clasificador que

permita extraer información sobre la influencia de cada variable en la asignación

de clase.

El algoritmo es un proceso iterativo que se puede sintetizar en tres pasos que

se muestran a continuación:
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Entrenamiento del clasificador

Cálculo del criterio para establecer un ranking entre las caracteŕısticas

Eliminación de las caracteŕısticas que se encuentran en la parte inferior del

ranking

Una de las ventajas de este algoritmo es que se pueden eliminar más de una

caracteŕıstica por iteración y el algoritmo termina cuando el criterio de detención

se ha alcanzado o cuando no hay más caracteŕısticas que evaluar [29]. El criterio

de eliminación utilizado es el valor absoluto de la amplitud de los pesos, es decir,

el valor de los coeficientes que conforman la combinación lineal que posibilita la

clasificación.

3.4. Comentarios de cierre de caṕıtulo

En este caṕıtulo se expuso la importancia de reducir la dimensionalidad de

los patrones, los conceptos básicos relacionados con el proceso de selección de ca-

racteŕısticas y las distintas estrategias para llevarla a cabo. En particular se des-

cribieron las estrategias que se implementan en esta tesis, una del tipo wrapper

basada en algoritmos genéticos y otra del tipo integrada denominada eliminación

recursiva de caracteŕısticas. Además de estas, impĺıcitamente también se utiliza

una estrategia del tipo filtros, ya que tanto el submuestreo de las señales regis-

tradas (que se detallará en el Caṕıtulo 5) como las transformaciones o cambio de

bases descriptas en el Caṕıtulo 2 son ejemplos de este paradigma.



Caṕıtulo 4

Clasificación

En este caṕıtulo se describe las caracteŕısticas de la etapa de clasificación,

la cual está conformada por un clasificador lineal del tipo discriminante lineal.

Complementariamente, se describe un ensamble de clasificadores como estrategia

alterntativa para mejorar el desempeño de un clasificador único.

4.1. Conceptos generales

Como se ha mencionado previamente, el rendimiento de una ICC depende

fuertemente de las estrategias de extracción de caracteŕısticas que codifican las

intenciones de un usuario y del clasificador que se utilice [44]. En este contexto se

han utilizado distintos tipos de clasificadores, como máquinas de soporte vectorial

[45],[46], redes neuronales [47], entre otros. Mas allá de esto, en [48] se demuestra

que algoritmos básicos de clasificación, como por ejemplo discriminantes lineales,

pueden convertirse en una potente herramienta para la clasificación de ERP ya

que son simple de implementar, de bajo costo computacional O(n3), fácil de

aplicar y genera resultados similares a los métodos de clasificación más complejos

[17]. Debido a que el objetivo de esta tesis es evaluar estrategias de extracción de

caracteŕısticas y no de clasificación, y que de la literatura revisada se desprende

que el discriminante lineal es uno de los clasificadores más utilizados en el área

de las ICC con buenos resultados [17, 49], por estos motivos se propone utilizarlo

y se lo describe a continuación.
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términos de un diccionario sobrecompleto Φ, del cual Ki señales corresponden

a la clase Ci, para 1 ≤ i ≤ C. La media ~µi y la varianza ~σ2
i para la clase Ci en el

espacio de las caracteŕısticas se calcula como:

~µi =
1

Ki

∑

~ak∈Ci

~ak (4.2)

~σ2
i =

1

Ki

∑

~ak∈Ci

‖~ak − ~µi‖
2
2 (4.3)

Como se mencionó en la Sección 1.3.3, si bien hay distintas alternativas para

definir la función discriminante aqúı se utilizó la función de Fisher. Su utilización

aqúı es pertinente, dado que esta función o criterio esta motivada por la idea

intuitiva de que la potencia de discriminación se maximiza cuando la distribución

espacial de las muestras de clases distintas se encuentran tan distantes como sea

posible y la distribución espacial de las muestras dentro de la misma clase se

encuentran tan cerca como sea posible [41].

Considerando que el valor medio de todas las señales se define como: ~µ =
1
Ki

∑K
k=1~ak entonces el criterio de discriminación de Fisher se define de la siguiente

manera:

F (~Φ, ~A| ~X) =
SB

SW
=

∥

∥

∥

∥

C
∑

i=1

Ki(~µi − ~µ)(~µi − ~µ)T
∥

∥

∥

∥

2

2

C
∑

i=1

~σ2
i

(4.4)

donde SB puede ser interpretada como la distancia interclase y SW como la

dispersión intraclase.

4.3. Ensamble de clasificadores

En la sección previa se mencionaron los motivos por el cual se seleccionó un

LDA como clasificador, sin embargo a la hora de evaluar su desempeño hay que

considerar que este puede ser influido por la información propia del problema

presente en los patrones, que seŕıa lo deseable; o por aspectos relacionados por

ejemplo al entrenamiento que son propios de cada tipo del clasificador [44]. Con

respecto a este último punto, en la Sección 5.5.5 se analiza como influye en un

LDA la relación entre la cantidad de patrones de entrenamiento y la dimensión

de estos para establecer un punto de trabajo en el que el desempeño solo dependa



Caṕıtulo 4. Clasificación 62

de la información de los patrones.

Una vez establecido el punto de trabajo adecuado del LDA se propuso evaluar

la hipótesis de mejorar el desempeño de este utilizando un conjunto clasificadores

en paralelo, denominado ensamble de clasificadores, los cuales se pueden relacio-

nar de distintas maneras aśı como también combinar las respectivas salidas.

Se pueden mencionar varias razones para la utilización de un ensamble de cla-

sificadores, entre las cuales se destacan razones de estad́ıstica, grandes volúmenes

de datos, muy pocos datos disponibles, utilización de estrategias del tipo divide

y vencerás, entre otras [50].

Los ensambles están formados por dos componentes: a) en primer lugar se

requiere una estrategia para construir un ensamble tan diverso como sea posible,

para ello se utilizan estrategias de combinación de clasificadores tales como fusión

y selección de clasificadores, y b) es necesaria una estrategia para combinar las

salidas de los clasificadores individuales que conforman el ensamble de tal manera

que las decisiones correctas sean amplificadas, y las incorrectas tiendan a ser

anuladas [50].

A continuación se describen las estrategias mas usuales para combinar clasi-

ficadores individuales y para obtener la salida de un ensamble.

4.3.1. Estrategias de combinación de salidas

a) Votación simple: se realiza un conteo de la cantidad de votos recibidos para

cada clase por parte de cada clasificador, y la salida del ensamble es la clase

que fue mas votada.

b) Votación ponderada: cada clasificador recibe un determinado peso en la vota-

ción final en función de su desempeño durante el proceso de entrenamiento.

c) Regla del mı́nimo/máximo/mediana: como su nombre lo indica, son funcio-

nes simplemente para tomar la mı́nima, máxima o mediana entre las salidas

continuas de los clasificadores individuales.

d) Regla del producto: se multiplican los valores continuos de salidas de cada

clasificador, esta regla es muy sensible a los clasificadores más pesimistas

e) Regla de la media: el apoyo a la clase Cj se obtiene como la media de todas las

salidas continúas de los clasificadores. Ésta es equivalente a la regla de la suma

por un factor de normalización 1/N , siendo N la cantidad de clasificadores.
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4.3.2. Estrategias de construcción

a) Bagging: es la abreviatura de bootstrap aggregating y es uno de los primeros

algoritmos basados en ensamble. Este método obtiene la diversidad mediante

el uso de réplicas bootstrap de los datos de entrenamiento, o sea, para cada

subconjunto de datos de entrenamiento se utiliza un clasificador diferente del

mismo tipo. Cada clasificador se combina a través de una votación de ma-

yoŕıa de sus decisiones, en este caso la clase elegida por la mayoŕıa de los

clasificadores es la decisión de conjunto.

b) Boosting: en esta estrategia se crean 3 clasificadores débiles: un primer clasi-

ficador (C1) se entrena con un subconjunto aleatorio de los datos de entrena-

miento disponibles. El subconjunto de datos de entrenamiento para el segundo

clasificador (C2) es elegido como el subconjunto más informativo, dado C1. Es

decir, C2 está entrenado con una base de datos de entrenamiento donde sólo

la mitad de los patrones se han clasificado correctamente por C1. El tercer

clasificador (C3) se entrena con los patrones en los que no están de acuerdo

C1 y C2. La salida del ensamble se obtiene mediante una mayoŕıa de votación

[50].

c) K-means: esta es una estrategia de selección alternativa de los grupos de en-

trenamiento, donde se separa el conjunto de patrones de entrenamiento en un

número determinado subconjuntos, procurando tener una distribución parti-

cular para cada clasificador. De esta manera cada clasificador se especializa

en un determinada área local del espacio total de caracteŕısticas [50] [51].

Se realizó el análisis preliminar de desempeño de distintas configuraciones de

ensambles de LDA y se los contrastó con el obtenido por un LDA de manera

individual, las mejoras obtenidas no justifican su utilización en el marco de los

experimentos definitivos de esta tesis, lo cual se detalla en la Sección 5.5.6.

4.4. Comentarios de cierre de caṕıtulo

En este caṕıtulo se describió el discriminante lineal de Fisher, que si bien es

un clasificador de fácil implementación y de baja complejidad, es uno de los más

utilizados en el ámbito de las ICC con buenos desempeños. Dado que en la tesis el

objetivo es evaluar diversas estrategias de representación de señales combinadas
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con técnicas de reducción de dimensionalidad, no se evaluaron otros clasificadores

como alternativas a este.



Caṕıtulo 5

Materiales y métodos

En este caṕıtulo se describen los materiales y métodos utilizados para llevar

adelante los experimentos que se describirán en el Caṕıtulo 6 aśı como también

algunos resultados preliminares, que sumado a lo anterior permitirán definir la

metodoloǵıa de los experimentos finales.

5.1. Base de datos

En el área de interfaces cerebro computadoras, hay grupos que generan sus

propios registros de electroencefalograma y/o potenciales evocados aśı como tam-

bién hay bases de datos disponibles para poder contrastar resultados. Algunas de

las mas conocidas son la generada por el BCI Laboratory of the Wadsworth Cen-

ter, New York State Department of Health (EEUU) [52] y la generada por el La-

boratorio de Neuroimagenoloǵıa (LINI) del Departamento de Ingenieŕıa Eléctrica

de la Universidad Autónoma Metropolitana (México) [53] [54]. Ambas contienen

registros de ERP obtenidos con el software BCI2000 [55] a partir de su aplica-

ción P300 Speller basada en el deletreador propuesto por Donchin y Farwell [56].

EL software BCI2000 es una de las plataformas disponibles que permiten diseñar,

evaluar y usar interfaces cerebro computadoras, al igual que otras como por ejem-

plo OpenVibe [57]. Sin embargo, una diferencia importante entre ambas bases de

datos es la cantidad de sujetos disponible en cada una, mientras que la base de

datos del Wadsworth Center contiene registros de solo 2 sujetos la del LINI con-

tiene de 18 sujetos. Por este motivo, para poder realizar un análisis estad́ıstico

de los resultados que permita generalizar mejor se optó por utilizar esta última

para el desarrollo de la tesis, y en consecuencia se describe a continuación.
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Figura 5.2: Registro época única single trial de EEG donde se indica los inicios de
estimulación representados por ĺıneas verticales con un tiempo inter est́ımulo de 125
ms.

del nivel de cansancio, disponibilidad de tiempo y desempeño del sujeto a lo largo

de la prueba [3]. De todas estas fases, en esta tesis sólo se utilizaron las dos pri-

meras que corresponden a las fases de deletreo dirigido, ya que las mismas poseen

las etiquetas correspondientes a épocas con ERP (de ahora en adelante se deno-

minarán con P300 ) o épocas sin respuesta. Teniendo en cuenta que las sesiones

se realizaron con una matriz de 6x6 donde el caracter deseado se intensifica dos

veces por cada una de las 15 secuencias, y teniendo un total de 21 caracteres a

deletrear (CALOR, CARINO, SUSHI, SUSHI), para las dos primeras sesiones se

dispone de 3780 registros single trial por canal, donde 630 contienen P300 y el

resto son registros sin respuesta o de ĺınea base. La forma en la que fueron adqui-

ridos los datos se muestra en la Figura 5.3, donde puede observarse la colocación

de la gorra de electrodos mientras es estimulado por la intensificación de las filas

o columnas de la pantalla.

En una primera etapa de acondicionamiento se filtraron todos los registros

de la base de datos con un filtro FIR pasa bajos de orden 30, la frecuencia de

corte del filtro se fijó en 15 Hz [58] y se aplicó a cada época de EEG de 1 seg.

de duración. Finalmente se normalizaron las registros de cada canal de manera

global utilizando el valor medio y la desviación estándar del total de las épocas

adquiridas en cada estimulación.
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Figura 5.4: Conformación del patrón temporal (640 caracteŕısticas) que entra al clasi-
ficador, a partir de la concatenación de los vectores individuales (64 caracteŕısticas) de
cada canal.

Figura 5.5: Matriz de datos formada por los patrones temporales generada por cada
sujeto de la base de datos, cada división en las filas corresponde a una época adquirida
en cada uno de los 10 canales.
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conjunto de patrones mediante una representación alternativa con el objetivo de

facilitar la detección de la información de interés, en particular la existencia de la

onda P300; para lo cual se utilizaron la Transformada Wavelet Diádica Discreta

y la Transformada Wavelet Packets descriptas en el Caṕıtulo 2. Este proceso se

realizó sobre cada uno de los 10 canales de forma separada a través de la Ecuación

5.1:

a = Φ−1x, (5.1)

donde x representa el vector de 64 caracteŕısticas temporales generado por cada

canal, Φ es la matriz de cambio de base cuyas columnas contienen los átomos

obtenidos por aplicación de DDWT o WPT y a es el respectivo vector de coefi-

cientes obtenidos. De manera análoga a la estructura de los patrones temporales,

se concatenan los vectores de coeficientes de cada canal para generar un patrón de

640 caracteŕısticas, en este caso de coeficientes Wavelets, este proceso se muestra

en la Figura 5.6. A los patrones generados de esta manera se los denominará de

ahora en adelante patrones DDWT (si Φ corresponde a la base DDWT) y patro-

nes WPT (si Φ corresponde a la base wavelet packet seleccionada por alguno de

los algritmos descriptos en la Sección 2.4). En ambos casos se genera una matriz

de patrones similar a la mostrada en la Figura 5.5.

Figura 5.6: Conformación del patrón wavelet DDWT o WPT (640 caracteŕısticas) que
entra al clasificador, a partir de la concatenación de los vectores transformados (64
caracteŕısticas) de cada canal.

En todos los experimentos realizados en esta tesis se utilizó el software Matlab

v7.2 (MathWorks Inc.), en particular se utilizó la libreŕıa PRTools para la imple-

mentación del discriminante lineal [59], la libreŕıa Wavelab850 para la descompo-
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sición WPT [60] y la libreŕıa MLDB7 para la implementación del algoritmo LDB

[34].

5.3. Indices de desempeño

Dado que en la tesis se aborda un problema de clasificación, entonces re-

sulta natural definir indicadores que evalúen que tan buenos son los métodos

implementados para clasificar, y consecuentemente detectar, correctamente las

clases involucradas en el problema en cuestión. Sin embargo, dado que también

es importante la potencial implementación hardware de los mismos, se definió un

criterio secundario que indique la cantidad de información necesaria para lograr

el desempeño.

Los ı́ndices de desempeño que se utilizaron son:

a) Tasa de aciertos: es una métrica que indica el promedio de todas los casos bien

clasificados y esta dado por la siguiente Ecuación.

Tasa de acierto =
patrones bien clasificados

total de patrones

b) Sensibilidad: es una métrica que indica la capacidad del clasificador para re-

conocer como casos positivos los registros que poseen P300, en consecuencia

es la capacidad para detectar los ERP.

Sensibilidad =
vp

vp+ fn

donde vp representa los verdaderos positivo (registros con P300) y fn los falsos

negativo.

c) Especificidad: es una métrica que indica la capacidad del clasificador para

reconocer como casos negativos los registros que no poseen P300, es decir la

proporción de épocas sin P300 correctamente identificadas.

Especificidad =
vn

vn+ fp

donde vn representa los verdaderos negativo (registros sin P300) y fp los falsos

positivo.
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d) Cantidad de caracteŕısticas: en caso de obtener desempeños similares basados

en los ı́ndices descriptos previamente se utilizará la cantidad de muestras de

los patrones resultantes de cada método.

5.4. Entrenamiento y prueba del clasificador

Considerando la estructura de datos de la Figura 5.5 se realizó una partición

de los patrones (temporales y Wavelets) de cada uno de los 18 sujetos en la base de

datos, de las 3780 épocas disponibles se separaron 2880 épocas para entrenamiento

(480 con P300 y 2400 sin P300) y 900 épocas para el testeo (150 con P300 y 750

sin P300). Esta partición se utilizó para obtener algunos resultados preliminares

que se presentarán a continuación aśı como tambien para todos los experimentos

que se describirán en el Caṕıtulo 6, este esquema permite comparar los resultados

obtenidos con cada una de las estrategias planteadas.

Todos los experimentos contemplaron una etapa de entrenamiento y una de

prueba o testeo, las cuales se esquematizan en la Figura 5.7 y se describen a

continuación:

a) Entrenamiento del LDA: en esta etapa se utilizaron los patrones de la parti-

ción de entrenamiento descripta anteriormente, estos pueden ser temporales,

DDWT o WPT. En todos los casos, excepto para los patrones WPT, estos

pueden ser resultado de aplicar alguno de los método de selección de carac-

teŕısticas.

b) Prueba: una vez entrenado el LDA se procede a la prueba del mismo utili-

zando los patrones de testeo, en esta etapa se obtienen los ı́ndices de desem-

peño (sensibilidad, especificidad, tasa de aciertos) que permiten comparar los

desempeños entre todas las estrategias implementadas, aśı como también la

cantidad de caracteŕısticas resultantes.

5.5. Experimentos preliminares

En esta sección se presentan una serie de resultados parciales, o preliminares,

que permiten definir la metodoloǵıa para llevar adelante la propuesta de experi-

mentos de esta tesis.
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Figura 5.8: Ejemplos de distintas funciones Wavelets que se evaluaron.

escalogramas de los patrones temporales con P300 y sin P300 de los canales Cz

y Oz mostrados en la Figura 5.9. Las columnas 1 y 2 correspondes a registros

con P300 y sin P300 respectivamente en Cz, las columnas 3 y 4 correspondes a

registros con P300 y sin P300 respectivamente en Oz.

Para resaltar al menos un poco la morfoloǵıa de la onda P300 se utilizaron

patrones generados por promediación coherente de 2 épocas, se utilizó como clasi-

ficador un LDA y la tasa de aciertos como ı́ndice de desempeño. En concordancia

con la bibliograf́ıa, los resultados obtenidos indicaron que las Wavelets de la fa-

milia Daubechies fueron las que produjeron los mejores resultados; mas detalles

se pueden encontrar en [64, 65].

Por lo tanto, para generar los patrones DDWT, y recordando el esquema

mostrado en la Figura 5.6, en cada canal se aplicó el algoritmo de la DDWT

hasta el nivel de descomposición 6 utilizando la Wavelet db4; generando el árbol

de descomposición mostrado en la Figura 5.10. En consecuencia se generó un

vector de 64 caracteŕısticas formado por los coeficientes wavelets de los Detalles

1 a 6 y de la Aproximación 6.

En la Figura 5.11 se muestra los elementos de la base generada a partir de

la DDWT utilizando la wavelet db 4, en la cual se grafican los elemento de la

Aproximación 6 (azul), Detalle 6 (rojo), Detalle 5 (verde), Detalle 4 (violeta),

Detalle 3 (cyan), Detalle 2 (negro) y Detalle 1 (marrón).
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Figura 5.9: Escalogramas obtenidos sobre registros single trial, promedios de 5 y de 10
épocas obtenidos en los canales Cz y Oz.

Figura 5.10: Descomposición multiresolución hasta el nivel 6 de una señal x[n] mues-
treada a 64 Hz, en el cual se observan los rangos frecuenciales que abarca cada nivel de
descomposición. Ai: i-ésima aproximación, Di: i-ésimo detalle, i : nivel de descomposi-
ción
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Figura 5.11: Base generada mediante TransformadaWavelet Diádica Discreta utilizando
como Wavelet madre la Daubechies 4.

5.5.2. Mejoramiento de la relación señal a ruido en el do-

minio wavelet

En la Sección 1.1.2 se describió las dificultades presentes en el registro de la

señal de ERP debido a la pobre RSR, por lo cual es deseable mejorarla y de

esa manera propiciar un mejoramiento en el desempeño de la ICC. A partir de

los patrones DDWT se pueden realizar acciones de filtrado de la señal con este

propósito, las que se denominan smoothing y denoising, permitiendo generar un

nuevo conjunto de patrones.

El smoothing, también denominado suavizado, es el proceso por el cual se

eliminan los coeficientes DDWT correspondientes a las altas frecuencias (detalles)

y se preservan las coeficientes DDWT asociados a las bajas frecuencias presentes

en una señal (aproximación). Esta estrategia para mejorar la relación señal a

ruido de un señal se basa en el conocimiento a priori del espectro de frecuencias

del P300, en la Figura 5.12 se muestra que toda la enerǵıa de la señal se encuentra

por debajo de los 15 Hz aproximadamente, por lo que los coeficientes Wavelets

asociados a frecuencias superiores se consideran asociados al ruido y se eliminan

[66].

El denoising es el proceso por el cual se modifican los coeficientes DDWT in-

dependientemente de su contenido frecuencial, hay varios métodos para aplicarlo

y se basan en el cálculo de un umbral λ. Actualmente existe un gran número de
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Figura 5.12: Señal de ERP en canal Cz y su respectivo espectro de frecuencias.

métodos para calcular el valor de λ, además se puede calcular un umbral para ca-

da nivel de descomposición o sino calcular un umbral global para todos. Una vez

obtenido λ se compara su valor con cada coeficiente wavelet de la descomposición

multiresolución y se realiza una operación no lineal [67]. Las ecuaciones 5.2 y 5.3

corresponden a las operaciones que se realizan sobre cada coeficiente ak,b luego

de ser comparado con el umbral, se denominan hard y soft respectivamente.

ak,b =







0 si |ak,b| < λ

ak,b si |ak,b| ≥ λ
(5.2)

ak,b =







0 si |ak,b| < λ

sig(ak, b)(|ak,b| − λ) si |ak,b| ≥ λ
(5.3)

El umbral puede ser global o por nivel, esto significa que puede calcularse un

solo valor de λ para todos los coeficientes de la señal, o se pueden calcular λj

umbrales, es decir uno para cada nivel de descomposición. A diferencia del sua-

vizado, el denoising modifica los coeficientes Wavelet con el objetivo de eliminar

las componentes de ruido presentes en ellos, la operación dará nuevos coeficientes

Wavelet zk,b, obtenidos de la siguiente manera:

zk,b = D(ak,b;λ), (5.4)
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en donde la operación de denoising se denota como D(.;λ), los nuevos coeficientes

Wavelet obtenidos de aplicar el denoising se expresan como zk,b, y son derivados

de los coeficientes originales ak,b.

Para calcular el umbral λ algunos métodos tienen en cuenta solamente la

cantidad de muestras presentes en la señal; en cambio existen otros métodos que

son adaptativos y tienen en cuenta el valor de los datos presentes en la señal

para el cálculo. Independientemente del método que se elija, la determinación del

umbral siempre requiere de una estimación de ruido presente en la señal; en [67]

se propuso un método de estimación robusta de ruido en el dominio Wavelet,

dada por la siguiente ecuación:

θ =
mediana(|ak,b|)

0,6745
, (5.5)

donde los ak,b son los coeficientes pertenecientes a los niveles donde se supone que

hay mas ruido. Una vez que se ha calculado θ el umbral λ que se aplicará sobre

cada coeficiente será:

λ = θλ∗, (5.6)

donde λ∗ representa el umbral que se obtiene con el método elegido.

Los métodos para calcular λ∗ se describen a continuación:

a) Umbral Universal: este método sólo tiene en cuenta el número de coeficientes,

se calcula según la siguiente ecuación:

λ∗ =
√

2log(N), (5.7)

siendo N el número de muestras de la señal si se trata de un umbral global, o

el número de coeficientes del nivel, si se trata de un umbral por nivel. Como

puede verse el umbral aumenta si la señal es más larga, esto es porque estos

métodos suponen que la señal es coherente. Esto significa que la mayor parte

de la enerǵıa puede representarse en unos pocos coeficientes Wavelet, entonces

supone que a mayor número de muestras mayor ruido.

b) Umbral SURE: el nombre proviene del inglés Stein Unbiased Risk Estimation,

este método utiliza la información presente en la señal para calcular el valor

del umbral, es un método de los llamados adaptativos, emplea una ecuación
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de riesgo y toma la ráız cuadrada de valor que la minimiza. En general, los

valores de umbrales obtenidos con este método son menores a los obtenidos

con el método Universal.

Tanto el denoising como el suavizado son estrategias muy usadas en el ámbito

del procesamiento digital de señales, sin embargo en experiencias realizadas du-

rante el desarrollo de esta tesis se obtuvieron mejores resultados con este último

[68]. En la Figura 5.13 se presentan los ı́ndices de desempeño, obtenidos sobre

los 10 sujetos de la base de datos que presentan registros mas limpios, en la cual

se muestra los resultados obtenidos mediante suavizado eliminando los coeficien-

tes de los detalles 1 y 2, y denoising aplicando umbrales hard calculados por el

método universal y por el método SURE.
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Figura 5.13: Índices de desempeño para cada método propuesto. Ref: patrones tem-
porales de referencia, Smo: patrones DDWT con suavizado, Sur: patrones DDWT con
denoising por umbral hard SURE, Uni: patrones DDWT con denoising por umbral hard
Universal.

Una posible causa por la cual el suavizado tiene un mejor desempeño es que la

estrategia de denoising asume como hipótesis que la enerǵıa de la señal de interés

es superior a la del ruido, y por ese motivo se modifican los coeficientes cuyos

valores están por debajo del umbral. En consecuencia, se utilizará la estrategia

de suavizado para mejorar la RSR en los experimentos propuestos mas adelante.
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5.5.3. Selección de medida de discriminación del algorit-

mo LDB para generación de patrones WPT

Para el caso de los patrones WPT generados por el algoritmo LDB, además

de elegir una Wavelet madre también es necesario seleccionar cual es la medida

de discriminación para obtener el mejor desempeño en el problema en cuestión.

El algoritmo LDB devuelve los vectores φi que conforman la base ortogonal

(columnas de Φ), los coeficientes LDB asociados a cada vector base y sus res-

pectivos valores de scores, un valor de score grande indica una mejor potencia de

discriminación.

Para generar la base el algoritmo utiliza una medida de discriminación, por

lo cual fue necesario evaluar el desempeño de cada una de las medidas descriptas

en la Sección 2.4 en el contexto del problema abordado en esta tesis. Para esto se

utilizó la base de datos descripta, se generó un conjunto de patrones WPT por

cada medida de discriminación y se utilizó como ı́ndice de desempeño la tasa de

aciertos de un discriminante lineal de Fisher. Según se muestra en la Figura 5.14

los resultados obtenidos no indicaron una superioridad de una medida por sobre

otra, lo cual no permitió tomar la decisión sobre cual elegir.

Ref Si ASiSuC
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8
Sensibilidad

Ref Si ASiSuC
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8
Especificidad

Ref Si ASiSuC
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8
Aciertos

Figura 5.14: Resultados obtenidos al aplicar sobre todos los sujetos el algoritmo local

discriminat basis utilizando las siguientes funciones de costo: simétrica (Si), asimétrica
(ASi) y la suma de cuadrados (SuC).
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Considerando esta situación, se evaluó el desempeño de las distintas medidas

en función de la cantidad de caracteŕısticas p de los patrones WPT, para lo

cual previamente se analizó la evolución de la potencia de discriminación de los

patrones generados en función de la cantidad de caracteŕıstica por canal sobre

todos los sujetos de la base de datos. Esto se muestra en la Figura 5.15 donde en

el eje de las absisas se muestra la cantidad de caracteŕısticas por canal y en el eje

de las ordenadas el valor de discriminación en escala logaŕıtmica.

Figura 5.15: Evolución de la potencia de discriminación de cada coeficiente Wavelet
Packet, las gráficas representan el promedio de todos los canales sobre todos los sujetos
para seleccionar los valores de p. Tomado de [4]

Del análisis de la gráfica se desprende que los vectores más discriminativos

se encuentran entre los 20 primeros vectores bases, sin embargo de acuerdo a la

Figura 5.14 no hay diferencia en el poder de discriminación cuando se utilizan los

64 coeficientes por canal. Por lo tanto se analizó la tendencia en el desempeño

de cada medida de discriminación en función de la cantidad de caracteŕısticas, a

manera de ejemplo en la Figura 5.16 se muestran los resultados obtenidos para los

valores de p: 4, 6 y 8. En la misma se observa que a medida que aumenta el valor

de p aumenta el poder de discriminación de todas la medidas, siendo superior en

todos los casos la suma de cuadrados, por lo que se decidió utilizarla para generar

los patrones WPT.



Caṕıtulo 5. Materiales y métodos 82

Figura 5.16: Resultados obtenidos con el algoritmo local discriminant basis utilizando
las diferentes medidas de discriminación y para los distintos valores de p= 4, 6 y 8.
LDBs: LDB con medida simétrica, LDBas: LDB con medida asimétrica y y LDBsc:
LDB con suma de cuadrados.

5.5.4. Algoritmos de selección de bases a partir de un dic-

cionario Wavelet Packets

En la Sección 2.4 se describieron los algoritmos BOB y LDB para generar los

patrones WPT, considerando que en la sección anterior se definió la medida de

discriminación del algoritmo LDB para generar una base ortogonal, entonces se

está en condiciones de comparar el desempeño de los patrones generados por este

algoritmo y los generados por el algoritmo BOB.

Para esto se generaron dos conjuntos de patrones, con una estructura similar

a la mostrada en la Figura 5.5, a partir de aplicar cada uno de los algoritmos

mencionados sobre el diccionario Wavelet Packets. La metodoloǵıa utilizada para

realizar la comparación es la misma de la sección anterior, es decir, un discri-

minante lineal de Fisher como clasificador y la tasa de aciertos, sensibilidad y

especificidad como ı́ndices de desempeño.

En la Figura 5.17 se muestran los ı́ndices de desempeños obtenidos por los

patrones generados por BOB y por los patrones generados por LDB utilizando

solo 8 coeficientes. Es evidente que los patrones generados mediante BOB no

producen mejoras con respecto a los patrones de referencia a diferencia de los

patrones generados mediante LDB, por lo cual estos fueron descartados como

una alternativa a evaluar en los experimentos del Caṕıtulo 6.
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Figura 5.17: Índices de desempeño obtenidos con patrones obtenidos con el algoritmo
best orthogonal basis (BOB) y con local discriminat basis utilizando 8 coeficientes
(LDB8).

5.5.5. Determinación del punto óptimo de entrenamiento

del LDA

El LDA es uno de los clasificadores más utilizados en aplicaciones en ICC

[69, 70], sin embargo no se ha analizado el efecto de la variación en la cantidad

de patrones de entrenamiento utilizando señales de EEG para poder determinar

la cantidad necesaria para llegar a la meseta de rendimiento. Esto es el punto en

que no hay ganancia significativa del rendimiento al agregar una mayor cantidad

de patrones de entrenamiento, el cual se denominará punto óptimo, el poder

determinarlo permite asumir que los resultados obtenidos al utilizar el LDA solo

dependen de la información relativa al problema contenida en los patrones.

Para esto se utilizaron 1200 patrones temporales (600 de cada clase) y se apli-

caron 3 tazas de submuestreo diferentes obteniéndose patrones con 80, 160 y 320

caracteŕısticas (8, 16 y 32 caracteŕısticas por canal respectivamente, 10 canales).

Se utilizaron patrones single trial aśı como también generados por promediación

de 2 a 5 épocas, esto permitió corroborar el efecto de la promediación coherente

en la mejora de la RSR.
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En la Figura 5.18 se muestra, desde arriba hacia abajo, la evolución del área

bajo la curva ROC (AUC, del inglés Area Under the Curve) cuando se utilizan

los patrones de 80, 160 y 320 caracteŕısticas. En la misma puede observarse que

cuanto mas grande es la cantidad de caracteŕısticas que conforman el patrón el

LDA tarda mas en llegar a la meseta de rendimiento, de hecho solo se alcanzó

completamente para el caso de los patrones single trial con 80 caracteŕısticas cerca

de los 600 patrones de entrenamiento. En el caso de los patrones single trial con

160 caracteŕısticas se observa una tendencia a la estabilización del área bajo la

curva hacia los 1200 patrones de entrenamiento, y algo similar pasa en el caso de

los patrones single trial de 320 caracteŕısticas.

Además, puede observase que el desempeño para el caso de patrones prome-

diados aumenta en función de la cantidad de épocas promediadas; esto es lógico

debido a que cuantas mas épocas se promedian mas se mejora la RSR y en conse-

cuencia se facilita la detección de la señal de ERP. Sin embargo, en ninguno de los

casos se alcanza la meseta de rendimiento como en el caso de los patrones single

trial; para lograrlo es necesario disponer de mas patrones de entrenamiento.

Por lo tanto, asumiendo un comportamiento lineal de la evolución se puede

suponer que “para llegar al punto óptimo de trabajo del LDA se necesitan apro-

ximadamente entre 6 y 8 patrones de entrenamiento por cada caracteŕıstica que

los conforman”. Es importante tener en cuenta este resultado al utilizar el LDA

como herramienta de evaluación de desempeño, ya que alguna de las estrategias

utilizadas en la extracción de caracteŕısticas suelen modificar la cantidad de estas

y en consecuencia afectar el rendimiento de la ICC sin que cambie la capaci-

dad de discriminación intŕınseca de dichas caracteŕısticas. Más detalles de estos

resultados fueron publicados en [71, 72].

5.5.6. Evaluación de ensambles de discriminantes lineales

Bajo la hipótesis de que un ensamble de LDAs podŕıa mejorar el desempeño

de un LDA único en la detección de ERP, se comparó el desempeño de este con

los de 3 configuraciones distintas de ensamble formados por 3 LDA.

Para la realización del experimento se utilizó la base de datos del LINI, de la

cual se seleccionaron 10 sujetos cuyos registros presentaban menor cantidad de

artefactos con el fin de evitar que estas variables influyan en los resultados.

Como ı́ndice de desempeño se utilizó el área debajo de la curva ROC, dado

que esta curva representa la tasa de verdaderos positivos frente a la tasa de falsos
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Figura 5.18: Área debajo la curva ROC vs. cantidad de patrones de entrenamiento. De
arriba a abajo utilizando 80, 160 y 320 caracteŕısticas en los patrones respectivamente.
Las curvas en cada gráfica representan patrones formados utilizando diferente cantidad
de promediaciones (1 a 5).
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positivos, entonces cuanto mayor es el área debajo la curva mejor es el desempeño

del clasificador.

Las estrategias de construcción de ensambles que se evaluaron fueron boosting,

bagging y k-means; simultáneamente se evaluaron como estrategias para obtener

la salida la votación simple, votación ponderada y las siguientes regla: producto,

suma, suma ponderada, máximo, mı́nimo y mediana.

Los resultados obtenidos se muestran en la Figura 5.19 [73], se advierte que

excepto el bagging ninguna de las estrategias de ensambles supera el desempeño

logrado por el LDA único, por lo que se utilizará esta estrategia en los experimen-

tos del Caṕıtulo 6. Esto puede deberse a la falta de diversidad en los clasificadores

incluidos en el conjunto y a las caracteŕısticas de la distribución estad́ıstica de los

patrones utilizados.
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Figura 5.19: Resultados obtenidos con distintas combinaciones de estrategias de ensam-
bles. Vot S: votación simple, Vot P: votación ponderada, Reg P; regla del producto,
Reg S: regla de la suma, Reg SP: regla de suma ponderada, Reg Ma: regla de máximo,
Reg Mi: regla del mı́nimo, Reg Me: regla de mediana.

5.6. Comentarios de cierre de caṕıtulo

En este caṕıtulo se describió la base de datos que se utilizó en la tesis aśı

como también el proceso para generar los distintos tipos de patrones a partir de

los temporales originales.
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Además, se presentaron resultados de experimentos preliminares propuestos

para definir claramente los experimentos del Caṕıtulo 6. En primer lugar se jus-

tificó la elección de la Wavelet Daubechies 4 como Wavelet madre para generar

tanto los patrones DDWT como los WPT, posteriormente se explicitó el motivo

por el cual se utilizará el método de suavizado en lugar del método de denoising

para mejorar la relación señal a ruido con el objetivo de mejorar la detección del

P300. Luego se presentaron los resultados de dos experiencias que están relacio-

nadas entre śı, por un lado la elección de la suma de cuadrados como medida de

dispersión para generar los patrones WPT y por otro la comparación de los desem-

peños de patrones WPT generados mediante los algoritmos LDB y BOB, dado

que estos últimos no produjeron mejoras con respecto a los de referencia no se

considerarán en esta tesis. Relacionado con la etapa de clasificación, se determinó

el punto de trabajo óptimo del discriminante de Fisher, puntualmente se obtuvo

la relación entre la cantidad de patrones de entrenamiento y las dimensiones de

estos, de manera que el desempeño dependa sólo de la información del problema

presente en los patrones de entrenamiento. También se evaluó el desempeño de

distintas estrategias de ensambles de clasificadores no obteniéndose resultados

satisfactorios, en consecuencia se decidió utilizar solo un clasificador.
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Experimentos y resultados

En este caṕıtulo se describen los experimentos definitivos planteados para

cumplir el objetivo propuesto en la tesis y se presentan los resultados obtenidos

en cada uno de estos.

6.1. Descripción de experimentos y resultados

obtenidos

En la Figura 6.1 se muestra un esquema que resume los experimentos realiza-

dos en el marco de esta tesis, aqúı la señal x representa los registros de EEG de

N muestras o caracteŕısticas y a es el vector de coeficientes generados al aplicar

la transformación Φ mediante la Ecuación a = Φ−1.x.

La relación entre patrones involucrados en cada experimento están indicados

con distintos colores: a) en azul se indican los patrones temporales, b) en rojo se

indica la generación de patrones DDWT y WPT mediante la transformación Φ,

c) en verde se indica la generación de patrones mediante suavizado de patrones

DDWT, cuyo vector resultante es aK donde K es la dimensión del patrón yK ≤ N

y d) en color amarillo se indica la generación de patrones mediante selección de

caracteŕısticas, ya sean aplicados a patrones temporales o DDWT suavizados. En

el caso temporal el patrón resultante es xM , donde M es la dimensión del patrón

y M ≤ N , en el caso DDWT suavizado el patrón resultante es aL, donde L es la

dimensión del patrón y L ≤ K ≤ N .

A continuación se describe en detalle la metodoloǵıa empleada en cada expe-

rimento y los resultados que se obtuvieron en cada un de ellos.

88
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Figura 6.2: Índices de desempeño obtenidos en cada unos de los sujetos de la base de
datos.

Los gráficos de caja (boxplots) de los ı́ndices de desempeño obtenidos sobre

todos los sujetos de la base de datos se muestran en la Figura 6.3. La tasa de

aciertos promedio fue de 0, 695± 0, 05, la sensibilidad promedio de 0, 696± 0, 05

y la especificidad promedio 0, 695 ± 0, 05. La longitud del patrón es de 640 ca-

racteŕısticas.
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Figura 6.3: Índices de desempeño de referencia obtenidos sobre registros temporales.
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6.3. Experimento 2: generación de caracteŕısti-

cas mediante bases ortogonales

En esta sección se obtuvieron los ı́ndices de desempeño utilizando patrones

generados mediante DDWT y WPT de acuerdo a lo descripto en la Sección 5.2.

En el caso de los patrones DDWT se utilizó la Wavelet db4 y se realizó la

descomposición multiresolución hasta el nivel 6. Por cada uno de los canales se

conformó el patrón con los coeficientes correspondientes al detalle 1 (32 coeficien-

tes), detalle 2 (16 coeficientes), detalle 3 (8 coeficientes), detalle 4 (4 coeficientes),

detalle 5 (2 coeficientes) y al detalle 6 y aproximación 6 (1 coeficiente cada uno),

lo cual totaliza 64 coeficientes por canal y en consecuencia un patrón de 640

caracteŕısticas.

En la Figura 6.4 se muestran los boxplots de los ı́ndices de desempeño. La tasa

de aciertos promedio fue de 0, 695±0, 05, la sensibilidad promedio de 0, 695±0, 05

y la especificidad promedio 0, 695± 0, 05.
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Figura 6.4: Índices de desempeño obtenidos con patrones DDWT

Los patrones WPT se generaron a partir de la descomposición Wavelet Packet

utilizando la Wavelet db4, los coeficientes se obtuvieron mediante el algoritmo

LDB utilizando como medida de discriminación la suma de cuadrados.

Dado que el algoritmo LDB devuelve los coeficientes asociados a los elemen-

tos de la base ordenados según su potencia de discriminación, fue posible generar

patrones de diferentes longitudes e ir evaluando el desempeño de estos para de-
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terminar si es necesario utilizar los 64 coeficientes disponibles por canal o si es

posible con una cantidad menor obtener un desempeño igual o mejor, y de esta

manera disminuir el tamaño del patrón final. Para verificar esto se conformaron

patrones con longitudes que fueron variando de 2 en dos, desde 2 hasta 64, y

se evaluó el desempeño para cada uno de estos conjuntos, en la Figura 6.5 se

muestran la evolución de los ı́ndices de desempeño en función de la cantidad de

coeficientes WPT por canal [4].
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Figura 6.5: Evolución de los ı́ndices de desempeño en función de la cantidad de carac-
teŕısticas de los patrones WPT

En la Tabla 6.1 se presentan los ı́ndices de desempeños obtenidos sobre todos

los sujetos utilizando patrones WPT con diferentes cantidades de caracteŕısticas,

en negrita se remarcan los valores máximos correspondiente a 18 coeficientes; por

lo cual se conformó el patrón WPT mediante concatenación de los 18 primeros

coeficientes WPT de cada canal generando un patrón final de 180 caracteŕısticas.

En la Figura 6.6 se muestran los boxplots de los ı́ndices de desempeño para

los patrones generados con 18 coeficientes por canal. La tasa de aciertos promedio

fue de 0, 785 ± 0, 08, la sensibilidad promedio de 0, 803 ± 0, 08 y la especificidad

promedio 0, 771± 0, 08.
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Tabla 6.1: Índices de desempeño de patrones WPT con distintas cantidades de carac-
teristicas.

Caracteŕısticas Sensibilidad Especificidad Tasa de aciertos
2 0,60 0,60 0,60
4 0,69 0,69 0,69
6 0,72 0,72 0,72
8 0,76 0,76 0,76
10 0,76 0,76 0,76
12 0,77 0,77 0,77
14 0,77 0,77 0,77
16 0,78 0,78 0,78
18 0,79 0,79 0,79

20 0,78 0,78 0,78
22 0,78 0,78 0,78
24 0,78 0,78 0,78
26 0,78 0,78 0,78
28 0,78 0,78 0,78
30 0,77 0,77 0,77
32 0,77 0,77 0,77
34 0,76 0,76 0,76
36 0,76 0,76 0,76
38 0,76 0,76 0,76
40 0,75 0,75 0,75
42 0,75 0,75 0,75
44 0,74 0,74 0,74
46 0,73 0,73 0,73
48 0,73 0,73 0,73
50 0,72 0,72 0,72
52 0,72 0,72 0,72
54 0,71 0,71 0,71
56 0,71 0,71 0,71
58 0,71 0,71 0,71
60 0,70 0,70 0,70
62 0,69 0,69 0,69
64 0,69 0,69 0,69
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Figura 6.6: Índices de desempeño obtenidos con patrones WPT utilizando 18 coeficien-
tes por canal

6.4. Experimento 3: suavizado de patrones DDWT

Dado que en la descomposición multiresolución se conoce el rango de frecuen-

cias correspondiente a cada uno de los detalles y a la aproximación resultante, se

procedió a eliminar los coeficientes de los detalles 1 y 2 tal como se muestra en

la Figura 6.7. En el caso en que se eliminó el detalle 1 (rango de frecuencia de 16

- 32 Hz) se generaron patrones de 320 coeficientes (caracteŕısticas) a los que se

los denominan patrones DDWT sin D1 ; y en el caso en que se eliminó también

el detalle 2 (rango de frecuencia de 8 - 16 Hz) los patrones generados son de 160

coeficientes y se los denomina patrones DDWT sin D1 y D2.

El proceso de suavizado puede pensarse como la proyección de la señal ~x en

una base ortogonal subcompleta, de manera tal que si se considera cada canal de

forma individual se pasa la representación en un espacio R
64 a otro definido en

R
32 o R

16.

En la Figura 6.8 se muestran los boxplots de los ı́ndices de desempeño para

los patrones DDWT sin D1. La tasa de aciertos promedio fue de 0, 768± 0, 06, la

sensibilidad promedio de 0, 770± 0, 06 y la especificidad promedio 0, 767± 0, 06.

La longitud del patrón resultante es de 320 caracteŕısticas.
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La longitud del patrón resultante es de 160 caracteŕısticas.
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Figura 6.9: Índices de desempeño obtenidos con patrones DDWT sin los detalles 1 y 2.

6.5. Experimento 4: selección de caracteŕısticas

En esta sección se evalúa el desempeño de las estrategias de eliminación de ca-

racteŕısticas descriptas en el Caṕıtulo 3: la eliminación recursiva de caracteŕısticas

(ERC) y los algoritmos genéticos (AGs).

6.5.1. Selección de caracteŕısticas mediante eliminación

recursiva de caracteŕısticas

En la ERC se inicia el proceso con patrones de 640 caracteŕısticas (temporales

y DDWT), 320 caracteŕısticas (DDWT sin D1) o 160 caracteŕısticas (DDWT sin

D1 y D2); en todos los casos la implementación del método es la siguiente:

1. Entrenamiento del LDA

2. Cálculo y almacenamiento de la tasa de acierto

3. Determinación del peso de conexión con menor valor absoluto

4. Eliminación del patrón de la caracteŕıstica asociada a ese peso
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Este proceso se repite hasta que el patrón queda con una sola caracteŕıstica,

finalmente se determina cual es el máximo valor de las tasas de aciertos y a que

cantidad de caracteŕısticas corresponde; este último es el que se asigna al sujeto

en cuestión. A manera de ejemplo, en la Figura 6.10 se muestra la evolución de

la tasa de aciertos a medida que se van eliminando caracteŕısticas de patrones

DDWT sin D1 y D2 (160 caracteŕısticas). En este caso el máximo valor de tasa

de acierto se da cuando se eliminan 91 caracteŕısticas, por lo que la longitud del

patrón resultante es de 69 caracteŕısticas.
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Figura 6.10: Evolución de la tasa de aciertos del algoritmo de eliminación recursiva de

caracteŕısticas a medida que estas se van eliminando.

Eliminación recursiva de caracteŕısticas aplicado a patrones temporales

En la Figura 6.11 se muestran los boxplots de los ı́ndices de desempeño

obtenidos mediante aplicación sobre los patrones temporales del método

integrado de selección de caracteŕısticas; la tasa de aciertos promedio fue

de 0, 777 ± 0, 07, la sensibilidad promedio de 0, 768 ± 0, 08 y la especifici-

dad promedio 0, 786 ± 0, 08. En este caso la longitud promedio del patrón

resultante es de 120 caracteŕısticas.

Eliminación recursiva de caracteŕısticas aplicado a patrones DDWT sin D1

En la Figura 6.12 se muestran los boxplots de los ı́ndices de desempeño

utilizados. La tasa de aciertos promedio fue de 0, 778±0, 06, la sensibilidad

promedio de 0, 766 ± 0, 07 y la especificidad promedio 0, 789 ± 0, 07. La

longitud del patrón resultante es de 111 caracteŕısticas.
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Figura 6.11: Índices de desempeño obtenidos con patrones temporales utilizando elimi-

nación recursiva de caracteŕısticas.
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Figura 6.12: Índices de desempeño obtenidos con patrones DDWT sin el Detalle 1
utilizando eliminación recursiva de caracteŕısticas.
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Eliminación recursiva de caracteŕısticas aplicado a patrones DDWT sin D1

y D2

En la Figura 6.13 se muestran los boxplots de los ı́ndices de desempeño

utilizados. La tasa de aciertos promedio fue de 0, 738±0, 06, la sensibilidad

promedio de 0, 727 ± 0, 07 y la especificidad promedio 0, 749 ± 0, 08. La

longitud del patrón resultante es de 63 caracteŕısticas.
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Figura 6.13: Índices de desempeño obtenidos con patrones DDWT sin los Detalles 1 y
2 utilizando eliminación recursiva de caracteŕısticas.

6.5.2. Selección de caracteŕısticas mediante algoritmos genéti-

cos

Las selección de caracteŕısticas mediante AG se hizo de la siguiente manera:

1. Inicialización de población: se inicializó aleatoriamente una población de

100 individuos, cuya cantidad de bits (dimensión) se eligió de modo que

cada uno de ellos este correlacionado con una caracteŕıstica del patrón de

entrada correspondiente a un canal (64, 32 o 16). El valor del bit indica la

presencia o ausencia de la caracteŕıstica correspondiente, un 1 significa que

se mantiene la caracteŕıstica y un 0 que se la elimina.

2. Evaluación de la población: para realizar esta acción por cada individuo

se conforma un nuevo grupo de patrones, de entrenamiento y de prueba,
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en función de la distribución de unos y ceros presentes. Por ejemplo, en la

Figura 6.14 se muestra un individuo de 16 bits en el cual solo en 4 posiciones

hay unos, en consecuencia se generará un nuevo conjunto de patrones con

solo 4 caracteŕısticas.

Figura 6.14: Generación de patrones de 4 caracteŕısticas a partir de un individuo de la
población.

Con este nuevo conjunto se entrena el LDA y se obtiene la tasa de aciertos, la

función de fitness toma en cuenta esta última aśı como también la cantidad

de bits activos del individuo y se define mediante la Ecuación 6.1:

fitness = wa ∗ aciertos+
wc
∑

ci
(6.1)

asignando un peso mayor a la componente correspondiente a la tasa de

aciertos, wa = 0, 80, con respecto al componente de la ecuación que re-

presenta a la cantidad de caracteŕısticas activas, wc = 0, 20. Esta ecuación

pondera al porcentaje de clasificación, pero también permite detectar como

mejor solución aquella que con similar desempeño tiene un número menor

de caracteŕısticas; fue utilizada por Zhou et al para otra aplicación con buen

resultado [74].

3. Mientras Mejor Fitness ≤ Fitness Deseado Hacer

Selección: se utilizó el método de competencias para hacer la selección

de progenitores; este consiste en seleccionar aleatoriamente 2 indivi-

duos de la población y se compara sus respectivos fitness, el que posea

el valor mayor queda seleccionado. Este proceso se repite 20 veces de
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manera tal de seleccionar 20 individuos de la población como progeni-

tores de la nueva generación [31].

Cruzas: se utilizaron cruzas simples con una probabilidad del 0,95 [75].

Mutaciones: se utilizó mutaciones de un solo bit por individuo con una

probabilidad de 0,05 [75].

Evaluación de la población

4. Fin mientras

Algoritmo genéticos aplicado a patrones temporales

En la Figura 6.15 se muestran los boxplots de los ı́ndices de desempeño

obtenidos mediante aplicación sobre los patrones temporales del método

envolvente de selección de caracteŕısticas; la tasa de aciertos promedio fue

de 0, 770 ± 0, 05, la sensibilidad promedio de 0, 766 ± 0, 07 y la especifici-

dad promedio 0, 774 ± 0, 07. En este caso la longitud promedio del patrón

resultante es de 131 caracteŕısticas.
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Figura 6.15: Índices de desempeño obtenidos con patrones temporales utilizando algo-

ritmos genéticos.

Algoritmos genético aplicado a patrones DDWT sin D1

En la Figura 6.16 se muestran los boxplots de los ı́ndices de desempeño

utilizados. La tasa de aciertos promedio fue de 0, 781±0, 06, la sensibilidad
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Figura 6.16: Índices de desempeño obtenidos con patrones DDWT sin el Detalle 1
utilizando algoritmos genéticos.

promedio de 0, 777 ± 0, 06 y la especificidad promedio 0, 786 ± 0, 07. La

longitud del patrón resultante es de 111 caracteŕısticas.

Algoritmo genético aplicado a patrones DDWT sin D1 y D2

En la Figura 6.17 se muestran los boxplots de los ı́ndices de desempeño

utilizados. La tasa de aciertos promedio fue de 0, 748±0, 06, la sensibilidad

promedio de 0, 732 ± 0, 07 y la especificidad promedio 0, 763 ± 0, 07. La

longitud del patrón resultante es de 140 caracteŕısticas.



Caṕıtulo 6. Experimentos y resultados 103

0.6

0.65

0.7

0.75

0.8

0.85

RefWD1D2Env

S
en

si
bi

lid
ad

0.6

0.65

0.7

0.75

0.8

0.85

0.9

RefWD1D2Env

E
sp

ec
ifi

ci
da

d
0.6

0.65

0.7

0.75

0.8

0.85

RefWD1D2Env

A
ci

er
to

s

Figura 6.17: Índices de desempeño obtenidos con patrones DDWT sin los Detalles 1 y
2 utilizando algoritmos genéticos.

6.6. Comentarios de cierre de caṕıtulo

En este caṕıtulo se describieron los experimentos propuestos para cumplir

el objetivo de la tesis y los resultados que se obtuvieron en cada uno de ellos.

En el experimento 1 se obtuvieron los ı́ndices de desempeño correspondientes

a los patrones temporales que se tomaron como referencia para el resto de los

experimentos. Posteriormente, en el experimento 2 se obtuvieron los ı́ndices de

desempeños los patrones generados mediante DDWT y WPT, obteniéndose muy

buenos resultados con estos últimos. En el experimento 3 se obtuvieron los ı́ndi-

ces de desempeño de los patrones generados mediante suavizado de los patrones

DDWT, puntualmente de los patrones DDWT sin el detalle 1 y patrones DDWT

sin los detalles 1 y 2. Finalmente, en el experimento 4 se obtuvieron los ı́ndices

de desempeño de las estrategias de selección de caracteŕısticas aplicadas a los

patrones temporales y a los patrones generados en el experimento 3.



Caṕıtulo 7

Discusión

En este caṕıtulo se discuten los resultados obtenidos en cada uno de los ex-

perimentos, se presenta el análisis de significancia estad́ıstica de estos y se los

compara con resultados obtenidos por otros investigadores que trabajaron con

esta base de datos.

7.1. Resultados del Experimento 1

Se determinaron los valores de referencia de los ı́ndices de desempeño que

son utilizados en la tesis para contrastar los resultados obtenidos en las distintas

estrategias propuestas, a saber:

- Tasa de aciertos promedio: 0, 695± 0, 05.

- Sensibilidad promedio: 0, 696± 0, 05.

- Especificidad promedio 0, 695± 0, 05.

Además de estos ı́ndices, en todos los experimentos se consideró la longitud

final de los patrones resultantes para evaluar el desempeño global de las distintas

estrategias. En este caso la longitud es 640 caracteŕısticas, dado que el patrón se

conformó concatenando las épocas de 1 seg. de duración, adquiridas a 256 Hz y

posteriormente decimadas a 64 Hz, en 10 canales de registro.

7.2. Resultados del Experimento 2

Se evaluaron los patrones generados mediante un cambio de base de los patro-

nes temporales originales, puntualmente se utilizaron bases ortogonales generadas

mediante descomposición multiresolución a partir de la Transformada Wavelet

104
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Diádica Discreta (patrones DDWT) y a partir de la Transformada Wavelet Pac-

ket mediante el algoritmo local discriminant basis utilizando como medida de

discriminación la suma de cuadrados (patrones WPT). En ambos casos se utilizó

como wavelet madre la db4 y se realizó la descomposición hasta el nivel 6.

En la Figura 7.1 se muestra un gráfico de cajas que permite comparar los ı́ndi-

ces de desempeño para ambos tipos de patrones con los de referencia. En el caso

de los patrones DDWT los ı́ndices de desempeño obtenidos fueron muy similares

a estos últimos; por lo que este cambio de base no representa una alternativa que

permita mejorar el desempeño de la ICC. En el caso de los WPT, previamente se
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Figura 7.1: Comparación de ı́ndices de desempeños obtenidos con patrones DDWT y
WPT

realizó un análisis de la conformación de los patrones, ya que el algoritmmo LDB

devuelve los vectores bases (y sus coeficientes asociados) ordenados en función de

su potencia de discriminación. En la Tabla 6.1 se muestran los valores obtenidos

para distintas conformaciones de patrones WPT notándose que para el caso de 18

coeficientes se obtienen los mayores ı́ndices de desempeño; y por este motivo se

tomó la decisión de conformar los patrones con esta cantidad de caracteŕısticas.

Los ı́ndices de desempeño obtenidos con estos patrones fueron superiores a los de

referencia, lográndose una mejora de aproximadamente 12,9% sobre los ı́ndices

de referencia. Además se disminuyó la dimensión de los patrones pasando de 64 a

18 caracteŕısticas por canal, lo cual representa un 28% de la dimensión original.
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7.3. Resultados del Experimento 3

Se utilizó el proceso de suavizado para mejorar la relación señal a ruido y

aśı mejorar la detección de la onda P300. Para cada canal puede pensarse que

esto representa la proyección en una base ortogonal subcompleta definida en R
32

(eliminando el detalle 1 ) o R
16 (eliminando los detalles 1 y 2 ). En la Figura 7.2

se puede comparar los ı́ndices de desempeño de los patrones a los cuales se les

aplicó suavizado sobre los patrones DDWT.
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Figura 7.2: Comparación de ı́ndices de desempeños obtenidos con patrones DDWT,
DDWT sin D1 y DDWT sin D1 y D2

Desde el enfoque de espacios de señales se puede pensar que los elementos

de la base original que se eliminan, pertenecientes a los detalles 1 y 2, son los

que contienen mayormente proyecciones del ruido. Mientras que los que quedan,

pertenecientes a los detalles 3, 4 5 y 6 y a la aproximación 6, son los que contienen

mayormente las proyecciones de la señal de ERP; en particular la onda P300.

Los ı́ndices de desempeño de los patrones con suavizado fueron superiores a

los de referencia, en el caso de los DDWT sin D1 se obtuvo una mejora del 11%

y en el caso de los DDWT sin D1 y D2 se obtuvo una mejora del 10,7%. Además,

la dimensión de los patrones pasó a 32 caracteŕısticas por canal en el caso de los

patrones DDWT sin D1 y a 16 caracteŕısticas por canal en el caso de los patrones

DDWT sin D1 y D2; lo cual representa el 50% y 25% de la dimensión original.
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7.4. Resultados del Experimento 4

Se utilizaron métodos de selección de caracteŕısticas para reducir la dimensión

de los patrones tratando de mantener o mejorar los desempeños obtenidos. Los

métodos utilizados fueron eliminación recursiva de caracteŕısticas y algoritmos

genéticos. Estos se aplicaron sobre patrones temporales y wavelets, no aśı sobre

patrones wavelets packets, dado que el algoritmo LDB realiza una especie de

selección de caracteŕısticas al devolver ordenados los coeficientes en función de la

potencia de discriminación.

En la Figura 7.3 se muestra a manera de ejemplo los elementos de la base

seleccionada mediante la aplicación de AGs sobre patrones wavelets sin los co-

eficientes de los Detalles 1 y 2; se observa que la morfoloǵıa de los elementos

de la base seleccionados son similares a la onda P300 en particular el elemento

correspondiente a la ubicación 4 del individuo.

Figura 7.3: Elementos de la base de la DDWT seleccionados por el algoritmo genético,
aplicado sobre patrones DDWT sin los Detalles 1 y 2, correspondiente al mejor individuo
del sujeto 13 de la base de datos.

En la Figura 7.4 se muestran los ı́ndices de desempeño de los algoritmos

genéticos aplicados a patrones temporales y a patrones wavelets a los que se les

aplicó suavizado (eliminación de detalles 1 y 2).

En la Figura 7.5 se muestran los ı́ndices de desempeño del método de elimi-

nación de caracteŕısticas aplicados a patrones temporales y a patrones wavelets

a los que se les aplicó suavizado (eliminación de detalles 1 y 2).

Tanto los algoritmos genéticos, como la eliminación recursiva de caracteŕısti-

cas, obtuvieron ı́ndices de desempeño superiores a los de referencia. Con los AGs

se obtuvieron mejoras del 10,7% cuando se los aplicó sobre patrones temporales,

del 12,4% cuando se los aplicó sobre patrones DDWT sin D1 y del 8% para los

patrones DDWT sin D1 y D2. Con el método ERC se obtuvieron mejoras del



Caṕıtulo 7. Discusión 108

0.6

0.65

0.7

0.75

0.8

0.85

0.9

Ref TEnv WD1EWD12E

S
en

si
bi

lid
ad

0.6

0.65

0.7

0.75

0.8

0.85

0.9

Ref TEnv WD1EWD12E

E
sp

ec
ifi

ci
da

d

0.6

0.65

0.7

0.75

0.8

0.85

0.9

Ref TEnv WD1EWD12E

A
ci

er
to

s

Figura 7.4: Comparación de ı́ndices de desempeños obtenidos con algoritmos genéticos

aplicado a patrones temporales y DDWT sin los Detalles 1 y 2.
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Figura 7.5: Comparación de ı́ndices de desempeños obtenidos con eliminación recursiva

de caracteŕısticas aplicado a patrones temporales y DDWT sin los Detalles 1 y 2.



Caṕıtulo 7. Discusión 109

11,8% cuando se los aplicó sobre patrones temporales, del 12% cuando se los

aplicó sobre patrones DDWT sin D1 y del 6% para los patrones DDWT sin D1

y D2.

En lo que respecta a la disminución de la dimensión de los patrones con los AGs

se obtuvieron 131 caracteŕısticas para patrones temporales, 163 para patrones

DDWT sin D1 y 140 para patrones DDWT sin D1 y D2; esto representa respec-

tivamente el 20%, el 25% y el 21,8% de la dimensión original. Con el método

de ERC se obtuvieron 120 caracteŕısticas para patrones temporales, 111 para pa-

trones DDWT sin D1 y 63 para patrones DDWT sin D1 y D2; esto representa

respectivamente el 18,7%, el 17,3% y el 9,8% de la dimensión original.

Los ı́ndices de desempeño obtenidos por cada uno de los métodos implemen-

tados se encuentran resumidos en la Tabla 7.1, estos se encuentran agrupados

según los experimentos descriptos en el Caṕıtulo 6.

Tabla 7.1: Indices de desempeños obtenidos en los experimentos realizados.

Método Sensibilidad Especificidad Tasa de aciertos Caracteŕısticas
Temporales 0, 696± 0, 05 0, 695± 0, 06 0, 695± 0, 05 640
DDWT 0, 695± 0, 05 0, 696± 0, 06 0, 695± 0, 05 640

WPT + LDB 0, 785± 0, 08 0, 785± 0, 08 0, 785± 0, 08 180
DDWT sin D1 0, 770± 0, 06 0, 767± 0, 06 0, 768± 0, 06 320

DDWT sin D1 y D2 0, 758± 0, 06 0, 739± 0, 05 0, 747± 0, 05 160
Temporales + AGs 0, 766± 0, 07 0, 774± 0, 07 0, 770± 0, 05 131± 29

DDWT sin D1 + AGs 0, 777± 0, 06 0, 786± 0, 07 0, 781± 0, 06 163± 41
DDWT sin D1 y D2 + AGs 0, 732± 0, 07 0, 763± 0, 07 0, 748± 0, 06 140± 16

Temporales + ERC 0, 768± 0, 08 0, 786± 0, 08 0, 777± 0, 07 120± 74
DDWT sin D1 + ERC 0, 766± 0, 07 0, 789± 0, 07 0, 778± 0, 06 111± 58

DDWT sin D1 y D2 + ERC 0, 727± 0, 07 0, 749± 0, 08 0, 738± 0, 06 63± 34

Al analizar la tabla se observa que la mayoŕıa de los resultados obtenidos son

prometedores, ya sea si se considera la tasa de aciertos, la sensibilidad o la espe-

cificidad; inclusive los valores de estos dos últimos ı́ndices son parejos para todos

lo métodos. La única excepción es el resultado correspondiente a los patrones

DDWT, los cuales no generan mejoras con respecto a los patrones temporales de

referencia, por lo tanto no serán considerados en los análsis de ahora en adelante.

El resto de los métodos la tasa de aciertos está por encima de 0,73, lográndose el

mejor desempeño utilizando los patrones WPT y el algoritmo LDB.

El análisis anterior se hizo en base a la tasa de aciertos, sin embargo cuando

se tiene en cuenta la dimensionalidad de los patrones resultantes de cada estra-



Caṕıtulo 7. Discusión 110

tegia planteada en los experimentos, se observa que los métodos de selección de

caracteŕısticas aplicados a patrones temporales tienen desempeños similares a los

de los métodos mencionados anteriormente pero con una reducción considerable

de la dimensión de los patrones. En la Figura 7.6 se muestra claramente esta

situación, en la cual se representa la cantidad de caracteŕısticas de los patrones

resultante de cada una de las estrategias en función de la tasa de aciertos.
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Figura 7.6: Representación de la cantidad de caracteŕısticas resultantes en función de
la tasa de aciertos. Temp: patrones temporales, Temp ERC: patrones temporales mas
ERC, Temp AG: patrones temporales mas AG, DDWT: patrones wavelets, DDWT D1:
patrones wavelets sin el detalle 1, DDWT D1yD2: patrones wavelets sin los detalles 1
y 2, DDWT D1 ERC: patrones wavelets sin el detalle 1 mas ERC, DDWT D1 AG:
patrones wavelets sin el detalle 1 mas AG, DDWT D1yD2 ERC: patrones wavelets sin
los detalles 1 y 2 mas ERC, DDWT D1yD2 AG: patrones wavelets sin los detalles 1 y
2 mas AG, WPT: patrones wavelets packets.

Esto indicaŕıa que los cambios de base producidos tanto por la Transformada

Wavelet Packets, como por la Transformada Wavelet Diádica Discreta, generan

caracteŕısticas (proyecciones de la señal registrada en la nueva base) que permiten

discriminar mejor los patrones correspondiente a una clase u otra. Aunque en el

caso de la DDWT es necesario mejorar la relación señal a ruido (suavizado) para

obtener una mejora estad́ısticamente significativa en el desempeño con respecto

al obtenido con los patrones temporales.

Mas allá de esto, la utilización de algoritmos de selección de caracteŕısticas

mejora notablemente el desempeño de los métodos mencionados anteriormente,
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lo cual puede justificarse en la reducción de la dimensionalidad de los datos pro-

ducidos por estos.

7.5. Análisis estad́ıstico

Para determinar si estad́ısticamente hay diferencia significativa al utilizar los

patrones WPT sobre el resto de las estrategias, se evaluó la normalidad de las

distribuciones de los ı́ndices de desempeño mediante la prueba de Shapiro-Wilk.

En la mayoŕıa de los casos las distribuciones fallaron la prueba, por lo que para

evaluar las diferencias entre métodos para cada variable se utilizó la prueba de

Friedman, que es el equivalente no paramétrico al análisis de varianza para medi-

das repetidas. En el caso de que la prueba de Friedman detectase una diferencia

significativa entre grupos, se utilizó la prueba de Tukey para las comparaciones

post hoc entre pares de métodos, también para cada ı́ndice de desempeño. El nivel

de significancia estad́ıstica fue fijado a 0,05 y se utilizó el software SigmaPlot v12

[76].

Pensando en aumentar el poder estad́ısticos de la prueba, y evitando relizar

comparaciones innecesarias, se propone agrupar los métodos de manera tal de

determinar cual/cuales son los de mejor desempeño en cada grupo para poste-

riormente hacer una comparación final. En consecuencia los métodos se agruparon

de la siguiente manera:

7.5.1. Selección de caracteŕısticas en patrones temporales

Tipos de patrones: Temporales + ERC, y Temporales + AGs.

Se encontraron diferencias significativas entre los ı́ndices de desempeño corres-

pondientes a los métodos propuestos y los de referencia (Friedman, p < 0, 001 para

todas las variables), ambos entregan tasas de sensibilidad, especificidad y acier-

tos significativamente superiores al método de referencia con un menor número

de caracteŕısticas (Tukey, p < 0, 05). Sin embargo no hay diferencias significa-

tivas entre ellos (Tukey, p > 0, 05), por lo cual se considerarán ambos para la

compración final.
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7.5.2. Generación de caracteŕısticas mediante DDWT y

suavizado

Tipos de patrones: DDWT, DDWT sin D1 y DDWT sin D1 y D2.

Se encontraron diferencias significativas entre los ı́ndices de desempeño corres-

pondientes a los métodos propuestos y los de referencia (Friedman, p < 0, 001 para

todas las variables). Los métodos DDWT sin D1 y DDWT sin D1 y D2 presentan

sensibilidad significativamente superiores al de referencia (Tukey, p < 0, 05), sin

embargo no hay diferencias significativas entre ellos (Tukey, p > 0, 05). El método

DDWT sin D1 entrega tasas de especificidad significativamente superiores al de

referencia y DDWT sin D1 y D2 (Tukey, p < 0, 05). Los métodos DDWT sin D1

y DDWT sin D1 y D2 entregan tasas de aciertos significativamente superiores al

método de referencia (Tukey, p < 0, 05), sin embargo no hay diferencias signifi-

cativas entre ellos (Tukey, p > 0, 05). En resumen, podŕıa decirse que el método

DDWT sin D1 parece ser superior debido a que la sensibilidad y tasa de aciertos

son comparables a DDWT sin D1 y D2, sin embargo tiene mejor especificidad

que este último.

7.5.3. Generación y selección de caracteŕısticas en patro-

nes wavelets

Tipos de patrones: DDWT sin D1 + algoritmos genéticos (DDWT sin D1+AGs),

DDWT sin D1 + eliminación recursiva de caracteŕısticas (DDWT sin D1+ERC),

DDWT sin D1 y D2 + algoritmos genéticos (DDWT sin D1 y D2+AGs), DDWT

sin D1 y D2 + eliminación recursiva de caracteŕısticas (DDWT sin D1 y D2+ERC).

Se tomó como criterio principal para determinar la significancia estad́ıstica

a los ı́ndices de desempeño evaluados en los grupos anteriores. Sin embargo, en

caso que haya dos métodos con igual desempeño se consideró la cantidad de

caracteŕısticas como un segundo criterio a utilizar. Para todos los métodos se

encontraron diferencias en la sensibilidad (Friedman, p < 0, 001), especificidad

(Friedman, p = 0, 002), tasa de aciertos (Friedman, p < 0, 001) y cantidad de

caracteŕısticas (Friedman, p < 0, 001) con respecto a los de referencia. En base

al criterio principal, se descartan DDWT sin D1 y D2+ERC y DDWT sin D1

y D2+AG por tener significativamente menor sensibilidad que el resto (Tukey,

p < 0, 05). También se descarta DDWT sin D1 y D2 por tener menor especificidad

que DDWT sin D1+AG y DDWT sin D1+ERC y menor tasa de aciertos que
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DDWT sin D1+ERC (Tukey, p < 0, 05 en todos los casos). Como resultado

de aplicar el criterio principal, se seleccionan DDWT sin D1+AG, DDWT sin

D1+ERC. En base al criterio secundario, y considerando además los patrones

DDWT sin D1, debeŕıa seleccionarse sólo DDWT sin D1+ERC, ya que a tasas

comparables de sensibilidad, especificidad y aciertos, utiliza significativamente

menos caracteŕısticas que DDWT sin D1+AG y DDWT sin D1 (Tukey, p < 0, 05).

7.5.4. Análisis final

Tipos de patrones: en base a los resultados obtenidos en los ı́tems anteriores

se consideraron los patrones Temporales+ERC, Temporales+AGs, DDWT sin

D1+ERC y WPT.

No se encontraron diferencias significativas entre los métodos mencionados en

base al criterio principal; ya sea sensibilidad (Friedman, p = 0, 615), especificidad

(Friedman, p = 0, 376) o tasa de aciertos (Friedman, p = 0, 457). En base al cri-

terio secundario, existen diferencias significativas entre los métodos mencionados

en términos de cantidad de caracteŕısticas (Friedman, p < 0, 001). En particular,

Temporales+ERC, Temporales+AG y DDWT sin D1+ERC utilizan significati-

vamente menos caracteŕısticas que WPT (Tukey, p < 0, 05), sin ninguna otra

diferencia significativa.

7.6. Comparación de resultados

Los resultados obtenidos fueron contrastados con los obtenidos por investiga-

dores que utilizaron la base de datos de la Universidad Autónoma Metropolitana.

Dado que en lo que respecta a la tasa de aciertos no se pudo establecer diferencias

significativas entre los grupos que mejor desempeño obtuvieron, lo cual implica

que se podŕıa utilizar cualquiera de estos, se tomarán los ı́ndices de desempeño

de los patrones WPT para la comparación.

Lindig-León et al en [77] desarrolló un método que tiene como objetivo reducir

el compromiso existente entre la taza de deletreo y la precisión, esto es una

caracteŕısticas de cualquier ICC basada en P300 y se debe a que en este caso se

utilizan patrones generados mediante promediación coherente. Para esto utilizó

un enfoque bayesiano para estimar la probabilidad a posteriori asociada con la

clasificación de cada objetivo utilizando un discriminante lineal como clasificador.
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La tasa de aciertos obtenida en este caso es de 0, 75 utilizando patrones generados

mediante promediación coherente de 2 épocas .

Saavedra et al en [78], con el objetivo de mejorar la relación señal a ruido

en registros de ERP en una ICC, propuso un nuevo enfoque de denoising en el

dominio wavelet teniendo en cuenta la correlación entre los canales registrados.

Esto se hace combinando la información de fase y amplitud en el dominio wavelet

para seleccionar automáticamente una ventana temporal en cada canal de registro

que maximice la separabilidad de clases (registros con P300 y sin P300 ). Los

resultados reportados en este trabajo indican una tasa de aciertos de 0, 56 para

registros de época única.

Kindermans et al en [79] propuso una ICC capaz de realizar deletreo sin

ningún tipo de entrenamiento, para lo cual utilliza información inter-sujetos aśı

como también modelos del lenguaje utilizando modelos ocultos de Markov; el

clasificador utilizado es del tipo no supervisado. Con esta propuesta se logran

tasas de acierto del 0, 89 para patrones generados con promedios de 3 épocas.

En la Tabla 7.2 se sumariza los resultados descriptos, si bien Kindermans et al

obtiene una mayor tasa de aciertos esto se debe a que los patrones se conforman

con promedios de 3 épocas; lo cual representa una ventaja muy grande comparado

con patrones conformados por una sola época. Para los otros casos los resultados

obtenidos en esta tesis son superiores.

Tabla 7.2: Comparación de resultados con otros investigadores utilizando la tasa de
aciertos como ı́ndice de desempeño.

Autores Tasa de aciertos Cantidad de épocas
Acevedo et al 0,78 Epoca única
Lindig et al 0,75 2 épocas

Saavedra et al 0,56 Epoca única
Kindermans et al 0,89 3 épocas

Además, para corroborar el desempeño de los métodos propuestos en esta

tesis, se evaluaron algunos de ellos utilizando la base de datos del Wadsworth

Center, la cual fue obtenida mediante un procedimiento similar al descripto en la

Sección 5.1 con la diferencia que solo participaron 2 sujetos y se adquirieron 64

canales en posiciones del sistema 10-20 [52].

Para este experimento no se utilizó la totalidad de canales sino aquellos en las

posiciones Fz, C4, Cz, C3, P3, P4, Pz, PO8, Oz, y PO7; y se sub-muestrearon las
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señales con una frecuencia de muestreo de 64 Hz. Además, se probaron métodos

representativos de cada experimento planteado en la tesis y con tasas de acierto

superiores al 0,75 con la base de datos de la Universidad Autónoma Metropolita-

na, a saber: patrones WPT (experimento 2), DDWT con soothing (experimento 3)

y patrones temporales con selección de caracteŕısticas mediante AGs (experimen-

to 4). Los resultados obtenidos se muestran en la Tabla 7.3, donde se corrobora

que la estrategia que obtiene el mejor desempeño es la combinación de patrones

WPT con el algoritmo LDB.

Tabla 7.3: Tasas de aciertos obtenidas con la base del Wadsworth Center.

Método Tasa de aciertos Caracteŕısticas
Temporales 0, 67± 0, 04 640
WPT + LDB 0, 70± 0, 03 180
DDWT sin D1 0, 64± 0, 02 320

Temporales + AGs 0, 68± 0, 001 275± 7
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Conclusiones

Hay situaciones que producen una disminución en la capacidad de comuni-

cación de una persona con su entorno, por ejemplo traumatismos debido a acci-

dentes, o enfermedades como la esclerosis lateral amiotrófica o esclerosis múltiple

entre otras. En este contexto el caso extremo es cuando se pierde el control total

el sistema muscular, quedando la persona cognitivamente en buen estado pero sin

poder mover su cuerpo, este estado se denomina śındrome de enclaustramiento.

En la actualidad existen dispositivos que permiten restituir artificialmente, y

de manera parcial, las funciones de las v́ıas de comunicación dañadas, otorgando a

una persona en estado de enclaustramiento la posibilidad de una interacción redu-

cida enviando mensajes y comandos a una computadora y desde ésta conectarse

o interactuar con el mundo exterior, estos dispositivos se denominan interfaces

cerebro computadoras (ICC).

Se pueden implementar ICC utilizando diversos paradigmas, el mas popular

dentro de la comunidad cient́ıfica es el basado en electroencefalograma, y dentro

de este modelo el denominado paradigma P300. Básicamente este consta de una

matriz con caracteres alfanuméricos en la que se van iluminando sus filas y co-

lumnas aleatoriamente, cuando se ilumina la fila o la columna en la cual está el

caracter al que la persona está prestando atención se genera una señal de poten-

cial evocado relacionado con evento cuya principal caracteŕıstica es la onda P300.

En consecuencia, bastaŕıa con identificar cual es la fila y la columna en la cual se

generó esta onda y aśı saber cual es el caracter que la persona quiere seleccionar.

La solución no es sencilla debido a que la onda P300 se encuentra inmersa

en ruido de fondo conformado principalmente por electroencefalograma con una

relación señal a ruido muy pobre. Si bien hay técnicas que permiten mejorarla,

116
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y en consecuencia facilitar la detección de la onda P300, estas insumen tiempo

de procesamiento; lo cual no es deseable ya que en este ámbito se busca lograr la

mayor tasa de transferencia de instrucciones por unidad de tiempo.

Por este motivo, en los último años ha aumentado el interés por investigar

el problema de detección de la onda P300 en registros de electroencefalogrma de

época única o single trial. Esto permitiŕıa mejorar la tasa de transferencia por lo

comentado en el párrafo anterior, pero por otro lado representa un problema de

dif́ıcil solución.

8.1. Contribuciones

En esta tesis se abordó el problema de detección de la onda P300 en registros

single trial en el marco de una interfaz cerebro computadora, para lo cual se

evaluaron distintas estrategias combinando representaciones en bases ortogonales

derivadas de la Transformada Wavelet Diádica Discreta y de la Transformada

Wavelet Packet, suavizado de la señal en el dominio Wavelet y estrategias de

reducción de dimensionalidad utilizando algoritmos genéticos y eliminación re-

cursiva de caracteŕısticas.

Se evaluaron representaciones de la señal de electroencefalograma obtenidas

en bases ortogonales generadas por la Transfomada Wavelet Diádica Discreta y

por la Transformada Wavelet Packets, en ambos casos utilizando como Wavelet

madre la Daubechies 4. Este enfoque desde el punto de vista de espacios de señales

es relativamente novedoso en el ámbito de la investigación en ICC, y permite a

futuro profundizar mas sobre representaciones de señales en bases no ortogonales.

La utilización de estrategias de mejoramiento de la relación señal a ruido en el

dominio Wavelet, en este caso particular el suavizado o smoothing, probó ser una

alternativa válida para mejorar la detección de la onda P300, ya sea porque la

resalta del ruido en la que está inmersa aśı como también porque impĺıcitamente

provoca una reducción de la dimensionalidad de los patrones resultantes.

Relacionado con este último concepto, y considerando además la posibilidad

de futuras implementaciones de una ICC en alguna plataforma hardware se es-

tudiaron métodos de reducción de dimensionalidad de las señales mediante algo-

ritmos genéticos y eliminación recursiva de caracteŕısticas, las cuales permitieron

mejorar aún mas los desempeños obtenidos en los casos descriptos anteriormente,

excepto para el caso de los patrones WPT.
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En términos generales, se puede decir que se obtuvieron ı́ndices de desempeño

superiores a 0,70 en la mayoŕıa de la estrategias propuestas, y superiores a 0,75

en mas de la mitad; lo cual es un logro importante considerando que con estos

valores es posible establecer la comunicación de una persona mediante una ICC

y eventualmente controlar un dispositivo [80, 81].

Los mejores desempeños se obtuvieron con los patrones WPT, con los que

se logró una tasa de aciertos de 0,785, representando una mejora del 12,9% con

respecto a los ı́ndices de referencia. Además, las siguientes estrategias también

produjeron buenos resultados: a) patrones Temporales combinados con ERC, b)

patrones Temporales combinados con AGs y c) patrones DDWT sin el detalle 1

combinado con ERC; obteniéndose tasas de aciertos de 0,777 (mejora del 11,7%),

0,770 (mejora del 10,8%) y 0,778 (mejora del 11,9%) respectivamente con res-

pecto a los ı́ndices de referencia. Si bien no se pudieron establecer diferencias

estad́ısticamente significativas entre ellas, se puede concluir que cualquiera es

una buena opción.

La situación es diferente si se piensa implementar una interfaz cerebro compu-

tadora en una plataforma hardware, en esta situación las estrategias que utilizan

patrones temporales y selección de caracteŕısticas presentan ventajas por sobre

las estrategias basadas en patrones DDWT y WPT, ya que son mas simples y

generan patrones con dimensionalidad menor. A manera de ejemplo, esto se ob-

serva claramente si se analizan las dimensiones resultantes de las estrategias a)

y b) mencionadas en el párrafo anterior, ya que fueron el 18% y el 20% de la

dimensión de los patrones de referencia respectivamente.

8.2. Trabajo futuro

En esta sección se presentan algunas ĺıneas de trabajo futuro para mejorar los

desempeños logrados en esta tesis.

a) Selección de canales de registro: en esta tesis se utilizaron la totalidad de ca-

nales de registros disponibles en la base de datos de la Universidad Autónoma

Metropolitana, sin embargo disminuir la cantidad de canales manteniendo o

mejorando el desempeño resultaŕıa conveniente, ya que esto simplificaŕıa el

setup de instrumentación del sujeto y por sobre todas las cosas reduciŕıa aún

mas la dimensionalidad de los patrones y propiciaŕıa la implementación hard-

ware de una ICC. Algunos alternativas a evaluar son el algoritmo CSP (del
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inglés Common Spatial Pattern) [82] y algoritmos genéticos [83], entre otros.

b) Ensamble de clasificadores: la etapa de clasificación de la ICC se conformó

con un clasificador lineal al cual le ingresa la información de los 10 canales

concatenados, ya sean temporales o wavelets. Tal como se motró, durante el

desarrollo de la tesis, se realizó una primera experiencia evaluando 3 méto-

dos de construcción de ensambles de clasificadores lineales aśı como también

diferentes métodos de toma de decisión. Si bien los resultados obtenidos no

son satisfactorios, orientan la búsqueda hacia el estudio de otros tipos de cla-

sificadores con caracteŕısticas de mayor diversidad en su respuesta para ser

utilizados en ensambles, como máquinas de soporte vectorial, Perceptrones

multicapa, otros.

c) Representación a través de bases no ortogonales: en el contexto de la tesis

la matriz de transformación o cambio de base Φ corresponde a una base or-

togonal completa, sin embargo resulta de interés evaluar alternativas que no

necesariamente cumplan con esta condición. En este sentido se podŕıa consi-

derar la Descomposición Modal Emṕırica, Análisis de Componentes Indepen-

dientes y bases no ortogonales obtenidas a partir de diccionarios de átomos

tiempo-frecuencia sobrecompletos mediante algoritmos como Basis Pursuits o

Matching Pursuits, entre otros.

d) Implementación en hardware: al momento de presentación de esta tesis ya

se están realizando algunas experiencias de implementación de los bloques de

extracción de caracteŕısticas y clasificación de una interfaz cerebro computado-

ra en la plataforma EDU-CIAA-NXP basada en un microcontrolador ARM

CORTEX M4 de 32 bits [84]. El objetivo es evaluar el desempeño de esta

plataforma en implementaciones de distintas alternativas de selección de ca-

racteŕısticas, clasificadores lineales, tipos de datos, entre otras.
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2012.

7. Y. Atum, J. Biurrun Manresa, L. Rufiner and R. Acevedo. Genetic Feature

Selection for a P300 Brain Computer Interface, Proceedings of VI Latin

American Congress on Biomedical Engineering, págs. 603–606. Springer In-
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de Bioingenieŕıa (SABI 2013), Tucumán, 4 al 6 de septiembre, 2013.
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a la mineŕıa de datos. PEARSON Prentice Hall, 2004. 52, 61

[42] A. Webb and A. Copsey. Statistical pattern recognition 3ed. Wiley Chiches-

ter, 2011. 54, 55

[43] M. Mitchell. An introduction to genetic algorithms 5ed. MIT Press Cam-

bridge, 1999. 55

[44] A. Bashashati, M. Fatourechi, R. Ward, and G. Birch. A survey of signal

processing algorithms in brain-computer interfaces based on electrical brain

signals. Journal of Neural Engineering, (4):32–57, 2007. 59, 61

[45] R. Swarnkar, A. Keskar, P. Prasad, and N. Shivprakash. A new approach

to detect p300 in a single trial based on pca and svm classifier. In 2016

IEEE Region 10 Symposium (TENSYMP), pages 355–360, May 2016. doi:

10.1109/TENCONSpring.2016.7519432. 59

[46] S. Tayeb, A. Mahmoudi, F. Regragui, and M. Himmi. Efficient detection

of p300 using kernel pca and support vector machine. In Complex Systems

(WCCS), 2014 Second World Conference on, pages 17–22, Nov 2014. doi:

10.1109/ICoCS.2014.7060953. 59

[47] S. Xie, Y. Wu, Y. Zhang, J. Zhang, and C. Liu. Single channel single trial

p300 detection using extreme learning machine: Compared with bpnn and

svm. In 2014 International Joint Conference on Neural Networks (IJCNN),

pages 544–549, July 2014. doi: 10.1109/IJCNN.2014.6889400. 59

[48] B. Blankertz, S. Lemm, M. Treder, S. Hauf, and K. Müler. Single-trial
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L. Rufiner. Determination of an optimal training strategy for a bci clas-

sification task with lda. In 5th International IEEE EMBS Conference on

Neural Engineering, 2011. 84
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