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INTRODUCCION

La anotaciéon automatica de proteinas sigue siendo un desafio sin resolver en bioinformatica
debido a la velocidad a la que se producen datos experimentales. Estos datos son anotados
de forma manual, por lo tanto su realizacién es muy lenta (Bateman et al, 2023).

La anotacion de proteinas incluye la clasificacion de proteinas en familias y la base de datos
de Pfam es ampliamente utilizada para este propdsito. Los modelos clasicos de Pfam
basados en Modelos ocultos de Markov (HMM) y BLASTp generan perfiles de familias a
partir de las similitudes entre las secuencias de proteinas que pertenecen a una familia
dada. De esta forma se pueden clasificar secuencias nuevas comparandolas con esos
perfiles. Sin embargo aun queda alrededor del 25% de las proteinas que no han sido
anotadas porque no coinciden con esas representaciones generadas. Esto ocurre ya que en
algunos casos hay pocos ejemplos de una familia y no son suficientes para generar un perfil
adecuado (Mistry et al, 2021).

Han aparecido recientemente modelos de aprendizaje profundo (DL, por sus siglas en
inglés) capaces de inferir automaticamente patrones compartidos entre las secuencias de
una familia, lo que permite la anotacibn computacional automatica de secuencias
completamente nuevas (Bileschi et al, 2022). Sin embargo, las técnicas de DL dependen de
un gran numero de datos para inferir patrones significativos en las secuencias y, como se
dijo, muchas familias de Pfam constan de un niumero pequefio de secuencias de ejemplo. El
aprendizaje por transferencia (TL, por sus siglas en inglés) ofrece una solucién prometedora
para este problema al ofrecer representaciones genéricas de secuencias de proteinas

Titulo del proyecto: Estimacion de distancias semanticas y aprendizaje profundo para la prediccion de
nuevas funciones de genes

Instrumento: CAID 115
Afo convocatoria: 2020
Organismo financiador: CONICET

Directora: Georgina Stegmayer

Federacin
‘ Universitaria
delLitoral



aprendidas previamente por grandes modelos de lenguaje y que luego pueden adaptarse
para un problema especifico (Unsal et al, 2022).

En este trabajo, se propone el uso de TL junto con modelos de ML para mejorar la
clasificacion de proteinas en familias. Resultados preliminares obtenidos han mostrado que
incluso cuando TL se utiliza con modelos de aprendizaje automatico clasico como k vecinos
mas cercanos (KNN, por sus siglas en inglés) y perceptron multicapa (MLP, por sus siglas en
inglés), estos modelos logran reducir significativamente el error de prediccion en
comparacion con los métodos estandar y los modelos de DL con representaciones simples.

OBJETIVOS

e Desarrollar nuevos modelos y algoritmos basados en machine learning para clasificar
proteinas en familias a partir de los vectores de caracteristicas generadas con grandes
modelos de lenguaje.

e Investigar el potencial del aprendizaje por transferencia (TL) en la tarea de clasificacion
de proteinas.

METODOLOGIA

Para abordar este problema, se utilizé aprendizaje por transferencia (TL) que consta de dos
etapas. Estas etapas se ilustran en la Figura 1. La primera etapa (izquierda) consiste en
entrenar de forma auto-supervisada, con grandes bases de datos sin etiquetar, un modelo
para realizar una tarea genérica, por ejemplo completar una secuencia dada. De esta
manera se aprende una representacion numérica que contiene informacion de todo el
conjunto de datos y no solamente de los pocos que si estan anotados. La segunda etapa
(derecha) utiliza la representacién aprendida en la primera para entrenar un modelo, esta
vez de forma supervisada y con datos etiquetados, para realizar otra tarea como puede ser
la de clasificacién en familias de Pfam.
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Figura 1: Aprendizaje por transferencia para la anotacion funcional automatica de proteinas

Hay varios grandes modelos de lenguaje de proteinas disponibles para la primera etapa. Los
modelos seleccionados en este plan de trabajo fueron ESM1b, ProtTransBertBFD, ESM1y,
ESM2 y ProtTransT5-XL-U50. Los dos primeros fueron elegidos porque resultaron ser los
mejores en performance segun una revision del estado del arte realizada por el grupo de
investigacion (Fenoy et al, 2022). ESM1v y ESM2 se eligieron porque eran modelos mas
nuevos que ESM1b y sus autores los recomiendan debido a que obtienen mejores
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resultados (Rives et al, 2021). De la misma manera, se opt6 por ProtTransT5-XL-U50 porque
es la ultima version disponible y es la que recomiendan sus autores por su mejor desempeno
(Elnaggar et al, 2022).

Se entrenaron clasificadores muy utilizados en machine learning, como son MLP y KNN,
recibiendo como entrada las proteinas codificadas con los modelos mencionados
anteriormente. También se entrenaron ensambles. Un ensamble consiste en el
entrenamiento de varios modelos que luego obtienen una unica respuesta combinando por
votacion sus predicciones obtenidas individualmente. En este trabajo se ensamblaron 10
KNNs y 10 MLPs.

Para la validacion cruzada del desempefio de los modelos se utilizd una particion de
entrenamiento y prueba ya disponible de todo Pfam v32. Se compararon sus desempefios
con otros modelos de aprendizaje profundo existentes como ProtCNN y el ensamble
ProtENN (Bileschi et al, 2022) que utilizan representaciones mas simples y estan limitados,
como se menciono previamente, a entrenar Unicamente con los pocos datos anotados.

RESULTADOS Y CONCLUSIONES

En la Tabla 1 se reproducen los resultados de modelos sin TL (mejor resultado en negrita).
Los modelos HMM y BLASTp usan la secuencia cruda de la proteina como entrada.
ProtCNN y ProtENN son modelos de DL reciben una representacién simple de la proteina
(de tipo one-hot). Se entrené un MLP con la misma representacion one-hot para facilitar la
comparacion de resultados.

Tabla 1: Resultados de modelos sin TL

Modelo HMM | BLASTp | ProtCNN | ProtENN MLP
Porcentaje de error 18.10% | 35.90% | 27.60% 12.20% 41.57%
(Numero de errores) | (3844) | (7639) (5882) (2590) (8852)

Por otro lado, entrenando modelos de aprendizaje automatico con TL se obtuvieron los
resultados mostrados en la Tabla 2. Comparando ambas tablas, el mejor resultado es el de
MLP+ProtTransT5-XL-U50 con un 8,25% de error en clasificacién, en comparacién al
ensable de modelos DL ProtENN con un 12,20% de error. Como se puede observar, con TL
el error de prediccion de la familia de cada proteina se puede reducir en un 55% con
respecto a los métodos estandar de anotacion funcional (HMM) y en un 32% con respecto a
modelos de aprendizaje profundo con representaciones simples.

Tabla 2: Resultados de modelos con TL. Se muestran porcentajes de error y niumero de errores para
cada combinacién de modelo de aprendizaje y modelo de lenguaje aprendido por transferencia.

Método KNN KNN Ensamble | MLP MLP Ensamble
ESM1b 15.16% | 23.39% 14.33% 24.96%
(3229) (4981) (3052) (5314)
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ESM1v 21.33% |31.08% 18.59% 31.06%
4541) | (6618) (3959) (6613)
ESM2 15.55% | 26.90% 11.48% 21.63%
(3311) | (5728) (2444) (4605)
ProtTransBertBFD | 39.49% |55.74% 21.63% 35.36%
(8408) | (11868) (4606) (7529)
ProtTransT5-XL-U50 |8.63% | 15.92% 8.25% 15.92%
(1838) | (3390) (1757) (3389)

Cabe destacar que aunque los modelos de aprendizaje automatico utilizados en este estudio
no son tan complejos como los de DL, los modelos profundos fueron efectivamente
superados gracias al uso de TL, como se propuso en este plan de investigacién. Se puede
afirmar que la mejora en el desempefio se debe a TL ya que, usando la misma
representacion simple, el MLP es el que tiene mas errores de clasificacion, mientras que con
un modelo de TL adecuado disminuye considerablemente su tasa de error. Como trabajo
futuro, nos enfocaremos en probar TL con modelos de DL de forma de mejorar su
performance en clasificacion.
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